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开篇词｜从0开始搭建一个深度学习推荐系统

你好，我是王喆，在一家硅谷的科技公司 Roku 担任机器学习工程师。
Roku 是美国最大的视频流媒体平台，在美国智能电视市场占比超过 1/3。我作为推荐系统的架构负责人，在最近两年多的时间里，跟团队一起搭建了一整套深度学习推荐系统，相比于传统推荐系统，它在播放时长、点击率等效果指标上取得了 30% 以上的提升。
在这个过程中，我和团队踩过不少“坑”，也总结了很多经验。其中最宝贵的一点是，只有建立起深度学习推荐系统的知识体系，从系统的层面考虑问题，我们才能够实现整体效果上的优化。与此同时，我还发现越来越多的在校生和刚入行的工程师，想要熟悉或者是在深度学习推荐系统领域取得进一步的发展，但经常因为缺少系统的学习机会而困在一两个难点上，停滞不前。
比如说，一些对深度学习推荐系统非常感兴趣的在校生，很希望能有前辈带领他们熟悉业界的热门技术，让他们在进入相关领域前就积攒起足够的工程经验。这种想法是非常好的。我也面试超过两三百位应届生了，以我的经验，最让企业青睐的应届生就是动手能力强、有实习经验、有业界项目经验的。但这种锻炼自己的机会却很难找到。
再比如说，一些已经进入推荐、广告、搜索相关部门，但是时间不长，或者正要转行进入这些行业的工程师。他们想要自主承担起某个模块的开发任务，期待扩展自己的技术视野和格局，向更高级的职位进发。但这需要他们建立一套成体系的知识和实践框架。
我是一个十分赞同开源思想并且乐于分享知识的人。既然有那么多同行都有这样的需求，我为什么不把我建立行业知识体系的过程分享出来呢？所以在 2020 年初，我发布了新书《深度学习推荐系统》，希望这本书能帮助一些同学建立深度学习推荐系统的知识体系。令我没想到的是，这本书在半年之内就重印了 7 次，销量接近 2 万册，豆瓣评分达到了 9.3，这对于一本技术书来说是非常难得的。
新书获得肯定的同时，我也收到了很多读者的反馈，最多的一点是“书中的知识非常体系化，帮助我建立了整个行业的知识蓝图，但如果能有配套的实践项目就更完美了”。
就像 Linux 之父 Linus Torvalds 说的那句话：“Talk is cheap. Show me the code.”，实践对于工程师来说永远是最重要的。所以我就趁热打铁，在极客时间上开设了一门更偏重实战的技术专栏。我想这是一次绝佳的机会，与你一同从“0”开始，搭建一个“工业级”的“深度学习”推荐系统，做到知识和实践两手抓！
深度学习的浪潮，推荐系统的时代
在跟你聊了开设这门课程的初心之后，我觉得很有必要把我们的视野放得更宽一点，看看我们这个时代到底是怎么被推荐系统影响着，推荐系统又是怎么在深度学习的浪潮之中“乘风破浪”的。
毫无疑问，推荐系统从来没有像现在这样影响着我们的生活。想上网购物，天猫、京东的推荐系统会帮你挑选商品；想了解资讯，头条、知乎的推荐系统会为你准备感兴趣的新闻和知识；想消遣放松，抖音、快手的推荐系统会为你奉上让你欲罢不能的短视频。
而驱动这些巨头进行推荐服务的，都是基于深度学习的推荐模型。
2013 年，百度率先在广告系统中应用了深度学习，2015 到 2020 年，阿里提出并应用了从 MLR 到 DIEN 等一系列的深度学习模型。国外的互联网巨头也不逞多让，从最早的 Google 的 Word2vec，到 2015 年 YouTube 的深度学习推荐系统，再到之后的 Facebook、Amazon、微软等等，几乎所有头部公司的成功应用，让深度学习如后浪般席卷了推荐系统业界，将传统的推荐模型彻底取代。
更让人感叹的是，字节跳动在 2020 年 1 月 5 日发布的一份《抖音数据报告》中宣布，抖音日活用户突破了 4 亿。要知道，这距离抖音 2016 年 9 月上线仅过去了 3 年多一点的时间。作为一个几乎完全由推荐系统驱动的应用，这样的增长速度是惊人的，是前所未有的。而字节跳动技术团队曾经披露的，深度学习在推荐算法、视频内容理解、自然语言处理等方向上的应用，则又一次向我们印证了深度学习的强大实力。
深度学习时代，推荐工程师的职业发展方向在哪？
随着推荐系统的快速发展，在深度学习时代，推荐工程师又该如何选择自己的职业发展方向呢？
推荐工程师的工作，本质上是利用一切可能的技术手段来提升推荐系统的效果，从而不断达到甚至超越企业的商业目标。
举个例子，2019 年，阿里著名的千人千面系统驱动了天猫“双 11”2684 亿元的成交额。假设我们通过改进天猫的商品推荐功能，让平台整体的转化率提升 1%，那么在 2684 亿元成交额的基础上，我们就能再增加 26.84 亿元。 也就是说，推荐工程师仅通过优化推荐技术，就创造了 26.84 亿元的价值。这无疑是这个职位最大的魅力所在，也是它能够支撑起百万年薪最重要的原因。
1% 听起来很小，但是想要在一个成熟的推荐系统上，找到能够提升的突破点并不容易，这需要我们动用所有的领域知识储备。一位推荐工程师优秀与否，也就是在这个时候体现出来的。
在所有业界巨头的推荐引擎都由深度学习驱动的今天，作为一名推荐系统从业者，我们不应该止步于，或者说满足于继续使用协同过滤、矩阵分解这类传统方法，而应该加深对深度学习模型的理解，加强对大数据平台的熟悉程度，培养结合业务和模型的技术直觉，提高我们整体的技术格局，这些都是我们取得成功的关键。
可能你最近经常听说“算法工程师的知识更新太快，一不小心就处在被淘汰的边缘”。但我始终坚信一点，人才的分布都是金字塔式的，与其抱怨金字塔底座为什么这么宽，不如努力提高自己的知识储备、工程能力和技术视野，哪怕只是向金字塔的塔尖前进了一步，我们也超越了最宽的那个底座，不是吗。
因此，我希望在这门课里与你一起建立的，是深度学习推荐系统的整体架构。这对我来说也是个不小的挑战，因为它几乎需要我输出所有的工作经验和知识储备。当然，对你来说肯定也是个挑战，因为一定有很多新知识需要补充到自己的知识框架中。但我相信我们的目标一定是一致的，就是在深度学习时代，在推荐系统这个行业开拓视野、站稳脚跟。
这门课是怎么设计的？
一句话来说，这门课程是一门知识与实践并重的课程，通过解决 30+ 个深度学习推荐系统问题，不仅能串联起深度学习推荐系统的知识体系，还能帮你实打实地收获一套经过实践验证过的开源代码，从而让你也能实现一个工业级的深度学习推荐系统。
注意了，这里面有几个关键词，分别是“知识体系”“深度学习”“工业级”“实战”。没错，我们的课程就是围绕这几个关键词展开的。我遵循一个经典推荐系统的框架，把课程分为 6 个部分，分别是“基础架构篇”“特征工程篇”“线上服务篇”“推荐模型篇”“效果评估篇”“前沿拓展篇”，其中的每节课，我们都会着重解决一个技术难点。
基础架构篇：从 0 出发，建立深度学习推荐系统的知识体系
在开始学习这门课之前，我对你的要求有两个，一是有一定的编程基础，二是有基本的机器学习概念知识。在此基础上，我们通过基础架构篇的学习，就能建立起深度学习推荐系统的完整知识架构，做到“心中有蓝图、心中有高楼”。
具体来说，在基础架构篇中，我会详细讲解我们要从 0 开始实现的推荐系统，Sparrow RecSys 的主要功能和技术架构。由于缺少工业级的实验环境，Sparrow RecSys 不可能是一个真正的工业级推荐系统，但是它的每一行代码都是严谨的，其中的每个方法都是经过业界验证的主流方法。并且，我们还会使用到 Spark、Flink、TensorFlow 这些业界目前最流行的机器学习和大数据框架，麻雀虽小，但五脏俱全。
特征工程篇：又快又好，用心准备推荐系统的“食材”
在特征工程篇中，我会和你一起讨论推荐系统会用到的特征，以及主要的特征处理方式，并且把它们都实践在 Spark 上。除此之外，我还会讲解深度学习中非常流行的 Embedding、Graph Embedding 技术。
我们可以把特征工程看作是为推荐系统准备“食材”的过程。所以我希望通过这部分的学习，你不仅能够成为一名合格的“备菜”师傅，更能够利用学到的 Embedding 方法，来实现 Sparrow Recsys 中的相似电影推荐功能，在实践中快速成长起来。
线上服务篇：实践出真知，掌握搭建工业级推荐系统的核心技能
一个工业级推荐系统和实验室 Demo 的最大区别就在于线上服务部分。在这一篇中，我们要实打实地搭建一个推荐服务器，它包括了服务器、存储、缓存、模型服务等相关知识。相信通过这部分的学习，你能初步掌握 Jetty Server、Spark、Redis，这些工程领域的核心技能。
推荐模型篇：深度学习推荐系统上的明珠
如果让我挑出深度学习对传统推荐系统最大的改进，毫无疑问是深度学习在推荐模型上的应用，甚至我们称它为“推荐系统上的明珠”也不为过，所以这一部分可以说是整门课程的重中之重了。我们将一起学习深度学习推荐模型的原理和实现方法，主要包括 Embedding+MLP 、Wide&Deep、PNN 等深度学习模型的架构和 TensorFlow 实现，以及注意力机制、序列模型、增强学习等相关领域的前沿进展。
效果评估篇：建立成体系的推荐系统评估机制
在效果评估篇中，我们要重点学习效果评估的主要方法和指标。但对一个成熟的推荐系统来说，仅熟悉这些是不够的，我还期望你能通过这一篇的学习建立起包括线下评估、线上 AB 测试、评估反馈闭环等整套的评估体系，真正能够用业界的方法而不是实验室的指标来评价一个推荐系统。
前沿拓展篇：融会贯通，追踪业界前沿
在完成整体的知识积累之后，我们在通过这一篇的学习，将通过业界巨头们的深度学习推荐系统方案进行融会贯通。我会重点讲解 YouTube、阿里巴巴、微软、Pinterest 等一线公司的深度学习应用，帮助你追踪业界发展的最新趋势，并且找到自己技术道路上的方向。
所有的点穿成线、连成面，就组成了我们希望掌握的深度学习推荐系统架构。与此同时，我们也会在课程完成后，搭建起一个完整的推荐系统，再收获一份亲眼看见自己学习成果的成就感。

最后我想说，No Magic，不要期望一门课程就能够让你成为业界专家。如果你是完全没有推荐系统基础的新人，这门课程能够让你入门推荐系统，初步掌握深度学习推荐系统各模块的相关知识和业界实践。如果你是行业老兵，这门课能让你查漏补缺，在技术视野和格局上有所提高。但推荐系统的每个模块都有着极深的技术纵深，不管是 TensorFlow 还是 Spark，还是 Redis、Flink，它们中的每一个都需要我们持续性的钻研才能够成为领域专家。在技术专家的道路上，这仅仅是个开始，当然，我也很荣幸能帮你开启这个既有魅力又有挑战性的技术领域。
最后，关于深度学习推荐系统，希望你能在这里畅所欲言，提出你的困惑和疑问。也欢迎多多给我留言，你们的鼓励是我的动力。如果你身边也有想要学习深度学习推荐系统的同学，也别忘了把这个课程分享给他。很高兴能与你一起开启深度学习推荐系统的学习之路，愿与你在攀登行业塔尖的路上共勉。
    

01｜深度学习推荐系统的经典技术架构长啥样？

你好，我是王喆。从今天开始，我们正式开始学习“深度学习推荐系统”了。在开始之前，我想先问你一个问题：当你开始学习一个全新领域的时候，你想做的第一件事情是什么？
当然每个人可能都有自己的答案，但对于我自己来说，我最想搞明白的是两个问题。一个是，这个领域到底要解决什么问题？第二个是，这个领域有没有一个非常高角度的思维导图，让我能够了解这个领域有哪些主要的技术，做到心中有数？
针对“深度学习推荐系统”这个领域啊，可能还会有第三个问题，为什么我们要一直强调“深度学习”，深度学习到底给推荐系统带来了什么革命性的影响？相信听完了这一节课，你心中的这三个问题也都能迎刃而解。
推荐系统要解决的根本问题是什么？
在开篇词中我们提到，推荐系统的应用已经渗透到购物、娱乐、学习等生活的方方面面，虽然商品推荐、视频推荐、新闻推荐这些推荐场景可能完全不同，既然它们都被称为“推荐系统”，解决的本质问题一定是相通的，遵循着共通的逻辑框架。
推荐系统要解决的问题用一句话总结就是，在“信息过载”的情况下，用户如何高效获取感兴趣的信息。
因此，推荐系统正是在“浩如烟海的互联网信息”和“用户的兴趣点”之间，搭建起的一座桥梁。那这座桥是怎么一步步搭建起来的呢？下面，我们先来看看，推荐系统比较抽象的逻辑架构是什么样的，再一步步搭建起它的技术架构，让你对推荐系统有一个整体上的印象。
推荐系统的逻辑架构
从推荐系统的根本问题出发，我们可以清楚地知道，推荐系统要处理的其实是“人”和“信息”之间的关系问题。也就是基于“人”和“信息”，构建出一个找寻感兴趣信息的方法。
这里“信息”的定义非常多样，它在不同场景下的具体含义也千差万别。比如说，在商品推荐中指的是“商品信息”，在视频推荐中指的是“视频信息”，在新闻推荐中指的是“新闻信息”，为了方便，我们可以把它们统称为“物品信息”。
而从“人”的角度出发，为了更可靠地推测出“人”的兴趣点，推荐系统希望能利用大量与“人”相关的信息，这类信息包括历史行为、人口属性、关系网络等，它们可以被统称为“用户信息”。
此外，在具体的推荐场景中，用户的最终选择一般会受时间、地点、用户的状态等一系列环境信息的影响，这些环境信息又可以被称为“场景信息”或“上下文信息”。
清楚了这些信息的定义，推荐系统要处理的问题就可以被形式化地定义为：对于某个用户U（User），在特定场景C（Context）下，针对海量的“物品”信息构建一个函数 ，预测用户对特定候选物品I（Item）的喜好程度，再根据喜好程度对所有候选物品进行排序，生成推荐列表的问题。
这样一来，我们就可以抽象出推荐系统的逻辑框架了。虽然这个逻辑框架还比较简单，但我们正是在此基础上，对各模块进行细化和扩展，才产生了推荐系统的整个技术体系。

图1 推荐系统逻辑架构
深度学习对推荐系统的革命
有了推荐系统的逻辑架构，我就能回答开头的第三个问题“深度学习到底给推荐系统带来了什么革命性的影响？”。
在推荐系统逻辑架构图中，居于中心位置的是一个抽象函数f(U,I,C)，它负责“猜测”用户的心，为用户可能感兴趣的物品打分，从而得出最终的推荐物品列表。在推荐系统中，这个函数一般被称为“推荐系统模型”（今后简称“推荐模型”）。
深度学习应用于推荐系统，能够极大地增强推荐模型的拟合能力和表达能力。简单来说，就是让推荐模型“猜的更准”，更能抓住用户的“心”。这么说你可能还没有一个清晰的概念，接下来，我们再从模型结构的角度出发，来比较一下传统机器学习推荐模型和深度学习推荐模型的区别，让你有一个更清晰的认识。
我在下面给出了一张模型结构对比图，它对比了传统的矩阵分解模型和深度学习矩阵分解模型的区别。我们先忽略细节不谈，你第一眼看上去有什么感觉？是不是觉得深度学习模型变得更复杂了，一层又一层，层数增加了很多。
你的感觉一点儿都没错，其实正是因为深度学习复杂的模型结构，让深度学习模型具备了理论上拟合任何函数的能力。如果说 *f(U,I,C)这个推荐函数具有一个最优的表达形式，那传统的机器学习模型只能够拟合出f(U,I,C)* 这个推荐函数的近似形式，而深度学习模型则可以最大程度地接近这个最优形式。

图2 传统的矩阵分解模型和深度学习矩阵分解模型的对比图
来源：《Neural collaborative filtering》
除此之外，深度学习模型非常灵活的模型结构还让它具备了一个无法替代的优势，就是我们可以让深度学习模型的神经网络模拟很多用户兴趣的变迁过程，甚至用户做出决定的思考过程。比如阿里巴巴的深度学习模型——深度兴趣进化网络（如图 3），它利用了三层序列模型的结构，模拟了用户在购买商品时兴趣进化的过程，如此强大的数据拟合能力和对用户行为的理解能力，是传统机器学习模型不具备的。

图3 阿里巴巴的深度兴趣进化网络 
来源：《Deep Interest Evolution Network for Click-Through Rate Prediction》
但是，深度学习对推荐系统的革命影响还远不止这些。近几年，由于深度学习模型的结构复杂度大大提高，使通过训练使模型收敛所需的数据量大大增加，这也反向推动了推荐系统大数据平台的发展，让推荐系统相关的大数据存储、处理、更新模块也一同迈入了“深度学习时代”。
讲了这么多深度学习对推荐系统的影响，我们似乎还没看到一个完整的深度学习推荐系统架构。别着急，下面，我们就来讲一讲，经典的深度学习推荐系统的技术架构是什么样的。
深度学习推荐系统的技术架构
讲之前啊，我还要说明一点，深度学习推荐系统的架构与经典的推荐系统架构其实是一脉相承的，它对经典推荐系统架构中某些特定模块进行了改进，使之能够支持深度学习的应用。所以，我会先讲经典的推荐系统架构，再讲深度学习对它们的改进。
在实际的推荐系统中，工程师需要着重解决的问题有两类。
	一类问题与数据和信息相关，即“用户信息”“物品信息”“场景信息”分别是什么？如何存储、更新和处理数据？
	另一类问题与推荐系统算法和模型相关，即推荐系统模型如何训练、预测，以及如何达成更好的推荐效果？

一个工业级推荐系统的技术架构其实也是按照这两部分展开的，其中“数据和信息”部分逐渐发展为推荐系统中融合了数据离线批处理、实时流处理的数据流框架；“算法和模型”部分则进一步细化为推荐系统中，集训练（Training）、评估（Evaluation）、部署（Deployment）、线上推断（Online Inference）为一体的模型框架。基于此，我们就能总结出推荐系统的技术架构图。

图4 推荐系统技术架构示意图
在图 4 中，我把推荐系统的技术架构分成了“数据部分”和“模型部分”。那它们的工作内容和作用分别是什么呢？深度学习对于这两部分的影响又有哪些呢？下面，我来一一讲解。
第一部分：推荐系统的数据部分
推荐系统的“数据部分”主要负责的是“用户”“物品”“场景”信息的收集与处理。根据处理数据量和处理实时性的不同，我们会用到三种不同的数据处理方式，按照实时性的强弱排序的话，它们依次是客户端与服务器端实时数据处理、流处理平台准实时数据处理、大数据平台离线数据处理。
在实时性由强到弱递减的同时，三种平台的海量数据处理能力则由弱到强。因此，一个成熟推荐系统的数据流系统会将三者取长补短，配合使用。我们也会在今后的课程中讲到具体的例子，比如使用 Spark 进行离线数据处理，使用 Flink 进行准实时数据处理等等。
大数据计算平台通过对推荐系统日志，物品和用户的元数据等信息的处理，获得了推荐模型的训练数据、特征数据、统计数据等。那这些数据都有什么用呢？具体说来，大数据平台加工后的数据出口主要有 3 个：
	
生成推荐系统模型所需的样本数据，用于算法模型的训练和评估。

	
生成推荐系统模型服务（Model Serving）所需的“用户特征”，“物品特征”和一部分“场景特征”，用于推荐系统的线上推断。

	
生成系统监控、商业智能（Business Intelligence，BI）系统所需的统计型数据。


可以说，推荐系统的数据部分是整个推荐系统的“水源”，我们只有保证“水源”的持续、纯净，才能不断地“滋养”推荐系统，使其高效地运转并准确地输出。在深度学习时代，深度学习模型对于“水源”的要求更高了，首先是水量要大，只有这样才能保证我们训练出的深度学习模型能够尽快收敛；其次是“水流”要快，让数据能够尽快地流到模型更新训练的模块，这样才能够让模型实时的抓住用户兴趣变化的趋势，这就推动了大数据引擎 Spark，以及流计算平台 Flink 的发展和应用。
第二部分：推荐系统的模型部分
推荐系统的“模型部分”是推荐系统的主体。模型的结构一般由“召回层”、“排序层”以及“补充策略与算法层”组成。
其中，“召回层”一般由高效的召回规则、算法或简单的模型组成，这让推荐系统能快速从海量的候选集中召回用户可能感兴趣的物品。“排序层”则是利用排序模型对初筛的候选集进行精排序。而“补充策略与算法层”，也被称为“再排序层”，是在返回给用户推荐列表之前，为兼顾结果的“多样性”“流行度”“新鲜度”等指标，结合一些补充的策略和算法对推荐列表进行一定的调整，最终形成用户可见的推荐列表。
从推荐系统模型接收到所有候选物品集，到最后产生推荐列表，这一过程一般叫做“模型服务过程”。为了生成模型服务过程所需的模型参数，我们需要通过模型训练（Model Training）确定模型结构、结构中不同参数权重的具体数值，以及模型相关算法和策略中的参数取值。
模型的训练方法根据环境的不同，可以分为“离线训练”和“在线更新”两部分。其中，离线训练的特点是可以利用全量样本和特征，使模型逼近全局最优点，而在线更新则可以准实时地“消化”新的数据样本，更快地反应新的数据变化趋势，满足模型实时性的需求。
除此之外，为了评估推荐系统模型的效果，以及模型的迭代优化，推荐系统的模型部分还包括“离线评估”和“线上 A/B 测试”等多种评估模块，用来得出线下和线上评估指标，指导下一步的模型迭代优化。
我们刚才说过，深度学习对于推荐系统的革命集中在模型部分，那具体都有什么呢？我把最典型的深度学习应用总结成了 3 点：
	
深度学习中 Embedding 技术在召回层的应用。作为深度学习中非常核心的 Embedding 技术，将它应用在推荐系统的召回层中，做相关物品的快速召回，已经是业界非常主流的解决方案了。

	
不同结构的深度学习模型在排序层的应用。排序层（也称精排层）是影响推荐效果的重中之重，也是深度学习模型大展拳脚的领域。深度学习模型的灵活性高，表达能力强的特点，这让它非常适合于大数据量下的精确排序。深度学习排序模型毫无疑问是业界和学界都在不断加大投入，快速迭代的部分。

	
增强学习在模型更新、工程模型一体化方向上的应用。增强学习可以说是与深度学习密切相关的另一机器学习领域，它在推荐系统中的应用，让推荐系统可以在实时性层面更上一层楼。


小结
这节课，我带你熟悉了深度学习推荐系统的技术架构，虽然涉及的内容非常多，但如果没有记住的话，你也完全不用慌张，只需要在心中留下这个框架的印象就可以了。你完全可以把这节课的内容当作整个课程的技术索引，让它成为属于你自己的一张知识图谱。
形象点来说，你可以把这节课程的内容想象成是一颗知识树，它有根，有干、有枝、有叶，还有花。
其中，推荐系统的根就是推荐系统要解决的根本性问题：在“信息过载”情况下，用户怎么高效获取感兴趣的信息。
而推荐系统的干就是推荐系统的逻辑架构：对于某个用户U（User），在特定场景C（Context）下，针对海量的“物品”构建一个函数 ，预测用户对特定候选物品I（Item）的喜好程度的过程。
枝和叶就是推荐系统的各个技术模块，以及各模块的技术选型。技术模块撑起了推荐系统的技术架构，技术选型又让我们可以在技术架构上实现各种细节，开枝散叶。
最后，深度学习在推荐系统的应用无疑是当前推荐系统技术架构上的明珠，它就像是这颗大树上开出的花，是最精彩的点睛之笔。深度学习的模型结构复杂，数据拟合能力和表达能力更强，能够让推荐模型更好的模拟用户的兴趣变迁过程，甚至是做决定的过程。而深度学习的发展，也推动着推荐系统数据流部分的革命，让它能够更快、更强地处理推荐系统相关的数据。
好了，这节课我们就讲到这里，希望你能牢牢记住深度学习推荐系统的架构，播撒下这一粒种子，然后跟随我后面的课程让它长大成一颗属于你自己的参天大树。

图5 推荐系统的技术架构像树一样生发而出
课后思考
下面是 Netflix 的推荐系统的经典架构图，你能结合本节课讲的推荐系统技术架构，说出 Netflix 架构图中哪些是数据部分，哪些是模型部分吗？

图6 Netflix架构图示意图
这样的深度学习推荐系统和你想的一样吗？如果今天的课程对你有帮助，也欢迎你把它转发出去！我们下节课见！
    

02｜Sparrow RecSys：我们要实现什么样的推荐系统？

你好，我是王喆。
上节课，我们明确了推荐系统要解决的基本问题，清楚了深度学习推荐系统的技术架构，这节课我们开始走进实战。
作为程序员，我相信你肯定听过，甚至可能还很认同 Linux 之父 Linus Torvalds 的那句话“Talk is cheap.Show me the code.”。我也一样，所以只讲解理论知识不是这门课的风格，我希望你通过这门课的学习，不仅能构建出一棵深度学习推荐系统的知识树，还能动手实现出一个看得见、摸得着、能操作、能修改的推荐系统。
所以今天，你跟着我的讲解，只需要花三十分钟的时间，就能将一套完整的深度学习推荐系统，Sparrow RecSys（随着课程的进行，我们会逐渐补充新的模块），在你自己的电脑上运行起来。这也是我们这门课最终要实现的深度学习推荐系统。
废话不多说，直接运行
废话不多说，我们先把 Sparrow RecSys 安装运行起来。因为我已经把项目相关的所有代码（代码还会随着课程进行持续更新）、数据都整理到 GitHub 的开源项目中，所以你不需要额外安装任何的支持软件，也不需要额外下载任何数据。
这样，整个安装过程就跟“把大象装进冰箱“一样，只需要三步，就是打开冰箱门，把大象装进去，关上冰箱门。“翻译”成咱们的过程就是，从 GitHub 中 clone 代码，在本地以 maven project 的形式安装，运行 RecSysServer 主函数启动推荐服务器。接下来，我们详细地解释一下这三个步骤。
首先，从 GitHub 中 clone 代码。这里，我直接给出了 Sparrow Recsys 开源项目的地址：https://github.com/wzhe06/SparrowRecSys。点击之后，你需要使用git clone https://github.com/wzhe06/SparrowRecSys.git命令，或者从 Web 端下载的方式，把代码下载到本地。
然后，你可以在本地以 maven project 的形式安装，也就是导入项目到 IDE。我推荐你使用 IntelliJ IDEA 为本项目的 IDE。这样，我们直接使用 IDEA，打开本地的 Sparrow Recsys 项目根目录就能导入项目。不过有一点需要注意，如果项目没有自动识别为 maven project，你还需要右键点击 pom.xml 文件，选择将该项目设置为 maven project 才能进行后面的操作。
最后，运行 RecSysServer。等到所有库文件自动下载完毕，项目编译完毕后，我们找到项目的主函数com.wzhe.sparrowrecsys.online.RecSysServer，右键点击运行。因为推荐服务器默认运行在 6010 端口，所以我们打开浏览器，输入http://localhost:6010/，就能看到整个推荐系统的前端效果了。

图1 Sparrow Recsys的主页
如果通过上面的步骤，你的浏览器显示出了由多个电影列表组成的 Sparrow Recsys 的主页，那么恭喜你，你已经拥有了这套深度学习推荐系统。
而且我相信，你把 Sparrow Recsys 这只“大象”装到自己冰箱里的时间，不会超过 30 分钟。但第一次见面的热情过后，你会不但想知其然，还想知其所以然，那接下来我就和你说说 Sparrow Recsys 的来历，以及功能和架构。而且在接下来的课程中，我会以它为例来给你讲透深度学习推荐系统。
“麻雀虽小，五脏俱全”的 Sparrow Recsys
Sparrow RecSys，全称 Sparrow Recommender System，中文名“麻雀推荐系统”，名字取自“麻雀虽小，五脏俱全”之意。
你第一眼见到它，可能认为它像个 Demo 或者玩具。虽然它不可能真正具备一个工业级深度学习推荐系统的全部功能，但我希望它是一颗能够成长为参天大树的种子，一只未来有可能大鹏展翅的雏鸟。在投入一定的精力改造、拓展之后，它甚至有可能支撑起一个规模互联网公司的推荐系统框架。这就是我设计 Sparrow RecSys 的初衷。我也希望你能够在实现 Sparrow RecSys 的过程中，快速领略深度学习推荐系统的主要模块和主流技术，并且找到乐趣、找到成就感。
那么 Sparrow Recsys 到底实现了哪些功能呢？它又包含了哪些深度学习推荐系统的关键技术呢？下面，我会为你一一讲解。
Sparrow Recsys 的功能有哪些
Sparrow RecSys 是一个电影推荐系统，视频推荐是我最熟悉的领域，这也是我以电影推荐作为切入点的原因。像所有经典的推荐系统一样，它具备“相似推荐”“猜你喜欢”等经典的推荐功能，在页面设置上，主要由“首页”“电影详情页”和“为你推荐页”组成。
首先，是 Sparrow RecSys 的首页。

图2 Sparrow RecSys的首页
Sparrow RecSys 的首页由不同类型的电影列表组成，当用户首次访问首页时，系统默认以历史用户的平均打分从高到低排序，随着当前用户不断为电影打分，系统会对首页的推荐结果进行个性化的调整，比如电影类型的排名会进行个性化调整，每个类型内部的影片也会进行个性化推荐。
其次，是电影详情页。

图3 电影详情页
你可以看到电影详情页除了罗列出电影的一些基本信息，最关键的部分是相似影片的推荐。相似内容推荐是几乎所有推荐系统非常重要的功能，传统的推荐系统基本依赖于基于内容（Content based）的推荐方法，而我们这门课程会更多地讲解基于深度学习 Embedding 的相似内容推荐方法。
最后，是为你推荐页。

图4 为你推荐页
这一部分也是整个推荐系统中最重要的部分，是用户的个性化推荐页面。这个页面会根据用户的点击、评价历史进行个性化推荐。这几乎是所有推荐系统最经典和最主要的应用场景。我希望在这门课程中，你能够动手完成个性化推荐中的每个关键步骤，包括但不限于特征的处理、候选集的召回、排序层主要模型等等。
Sparrow Recsys 的数据从哪来？
知道了 Sparrow RecSys 的功能之后，你肯定想问，“老师，咱们的数据从哪来呀？”。既然 Sparrow RecSys 是一个开源项目，那么 Sparrow RecSys 的数据源肯定也是开源和免费的，它的数据源来自于著名的电影开源数据集movieLens。
为了方便你调试，咱们这门课程的教学数据集对 movieLens 数据集进行了精简，只留下了 1000 部电影。如果希望在全量数据集上进行推荐，你可以去 MovieLens 的官方网站下载全量数据，它一共包含了 27000 部电影。
MovieLens 的数据集包括三部分，分别是 movies.csv（电影基本信息数据）、ratings.csv（用户评分数据）和 links.csv（外部链接数据）。下面，我就具体说说它们分别长什么样。
1. movies.csv（电影基本信息数据）
movies 表是电影的基本信息表，它包含了电影 ID（movieId）、电影名（title）、发布年份以及电影类型（genres）等基本信息。

图5 电影基本信息数据
MovieLens 20M Dataset 包含了 2016 年前的约 13 万部电影，我们课程的实验数据集从中抽取了前 1000 部电影。电影数据集是我们推荐的主体，其中分类、发布年份、电影名称等信息也将是推荐模型可以利用的重要特征。
2. ratings.csv（用户评分数据）
ratings 表包含了用户 ID（userId）、电影 ID（movieId）、评分（rating）和时间戳（timestamp）等信息。

图6 用户评分数据
MovieLens 20M Dataset 包含了 2000 万条评分数据，我们课程的实验数据集从中抽取了约 104 万条评论数据。评论数据集是之后推荐模型训练所需的训练样本来源，也是我们分析用户行为序列、电影统计型特征的原始数据。
3. links.csv（外部链接数据）
links 表包含了电影 ID（movieId）、IMDB 对应电影 ID（imdbId）、TMDB 对应电影 ID（tmdbId）等信息。其中，imdb 和 tmdb 是全球最大的两个电影数据库。因为 links 表包含了 movieLens 电影和这两个数据库 id 之间的对应关系，所以，我们可以根据这个对应关系来抓取电影的其他相关信息，这也为我们大量拓展推荐系统特征提供了可能。

图7 外部链接数据
此外，MovieLens 的数据集中还包含了 tags.csv，它用于记录用户为电影打的标签，由于课程中暂时没有使用标签数据，我就展开说了。
Sparrow Recsys 涵盖的技术点
清楚了 Sparrow Recsys 的功能和数据，你肯定迫不及待地想知道 Sparrow Recsys 会使用哪些技术，可以实现哪些模型。
那我们直接来看下面这张 Sparrow Recsys 的技术架构图。你会发现，它其实就是我们用具体的技术选型，把上节课的深度学习推荐系统架构图给填上得到的。所以，Sparrow Recsys 就是深度学习推荐系统架构的一个实现。

图8 Sparrow Recsys的推荐系统架构
你可以看到，它一共分为三个模块，分别是数据、模型和前端。其中每个部分都用业界推荐系统的主流技术，比如数据部分我们会用 Spark，Flink 进行样本和特征的处理，模型部分我们会使用 TensorFlow 训练深度神经网络、Wide&Deep、PNN 等模型。

图9 Sparrow Recsys中的技术点
我想啊，你在看到这么多的技术点和技术平台之后，肯定想问，我们的课程能把它们都讲完、讲透吗？这是个好问题，我也有必要在这里说清楚。
从中，我们可以总结出 Sparrow Recsys 中具体用到的技术点。
其实推荐系统是一个应用属性很强的领域，想把推荐系统学好，我们就必须去学习各式各样相关的平台、技术，所以我们这门课的涉及面非常广。但你也不用因为要学这么多的技术而感到惊慌，因为我们没有必要去深究每个平台内部的原理、优化的方法，我们当好一个使用者就好。
举个例子你就明白了，我们处理数据需要用到 Spark，但我们有必要成为 Spark 的专家吗？其实不用。因为即使你已经走上了工作岗位，也有平台架构部的同事能够提供 Spark 的很多技术支持。所以学习这门课程，我们大可抱着一个使用者，而不是开发者、维护者的心态去使用不同的技术平台。当然，如果你想成为某个细分方向的专家，比如 Spark 的专家、Flink 的专家等等，我相信极客时间上肯定还有很不错的课程供你学习。
所以希望你能够通过 Sparrow Recsys 认识到主流深度学习推荐系统都使用了哪些技术，让自己有一个全面的认识，建立自己的知识广度。如果还想深入钻研某个方向，也可以由此开始，努力成为一个领域的专家。
小结
这堂课，我带你熟悉了我们将要实现的推荐系统 Sparrow Recsys，它将是我们深度学习推荐系统这门课的落地项目和实现范例。希望有这个真实可用的推荐系统作为支撑，这门课可以同时兼顾概念讲解和代码实战，也让我们接下来的共同合作能够更好。
从开篇词到这一节课，我们从推荐系统要解决的核心问题，生发出深度学习推荐系统的技术架构，再到让技术架构实实在在地落地到 Sparrow Recsys 这个开源项目上。我想你已经可以感受到架构篇的学习过程，其实就是一个从抽象到具体，从形而上到形而下的过程。
那在搭建起这整门课程的框架之后，接下来我们将会一起深入到技术细节，以及深度学习的实践中，一起去体验深度学习浪潮之巅的推荐系统知识，期待继续与你同行！
课后思考
	
当你把 Sparrow Recsys 在自己的电脑上安装运行起来之后，对照着上节课的深度学习推荐系统架构图，你能试着说出每个模块的代码属于架构图中的哪一部分吗？

	
你觉得对于一个电影推荐系统来说，什么数据对生成用户个性化推荐结果最有帮助？


好啦，快按照这节的方法把 Sparrow Recsys 运行起来吧！课后的两个问题也并不困难，相信你肯定可以回答出来。今天就讲到这里了，我们下节课见！
    

03｜深度学习基础：你打牢深度学习知识的地基了吗？

你好，我是王喆。
今天，我想用一节课的时间，带你梳理巩固一下深度学习的相关基础知识。打好基础之后，我们再去学习深度学习推荐系统的技术细节，就能更加得心应手了。
具体来说，我会从一个基本的神经元开始，讲到多神经元组成的神经网络，再到结构各异的深度学习网络，最后再讲一讲深度学习和推荐系统是怎么结合的。这样，从 0 到 1 带你体会深度学习网络生长的整个过程。
是不是已经迫不及待想要开始今天的课程啦？接下来，我们就一起“钻”进一个神经元里面，跟它一起成长吧。
一切要从一个神经元开始
上中学的时候，你肯定在生物课上学到过，神经元是我们神经系统的最基本单元，我们的大脑、小脑、脊髓都是由神经元组成的。比如，大脑大概包含了 1000 亿个神经元！正是这些小小的神经元之间互相连接合作，让大脑能够完成非常复杂的学习任务，这是一个多么神奇的过程！
于是，计算机科学家们就有一个设想，是不是我们也能从神经元出发，创造出一个人造大脑，来帮我们完成各种不同的任务呢？这其中当然也包括我们课程要讲的推荐任务。事实上，随着近十年深度学习网络的快速发展，这个设想已经被成功应用到图像识别、语音处理、推荐搜索等多个领域了！那组成这个“人造大脑”的基础，也就是神经元到底是什么样子的呢？
下面这张图就是一个神经元的结构示意图，它大致由树突、细胞体（图中细胞核和周围的部分）、轴突、轴突末梢等几部分组成。树突是神经元的输入信号通道，它的功能是将其他神经元的动作电位（可以当作一种信号）传递至细胞体。

图1 神经元示意图
在接收到其他神经元的信号后，细胞体会根据这些信号改变自己的状态，变成“激活态”还是“未激活态”。具体的状态取决于输入信号，也取决于神经细胞本身的性质（抑制或加强）。当信号量超过某个阈值时，细胞体就会被激活，产生电脉冲。电脉冲会沿着轴突传播，并通过轴突末梢传递到其它神经元。
我上面讲的这些是神经元工作的生物学过程，那如果要用一个神经元来解决推荐问题，具体又该怎么做呢？举个例子，我们可以假设其他神经元通过树突传递过来的信号就是推荐系统用到的特征，有的信号可能是“用户性别是男是女”，有的信号可能是“用户之前有没有点击过这个物品”等等。细胞体在接收到这些信号的时候，会做一个简单的判断，然后通过轴突输出一个信号，这个输出信号大小代表了用户对这个物品的感兴趣程度。这样一来，我们就可以用这个输出信号给用户做推荐啦。
看起来用神经元来完成推荐任务还是很有希望的，但在实际应用里面，我们还得把生物结构的神经元抽象成一个数学形式，这样我们才能用程序来实现它。图 2 就是这样的一个抽象结构，这个神经元的结构很简单，只有两个传递输入信号的树突。

图2 神经元的抽象结构
我们可以看到，图 2 中的 x1、x2就相当于两个树突传递的输入信号，蓝圈内的结构相当于神经元的细胞体，细胞体用某种方式处理好输入信号之后，就通过右面的轴突输出信号 y。因为输入输出都很简单，所以我想现在你的疑问，肯定聚焦在细胞体对输入信号的处理方式上了，我们可以把细胞体的数学结构放大一点看看。

图3 基于Sigmoid激活函数的神经元
其实细胞体中的计算就做了两件事情，一件事情是把输入信号 x1、x2各自乘以一个权重 w1、w2，再把各自的乘积加起来之后输入到一个叫“激活函数”的结构里。
图 3 中的激活函数是 sigmoid 激活函数，它的数学定义是：f(z)=1+e−z1​ 。它的函数图像就是图 3 中的 S 型曲线，它的作用是把输入信号从（-∞，+∞）的定义域映射到（0，1）的值域（因为在点击率预测，推荐问题中，往往是要预测一个从 0 到 1 的概率）。再加上 sigmoid 函数有处处可导的优良数学形式，方便之后的梯度下降学习过程，所以它成为了经常使用的激活函数。
当然，激活函数的种类有很多种，比较流行的还有 tanh、ReLU 等，在训练神经元或者神经网络的时候，我们可以尝试多种激活函数，根据效果来做最终的决定。
什么是神经网络？
不过，单神经元由于受到简单结构的限制，预测能力并不强，因此在解决复杂问题时，我们经常会用多神经元组成一个网络，这样它就具有更强的拟合数据的能力了，这也就是我们常说的神经网络。比如说，下图就向我们展示了一个由输入层、两神经元隐层和单神经元输出层组成的简单神经网络。

图4 简单神经网络示意图
其中，每个蓝色神经元的构造都和刚才的单神经元构造相同，h1和 h2神经元的输入是由 x1和 x2组成的特征向量，而神经元 o1的输入则是由 h1和 h2输出组成的输入向量。这是一个最简单的三层神经网络，在深度学习的发展过程中，正是因为研究人员对神经元不同的连接方式的探索，才衍生出各种不同特性的深度学习网络，让深度学习模型的家族树枝繁叶茂。在后面课程的学习中，我们也会深入讲解各种不同的网络结构，相信你对这句话的理解也会随着学习的推进而更加深刻。
神经网络是怎么学习的？
清楚了神经网络的结构之后，更重要的问题是我们该如何训练一个神经网络。也就是说，我们怎么得到图 5 中 x1到 h1、h2的权重 w1、w3，以及图中其他的权重呢？

图5 神经网络中的权重
这里需要用到神经网络的重要训练方法，前向传播（Forward Propagation）和反向传播（Back Propagation）。前向传播的目的是在当前网络参数的基础上得到模型对输入的预估值，也就是我们常说的模型推断过程。比如说，我们要通过一位同学的体重、身高预测 TA 的性别，前向传播的过程就是给定体重值 71，身高值 178，经过神经元 h1、h2和 o1的计算，得到一个性别概率值，比如说 0.87，这就是 TA 可能为男性的概率。
在得到预估值之后，我们就可以利用损失函数（Loss Function）计算模型的损失。比如我们采用绝对值误差（Absolute Loss）作为我们的损失函数，如果这位同学的真实性别是男，那真实的概率值就是 1，根据公式 2 的绝对值误差定义，这次预测的损失就是|1-0.87| = 0.13。


l1​(yi​,y^​i​)=∣yi​−y^​i​∣












我们常说“知错能改，善莫大焉”，神经网络的学习更是践行了这句话。发现了预测值和真实值之间的误差（Loss），我们就要用这个误差来指导权重的更新，让整个神经网络在下次预测时变得更准确。最常见的权重更新方式就是梯度下降法，它是通过求取偏导的形式来更新权重的。比如，我们要更新权重 w5，就要先求取损失函数到 w5 的偏导 ∂w5​∂Lo1​​。从数学角度来看，梯度的方向是函数增长速度最快的方向，那么梯度的反方向就是函数下降最快的方向，所以让损失函数减小最快的方向就是我们希望梯度 w5 更新的方向。这里我们再引入一个超参数α，它代表了梯度更新的力度，也称为学习率。好，现在我们可以写出梯度更新的公式了：w5t+1​=w5t​−α∗∂w5​∂Lo1​​。公式中的 w5当然可以换成其他要更新的参数，公式中的 t 代表着更新的次数。
对输出层神经元来说（图中的 o1），我们可以直接利用梯度下降法计算神经元相关权重（即图 5 中的权重 w5和 w6）的梯度，从而进行权重更新，但对隐层神经元的相关参数（比如 w1），我们又该如何利用输出层的损失进行梯度下降呢？
答案是“利用求导过程中的链式法则（Chain Rule）”。通过链式法则我们可以解决梯度逐层反向传播的问题。最终的损失函数到权重 w1的梯度是由损失函数到神经元 h1输出的偏导，以及神经元 h1输出到权重w1的偏导相乘而来的。也就是说，最终的梯度逐层传导回来，“指导”权重w1的更新。


∂w1​∂Lo1​​=∂h1​∂Lo1​​⋅∂w1​∂h1​​












具体在计算的时候，我们需要根据具体的问题明确最终损失函数的形式，以及每层神经元激活函数的形式，再根据具体的函数形式进行偏导的计算。这部分的学习需要一定的微积分基础，如果你觉得不是很好理解，也不用担心，因为对于大部分的机器学习库来说，梯度反向传播的过程已经被实现并且封装好了，直接调用就可以了，但是原理我们还是有必要了解的。
到这里，神经网络相关的基本知识我们就讲完了，前面讲了这么多，我想再带你做个总结。神经元是神经网络中的基础结构，它参照生物学中的神经元构造，抽象出带有输入输出和激活函数的数学结构。而神经网络是通过将多个神经元以串行、并行、全连接等方式连接起来形成的网络，神经网络的训练方法是基于链式法则的梯度反向传播。
但是细心的你可能会问了，搭建深度学习推荐系统跟神经网络到底有什么关系呢？
神经网络与深度学习的关系是什么？
想要搞清楚这个问题，我得先给你讲点儿神经网络和深度学习的历史。
其实学术界对于人工神经网络的研究非常早，可以追溯上世纪 60 年代，但由于计算机发展本身的限制，我们没有办法完成神经网络学习所需的大量计算。直到上世纪 80 年代，Hinton 等人提出了反向传播算法（BP 算法），神经网络才能够完成类似字母识别的简单任务。
时间到了 2012 年，Hinton 的学生 Alex Krizhevsky 提出了一个用于图像识别的深度神经网络结构 AlexNet，在当年著名的图像识别大赛 ImageNet 上，它以碾压第二名的成绩荣获桂冠。也正是从那时起，人们突然意识到，原来用深层的神经网络可以完成这么复杂的任务。深度学习的浪潮从此被正式引爆了！

图6 著名的深度学习模型AlexNet
结合上图你可以看到，跟我们刚才讲的简单神经网络相比，AlexNet 无论从深度，还是每一层的神经元数量来说，都大大增加了，并且神经元的连接方式和种类也更加丰富。
那知道了这些，我们就可以回答刚才提出的问题了。深度学习可以说是神经网络的延伸和发展，它极大地丰富神经网络的结构种类，让它能够处理各类复杂问题。
这个时候，你可能又会问：好像深度学习相比传统的神经网络没什么革命性的创新呀，为啥到了 2012 年才取得这么大的突破呢？这是个好问题，我觉得主要有三个原因。
一是算力的极大提高。 到了 2012 年，随着 GPU 大量应用于机器学习领域，神经网络的训练速度也有了量级上的提高，时至今日，OpenAI 刚发布的语言模型 GPT-3 居然有高达 1750 亿个参数，这放在十年前是完全不可想像的。
二是数据的极大丰富。 之前神经网络面临的一大问题是，在训练数据量较小的情况下，模型难以收敛。但随着越来越多成熟的大数据开源平台，以及越来越多丰富的开源数据集的出现，即使神经网络的结构变得越来越复杂，我们也完全可以凭借海量的训练数据使它完全收敛。
三是深度学习理论的进一步发展。 虽然深度学习是站在“神经网络”这一巨人的肩膀上发展起来的，但专家们也取得了非常多的理论创新，就比如，pooling 层的加入和成功应用，各类更适合深度学习的梯度下降方法的提出等等，这些都让深度学习的应用成为了可能。
深度学习是如何应用在推荐系统中的？
前面我们介绍的都是通用的深度学习知识，但深度学习又是如何应用在推荐系统中的呢？下面，我就着重来说说这一点。
在刚才讲解神经元原理的时候，我讲到用单个神经元可以预测用户对物品感兴趣的程度。事实上，无论是单个神经元，还是结构非常复杂的深度学习网络，它们在推荐系统场景下要解决的问题都是一样的，就是预测用户对某个物品的感兴趣程度，这个感兴趣程度往往是一个概率，最典型的就是点击率、播放率、购买概率等。
所以在深度学习时代，我们使用深度学习模型替代了传统的推荐模型，目的就是让它作出更准确的推荐。但像上节课提出的，深度学习的革命要求我们对算力、数据都作出大幅度的调整，而这些调整因为涉及到分布式计算平台、深度学习平台，以及线上的模型服务部分，所以我们需要在推荐系统的整体架构上都作出不小的改造，让它适应深度学习时代的需求。这也是我们学习这门课的目的所在。
小结
今天，我带你学习了深度学习的基础知识。我们从神经元学到了神经网络，再到训练神经网络的方法，以及神经网络和深度学习的关系。今天的知识点比较密集，而且每个知识点之间都是层层递进的。为了方便你记忆，我把本节课的重点整理成了一张表格，帮你巩固所学。

这些知识是未来我们搭建深度学习推荐系统的基础。我希望你能够在动手实践之前完全掌握它。从下节课开始，我们就会进入深度学习推荐系统技术细节和实战环节，你准备好了吗？
课后思考
你觉得都有哪些因素影响着深度学习网络的结构？深度学习模型是越深越好吗？为什么？
欢迎在留言区分享你的答案和疑惑，如果你的朋友也想了解神经网络和深度学习的基本知识，也欢迎你把这节课分享给他。好了，今天的内容就到这里了，我们下节课见！
    

国庆策划 | 关于深度学习推荐系统，我有这些资料想推荐给你

你好，我是王喆。明天就是国庆和中秋假期了，这里我提前祝你节日快乐！
专栏上线以来，通过跟同学们在留言区讨论，我发现同学们的基础差别很大。有的同学已经是其他领域的资深工程师，希望借这门课丰富一下知识体系。有的同学确实是 0 基础的新手，可能对于机器学习的一些基本概念都不是特别清楚。
所以，我特意准备了一些适合不同阶段学习的参考书目和一些基础的实践项目，希望你能借着国庆假期查漏补缺，为我们后面的学习打好基础。
虽然这些参考书适合的学习阶段不同，但它们有两个特点，一是这些书，我都读过很多遍，它们在我学习、工作生涯的某个阶段让我受益匪浅；二是这些书都非常易读易懂，不是那种诘屈聱牙的“不适合人类阅读”的技术书。好，我们先来看看都有哪些书吧。
技术参考书，贵精不贵多
如果你在学习第 3 节课的时候有一些困难，就说明你对机器学习的一些基础概念还不太清楚，我希望你能继续巩固机器学习的基础知识，这里我推荐三本书，你根据自己的偏好和知识基础选择一本就好啦。
第一本书是南京大学周志华老师的《机器学习》。

这本书也称“西瓜书”，它的内容比较偏向传统机器学习，深度学习的内容也有，但不是重点。它的特点就是内容非常全面、详尽，语言也流畅易懂。所以，我把它推荐给机器学习基础不太好的同学，希望能够帮助你巩固基础。
第二本书是复旦大学邱锡鹏老师的《神经网络与深度学习》。

这本书也叫“蒲公英书”，它更偏向介绍神经网络和深度学习，对深度学习的介绍非常全面、详尽，但又不故作高深，是我们入门深度学习非常好的选择。
第三本书是诸葛越和 hulu 机器学习团队的《百面机器学习》。

这本书是我在 hulu 时跟 hulu 的机器学习团队一同编写的，也称“葫芦书”。它重在讲解一些机器学习领域关键的知识点，如果你正在准备算法岗位的知识性面试，它会是你极佳的选择。这本书比较适合有一些机器学习基础，但还不够深入的同学来查漏补缺。
除此之外，如果你在学习推荐系统技术架构时还有一些疑惑的话，我再给你推荐两本推荐系统领域的书籍，你可以利用它们进一步来丰富推荐系统的知识。

在我刚工作的时候，项亮的这本《推荐系统实践》让我受益匪浅，它介绍了经典的协同过滤、矩阵分解方法，还有推荐系统可以利用的数据，以及基本的评测方法等等。时至今日，其中经典的推荐系统知识仍然可以让我们受用。如果你想了解经典的推荐系统算法、技术架构，可以尝试读一读它。

这里，我还想给你推荐一本我的新书，《深度学习推荐系统》，它是今年年初出版的。我也看到很多同学在留言区提问说“老师，咱们的专栏和这本书的区别在哪呀？”。这里，我统一回复一下。
这本书当然跟咱们专栏有着千丝万缕的联系，因为它们共享了同样的知识框架。不过，咱们的专栏重在实践，这本书注重介绍知识，二者呈互补的关系。在学习这门课的同时，你也可以购买这本书，进一步拓展自己在深度学习推荐系统这个领域的知识面。
除了这些和深度学习推荐系统非常相关的书籍之外，我还想给你推荐两本课外书，这两本书是我非常喜欢的计算机领域的“闲书”。如果假期有时间的话，我非常推荐你读一读，它们可以帮助我们建立更全面的计算机思维和系统设计理念。当然，如果你都读过，也欢迎在留言区和我分享你的看法。

首先是吴军老师的《数学之美》，这本书在我刚工作的时候给了我很多的灵感，书中的内容涉及了机器学习、人工智能、信息论、自然语言处理等等重要的计算机科学子领域。虽然涉及面非常广，但是讲得非常透，生动有趣的语言也让我完全没有阅读压力。所以，我把它推荐给想拓展知识面的同学。

计算机经典书籍有很多，但最让我感到惊喜的是这本《程序员修炼之道》。我读这本书是两年前，因为已经有了很多大项目的开发和架构经验，所以读这本书时候，很多地方我都会会心一笑，太有感触了。书里面介绍了很多重构、架构、系统设计、程序员哲学相关的经验知识。因为推荐系统毫无疑问是一个复杂的大系统，所以有些时候，我们总要以系统的眼光去看待推荐系统的问题，这本书涉及的理念就至关重要了。
更关键的是，我非常喜欢它的副标题，“通向务实的最高境界”。我认为这是“返璞归真”的程序员的最高境界，也是我们作为一名工程师应该遵循的思考方式
初识实践工具，走好入门第一步
咱们这门课之后的实战环节，还会涉及很多推荐系统相关的工具，比如 Spark、TensorFlow、Redis、Jetty Server 等等。为了在之后的学习中避免一些上手的困难，我建议你先熟悉一下 Spark、TensorFlow 和 Redis 这三个工具。如果你对这些工具完全没有概念，可以通过我在下面介绍进行初步的了解。
首先是 Spark。它是业界最流行的分布式计算平台，如果你还没有相关经验的话，我建议你按照我给出的三步来学习。首先，你可以通过这篇文章（如何用形象的比喻描述大数据的技术生态？Hadoop、Hive、Spark 之间是什么关系？）来了解一下大数据的生态，然后，你可以通过 Spark 的官方教程尝试写一个 Spark Hello World 程序（在我们的 SparrowRecSys 里面新建一个 Scala 文件就可以）。因为咱们这门课大量使用了 Spark 的机器学习库 Spark MLlib，所以最后可以通过这个官方教程来做一些初步的了解。
其次是 TensorFlow。它是我们这门课要使用的训练深度学习模型的平台。Keras 是一套 TensorFlow 支持的 API，因为它的易用性，我们主要利用 Keras API 来实现我们的推荐模型。所以，我们第一步可以先看一篇介绍 TensorFlow 和 Keras 的基本概念的文章，对它们有一个初步的认识，再通过给 TensorFlow 的 Keras 接口写一个 Hello World项目做一个基本的上手实践。最后，如果你还有时间，可以通过TensorFlow 官方教程进一步熟悉 TensorFlow 的其他功能。
最后是 Redis。Redis 是我们这门课要频繁使用的内存数据库，用来存储模型所需线上特征。你可以先在官网熟悉一下Redis的基本介绍，然后下载安装它，最后尝试使用 Redis 内置客户端 redis-cli，来执行几条基本的Redis命令。
相信熟悉了深度学习的基础知识和基本工具之后，你学习起来专栏后续的课程就会更加得心应手。对于完全 0 基础的同学，我可以这样说，如果你能通过我列出的书单和项目列表打牢基础，学习后面的课程肯定完全没有问题！
最后，我也想问问你，你在进行推荐、广告、搜索这些领域的学习的时候，还阅读过哪些非常不错的技术书？欢迎也在留言区分享出来，我们可以一起交流读后感，也可以让更多的同学受益。最后，再次祝你假期快乐，我们国庆之后再会！

推荐阅读
Spark：
1.大数据生态的介绍
2.写一个 Spark Hello World 程序
3.Spark 的机器学习库 MLlib 官方文档
TensorFlow：
1.TensorFlow 和最常用的接口 Keras 推荐阅读
2.利用 TensorFlow 的 Keras 接口写一个 hello world
3.TensorFlow 官方教程
Redis：
1.Redis 官方简介
2.基本的 Redis 命令
    

国庆策划 | 深度学习推荐系统基础，你掌握了多少？

你好，我是王喆。
今天是国庆假期的第二天，我在基础架构篇的基础上，设计了一套测试题，希望你能在假期里试做一下，温故知新，巩固所学。
在这套测试题中，有 10 道选择题，每道题 10 分，满分为 100。这些内容全部来自我们之前专栏所讲的内容，都是基础知识，希望能帮助你查缺补漏。
最后呢，我还为你准备了两道实践题，这两道题为选做。如果你对自己有更高的要求，我希望你可以 show me the code！当然，在答题和实践中遇到任何问题，都可以在留言区评论，我们一起来探讨。还等什么，点击下面的按钮开始测试吧！
选择题

问答题
第一题：通过阅读 SparrowRecSys 的代码，你能找到首页中每行内部的电影都是按照什么排序的吗？
第二道题：如果你已经发现了排序的规则，你能在推荐服务器的代码里添加一个叫“热度”（popularity）的排序规则，然后让首页按照“热度”排序吗（💡补充：热度的定义是“这个电影被评价的次数”）？
我相信这是熟悉 movielens 数据、推荐服务器代码的一个非常好的机会，那在实现过程中的任何问题，都欢迎你留言和我交流！我们 10 月 9 日再见！
    

04｜特征工程：推荐系统有哪些可供利用的特征？

你好，我是王喆。基础架构篇我们已经讲完了，你掌握得怎么样？希望你已经对深度学习推荐系统有了一个初步的认识。
从这节课开始，我们将会开启一个新的模块，特征工程篇。
如果说整个推荐系统是一个饭馆，那么特征工程就是负责配料和食材的厨师，推荐模型这个大厨做的菜好不好吃，大厨的厨艺肯定很重要，但配料和食材作为美食的基础也同样重要。而且只有充分了解配料和食材的特点，我们才能把它们的作用发挥到极致。
今天，我们就先来讲讲特征工程，说说到底什么是特征工程，构建特征工程的基本原则是什么，以及推荐系统中常用的特征有哪些。相信通过这节课的学习，能让你更好地利用起推荐系统相关的数据提升推荐的效果。
什么是特征工程
在第一节课中我们学习过，推荐系统就是利用“用户信息”“物品信息”“场景信息”这三大部分有价值数据，通过构建推荐模型得出推荐列表的工程系统。

图1 特征工程部分在推荐系统中的位置
在这个系统之中，特征工程就是利用工程手段从“用户信息”“物品信息”“场景信息”中提取特征的过程。这个过程说起来容易，但实际做起来其实困难重重。
比如说，一个网站或者 APP 每天收集起来的用户日志，采集来的站外信息，自己公司员工编辑添加的结构化数据那么多，那么庞杂，怎么才能挑出那些对推荐有用的特征呢？
再比如从“推荐模型”的角度来说，一个机器学习模型的输入，往往是一个数值型的向量。那用户性别，用户行为历史这些根本不是数字的信息怎么处理成一个模型可用的数值向量呢？
我们这节课先聚焦第一个问题，“怎么挑出有用特征”，下节课我们再解决第二个问题。都说“理论指导实践”，在展开讲有哪些有用的特征之前，我们先看一看构建特征工程有哪些原则或者规律可以遵循。
构建推荐系统特征工程的原则
我给推荐系统中的特征下了一个比较抽象的定义，特征其实是对某个行为过程相关信息的抽象表达。为什么这么说呢？因为一个行为过程必须转换成某种数学形式才能被机器学习模型所学习，为了完成这种转换，我们就必须将这些行为过程中的信息以特征的形式抽取出来。
我们来举个最简单的例子，用户的性别有三个，男、女、未知。但推荐模型没办法直接认识这三个类别，它是一个只认识数字的“严重偏科理工男”，所以我们就需要把它转换成 1、2、3（为了方便你理解，这里我用的是一个最简单的方法，不一定是最合适的）这样的数字代号它才能处理。
但是，这种从具体行为信息转化成抽象特征的过程，往往会造成信息的损失。为什么这么说呢？
一是因为具体的推荐行为和场景中包含大量原始的场景、图片和状态信息，保存所有信息的存储空间过大，我们根本无法实现。
二是因为具体的推荐场景中包含大量冗余的、无用的信息，把它们都考虑进来甚至会损害模型的泛化能力。比如说，电影推荐中包含了大量的影片内容信息，我们有没有必要把影片的所有情节都当作特征放进推荐模型中去学习呢？其实没有必要，或者说收效甚微。
这其实也是我们构建推荐系统特征工程的原则：尽可能地让特征工程抽取出的一组特征，能够保留推荐环境及用户行为过程中的所有“有用“信息，并且尽量摒弃冗余信息。
接下来，我们就结合一个实际的例子，说一说在电影推荐这个场景下，我们该怎么贯彻特征工程原则来挑选特征。
现在，你就可以先把自己当成是一个用户，假设你正在选择看哪部电影。想一想在这个选择过程中，你都会受什么因素影响呢？如果是我的话，可能影响我的因素有 6 个，把它们按照重要性由高到低排序就是，电影类型我是否感兴趣、电影是不是大片、导演和演员我是否喜欢、电影海报是否吸引人、我是否已经观看过该影片以及我当时的心情。
那站在一个工程师的角度，我们能不能用某些特征把这些要素表达出来呢？我尝试用表格的形式把它们特征化的方法列举了出来：

图2 电影推荐的要素和特征化方式
我们详细来讲一个要素，比如，如何知道一个用户是否对这个电影的类型（动作、喜剧、爱情等）感兴趣。一般来说，我们会利用这个用户的历史观看记录来分析他已有的兴趣偏好，这个兴趣偏好可能是每个电影类型的概率分布，比如动作 45%、喜剧 30%、爱情 25%。也可能是一个通过 Embedding 技术学出来的用户兴趣向量。
这个时候，我们就可以根据这个电影本身的特征，计算出用户对电影的感兴趣程度了。对于其他的特征，我们也都可以通过类似的分析，利用日志、元数据等信息计算得出。
不过，并不是所有的要素都能特征化。比如，“自己当时的心情”这个要素就被我们无奈地舍弃了，这是因为我们很难找到可用的信息，更别说抽取出特征了；再比如，“电影海报是否吸引人“这个要素，我们可以利用一些图像处理的方法提取出海报中的某些要点（比如海报中有哪些演员？是什么风格？），但想面面俱到地提取出海报中所有的图像要素，几乎是不可能的。
因此，在已有的、可获得的数据基础上，“尽量”保留有用信息是现实中构建特征工程的原则。
推荐系统中的常用特征
前面我以电影推荐为例，讲解了特征工程的基本原则，互联网中的推荐系统当然不仅限于电影推荐，短视频、新闻、音乐等等都是经典的推荐场景，那么它们常用的特征之间有没有共性呢？确实是有的，推荐系统中常用的特征有五大类，下面我一一来说。
1. 用户行为数据
用户行为数据是推荐系统最常用，也是最关键的数据。用户的潜在兴趣、用户对物品的真实评价都包含在用户的行为历史中。用户行为在推荐系统中一般分为显性反馈行为（Explicit Feedback）和隐性反馈行为（Implicit Feedback）两种，在不同的业务场景中，它们会以不同的形式体现。具体是怎么表现的呢？你可以看我下面给出的几个例子。

图3 不同业务场景下用户行为数据的例子
对用户行为数据的使用往往涉及对业务的理解，不同的行为在抽取特征时的权重不同，而且一些跟业务特点强相关的用户行为需要推荐工程师通过自己的观察才能发现。
在当前的推荐系统特征工程中，隐性反馈行为越来越重要，主要原因是显性反馈行为的收集难度过大，数据量小。在深度学习模型对数据量的要求越来越大的背景下，仅用显性反馈的数据不足以支持推荐系统训练过程的最终收敛。所以，能够反映用户行为特点的隐性反馈是目前特征挖掘的重点。
2. 用户关系数据
互联网本质上就是人与人、人与信息之间的连接。如果说用户行为数据是人与物之间的“连接”日志，那么用户关系数据就是人与人之间连接的记录。就像我们常说的那句话“物以类聚，人以群分”，用户关系数据毫无疑问是非常值得推荐系统利用的有价值信息。
用户关系数据也可以分为“显性”和“隐性”两种，或者称为“强关系”和“弱关系”。如图 4 所示，用户与用户之间可以通过“关注”“好友关系”等连接建立“强关系”，也可以通过“互相点赞”“同处一个社区”，甚至“同看一部电影”建立“弱关系”。

图4 社交网络关系的多样性
在推荐系统中，利用用户关系数据的方式也是多种多样的，比如可以将用户关系作为召回层的一种物品召回方式；也可以通过用户关系建立关系图，使用 Graph Embedding 的方法生成用户和物品的 Embedding；还可以直接利用关系数据，通过“好友”的特征为用户添加新的属性特征；甚至可以利用用户关系数据直接建立社会化推荐系统。
3. 属性、标签类数据
推荐系统中另外一大类特征来源是属性、标签类数据，这里我把属性类和标签类数据归为一组进行讨论，是因为它们本质上都是直接描述用户或者物品的特征。属性和标签的主体可以是用户，也可以是物品。它们的来源非常多样，大体上包含图 5 中的几类。

图5 属性、标签类数据的分类和来源
用户、物品的属性、标签类数据是最重要的描述型特征。成熟的公司往往会建立一套用户和物品的标签体系，由专门的团队负责维护，典型的例子就是电商公司的商品分类体系；也可以有一些社交化的方法由用户添加。图 6 就是豆瓣的“添加收藏”页面，在添加收藏的过程中，用户需要为收藏对象打上对应的标签，这是一种常见的社交化标签添加方法。

图6 豆瓣的“添加收藏”页面
在推荐系统中使用属性、标签类数据，一般是通过 Multi-hot 编码的方式将其转换成特征向量，一些重要的属性标签类特征也可以先转换成 Embedding，比如业界最新的做法是将标签属性类数据与其描述主体一起构建成知识图谱（Knowledge Graph），在其上施以 Graph Embedding 或者 GNN（Graph Neural Network，图神经网络）生成各节点的 Embedding，再输入推荐模型。这里提到的不同的特征处理方法我们都会在之后的课程中详细来讲。
4. 内容类数据
内容类数据可以看作属性标签型特征的延伸，同样是描述物品或用户的数据，但相比标签类特征，内容类数据往往是大段的描述型文字、图片，甚至视频。
一般来说，内容类数据无法直接转换成推荐系统可以“消化”的特征，需要通过自然语言处理、计算机视觉等技术手段提取关键内容特征，再输入推荐系统。例如，在图片类、视频类或是带有图片的信息流推荐场景中，我们往往会利用计算机视觉模型进行目标检测，抽取图片特征，再把这些特征（要素）转换成标签类数据供推荐系统使用。

图7 利用计算机视觉模型进行目标检测，抽取图片特征
而文字信息则更多是通过自然语言处理的方法提取关键词、主题、分类等信息，一旦这些特征被提取出来，就跟处理属性、标签类特征的方法一样，通过 Multi-hot 编码，Embedding 等方式输入推荐系统进行训练。
5. 场景信息（上下文信息）
最后一大类是场景信息，或称为上下文信息（Context），它是描述推荐行为产生的场景的信息。最常用的上下文信息是“时间”和通过 GPS、IP 地址获得的“地点”信息。根据推荐场景的不同，上下文信息的范围极广，除了我们上面提到的时间和地点，还包括“当前所处推荐页面”“季节”“月份”“是否节假日”“天气”“空气质量”“社会大事件”等等。
场景特征描述的是用户所处的客观的推荐环境，广义上来讲，任何影响用户决定的因素都可以当作是场景特征的一部分。但在实际的推荐系统应用中，由于一些特殊场景特征的获取极其困难，我们更多还是利用时间、地点、推荐页面这些易获取的场景特征。
小结
这节课我们一起进入推荐系统中一个非常重要的模块，特征工程模块的学习。推荐系统中可用的特征非常多，但它们基本上可被划分到“用户行为”“用户关系”“属性标签”“内容数据”“场景信息”这五个类别，而且挑选特征的方法也遵循着“保留有用信息，摒弃冗余信息”的原则。
就像本节开头说的一样，特征工程是准备食材的过程，准备食材的好坏直接影响到能不能做出好菜。同时，要准备的食材也和我们要做什么菜紧密相连。所以针对不同的推荐系统，我们也要针对它们的业务特点，因地制宜地挑选合适的特征，抓住业务场景中的关键信息。这才是特征工程中不变的准则，以及我们应该在工作中不断积累的业务经验。
从工程的角度来说，除了特征的挑选，特征工程还包括大量的数据预处理、特征转换、特征筛选等工作，下节课我们就一起学习一下特征处理的主要方法，提升一下我们“处理食材”的技巧！
课后思考
如果你是一名音乐 APP 的用户，你觉得在选歌的时候，有哪些信息是影响你做决定的关键信息？那如果再站在音乐 APP 工程师的角度，你觉得有哪些关键信息是可以被用来提取特征的，哪些是很难被工程化的？
欢迎在留言区畅所欲言，留下你的思考和疑惑。如果今天的内容你都学会了，那不妨也把这节课转发出去。今天的内容就到这里了，我们下节课见！
    

05｜特征处理：如何利用Spark解决特征处理问题？

你好，我是王喆。
上节课，我们知道了推荐系统要使用的常用特征有哪些。但这些原始的特征是无法直接提供给推荐模型使用的，因为推荐模型本质上是一个函数，输入输出都是数字或数值型的向量。那么问题来了，像动作、喜剧、爱情、科幻这些电影风格，是怎么转换成数值供推荐模型使用的呢？用户的行为历史又是怎么转换成数值特征的呢？
而且，类似的特征处理过程在数据量变大之后还会变得更加复杂，因为工业界的数据集往往都是 TB 甚至 PB 规模的，这在单机上肯定是没法处理的。那业界又是怎样进行海量数据的特征处理呢？这节课，我就带你一起来解决这几个问题。
业界主流的大数据处理利器 -Spark
既然要处理海量数据，那选择哪个数据处理平台就是我们首先要解决的问题。如果我们随机采访几位推荐系统领域的程序员，问他们在公司用什么平台处理大数据，我想最少有一半以上会回答是 Spark。作为业界主流的大数据处理利器，Spark 的地位毋庸置疑。所以，今天我先带你了解一下 Spark 的特点，再一起来看怎么用 Spark 处理推荐系统的特征。
Spark 是一个分布式计算平台。所谓分布式，指的是计算节点之间不共享内存，需要通过网络通信的方式交换数据。Spark 最典型的应用方式就是建立在大量廉价的计算节点上，这些节点可以是廉价主机，也可以是虚拟的 docker container（Docker 容器）。
理解了 Spark 的基本概念，我们来看看它的架构。从下面 Spark 的架构图中我们可以看到，Spark 程序由 Manager node（管理节点）进行调度组织，由 Worker Node（工作节点）进行具体的计算任务执行，最终将结果返回给 Drive Program（驱动程序）。在物理的 worker node 上，数据还会分为不同的 partition（数据分片），可以说 partition 是 Spark 的基础数据单元。

图1 Spark架构图
Spark 计算集群能够比传统的单机高性能服务器具备更强大的计算能力，就是由这些成百上千，甚至达到万以上规模的工作节点并行工作带来的。
那在执行一个具体任务的时候，Spark 是怎么协同这么多的工作节点，通过并行计算得出最终的结果呢？这里我们用一个任务来解释一下 Spark 的工作过程。
这个任务并不复杂，我们需要先从本地硬盘读取文件 textFile，再从分布式文件系统 HDFS 读取文件 hadoopFile，然后分别对它们进行处理，再把两个文件按照 ID 都 join 起来得到最终的结果。
这里你没必要执着于任务的细节，只要清楚任务的大致流程就好。在 Spark 平台上处理这个任务的时候，它会将这个任务拆解成一个子任务 DAG（Directed Acyclic Graph，有向无环图），再根据 DAG 决定程序各步骤执行的方法。从图 2 中我们可以看到，这个 Spark 程序分别从 textFile 和 hadoopFile 读取文件，再经过一系列 map、filter 等操作后进行 join，最终得到了处理结果。

图2 某Spark程序的任务有向无环图
其中，最关键的过程是我们要理解哪些是可以纯并行处理的部分，哪些是必须 shuffle（混洗）和 reduce 的部分。
这里的 shuffle 指的是所有 partition 的数据必须进行洗牌后才能得到下一步的数据，最典型的操作就是图 2 中的 groupByKey 操作和 join 操作。以 join 操作为例，我们必须对 textFile 数据和 hadoopFile 数据做全量的匹配才可以得到 join 后的 dataframe（Spark 保存数据的结构）。而 groupByKey 操作则需要对数据中所有相同的 key 进行合并，也需要全局的 shuffle 才能完成。
与之相比，map、filter 等操作仅需要逐条地进行数据处理和转换，不需要进行数据间的操作，因此各 partition 之间可以完全并行处理。
此外，在得到最终的计算结果之前，程序需要进行 reduce 的操作，从各 partition 上汇总统计结果，随着 partition 的数量逐渐减小，reduce 操作的并行程度逐渐降低，直到将最终的计算结果汇总到 master 节点（主节点）上。可以说，shuffle 和 reduce 操作的触发决定了纯并行处理阶段的边界。

图3 被shuffle操作分割的DAG stages
除此之外，我还想强调的是，shuffle 操作需要在不同计算节点之间进行数据交换，非常消耗计算、通信及存储资源，因此 shuffle 操作是 spark 程序应该尽量避免的。
说了这么多，这里我们再用一句话总结 Spark 的计算过程：Stage 内部数据高效并行计算，Stage 边界处进行消耗资源的 shuffle 操作或者最终的 reduce 操作。
清楚了 Spark 的原理，相信你已经摩拳擦掌期待将 Spark 应用在推荐系统的特征处理上了。下面，我们就进入实战阶段，用 Spark 处理我们的 Sparrow Recsys 项目的数据集。在开始学习之前，我希望你能带着这 2 个问题，边学边思考：  经典的特征处理方法有什么？以及 Spark 是如何实现这些特征处理方法的？
如何利用 One-hot 编码处理类别型特征
广义上来讲，所有的特征都可以分为两大类。第一类是类别、ID 型特征（以下简称类别型特征）。拿电影推荐来说，电影的风格、ID、标签、导演演员等信息，用户看过的电影 ID、用户的性别、地理位置信息、当前的季节、时间（上午，下午，晚上）、天气等等，这些无法用数字表示的信息全都可以被看作是类别、ID 类特征。第二类是数值型特征。简单来说就是能用数字直接表示的特征就是数值型特征，典型的包括用户的年龄、收入、电影的播放时长、点击量、点击率等。
我们进行特征处理的目的，是把所有的特征全部转换成一个数值型的特征向量，对于数值型特征，这个过程非常简单，直接把这个数值放到特征向量上相应的维度上就可以了。但是对于类别、ID 类特征，我们应该怎么处理它们呢？
这里我们就要用到 One-hot 编码（也被称为独热编码），它是将类别、ID 型特征转换成数值向量的一种最典型的编码方式。它通过把所有其他维度置为 0，单独将当前类别或者 ID 对应的维度置为 1 的方式生成特征向量。这怎么理解呢？我们举例来说，假设某样本有三个特征，分别是星期、性别和城市，我们用 [Weekday=Tuesday, Gender=Male, City=London] 来表示，用 One-hot 编码对其进行数值化的结果。

图4 One-hot编码特征向量
从图 4 中我们可以看到，Weekday 这个特征域有 7 个维度，Tuesday 对应第 2 个维度，所以我把对应维度置为 1。而 Gender 分为 Male 和 Female，所以对应的 One-hot 编码就有两个维度，City 特征域同理。
除了这些类别型特征外，ID 型特征也经常使用 One-hot 编码。比如，在我们的 SparrowRecsys 中，用户 U 观看过电影 M，这个行为是一个非常重要的用户特征，那我们应该如何向量化这个行为呢？其实也是使用 One-hot 编码。假设，我们的电影库中一共有 1000 部电影，电影 M 的 ID 是 310（编号从 0 开始），那这个行为就可以用一个 1000 维的向量来表示，让第 310 维的元素为 1，其他元素都为 0。
下面，我们就看看 SparrowRecsys 是如何利用 Spark 完成这一过程的。这里，我们使用 Spark 的机器学习库 MLlib 来完成 One-hot 特征的处理。
其中，最主要的步骤是，我们先创建一个负责 One-hot 编码的转换器，OneHotEncoderEstimator，然后通过它的 fit 函数完成指定特征的预处理，并利用 transform 函数将原始特征转换成 One-hot 特征。实现思路大体上就是这样，具体的步骤你可以参考我下面给出的源码：
def oneHotEncoderExample(samples:DataFrame): Unit ={
  //samples样本集中的每一条数据代表一部电影的信息，其中movieId为电影id
  val samplesWithIdNumber = samples.withColumn("movieIdNumber", col("movieId").cast(sql.types.IntegerType))


  //利用Spark的机器学习库Spark MLlib创建One-hot编码器
  val oneHotEncoder = new OneHotEncoderEstimator()
    .setInputCols(Array("movieIdNumber"))
    .setOutputCols(Array("movieIdVector"))
    .setDropLast(false)


  //训练One-hot编码器，并完成从id特征到One-hot向量的转换
  val oneHotEncoderSamples =      oneHotEncoder.fit(samplesWithIdNumber).transform(samplesWithIdNumber)
  //打印最终样本的数据结构
  oneHotEncoderSamples.printSchema()
  //打印10条样本查看结果
  oneHotEncoderSamples.show(10)

_（参考 com.wzhe.sparrowrecsys.offline.spark.featureeng.FeatureEngineering__中的oneHotEncoderExample函数）_
One-hot 编码也可以自然衍生成 Multi-hot 编码（多热编码）。比如，对于历史行为序列类、标签特征等数据来说，用户往往会与多个物品产生交互行为，或者一个物品被打上多个标签，这时最常用的特征向量生成方式就是把其转换成 Multi-hot 编码。在 SparrowRecsys 中，因为每个电影都是有多个 Genre（风格）类别的，所以我们就可以用 Multi-hot 编码完成标签到向量的转换。你可以自己尝试着用 Spark 实现该过程，也可以参考 SparrowRecsys 项目中 multiHotEncoderExample 的实现，我就不多说啦。
数值型特征的处理 - 归一化和分桶
下面，我们再好好聊一聊数值型特征的处理。你可能会问了，数值型特征本身不就是数字吗？直接放入特征向量不就好了，为什么还要处理呢？
实际上，我们主要讨论两方面问题，一是特征的尺度，二是特征的分布。
特征的尺度问题不难理解，比如在电影推荐中有两个特征，一个是电影的评价次数 fr，一个是电影的平均评分 fs。评价次数其实是一个数值无上限的特征，在 SparrowRecsys 所用的 movieLens 数据集上，fr 的范围一般在[0,10000]之间。对于电影的平均评分来说，因为我们采用了 5 分为满分的评分，所以特征 fs 的取值范围在[0,5]之间。
由于 fr 和 fs 两个特征的尺度差距太大，如果我们把特征的原始数值直接输入推荐模型，就会导致这两个特征对于模型的影响程度有显著的区别。如果模型中未做特殊处理的话，fr 这个特征由于波动范围高出 fs 几个量级，可能会完全掩盖 fs 作用，这当然是我们不愿意看到的。为此我们希望把两个特征的尺度拉平到一个区域内，通常是[0,1]范围，这就是所谓归一化。
归一化虽然能够解决特征取值范围不统一的问题，但无法改变特征值的分布。比如图 5 就显示了 Sparrow Recsys 中编号在前 1000 的电影平均评分分布。你可以很明显地看到，由于人们打分有“中庸偏上”的倾向，因此评分大量集中在 3.5 的附近，而且越靠近 3.5 的密度越大。这对于模型学习来说也不是一个好的现象，因为特征的区分度并不高。

图5 电影的平均评分分布
这该怎么办呢？我们经常会用分桶的方式来解决特征值分布极不均匀的问题。所谓“分桶（Bucketing）”，就是将样本按照某特征的值从高到低排序，然后按照桶的数量找到分位数，将样本分到各自的桶中，再用桶 ID 作为特征值。
在 Spark MLlib 中，分别提供了两个转换器 MinMaxScaler 和 QuantileDiscretizer，来进行归一化和分桶的特征处理。它们的使用方法和之前介绍的 OneHotEncoderEstimator 一样，都是先用 fit 函数进行数据预处理，再用 transform 函数完成特征转换。下面的代码就是 SparrowRecSys 利用这两个转换器完成特征归一化和分桶的过程。
def ratingFeatures(samples:DataFrame): Unit ={
  samples.printSchema()
  samples.show(10)


  //利用打分表ratings计算电影的平均分、被打分次数等数值型特征
  val movieFeatures = samples.groupBy(col("movieId"))
    .agg(count(lit(1)).as("ratingCount"),
      avg(col("rating")).as("avgRating"),
      variance(col("rating")).as("ratingVar"))
      .withColumn("avgRatingVec", double2vec(col("avgRating")))


  movieFeatures.show(10)


  //分桶处理，创建QuantileDiscretizer进行分桶，将打分次数这一特征分到100个桶中
  val ratingCountDiscretizer = new QuantileDiscretizer()
    .setInputCol("ratingCount")
    .setOutputCol("ratingCountBucket")
    .setNumBuckets(100)


  //归一化处理，创建MinMaxScaler进行归一化，将平均得分进行归一化
  val ratingScaler = new MinMaxScaler()
    .setInputCol("avgRatingVec")
    .setOutputCol("scaleAvgRating")


  //创建一个pipeline，依次执行两个特征处理过程
  val pipelineStage: Array[PipelineStage] = Array(ratingCountDiscretizer, ratingScaler)
  val featurePipeline = new Pipeline().setStages(pipelineStage)


  val movieProcessedFeatures = featurePipeline.fit(movieFeatures).transform(movieFeatures)
  //打印最终结果
  movieProcessedFeatures.show(

_（参考 com.wzhe.sparrowrecsys.offline.spark.featureeng.FeatureEngineering中的ratingFeatures函数）_
当然，对于数值型特征的处理方法还远不止于此，在经典的 YouTube 深度推荐模型中，我们就可以看到一些很有意思的处理方法。比如，在处理观看时间间隔（time since last watch）和视频曝光量（#previous impressions）这两个特征的时，Youtube 模型对它们进行归一化后，又将它们各自处理成了三个特征（图 6 中红框内的部分），分别是原特征值 x，特征值的平方x^2，以及特征值的开方，这又是为什么呢？

图6 YouTube推荐模型（来源：Deep Neural Networks for YouTube Recommendations）
其实，无论是平方还是开方操作，改变的还是这个特征值的分布，这些操作与分桶操作一样，都是希望通过改变特征的分布，让模型能够更好地学习到特征内包含的有价值信息。但由于我们没法通过人工的经验判断哪种特征处理方式更好，所以索性把它们都输入模型，让模型来做选择。
这里其实自然而然地引出了我们进行特征处理的一个原则，就是特征处理并没有标准答案，不存在一种特征处理方式是一定好于另一种的。在实践中，我们需要多进行一些尝试，找到那个最能够提升模型效果的一种或一组处理方式。
小结
这节课我们介绍了推荐系统中特征处理的主要方式，并利用 Spark 实践了类别型特征和数值型特征的主要处理方法，最后我们还总结出了特征处理的原则，“特征处理没有标准答案，需要根据模型效果实践出真知”。
针对特征处理的方法，深度学习和传统机器学习的区别并不大，TensorFlow、Pytorch 等深度学习平台也提供了类似的特征处理函数。在今后的推荐模型章节我们会进一步用到这些方法。
最后，我把这节课的主要知识点总结成了一张表格，你可以利用它巩固今天的重点知识。

这节课是我们的第一堂实战课，对于还未进入到工业界的同学，相信通过这节课的实践，也能够一窥业界的大数据处理方法，增强自己的工程经验，让我们一起由此迈入工业级推荐系统的大门吧！
课后思考
	
请你查阅一下 Spark MLlib 的编程手册，找出 Normalizer、StandardScaler、RobustScaler、MinMaxScaler 这个几个特征处理方法有什么不同。

	
你能试着运行一下 SparrowRecSys 中的 FeatureEngineering 类，从输出的结果中找出，到底哪一列是我们处理好的 One-hot 特征和 Multi-hot 特征吗？以及这两个特征是用 Spark 中的什么数据结构来表示的呢？


这就是我们这节课的全部内容了，你掌握得怎么样？欢迎你把这节课转发出去。下节课我们将讲解一种更高阶的特征处理方法，它同时也是深度学习知识体系中一个非常重要的部分，我们到时候见！
    

06｜Embedding：所有人都在谈的Embedding技术到底是什么？

你好，我是王喆。今天我们聊聊 Embedding。
说起 Embedding，我想你肯定不会陌生，至少经常听说。事实上，Embedding 技术不仅名气大，而且用 Embedding 方法进行相似物品推荐，几乎成了业界最流行的做法，无论是国外的 facebook、Airbnb，还是在国内的阿里、美团，我们都可以看到 Embedding 的成功应用。因此，自从深度学习流行起来之后，Embedding 就成为了深度学习推荐系统方向最火热的话题之一。
但是 Embedding 这个词又不是很好理解，你甚至很难给它找出一个准确的中文翻译，如果硬是翻译成“嵌入”、“向量映射”，感觉也不知所谓。所以索性我们就还是用 Embedding 这个叫法吧。
那这项技术到底是什么，为什么它在推荐系统领域这么重要？最经典的 Embedding 方法 Word2vec 的原理细节到底啥样？这节课，我们就一起来聊聊这几个问题。
什么是 Embedding？
简单来说，Embedding 就是用一个数值向量“表示”一个对象（Object）的方法，我这里说的对象可以是一个词、一个物品，也可以是一部电影等等。但是“表示”这个词是什么意思呢？用一个向量表示一个物品，这句话感觉还是有点让人费解。
这里，我先尝试着解释一下：一个物品能被向量表示，是因为这个向量跟其他物品向量之间的距离反映了这些物品的相似性。更进一步来说，两个向量间的距离向量甚至能够反映它们之间的关系。这个解释听上去可能还是有点抽象，那我们再用两个具体的例子解释一下。
图 1 是 Google 著名的论文 word2vec 中的例子，它利用 word2vec 这个模型把单词映射到了高维空间中，每个单词在这个高维空间中的位置都非常有意思，你看图 1 左边的例子，从 king 到 queen 的向量和从 man 到 woman 的向量，无论从方向还是尺度来说它们都异常接近。这说明什么？这说明词 Embedding 向量间的运算居然能够揭示词之间的性别关系！比如 woman 这个词的词向量可以用下面的运算得出：
Embedding(woman)=Embedding(man)+[Embedding(queen)-Embedding(king)]
同样，图 1 右的例子也很典型，从 walking 到 walked 和从 swimming 到 swam 的向量基本一致，这说明词向量揭示了词之间的时态关系！
这就是 Embedding 技术的神奇之处。

图1 词向量例子
你可能会觉得词向量技术离推荐系统领域还是有一点远，那 Netflix 应用的电影 Embedding 向量方法，就是一个非常直接的推荐系统应用。从 Netflix 利用矩阵分解方法生成的电影和用户的 Embedding 向量示意图中，我们可以看出不同的电影和用户分布在一个二维的空间内，由于 Embedding 向量保存了它们之间的相似性关系，因此有了这个 Embedding 空间之后，我们再进行电影推荐就非常容易了。具体来说就是，我们直接找出某个用户向量周围的电影向量，然后把这些电影推荐给这个用户就可以了。这就是 Embedding 技术在推荐系统中最直接的应用。

图2 电影-用户向量例子
Embedding 技术对深度学习推荐系统的重要性
事实上，我一直把 Embedding 技术称作深度学习的“基础核心操作”。在推荐系统领域进入深度学习时代之后，Embedding 技术更是“如鱼得水”。那为什么 Embedding 技术对于推荐系统如此重要，Embedding 技术又在特征工程中发挥了怎样的作用呢？针对这两个问题，我主要有两点想和你深入聊聊。
首先，Embedding 是处理稀疏特征的利器。 上节课我们学习了 One-hot 编码，因为推荐场景中的类别、ID 型特征非常多，大量使用 One-hot 编码会导致样本特征向量极度稀疏，而深度学习的结构特点又不利于稀疏特征向量的处理，因此几乎所有深度学习推荐模型都会由 Embedding 层负责将稀疏高维特征向量转换成稠密低维特征向量。所以说各类 Embedding 技术是构建深度学习推荐模型的基础性操作。
其次，Embedding 可以融合大量有价值信息，本身就是极其重要的特征向量 。 相比由原始信息直接处理得来的特征向量，Embedding 的表达能力更强，特别是 Graph Embedding 技术被提出后，Embedding 几乎可以引入任何信息进行编码，使其本身就包含大量有价值的信息，所以通过预训练得到的 Embedding 向量本身就是极其重要的特征向量。
因此我们才说，Embedding 技术在深度学习推荐系统中占有极其重要的位置，熟悉并掌握各类流行的 Embedding 方法是构建一个成功的深度学习推荐系统的有力武器。这两个特点也是我们为什么把 Embedding 的相关内容放到特征工程篇的原因，因为它不仅是一种处理稀疏特征的方法，也是融合大量基本特征，生成高阶特征向量的有效手段。
经典的 Embedding 方法，Word2vec
提到 Embedding，就一定要深入讲解一下 Word2vec。它不仅让词向量在自然语言处理领域再度流行，更关键的是，自从 2013 年谷歌提出 Word2vec 以来，Embedding 技术从自然语言处理领域推广到广告、搜索、图像、推荐等几乎所有深度学习的领域，成了深度学习知识框架中不可或缺的技术点。Word2vec 作为经典的 Embedding 方法，熟悉它对于我们理解之后所有的 Embedding 相关技术和概念都是至关重要的。下面，我就给你详细讲一讲 Word2vec 的原理。
什么是 Word2vec？
Word2vec 是“word to vector”的简称，顾名思义，它是一个生成对“词”的向量表达的模型。
想要训练 Word2vec 模型，我们需要准备由一组句子组成的语料库。假设其中一个长度为 _T_ 的句子包含的词有w1,w2……wt ，并且我们假定每个词都跟其相邻词的关系最密切。
根据模型假设的不同，Word2vec 模型分为两种形式，CBOW 模型（图 3 左）和 Skip-gram 模型（图 3 右）。其中，CBOW 模型假设句子中每个词的选取都由相邻的词决定，因此我们就看到 CBOW 模型的输入是 wt 周边的词，预测的输出是 wt。Skip-gram 模型则正好相反，它假设句子中的每个词都决定了相邻词的选取，所以你可以看到 Skip-gram 模型的输入是 wt，预测的输出是 wt 周边的词。按照一般的经验，Skip-gram 模型的效果会更好一些，所以我接下来也会以 Skip-gram 作为框架，来给你讲讲 Word2vec 的模型细节。

图3 Word2vec的两种模型结构CBOW和Skip-gram
Word2vec 的样本是怎么生成的？
我们先来看看训练 Word2vec 的样本是怎么生成的。 作为一个自然语言处理的模型，训练 Word2vec 的样本当然来自于语料库，比如我们想训练一个电商网站中关键词的 Embedding 模型，那么电商网站中所有物品的描述文字就是很好的语料库。
我们从语料库中抽取一个句子，选取一个长度为 2_c_+1（目标词前后各选 _c_ 个词）的滑动窗口，将滑动窗口由左至右滑动，每移动一次，窗口中的词组就形成了一个训练样本。根据 Skip-gram 模型的理念，中心词决定了它的相邻词，我们就可以根据这个训练样本定义出 Word2vec 模型的输入和输出，输入是样本的中心词，输出是所有的相邻词。
为了方便你理解，我再举一个例子。这里我们选取了“Embedding 技术对深度学习推荐系统的重要性”作为句子样本。首先，我们对它进行分词、去除停用词的过程，生成词序列，再选取大小为 3 的滑动窗口从头到尾依次滑动生成训练样本，然后我们把中心词当输入，边缘词做输出，就得到了训练 Word2vec 模型可用的训练样本。

图4 生成Word2vec训练样本的例子
Word2vec 模型的结构是什么样的？
有了训练样本之后，我们最关心的当然是 Word2vec 这个模型的结构是什么样的。我相信，通过第 3 节课的学习，你已经掌握了神经网络的基础知识，那再理解 Word2vec 的结构就容易多了，它的结构本质上就是一个三层的神经网络（如图 5）。

图5 Word2vec模型的结构
它的输入层和输出层的维度都是 V，这个 V 其实就是语料库词典的大小。假设语料库一共使用了 10000 个词，那么 V 就等于 10000。根据图 4 生成的训练样本，这里的输入向量自然就是由输入词转换而来的 One-hot 编码向量，输出向量则是由多个输出词转换而来的 Multi-hot 编码向量，显然，基于 Skip-gram 框架的 Word2vec 模型解决的是一个多分类问题。
隐层的维度是 N，N 的选择就需要一定的调参能力了，我们需要对模型的效果和模型的复杂度进行权衡，来决定最后 N 的取值，并且最终每个词的 Embedding 向量维度也由 N 来决定。
最后是激活函数的问题，这里我们需要注意的是，隐层神经元是没有激活函数的，或者说采用了输入即输出的恒等函数作为激活函数，而输出层神经元采用了 softmax 作为激活函数。
你可能会问为什么要这样设置 Word2vec 的神经网络，以及我们为什么要这样选择激活函数呢？因为这个神经网络其实是为了表达从输入向量到输出向量的这样的一个条件概率关系，我们看下面的式子：


p(wO​∣wI​)=∑i=1V​exp(vwi​′​⊤vwI​​)exp(vwO​′​vwI​​)​












这个由输入词 WI 预测输出词 WO 的条件概率，其实就是 Word2vec 神经网络要表达的东西。我们通过极大似然的方法去最大化这个条件概率，就能够让相似的词的内积距离更接近，这就是我们希望 Word2vec 神经网络学到的。
当然，如果你对数学和机器学习的底层理论没那么感兴趣的话，也不用太深入了解这个公式的由来，因为现在大多数深度学习平台都把它们封装好了，你不需要去实现损失函数、梯度下降的细节，你只要大概清楚他们的概念就可以了。
如果你是一个理论派，其实 Word2vec 还有很多值得挖掘的东西，比如，为了节约训练时间，Word2vec 经常会采用负采样（Negative Sampling）或者分层 softmax（Hierarchical Softmax）的训练方法。关于这一点，我推荐你去阅读Word2vec Parameter Learning Explained这篇文章，相信你会找到最详细和准确的解释。
怎样把词向量从 Word2vec 模型中提取出来？
在训练完 Word2vec 的神经网络之后，可能你还会有疑问，我们不是想得到每个词对应的 Embedding 向量嘛，这个 Embedding 在哪呢？其实，它就藏在输入层到隐层的权重矩阵 WVxN 中。我想看了下面的图你一下就明白了。

图6 词向量藏在Word2vec的权重矩阵中
你可以看到，输入向量矩阵 WVxN 的每一个行向量对应的就是我们要找的“词向量”。比如我们要找词典里第 i 个词对应的 Embedding，因为输入向量是采用 One-hot 编码的，所以输入向量的第 i 维就应该是 1，那么输入向量矩阵 WVxN 中第 i 行的行向量自然就是该词的 Embedding 啦。
细心的你可能也发现了，输出向量矩阵 W‘也遵循这个道理，确实是这样的，但一般来说，我们还是习惯于使用输入向量矩阵作为词向量矩阵。
在实际的使用过程中，我们往往会把输入向量矩阵转换成词向量查找表（Lookup table，如图 7 所示）。例如，输入向量是 10000 个词组成的 one hot 向量，隐层维度是 300 维，那么输入层到隐层的权重矩阵为 10000x300 维。在转换为词向量 Lookup table 后，每行的权重即成了对应词的 Embedding 向量。如果我们把这个查找表存储到线上的数据库中，就可以轻松地在推荐物品的过程中使用 Embedding 去计算相似性等重要的特征了。

图7 Word2vec的Lookup table
Word2vec 对 Embedding 技术的奠基性意义
Word2vec 是由谷歌于 2013 年正式提出的，其实它并不完全是原创性的，学术界对词向量的研究可以追溯到 2003 年，甚至更早的时期。但正是谷歌对 Word2vec 的成功应用，让词向量的技术得以在业界迅速推广，进而使 Embedding 这一研究话题成为热点。毫不夸张地说，Word2vec 对深度学习时代 Embedding 方向的研究具有奠基性的意义。
从另一个角度来看，Word2vec 的研究中提出的模型结构、目标函数、负采样方法、负采样中的目标函数在后续的研究中被重复使用并被屡次优化。掌握 Word2vec 中的每一个细节成了研究 Embedding 的基础。从这个意义上讲，熟练掌握本节课的内容是非常重要的。
Item2Vec：Word2vec 方法的推广
在 Word2vec 诞生之后，Embedding 的思想迅速从自然语言处理领域扩散到几乎所有机器学习领域，推荐系统也不例外。既然 Word2vec 可以对词“序列”中的词进行 Embedding，那么对于用户购买“序列”中的一个商品，用户观看“序列”中的一个电影，也应该存在相应的 Embedding 方法。

图8 不同场景下的序列数据
于是，微软于 2015 年提出了 Item2Vec 方法，它是对 Word2vec 方法的推广，使 Embedding 方法适用于几乎所有的序列数据。Item2Vec 模型的技术细节几乎和 Word2vec 完全一致，只要能够用序列数据的形式把我们要表达的对象表示出来，再把序列数据“喂”给 Word2vec 模型，我们就能够得到任意物品的 Embedding 了。
Item2vec 的提出对于推荐系统来说当然是至关重要的，因为它使得“万物皆 Embedding”成为了可能。对于推荐系统来说，Item2vec 可以利用物品的 Embedding 直接求得它们的相似性，或者作为重要的特征输入推荐模型进行训练，这些都有助于提升推荐系统的效果。
小结
这节课，我们一起学习了深度学习推荐系统中非常重要的知识点，Embedding。Embedding 就是用一个数值向量“表示”一个对象的方法。通过 Embedding，我们又引出了 Word2vec，Word2vec 是生成对“词”的向量表达的模型。其中，Word2vec 的训练样本是通过滑动窗口一一截取词组生成的。在训练完成后，模型输入向量矩阵的行向量，就是我们要提取的词向量。最后，我们还学习了 Item2vec，它是 Word2vec 在任意序列数据上的推广。
我把这些重点的内容以表格的形式，总结了出来，方便你随时回顾。

这节课，我们主要对序列数据进行了 Embedding 化，那如果是图结构的数据怎么办呢？另外，有没有什么好用的工具能实现 Embedding 技术呢？接下来的两节课，我就会一一讲解图结构数据的 Embedding 方法 Graph Embedding，并基于 Spark 对它们进行实现。
课后思考
在我们通过 Word2vec 训练得到词向量，或者通过 Item2vec 得到物品向量之后，我们应该用什么方法计算他们的相似性呢？你知道几种计算相似性的方法？
如果你身边的朋友正对 Embedding 技术感到疑惑，也欢迎你把这节课分享给 TA，我们下节课再见！
    

07｜Embedding进阶：如何利用图结构数据生成Graph Embedding？

你好，我是王喆。
上一节课，我们一起学习了 Embedding 技术。我们知道，只要是能够被序列数据表示的物品，都可以通过 Item2vec 方法训练出 Embedding。但是，互联网的数据可不仅仅是序列数据那么简单，越来越多的数据被我们以图的形式展现出来。这个时候，基于序列数据的 Embedding 方法就显得“不够用”了。但在推荐系统中放弃图结构数据是非常可惜的，因为图数据中包含了大量非常有价值的结构信息。
那我们怎么样才能够基于图结构数据生成 Embedding 呢？这节课，我们就重点来讲讲基于图结构的 Embedding 方法，它也被称为 Graph Embedding。
互联网中有哪些图结构数据？
可能有的同学还不太清楚图结构中到底包含了哪些重要信息，为什么我们希望好好利用它们，并以它们为基础生成 Embedding？下面，我就先带你认识一下互联网中那些非常典型的图结构数据（如图 1）。

图1 互联网图结构数据
事实上，图结构数据在互联网中几乎无处不在，最典型的就是我们每天都在使用的社交网络（如图 1-a）。从社交网络中，我们可以发现意见领袖，可以发现社区，再根据这些“社交”特性进行社交化的推荐，如果我们可以对社交网络中的节点进行 Embedding 编码，社交化推荐的过程将会非常方便。
知识图谱也是近来非常火热的研究和应用方向。像图 1-b 中描述的那样，知识图谱中包含了不同类型的知识主体（如人物、地点等），附着在知识主体上的属性（如人物描述，物品特点），以及主体和主体之间、主体和属性之间的关系。如果我们能够对知识图谱中的主体进行 Embedding 化，就可以发现主体之间的潜在关系，这对于基于内容和知识的推荐系统是非常有帮助的。
还有一类非常重要的图数据就是行为关系类图数据。这类数据几乎存在于所有互联网应用中，它事实上是由用户和物品组成的“二部图”（也称二分图，如图 1c）。用户和物品之间的相互行为生成了行为关系图。借助这样的关系图，我们自然能够利用 Embedding 技术发掘出物品和物品之间、用户和用户之间，以及用户和物品之间的关系，从而应用于推荐系统的进一步推荐。
毫无疑问，图数据是具备巨大价值的，如果能将图中的节点 Embedding 化，对于推荐系统来说将是非常有价值的特征。那下面，我们就进入正题，一起来学习基于图数据的 Graph Embedding 方法。
基于随机游走的 Graph Embedding 方法，Deep Walk
我们先来学习一种在业界影响力比较大，应用也很广泛的 Graph Embedding 方法，Deep Walk，它是 2014 年由美国石溪大学的研究者提出的。它的主要思想是在由物品组成的图结构上进行随机游走，产生大量物品序列，然后将这些物品序列作为训练样本输入 Word2vec 进行训练，最终得到物品的 Embedding。因此，DeepWalk 可以被看作连接序列 Embedding 和 Graph Embedding 的一种过渡方法。下图 2 展示了 DeepWalk 方法的执行过程。

图2 DeepWalk方法的过程
接下来，我就参照图 2 中 4 个示意图，来为你详细讲解一下 DeepWalk 的算法流程。
首先，我们基于原始的用户行为序列（图 2(a)），比如用户的购买物品序列、观看视频序列等等，来构建物品关系图（图 2(b)）。从中，我们可以看出，因为用户 U1 先后购买了物品 A 和物品 B，所以产生了一条由 A 到 B 的有向边。如果后续产生了多条相同的有向边，则有向边的权重被加强。在将所有用户行为序列都转换成物品相关图中的边之后，全局的物品相关图就建立起来了。
然后，我们采用随机游走的方式随机选择起始点，重新产生物品序列（图 2©）。其中，随机游走采样的次数、长度等都属于超参数，需要我们根据具体应用进行调整。
最后，我们将这些随机游走生成的物品序列输入图 2(d) 的 Word2vec 模型，生成最终的物品 Embedding 向量。
在上述 DeepWalk 的算法流程中，唯一需要形式化定义的就是随机游走的跳转概率，也就是到达节点 vi后，下一步遍历 vi的邻接点 vj 的概率。如果物品关系图是有向有权图，那么从节点 vi跳转到节点 vj的概率定义如下：


P(vj​∣vi​)={∑j∈N+​(Vi​)​Mij​​,mij​​vj​∈N+​(vi​) 0,​e_ij∈/​ε​












其中，N+(vi) 是节点 vi所有的出边集合，Mij是节点 vi到节点 vj边的权重，即 DeepWalk 的跳转概率就是跳转边的权重占所有相关出边权重之和的比例。如果物品相关图是无向无权重图，那么跳转概率将是 (式 1) 的一个特例，即权重 Mij将为常数 1，且 N+(vi) 应是节点 vi所有“边”的集合，而不是所有“出边”的集合。
再通过随机游走得到新的物品序列，我们就可以通过经典的 word2vec 的方式生成物品 Embedding 了。当然，关于 word2vec 的细节你可以回顾上一节课的内容，这里就不再赘述了。
在同质性和结构性间权衡的方法，Node2vec
2016 年，斯坦福大学的研究人员在 DeepWalk 的基础上更进一步，他们提出了 Node2vec 模型。Node2vec 通过调整随机游走跳转概率的方法，让 Graph Embedding 的结果在网络的同质性（Homophily）和结构性（Structural Equivalence）中进行权衡。进一步可以把不同的 Embedding 输入推荐模型，让推荐系统学习到不同的网络结构特点。
我这里所说的网络的“同质性”指的是距离相近节点的 Embedding 应该尽量近似，如图 3 所示，节点 u 与其相连的节点 s1、s2、s3、s4 的 Embedding 表达应该是接近的，这就是网络“同质性“的体现。在电商网站中，同质性的物品很可能是同品类、同属性，或者经常被一同购买的物品。
而“结构性”指的是结构上相似的节点的 Embedding 应该尽量接近，比如图 3 中节点 u 和节点 s6 都是各自局域网络的中心节点，它们在结构上相似，所以它们的 Embedding 表达也应该近似，这就是“结构性”的体现。在电商网站中，结构性相似的物品一般是各品类的爆款、最佳凑单商品等拥有类似趋势或者结构性属性的物品。

图3 网络的BFS和 DFS示意图
理解了这些基本概念之后，那么问题来了，Graph Embedding 的结果究竟是怎么表达结构性和同质性的呢？
首先，为了使 Graph Embedding 的结果能够表达网络的“结构性”，在随机游走的过程中，我们需要让游走的过程更倾向于 BFS（Breadth First Search，宽度优先搜索），因为 BFS 会更多地在当前节点的邻域中进行游走遍历，相当于对当前节点周边的网络结构进行一次“微观扫描”。当前节点是“局部中心节点”，还是“边缘节点”，亦或是“连接性节点”，其生成的序列包含的节点数量和顺序必然是不同的，从而让最终的 Embedding 抓取到更多结构性信息。
而为了表达“同质性”，随机游走要更倾向于 DFS（Depth First Search，深度优先搜索）才行，因为 DFS 更有可能通过多次跳转，游走到远方的节点上。但无论怎样，DFS 的游走更大概率会在一个大的集团内部进行，这就使得一个集团或者社区内部节点的 Embedding 更为相似，从而更多地表达网络的“同质性”。
那在 Node2vec 算法中，究竟是怎样控制 BFS 和 DFS 的倾向性的呢？
其实，它主要是通过节点间的跳转概率来控制跳转的倾向性。图 4 所示为 Node2vec 算法从节点 t 跳转到节点 v 后，再从节点 v 跳转到周围各点的跳转概率。这里，你要注意这几个节点的特点。比如，节点 t 是随机游走上一步访问的节点，节点 v 是当前访问的节点，节点 x1、x2、x3是与 v 相连的非 t 节点，但节点 x1还与节点 t 相连，这些不同的特点决定了随机游走时下一次跳转的概率。

图4 Node2vec的跳转概率
这些概率我们还可以用具体的公式来表示，从当前节点 v 跳转到下一个节点 x 的概率 πvx​=αpq​(t,x)⋅ωvx​ ，其中 wvx 是边 vx 的原始权重，αpq​(t,x) 是 Node2vec 定义的一个跳转权重。到底是倾向于 DFS 还是 BFS，主要就与这个跳转权重的定义有关了。这里我们先了解一下它的精确定义，我再作进一步的解释：


αpq(t,x)=​⎩⎨⎧​p1​ 1q1​​ 如果 dtx​=0 如果 dtx​=1 如果 dtx​=2​












αpq​(t,x) 里的 dtx是指节点 t 到节点 x 的距离，比如节点 x1其实是与节点 t 直接相连的，所以这个距离 dtx就是 1，节点 t 到节点 t 自己的距离 dtt就是 0，而 x2、x3这些不与 t 相连的节点，dtx就是 2。
此外，αpq​(t,x) 中的参数 p 和 q 共同控制着随机游走的倾向性。参数 p 被称为返回参数（return parameter），p 越小，随机游走回节点 t 的可能性越大，Node2vec 就更注重表达网络的结构性。参数 q 被称为进出参数（in-out parameter），q 越小，随机游走到远方节点的可能性越大，Node2vec 更注重表达网络的同质性。反之，当前节点更可能在附近节点游走。你可以自己尝试给 p 和 q 设置不同大小的值，算一算从 v 跳转到 t、x1、x2和 x3的跳转概率。这样一来，应该就不难理解我刚才所说的随机游走倾向性的问题啦。
Node2vec 这种灵活表达同质性和结构性的特点也得到了实验的证实，我们可以通过调整 p 和 q 参数让它产生不同的 Embedding 结果。图 5 上就是 Node2vec 更注重同质性的体现，从中我们可以看到，距离相近的节点颜色更为接近，图 5 下则是更注重结构性的体现，其中结构特点相近的节点的颜色更为接近。

图5 Node2vec实验结果
毫无疑问，Node2vec 所体现的网络的同质性和结构性，在推荐系统中都是非常重要的特征表达。由于 Node2vec 的这种灵活性，以及发掘不同图特征的能力，我们甚至可以把不同 Node2vec 生成的偏向“结构性”的 Embedding 结果，以及偏向“同质性”的 Embedding 结果共同输入后续深度学习网络，以保留物品的不同图特征信息。
Embedding 是如何应用在推荐系统的特征工程中的？
到这里，我们已经学习了好几种主流的 Embedding 方法，包括序列数据的 Embedding 方法，Word2vec 和 Item2vec，以及图数据的 Embedding 方法，Deep Walk 和 Node2vec。那你有没有想过，我为什么要在特征工程这一模块里介绍 Embedding 呢？Embedding 又是是怎么应用到推荐系统中的呢？这里，我就来做一个统一的解答。
第一个问题不难回答，由于 Embedding 的产出就是一个数值型特征向量，所以 Embedding 技术本身就可以视作特征处理方式的一种。只不过与简单的 One-hot 编码等方式不同，Embedding 是一种更高阶的特征处理方法，它具备了把序列结构、网络结构、甚至其他特征融合到一个特征向量中的能力。
而第二个问题的答案有三个。Embedding 在推荐系统中的应用方式大致有三种，分别是“直接应用”、“预训练应用”和“End2End 应用”。
其中，“直接应用”最简单，就是在我们得到 Embedding 向量之后，直接利用 Embedding 向量的相似性实现某些推荐系统的功能。典型的功能有，利用物品 Embedding 间的相似性实现相似物品推荐，利用物品 Embedding 和用户 Embedding 的相似性实现“猜你喜欢”等经典推荐功能，还可以利用物品 Embedding 实现推荐系统中的召回层等。当然，如果你还不熟悉这些应用细节，也完全不用担心，我们在之后的课程中都会讲到。
“预训练应用”指的是在我们预先训练好物品和用户的 Embedding 之后，不直接应用，而是把这些 Embedding 向量作为特征向量的一部分，跟其余的特征向量拼接起来，作为推荐模型的输入参与训练。这样做能够更好的把其他特征引入进来，让推荐模型作出更为全面且准确的预测。
第三种应用叫做“End2End 应用”。看上去这是个新的名词，它的全称叫做“end to end training”，也就是端到端训练。不过，它其实并不神秘，指的是我们不预先训练 Embedding，而是把 Embedding 的训练与深度学习推荐模型结合起来，采用统一的、端到端的方式一起训练，直接得到包含 Embedding 层的推荐模型。这种方式非常流行，比如图 6 就展示了三个包含 Embedding 层的经典模型，分别是微软的 Deep Crossing，UCL 提出的 FNN 和 Google 的 Wide&Deep。它们的实现细节我们也会在后续课程里面介绍，你这里只需要了解这个概念就可以了。

图6 带有Embedding层的深度学习模型
小结
这节课我们一起学习了 Graph Embedding 的两种主要方法，分别是 Deep Walk 和 Node2vec，并且我们还总结了 Embedding 技术在深度学习推荐系统中的应用方法。
学习 Deep Walk 方法关键在于理解它的算法流程，首先，我们基于原始的用户行为序列来构建物品关系图，然后采用随机游走的方式随机选择起始点，重新产生物品序列，最后将这些随机游走生成的物品序列输入 Word2vec 模型，生成最终的物品 Embedding 向量。
而 Node2vec 相比于 Deep Walk，增加了随机游走过程中跳转概率的倾向性。如果倾向于宽度优先搜索，则 Embedding 结果更加体现“结构性”。如果倾向于深度优先搜索，则更加体现“同质性”。
最后，我们介绍了 Embedding 技术在深度学习推荐系统中的三种应用方法，“直接应用”“预训练”和“End2End 训练”。这些方法各有特点，它们都是业界主流的应用方法，随着课程的不断深入，我会带你一步一步揭开它们的面纱。
老规矩，在课程的最后，我还是用表格的方式总结了这次课的关键知识点，你可以利用它来复习巩固。

至此，我们就完成了所有 Embedding 理论部分的学习。下节课，我们再一起进入 Embedding 和 Graph Embedding 的实践部分，利用 Sparrow Recsys 的数据，使用 Spark 实现 Embedding 的训练，希望你到时能跟我一起动起手来！
课后思考
对于 Embedding 预训练和 Embedding End2End 训练两种应用方法，你能说出它们之间的优劣点吗？
你能尝试对比一下 Embedding 预训练和 Embedding End2End 训练这两种应用方法，说出它们之间的优缺点吗？
欢迎在留言区分享你的思考和答案，如果这节 Graph Embedding 的课程让你有所收获，那不妨也把这节课分享给你的朋友们，我们下节课见！
    

08｜Embedding实战：如何使用Spark生成Item2vec和Graph Embedding？

你好，我是王喆。
前面两节课，我们一起学习了从 Item2vec 到 Graph Embedding 的几种经典 Embedding 方法。在打好了理论基础之后，这节课就让我们从理论走向实践，看看到底如何基于 Spark 训练得到物品的 Embedding 向量。
通过特征工程部分的实践，我想你已经对 Spark 这个分布式计算平台有了初步的认识。其实除了一些基本的特征处理方法，在 Spark 的机器学习包 Spark MLlib 中，还包含了大量成熟的机器学习模型，这其中就包括我们讲过的 Word2vec 模型。基于此，这节课我们会在 Spark 平台上，完成 Item2vec 和基于 Deep Walk 的 Graph Embedding 的训练。
对其他机器学习平台有所了解的同学可能会问，TensorFlow、PyTorch 都有很强大的深度学习工具包，我们能不能利用这些平台进行 Embedding 训练呢？当然是可以的，我们也会在之后的课程中介绍 TensorFlow 并用它实现很多深度学习推荐模型。但是 Spark 作为一个原生的分布式计算平台，在处理大数据方面还是比 TensorFlow 等深度学习平台更具有优势，而且业界的很多公司仍然在使用 Spark 训练一些结构比较简单的机器学习模型，再加上我们已经用 Spark 进行了特征工程的处理，所以，这节课我们继续使用 Spark 来完成 Embedding 的实践。
首先，我们来看看怎么完成 Item2vec 的训练。
Item2vec：序列数据的处理
我们知道，Item2vec 是基于自然语言处理模型 Word2vec 提出的，所以 Item2vec 要处理的是类似文本句子，观影序列之类的序列数据。那在真正开始 Item2vec 的训练之前，我们还要先为它准备好训练用的序列数据。在 movieLens 数据集中，有一张叫 rating（评分）的数据表，里面包含了用户对看过电影的评分和评分的时间。既然时间和评分历史都有了，我们要用的观影序列自然就可以通过处理 rating 表得到啦。

图1 movieLens数据集中的rating评分表
不过，在使用观影序列编码之前，我们还要再明确两个问题。一是 movieLens 这个 rating 表本质上只是一个评分的表，不是真正的“观影序列”。但对用户来说，当然只有看过这部电影才能够评价它，所以我们几乎可以把评分序列当作是观影序列。二是我们是应该把所有电影都放到序列中，还是只放那些打分比较高的呢？
这里，我是建议对评分做一个过滤，只放用户打分比较高的电影。为什么这么做呢？我们要思考一下 Item2vec 这个模型本质上是要学习什么。我们是希望 item2vec 能够学习到物品之间的近似性。既然这样，我们当然是希望评分好的电影靠近一些，评分差的电影和评分好的电影不要在序列中结对出现。
好，那到这里我们明确了样本处理的思路，就是对一个用户来说，我们先过滤掉他评分低的电影，再把他评论过的电影按照时间戳排序。这样，我们就得到了一个用户的观影序列，所有用户的观影序列就组成了 Item2vec 的训练样本集。
那这个过程究竟该怎么在 Spark 上实现呢？其实很简单，我们只需要明白这 5 个关键步骤就可以实现了：
	
读取 ratings 原始数据到 Spark 平台。

	
用 where 语句过滤评分低的评分记录。

	
用 groupBy userId 操作聚合每个用户的评分记录，DataFrame 中每条记录是一个用户的评分序列。

	
定义一个自定义操作 sortUdf，用它实现每个用户的评分记录按照时间戳进行排序。

	
把每个用户的评分记录处理成一个字符串的形式，供后续训练过程使用。


具体的实现过程，我还是建议你来参考我下面给出的代码，重要的地方我也都加上了注释，方便你来理解。
def processItemSequence(sparkSession: SparkSession): RDD[Seq[String]] ={
  //设定rating数据的路径并用spark载入数据
  val ratingsResourcesPath = this.getClass.getResource("/webroot/sampledata/ratings.csv")
  val ratingSamples = sparkSession.read.format("csv").option("header", "true").load(ratingsResourcesPath.getPath)


  //实现一个用户定义的操作函数(UDF)，用于之后的排序
  val sortUdf: UserDefinedFunction = udf((rows: Seq[Row]) => {
    rows.map { case Row(movieId: String, timestamp: String) => (movieId, timestamp) }
      .sortBy { case (movieId, timestamp) => timestamp }
      .map { case (movieId, timestamp) => movieId }
  })


  //把原始的rating数据处理成序列数据
  val userSeq = ratingSamples
    .where(col("rating") >= 3.5)  //过滤掉评分在3.5一下的评分记录
    .groupBy("userId")            //按照用户id分组
    .agg(sortUdf(collect_list(struct("movieId", "timestamp"))) as "movieIds")     //每个用户生成一个序列并用刚才定义好的udf函数按照timestamp排序
    .withColumn("movieIdStr", array_join(col("movieIds"), " "))
                //把所有id连接成一个String，方便后续word2vec模型处理


  //把序列数据筛选出来，丢掉其他过程数据
  userSeq.select("movieIdStr").rdd.map(r => r.getAs[String]("movieIdStr").split(" ").toSeq)
通过这段代码生成用户的评分序列样本中，每条样本的形式非常简单，它就是电影 ID 组成的序列，比如下面就是 ID 为 11888 用户的观影序列：
296 380 344 588 593 231 595 318 480 110 253 288 47 364 377 589 410 597 539 39 160 266 350 553 337 186 736 44 158 551 293 780 353 368 858
Item2vec：模型训练
训练数据准备好了，就该进入我们这堂课的重头戏，模型训练了。手写 Item2vec 的整个训练过程肯定是一件让人比较“崩溃”的事情，好在 Spark MLlib 已经为我们准备好了方便调用的 Word2vec 模型接口。我先把训练的代码贴在下面，然后再带你一步步分析每一行代码是在做什么。
def trainItem2vec(samples : RDD[Seq[String]]): Unit ={
    //设置模型参数
    val word2vec = new Word2Vec()
    .setVectorSize(10)
    .setWindowSize(5)
    .setNumIterations(10)


  //训练模型
  val model = word2vec.fit(samples)


  //训练结束，用模型查找与item"592"最相似的20个item
  val synonyms = model.findSynonyms("592", 20)
  for((synonym, cosineSimilarity) <- synonyms) {
    println(s"$synonym $cosineSimilarity")
  }
 
  //保存模型
  val embFolderPath = this.getClass.getResource("/webroot/sampledata/")
  val file = new File(embFolderPath.getPath + "embedding.txt")
  val bw = new BufferedWriter(new FileWriter(file))
  var id = 0
  //用model.getVectors获取所有Embedding向量
  for (movieId <- model.getVectors.keys){
    id+=1
    bw.write( movieId + ":" + model.getVectors(movieId).mkString(" ") + "\n")
  }
  bw.close()
从上面的代码中我们可以看出，Spark 的 Word2vec 模型训练过程非常简单，只需要四五行代码就可以完成。接下来，我就按照从上到下的顺序，依次给你解析其中 3 个关键的步骤。
首先是创建 Word2vec 模型并设定模型参数。我们要清楚 Word2vec 模型的关键参数有 3 个，分别是 setVectorSize、setWindowSize 和 setNumIterations。其中，setVectorSize 用于设定生成的 Embedding 向量的维度，setWindowSize 用于设定在序列数据上采样的滑动窗口大小，setNumIterations 用于设定训练时的迭代次数。这些超参数的具体选择就要根据实际的训练效果来做调整了。
其次，模型的训练过程非常简单，就是调用模型的 fit 接口。训练完成后，模型会返回一个包含了所有模型参数的对象。
最后一步就是提取和保存 Embedding 向量，我们可以从最后的几行代码中看到，调用 getVectors 接口就可以提取出某个电影 ID 对应的 Embedding 向量，之后就可以把它们保存到文件或者其他数据库中，供其他模块使用了。
在模型训练完成后，我们再来验证一下训练的结果是不是合理。我在代码中求取了 ID 为 592 电影的相似电影。这部电影叫 Batman 蝙蝠侠，我把通过 item2vec 得到相似电影放到了下面，你可以从直观上判断一下这个结果是不是合理。

图2 通过Item2vec方法找出的电影Batman的相似电影
当然，因为 SparrowRecsys 在演示过程中仅使用了 1000 部电影和部分用户评论集，所以我们得出的结果不一定非常准确，如果你有兴趣优化这个结果，可以去 movieLens 下载全部样本进行重新训练。
Graph Embedding：数据准备
到这里，我相信你已经熟悉了 Item2vec 方法的实现。接下来，我们再来说说基于随机游走的 Graph Embedding 方法，看看如何利用 Spark 来实现它。这里，我们选择 Deep Walk 方法进行实现。

图3 Deep Walk的算法流程
在 Deep Walk 方法中，我们需要准备的最关键数据是物品之间的转移概率矩阵。图 3 是 Deep Walk 的算法流程图，转移概率矩阵表达了图 3（b）中的物品关系图，它定义了随机游走过程中，从物品 A 到物品 B 的跳转概率。所以我们首先来看一下如何利用 Spark 生成这个转移概率矩阵。
//samples 输入的观影序列样本集
def graphEmb(samples : RDD[Seq[String]], sparkSession: SparkSession): Unit ={
  //通过flatMap操作把观影序列打碎成一个个影片对
  val pairSamples = samples.flatMap[String]( sample => {
    var pairSeq = Seq[String]()
    var previousItem:String = null
    sample.foreach((element:String) => {
      if(previousItem != null){
        pairSeq = pairSeq :+ (previousItem + ":" + element)
      }
      previousItem = element
    })
    pairSeq
  })
  //统计影片对的数量
  val pairCount = pairSamples.countByValue()
  //转移概率矩阵的双层Map数据结构
  val transferMatrix = scala.collection.mutable.Map[String, scala.collection.mutable.Map[String, Long]]()
  val itemCount = scala.collection.mutable.Map[String, Long]()


  //求取转移概率矩阵
  pairCount.foreach( pair => {
    val pairItems = pair._1.split(":")
    val count = pair._2
    lognumber = lognumber + 1
    println(lognumber, pair._1)


    if (pairItems.length == 2){
      val item1 = pairItems.apply(0)
      val item2 = pairItems.apply(1)
      if(!transferMatrix.contains(pairItems.apply(0))){
        transferMatrix(item1) = scala.collection.mutable.Map[String, Long]()
      }


      transferMatrix(item1)(item2) = count
      itemCount(item1) = itemCount.getOrElse[Long](item1, 0) + count
    }
  

生成转移概率矩阵的函数输入是在训练 Item2vec 时处理好的观影序列数据。输出的是转移概率矩阵，由于转移概率矩阵比较稀疏，因此我没有采用比较浪费内存的二维数组的方法，而是采用了一个双层 map 的结构去实现它。比如说，我们要得到物品 A 到物品 B 的转移概率，那么 transferMatrix(itemA)(itemB) 就是这一转移概率。
在求取转移概率矩阵的过程中，我先利用 Spark 的 flatMap 操作把观影序列“打碎”成一个个影片对，再利用 countByValue 操作统计这些影片对的数量，最后根据这些影片对的数量求取每两个影片之间的转移概率。
在获得了物品之间的转移概率矩阵之后，我们就可以进入图 3（c）的步骤，进行随机游走采样了。
Graph Embedding：随机游走采样过程
随机游走采样的过程是利用转移概率矩阵生成新的序列样本的过程。这怎么理解呢？首先，我们要根据物品出现次数的分布随机选择一个起始物品，之后就进入随机游走的过程。在每次游走时，我们根据转移概率矩阵查找到两个物品之间的转移概率，然后根据这个概率进行跳转。比如当前的物品是 A，从转移概率矩阵中查找到 A 可能跳转到物品 B 或物品 C，转移概率分别是 0.4 和 0.6，那么我们就按照这个概率来随机游走到 B 或 C，依次进行下去，直到样本的长度达到了我们的要求。
根据上面随机游走的过程，我用 Scala 进行了实现，你可以参考下面的代码，在关键的位置我也给出了注释：
//随机游走采样函数
//transferMatrix 转移概率矩阵
//itemCount 物品出现次数的分布
def randomWalk(transferMatrix : scala.collection.mutable.Map[String, scala.collection.mutable.Map[String, Long]], itemCount : scala.collection.mutable.Map[String, Long]): Seq[Seq[String]] ={
  //样本的数量
  val sampleCount = 20000
  //每个样本的长度
  val sampleLength = 10
  val samples = scala.collection.mutable.ListBuffer[Seq[String]]()
  
  //物品出现的总次数
  var itemTotalCount:Long = 0
  for ((k,v) <- itemCount) itemTotalCount += v


  //随机游走sampleCount次，生成sampleCount个序列样本
  for( w <- 1 to sampleCount) {
    samples.append(oneRandomWalk(transferMatrix, itemCount, itemTotalCount, sampleLength))
  }


  Seq(samples.toList : _*)
}


//通过随机游走产生一个样本的过程
//transferMatrix 转移概率矩阵
//itemCount 物品出现次数的分布
//itemTotalCount 物品出现总次数
//sampleLength 每个样本的长度
def oneRandomWalk(transferMatrix : scala.collection.mutable.Map[String, scala.collection.mutable.Map[String, Long]], itemCount : scala.collection.mutable.Map[String, Long], itemTotalCount:Long, sampleLength:Int): Seq[String] ={
  val sample = scala.collection.mutable.ListBuffer[String]()


  //决定起始点
  val randomDouble = Random.nextDouble()
  var firstElement = ""
  var culCount:Long = 0
  //根据物品出现的概率，随机决定起始点
  breakable { for ((item, count) <- itemCount) {
    culCount += count
    if (culCount >= randomDouble * itemTotalCount){
      firstElement = item
      break
    }
  }}


  sample.append(firstElement)
  var curElement = firstElement
  //通过随机游走产生长度为sampleLength的样本
  breakable { for( w <- 1 until sampleLength) {
    if (!itemCount.contains(curElement) || !transferMatrix.contains(curElement)){
      break
    }
    //从curElement到下一个跳的转移概率向量
    val probDistribution = transferMatrix(curElement)
    val curCount = itemCount(curElement)
    val randomDouble = Random.nextDouble()
    var culCount:Long = 0
    //根据转移概率向量随机决定下一跳的物品
    breakable { for ((item, count) <- probDistribution) {
      culCount += count
      if (culCount >= randomDouble * curCount){
        curElement = item
        break
      }
    }}
    sample.append(curElement)
  }}
  Seq(sample.toList : _

通过随机游走产生了我们训练所需的 sampleCount 个样本之后，下面的过程就和 Item2vec 的过程完全一致了，就是把这些训练样本输入到 Word2vec 模型中，完成最终 Graph Embedding 的生成。你也可以通过同样的方法去验证一下通过 Graph Embedding 方法生成的 Embedding 的效果。
小结
这节课，我们运用 Spark 实现了经典的 Embedding 方法 Item2vec 和 Deep Walk。它们的理论知识你应该已经在前两节课的学习中掌握了，这里我就总结一下实践中应该注意的几个要点。
关于 Item2vec 的 Spark 实现，你应该注意的是训练 Word2vec 模型的几个参数 VectorSize、WindowSize、NumIterations 等，知道它们各自的作用。它们分别是用来设置 Embedding 向量的维度，在序列数据上采样的滑动窗口大小，以及训练时的迭代次数。
而在 Deep Walk 的实现中，我们应该着重理解的是，生成物品间的转移概率矩阵的方法，以及通过随机游走生成训练样本过程。
最后，我还是把这节课的重点知识总结在了一张表格中，希望能帮助你进一步巩固。

这里，我还想再多说几句。这节课，我们终于看到了深度学习模型的产出，我们用 Embedding 方法计算出了相似电影！对于我们学习这门课来说，它完全可以看作是一个里程碑式的进步。接下来，我希望你能总结实战中的经验，跟我继续同行，一起迎接未来更多的挑战！
课后思考
上节课，我们在讲 Graph Embedding 的时候，还介绍了 Node2vec 方法。你能尝试在 Deep Walk 代码的基础上实现 Node2vec 吗？这其中，我们应该着重改变哪部分的代码呢？
欢迎把你的思考和答案写在留言区，如果你掌握了 Embedding 的实战方法，也不妨把它分享给你的朋友吧，我们下节课见！
    

答疑 | 基础架构篇+特征工程篇常见问题解答

你好，我是王喆。
到今天为止，基础架构篇和特征工程篇我们都学完了。这段时间，我收到了同学们的很多留言，也看到了大家在学习和实践过程中的很多疑问。今天这节课，我挑了 10 道典型的问题，想和你好好讨论一下，希望可以帮助你解决困惑。
实战项目安装、操作类的问题
我们在第 2 节课讲了 SparrowRecys 项目的安装方法，不过，我在留言区看到，大家在安装的时候，还是会遇到很多问题。这里我整理出了两类典型的问题，我们一起看看。
问题 1：因为没有项目经验，想知道把 SparrowRecys 项目 git clone 到本地之后，怎么运行这个 Maven project？
这里我再重新描述一下整个安装和执行的过程，详细来说一共有 6 步：
1. 安装 IDEA。到这个地址下载 IDE，安装 IDEA 后，打开 IDEA；
2. 在 IDEA 中打开项目。选择 File->Open-> 选择 git clone 到的项目根目录，就可以把项目导入到 IDEA；
3. 配置 maven project。我们在 IDEA 的项目结构树的 pom.xml 上点击右键，设置为 maven project（最新的 IDE 版本也可能不用）就可以了；
4. 配置 SDK。SparrowRecsys 使用了 Java8，Scala2.11 的编译环境，你可以在 File->Project Structure->Project 中配置 Java SDK，并在 Global Libraries 中配置 Scala SDK；
5. 运行推荐服务器。我们找到类文件 class RecSysServer（com.wzhe.sparrowrecsys.online.RecSysServer），右键点击 -> run；
6. 打开 SparrowRecsys 首页，在浏览器中输入http://localhost:6010/ ，当看到 SparrowRecSys 首页的时候，就说明你整个配置和安装成功了。
 问题 2：在项目中没有找到“为你推荐页”，也没有看到一些项目介绍中提到的推荐算法，是我安装过程中出错了吗？
这里我再强调说明一下，你没有安装错，SparrowRecsys 这个项目是随着课程的进展逐渐完善起来的。所以如果在你学习的时候课程还未完结，SparrowRecsys 中可能会缺少课程还未进行到的模块。比如为你推荐这个功能是在课程的“推荐模型篇”中加入的，所以具体的内容我也会在之后的课程中再加入。但课程已经讲解过或提到过的部分，一定会在 SparrowRecsys 中有对应的实践代码。
课程相关的知识误区
除了安装问题之外，我还发现同学们在学习的过程中对某些知识点有疑惑，那下面我就帮同学们来解答一些典型的疑惑。
 问题 3：网上资料的大部分观点认为协同过滤这样的传统方法应该是在召回层，但我们课程中把协同过滤放在了排序（精排）层，这是为什么呢？
这是个好问题。我们知道，五六年前的传统推荐系统不少还在使用协同过滤作为主排序模型。但这几年它就被慢慢淘汰了，排序层变成了以深度学习推荐模型为主的复杂模型。但因为协同过滤类算法比较简单，线上计算过程也很高效，比如矩阵分解之后可以进行 embedding 快速召回，所以放在召回层也完全适用。
在这门课程中，我们总结的推荐系统架构是一个比较经典的架构，但你也没必要认为它就是无法改变的真理。在实际应用场景之中，我希望你能根据业务特点灵活运用。
 问题 4：像多模态或者是通过其它预训练方法得到的向量，直接加到推荐排序模型作为特征的话，感觉没什么效果，我理解是预训练学习的目标和排序学习目标并不一致。这个问题老师是怎么看的？
首先，我觉得这是一个很好的业务实践的问题。多模态指的是在推荐系统中引入视频、图片、语音等多种不同形式的数据和特征，希望来提升推荐效果。
在实际的业务应用里，确实存在多模态特征效果不强的问题。结合我的实践经验，我会觉得问题根源还是因为目前多模态的技术本质上还处于比较初期的阶段。
比如用一些 CV 的技术去处理视频图像，识别出一些物品，比如视频里有汽车、有树木、有人物之类。但你要说这些物品对于最终的推荐效果到底有没有影响，比如说视频中出现汽车到底对用户的点击率影响有多大，我觉得还是比较微弱。在视频推荐中，这可能远不及知名演员一个要素的影响大。
当然，我一直强调所有的效果都要跟业务场景紧密结合起来，所以多模态到底有没有作用，根本无法一概而论，还是跟你的使用方法和对业务的理解强关联。比如在短视频推荐中，如果你能精确识别出视频中的明星是哪位，再用它作为推荐特征，我想肯定对最终的推荐效果有正向影响。
 问题 5：对训练数据中的某项特征进行平方或者开方，是为了改变训练数据的分布。训练数据的分布被改变后，训练出来的模型岂不是不能正确拟合训练数据了？
这个也是一个常见的误区，如果你有这样的问题，说明你还没有弄明白特征的分布和训练数据的分布之间的关系。
对训练数据中的某个特征进行开方或者平方操作，本质上是改变了特征的分布，并不是训练数据的分布。特征的分布和训练数据的分布没有本质的联系，只要你不改变训练数据 label 的分布，最终预测出的结果都应该是符合数据本身分布的。因为你要预测的是 label，并不是特征本身。而且在最终的预测过程中，这些开方、平方的特征处理操作是在模型推断过程中复现的，本质上可以看作是模型的一部分，所以不存在改变数据分布的问题。
问题 6：“为了使 Graph Embedding 的结果能够表达网络的‘结构性’，在随机游走的过程中，我们需要让游走的过程更倾向于 BFS（Breadth First Search，宽度优先搜索）”。这里应该是 DFS 吧？并且同质性是使用 BFS。
这是第 7 讲中的一个知识点，这个疑问非常地常见，因为 BFS，DFS 与结构性、同质性的关系本身确实有一点反直觉。这也是我们在学习 Node2vec 模型的时候经常会有的问题，也推荐其他有疑问的同学关注一下。
在这里，我需要再强调一下，课程中的描述是完全正确的，也就是为了使 Graph Embedding 的结果能够表达网络的“结构性”，在随机游走的过程中，我们需要让游走的过程更倾向于 BFS；为了表达“同质性”，需要倾向于 DFS。我们一定要厘清它们之间的正确关系。
这里，我也直接把Node2vec 原论文中的论述贴在了文稿里，你直接参考原文，我觉得会理解得更深刻一些。
We observe that BFS and DFS strategies play a key role in producing representations that reflect either of the above equivalences.
 
In particular, the neighborhoods sampled by BFS lead to embeddings that correspond closely to structural equivalence.
 
The opposite is true for DFS which can explore larger parts of the network as it can move further away from the source node u (with sample size k being fixed).
 
In DFS, the sampled nodes more accurately reflect a macro-view of the neighborhood which is essential in inferring communities based on homophily.
 
参考译文：
我们观察到，BFS 和 DFS 策略在产生向量表达时发挥着关键的作用。特别是通过 BFS 采样得到的邻域节点使生成的相应 Embedding 更接近结构性一致。而对于 DFS 来说，情况恰恰相反，由于 DFS 可以进一步采样到远离节点 u（样本大小 k 固定）的部分，因此可以探索更大范围的网络。在 DFS 中，采样的节点可以更准确地反映邻域的宏观视图，这对于推断社区的同质性至关重要。

关于推荐系统的深入思考
解决了一些常见的知识性的疑问，我们再来看看一些关于课程具体内容的延伸思考。我觉得这些问题都提得都很好，说明同学们学习的时候都有在认真思考，同时，我也鼓励大家都带着问题来学习，把自己的思考分享出来，这也能帮助到更多的同学。
问题 7：老师，我注意到 Flink 最近更新比较频繁，号称可以做到流批一体分析，甚至 ETL 领域好像也可以用起来。那我们在设计系统架构的时候直接用 Flink 取代 Spark，让 ETL 和实时部分统一到一个架构上是否可行呢？
其实这也是大数据工程师们一直追求的批流一体的 Kappa 架构。
在 Kappa 架构的实践中，工程师们遇到的困难也不少。一是一些历史遗留问题，比如当前很多公司的数据体系大部分是建立在 Spark 基础上的，直接用 Flink 完全替代肯定有风险，所以很多公司还沿用着批流混合的 Lambda 架构。
另外是 Spark 和 Flink 发展的问题，Flink 在进化的同时 Spark 也在发展，比如 Spark 最近发展的 Structured Streaming 就是为了跟 Flink 竞争，而且 Spark 本身的社区成熟程度和这么多年的积累还是超过目前的 Flink 的，所以也难说 Flink 会完全替代 Spark。
但毫无疑问，批流一体是未来的方向，业内的工程师们也都在往这个方向努力。但我个人觉得 Spark 和 Flink 会长期共存、共同发展。
问题 8：老师，请问关于大数据数据出口的那部分内容，请问实时的用户推荐请求也是会先经过大数据处理，生成可供线上推理的数据吗？就是针对文中大数据出口的第二点。
这是第一节课的课后留言，你可以先回忆一下第一节的内容，然后再听我讲。在推荐服务器做线上推断时，实时用户请求里面包含的特征一般是直接在服务器内部提取出来的，所以肯定不需要再在数据流中走一遍。
但是线上请求数据最终还是会落盘，生成日志数据。这个过程中，一些流处理和批处理的平台会对这些数据做进一步处理，生成今后可供我们使用的特征以及训练用样本。
问题 9：王老师，在线预测的时候，模型所需的特征是直接从数据库读取，还是在线实时组装？我在想如果只是用户或者物品自身的特征的话，可以从数据库读取，但如果是用户和物品的交叉特征的话，是不是必须实时组装？
非常好的点。一般来说如果组合特征可以在线处理，最好能够在线处理，因为组合特征有组合爆炸问题，为了节约宝贵的存储资源，我们一般不直接存储。
但对于一些不得不存储的组合特征，比如用户 x 物品的曝光、点击记录，如果线上模型需要的话，还是要存储到数据库中的，因为这些特征你没办法在线组合。
问题 10：为什么深度学习的结构特点不利于稀疏特征向量的处理呢？
首先，我想说这个问题问得太好了，如果不解决这个问题，那整个 Embedding 技术的意义就没有了，所以我也希望你能好好思考一下这个问题。
一方面，如果我们深入到神经网络的梯度下降学习过程就会发现，特征过于稀疏会导致整个网络的收敛非常慢，因为每一个样本的学习只有极少数的权重会得到更新，这在样本数量有限的情况下会导致模型不收敛。另一个方面，One-hot 类稀疏特征的维度往往非常地大，可能会达到千万甚至亿的级别，如果直接连接进入深度学习网络，那整个模型的参数数量会非常庞大，这对于一般公司的算力开销都是吃不消的。
所以基于上面两个原因，我们往往先通过 Embedding 把原始稀疏特征稠密化，然后再输入复杂的深度学习网络进行训练，这相当于把原始特征向量跟上层复杂深度学习网络做一个隔离。
好了，这节课就到这里。非常感谢前 8 讲对内容有深度思考和提问的同学，你们的每个问题都很精彩。在接下来的课程中，欢迎你继续畅所欲言，把留言区这个工具好好利用起来，我们一起进步！
    

09｜线上服务：如何在线上提供高并发的推荐服务？

你好，我是王喆。今天开始，我们进入线上服务篇的学习。
很多同学提起推荐系统，首先想到的是那些结构“华丽”，发展迅速的推荐模型。但事实上，在一个实际的工业级推荐系统中，训练和实现推荐模型的工作量往往连一半都没有。大量的工作都发生在搭建并维护推荐服务器、模型服务模块，以及特征和模型参数数据库等线上服务部分。
同时，由于线上服务模块是直接服务用户，产生推荐结果的模块，如果一旦发生延迟增加甚至服务宕机的情况，就会产生公司级别的事故。因此毫不夸张地说，线上服务实际上是推荐系统中最关键的一个模块。
线上服务如果写得不好，不仅杂乱无章，而且难以升级维护。因此，为了让你掌握搭建起一个支持深度学习的、稳定可扩展的推荐服务的方法，在这一模块中，我们会依次来讲线上服务器、特征存储、模型服务等模块的知识。
今天，我们先聚焦线上服务器，一起搭建直接产生推荐结果的服务接口。在这个过程中，我们按照先了解、后思考、再实践的顺序，依次解决这 3 个关键问题：
	
一个工业级的推荐服务器内部究竟都做了哪些事情？

	
像阿里、字节、腾讯这样级别的公司，它们的推荐系统是怎么承接住每秒百万甚至上千万的推荐请求的？

	
我们自己该如何搭建一个工业级推荐服务器的雏形呢？


工业级推荐服务器的功能
首先，我们来解决第一个问题，一个工业级的推荐服务器内部究竟做了哪些事情？要回答这个问题，我们要先回到专栏的出发点，在推荐系统的技术架构图上找到推荐系统线上服务模块的位置。只有我们心中有全局，学习才能有重点。图 1 中红色的部分就是我们要详细来讲的线上服务模块。

图1 推荐系统技术架构图
可以看到，线上服务模块的功能非常繁杂，它不仅需要跟离线训练好的模型打交道，把离线模型进行上线，在线进行模型服务（Model Serving），还需要跟数据库打交道，把候选物品和离线处理好的特征载入到服务器。
而且线上服务器内部的逻辑也十分地复杂，不仅包括了一些经典的过程，比如召回层和排序层，还包括一些业务逻辑，比如照顾推荐结果多样性，流行度的一些硬性的混合规则，甚至还包括了一些 AB 测试相关的测试代码。
高并发推荐服务的整体架构
我刚才说的就是线上服务的技术框架了，可以说，想要把线上服务写好难度并不小，更何况在面对高 QPS 的压力下，事情还会变得更复杂。接下来，我们就来看第二个问题，说一说阿里、字节、腾讯这样级别的公司，使用了哪些策略来承接住每秒百万甚至是上千万推荐请求的。
说实话，想彻底讲清楚这个问题并不容易，因为大厂关于甚高并发具体的解决方案是集整个集团的技术精英打造的，而且维护一个高可用的服务集群的工作也不是一个算法工程师的主要工作方向。但这里，我还是希望你能够从宏观的角度了解高并发的主要解决方案，因为它是一个工业级推荐系统的重要组成部分，也是我们在与架构组配合工作时应有的知识储备。
宏观来讲，高并发推荐服务的整体架构主要由三个重要机制支撑，它们分别是负载均衡、缓存、推荐服务降级机制。下面，我们一一来看。
首先是负载均衡。它是整个推荐服务能够实现高可用、可扩展的基础。当推荐服务支持的业务量达到一定规模的时候，单独依靠一台服务器是不可行的，无论这台服务器的性能有多强大，都不可能独立支撑起高 QPS（Queries Per Second，每秒查询次数）的需求。这时候，我们就需要增加服务器来分担独立节点的压力。既然有多个劳动力在干活，那我们还需要一个“工头”来分配任务，以达到按能力分配和高效率分配的目的，这个“工头”就是所谓的“负载均衡服务器”。
下图就很好地展示了负载均衡的原理。我们可以看到，负载均衡服务器（Load Balancer）处在一个非常重要的位置。因此在实际工程中，负载均衡服务器也经常采用非常高效的 nginx 技术选型，甚至采用专门的硬件级负载均衡设备作为解决方案。

图2 高并发情况下的负载均衡服务器（来源：GitHub）
这个时候，有的同学可能会问，“负载均衡”解决高并发的思路是“增加劳动力”，那我们能否从“减少劳动量”的角度来解决高并发带来的负载压力呢？这是一个非常好的角度。要知道，推荐过程特别是基于深度学习的推荐过程往往是比较复杂的，进一步来说当候选物品规模比较大的时候，产生推荐列表的过程其实非常消耗计算资源，服务器的“劳动量”非常大。这个时候，我们就可以通过减少“硬算”推荐结果的次数来给推荐服务器减负，那具体怎么做呢？
比如说，当同一个用户多次请求同样的推荐服务时，我们就可以在第一次请求时把 TA 的推荐结果缓存起来，在后续请求时直接返回缓存中的结果就可以了，不用再通过复杂的推荐逻辑重新算一遍。再比如说，对于新用户来说，因为他们几乎没有行为历史的记录，所以我们可以先按照一些规则预先缓存好几类新用户的推荐列表，等遇到新用户的时候就直接返回。
因此，在一个成熟的工业级推荐系统中，合理的缓存策略甚至能够阻挡掉 90% 以上的推荐请求，大大减小推荐服务器的计算压力。
但不管是再强大的服务集群，还是再有效的缓存方案，也都有可能遭遇特殊时刻的流量洪峰或者软硬件故障。在这种特殊情况下，为了防止推荐服务彻底熔断崩溃，甚至造成相关微服务依次崩溃的“雪崩效应”，我们就要在第一时间将问题控制在推荐服务内部，而应对的最好机制就是“服务降级”。
所谓“服务降级”就是抛弃原本的复杂逻辑，采用最保险、最简单、最不消耗资源的降级服务来度过特殊时期。比如对于推荐服务来说，我们可以抛弃原本的复杂推荐模型，采用基于规则的推荐方法来生成推荐列表，甚至直接在缓存或者内存中提前准备好应对故障时的默认推荐列表，做到“0”计算产出服务结果，这些都是服务降级的可行策略。
总之，“负载均衡”提升服务能力，“缓存”降低服务压力，“服务降级”机制保证故障时刻的服务不崩溃，压力不传导，这三点可以看成是一个成熟稳定的高并发推荐服务的基石。
搭建一个工业级推荐服务器的雏形
那说了这么多，这对我们搭建一个工业级推荐服务器有什么实际帮助呢？
相信你肯定听说过一句话，算法工程师是“面试造火箭，工作拧螺丝”。说实话，这确实反映了算法岗面试的一些不合理之处，但也不是说造火箭的知识不应该掌握。要给一个火箭拧螺丝，真不是说会拧螺丝就可以了，还真是得清楚火箭的构造是什么样的，否则螺丝你是拧上了，但地方拧错了，照样会让火箭出事故。
我们刚才讲的大厂处理高并发服务的方法就是“造火箭”，理解了这些方法，我们再来看实际工作中“拧螺丝”的技巧，就能做到有的放矢。下面，我们就一起在 Sparrow Recsys 里面实践一下搭建推荐服务器的过程，看看如何一步步拧螺丝，搭建起一个可用的推荐服务器。当然，它肯定无法直接具备负载均衡这些企业级服务的能力，但我可以保证，它可以作为一个工业级推荐服务器的雏形。让你以此为起点，逐渐把它扩展成为一个成熟的推荐服务。
首先，我们要做的就是选择服务器框架。这里，我们选择的服务器框架是 Java 嵌入式服务器 Jetty。为什么我们不选择其他的服务器呢？原因有三个。
第一，相比于 Python 服务器的效率问题，以及 C++ 服务器的开发维护难度，Java 服务器在效率和开发难度上做到了一个权衡。而且互联网上有大量开源 Java 项目可以供我们直接融合调用，所以 Java 服务器开发的扩展性比较好。第二，相比 Tomcat 等其他 Java 服务器，Jetty 是嵌入式的，它更轻量级，没有过多 J2EE 的冗余功能，可以专注于建立高效的 api 推荐服务。而 Tomcat 更适用于搭建一整套的 J2EE 项目。第三，相比于基于 Nodejs、Go 这样的服务器，Java 社区更成熟和主流一些，应用范围更广。
当然，每一种技术选择都有它的优势，C++ 的效率更高，Python 更便捷，Go 的上升势头也愈发明显，我们只要清楚 Jetty 是企业级服务的选择之一就够了，我们接下来的服务器端实践也是基于 Jetty 开展的。
作为一款嵌入式服务器框架，Jetty 的最大优势是除了 Java 环境外，你不用配置任何其他环境，也不用安装额外的软件依赖，你可以直接在 Java 程序中创建对外服务的 http api，之后在 IDE 中运行或者打 Jar 包运行就可以了。下面就是我们 Sparrow Recsys 中创建推荐服务器的代码，我已经在所有关键的地方添加了注释，你可以逐句解读一下。
public class RecSysServer {
    //主函数，创建推荐服务器并运行
    public static void main(String[] args) throws Exception {
        new RecSysServer().run();
    }
    //推荐服务器的默认服务端口6010
    private static final int DEFAULT_PORT = 6010;


    //运行推荐服务器的函数
    public void run() throws Exception{
        int port = DEFAULT_PORT;
        //绑定IP地址和端口，0.0.0.0代表本地运行
        InetSocketAddress inetAddress = new InetSocketAddress("0.0.0.0", port);
        //创建Jetty服务器
        Server server = new Server(inetAddress);
        //创建Jetty服务器的环境handler
        ServletContextHandler context = new ServletContextHandler();
        context.setContextPath("/");
        context.setWelcomeFiles(new String[] { "index.html" });


        //添加api，getmovie，获取电影相关数据
        context.addServlet(new ServletHolder(new MovieService()), "/getmovie");
        //添加api，getuser，获取用户相关数据
        context.addServlet(new ServletHolder(new UserService()), "/getuser");
        //添加api，getsimilarmovie，获取相似电影推荐
        context.addServlet(new ServletHolder(new SimilarMovieService()), "/getsimilarmovie");
        //添加api，getrecommendation，获取各类电影推荐
        context.addServlet(new ServletHolder(new RecommendationService()), "/getrecommendation");
        //设置Jetty的环境handler
        server.setHandler(context);


        //启动Jetty服务器
        server.start();
        server.join();
    }
你可以看到，创建 Jetty 服务的过程非常简单直观，十几行代码就可以搭建起一套推荐服务。当然，推荐服务的主要业务逻辑并不在这里，而是在每个注册到 Jetty Context 中的 Servlet 服务中。这里我们用其中最简单的 Servlet 服务 MovieService，来看一看 Jetty 中的 Servlet 服务是怎么写的。
//MovieService需要继承Jetty的HttpServlet
public class MovieService extends HttpServlet {
    //实现servlet中的get method
    protected void doGet(HttpServletRequest request,
                         HttpServletResponse response) throws IOException {
        try {
            //该接口返回json对象，所以设置json类型
            response.setContentType("application/json");
            response.setStatus(HttpServletResponse.SC_OK);
            response.setCharacterEncoding("UTF-8");
            response.setHeader("Access-Control-Allow-Origin", "*");
            
            //获得请求中的id参数，转换为movie id
            String movieId = request.getParameter("id");
            //从数据库中获取该movie的数据对象
            Movie movie = DataManager.getInstance().getMovieById(Integer.parseInt(movieId));


            if (null != movie) {
                //使用fasterxml.jackson库把movie对象转换成json对象
                ObjectMapper mapper = new ObjectMapper();
                String jsonMovie = mapper.writeValueAsString(movie);
                //返回json对象
                response.getWriter().println(jsonMovie);
            }else {
                response.getWriter().println("");
            }


        } catch (Exception e) {
            e.printStackTrace();
            response.getWriter().println("");
        }
    }
熟悉了这个 Servlet 服务，其他服务就依葫芦画瓢就可以啦。唯一的不同就是其中的业务逻辑。如果你已经从 github 上下载了 sparrow recsys 项目把它运行起来，并且在浏览器中输入 http://localhost:6010/getmovie?id=1，就可以看到 getmovie 接口的返回对象了。
小结
这节课我们既学习了怎么“造火箭”，又实践了怎么“拧螺丝”。对于一个合格的算法工程师来说，这两方面缺一不可。
“造火箭”的知识包括工业级推荐服务器的具体功能，以及实现工业级高并发推荐服务的主要机制。其中，推荐服务器的具体功能主要有：模型服务、数据库接口、推荐模块逻辑、补充业务逻辑等等，而工业级高并发推荐服务的主要机制有负载均衡、缓存和服务降级。
“拧螺丝”的技能我们也掌握了不少，我们利用 Jetty 实践并搭建起了我们 SparrowRecSys 的推荐服务接口。这个过程中，我们需要重点关注的是，每个注册到 Jetty Context 的 Servlet 服务中的主要业务逻辑，只要掌握了一个，在实际工作中我们就能举一反三了。老规矩，我今天继续用表格的形式帮你整理了这节课的主要知识点，你可以看看。

好了，推荐服务器的相关内容我就先讲到这里，下节课我会继续讲解线上服务的另一个主要的组成部分，存储模块。
课后思考
在一个高并发的推荐服务集群中，负载均衡服务器的作用至关重要，如果你是负载均衡服务器的策略设计师的话，你会怎么实现这个“工头”的调度策略，让它能够公平又高效的完成调度任务呢？（比如是按每个节点的能力分配？还是按照请求本身的什么特点来分配？如何知道什么时候应该扩展节点，什么时候应该关闭节点？）
欢迎把你的思考和答案写在留言区，也欢迎你把这节课分享给你的朋友，我们下节课见！
    

10｜存储模块：如何用Redis解决推荐系统特征的存储问题？

你好，我是王喆。今天，我们来解决系统特征的存储问题。
在特征工程篇我们说过，在推荐系统这个大饭馆中，特征工程就是负责配料和食材的厨师，那我们上堂课搭建的推荐服务器就是准备做菜的大厨。配料和食材准备好了，做菜的大厨也已经开火热锅了，这时候我们得把食材及时传到大厨那啊。这个传菜的过程就是推荐系统特征的存储和获取过程。
可是我们知道，类似 Embedding 这样的特征是在离线环境下生成的，而推荐服务器是在线上环境中运行的，那这些离线的特征数据是如何导入到线上让推荐服务器使用的呢？
今天，我们先以 Netflix 的推荐系统架构为例，来讲一讲存储模块在整个系统中的位置，再详细来讲推荐系统存储方案的设计原则，最后以 Redis 为核心搭建起 SparrowRecsys 的存储模块。
推荐系统存储模块的设计原则
你还记得，我曾在第 1 节的课后题中贴出过 Netflix 推荐系统的架构图（如图 1）吗？Netflix 采用了非常经典的 Offline、Nearline、Online 三层推荐系统架构。架构图中最核心的位置就是我在图中用红框标出的部分，它们是三个数据库 Cassandra、MySQL 和 EVcache，这三个数据库就是 Netflix 解决特征和模型参数存储问题的钥匙。

图1 Netflix推荐系统架构中的特征与模型数据库
你可能会觉得，存储推荐特征和模型这件事情一点儿都不难啊。不就是找一个数据库把离线的特征存起来，然后再给推荐服务器写几个 SQL 让它取出来用不就行了吗？为什么还要像 Netflix 这样兴师动众地搞三个数据库呢？
想要搞明白这个问题，我们就得搞清楚设计推荐系统存储模块的原则。对于推荐服务器来说，由于线上的 QPS 压力巨大，每次有推荐请求到来，推荐服务器都需要把相关的特征取出。这就要求推荐服务器一定要“快”。
不仅如此，对于一个成熟的互联网应用来说，它的用户数和物品数一定是巨大的，几千万上亿的规模是十分常见的。所以对于存储模块来说，这么多用户和物品特征所需的存储量会特别大。这个时候，事情就很难办了，又要存储量大，又要查询快，还要面对高 QPS 的压力。很不幸，没有一个独立的数据库能经济又高效地单独完成这样复杂的任务。
因此，几乎所有的工业级推荐系统都会做一件事情，就是把特征的存储做成分级存储，把越频繁访问的数据放到越快的数据库甚至缓存中，把海量的全量数据放到便宜但是查询速度较慢的数据库中。
举个不恰当的例子，如果你把特征数据放到基于 HDFS 的 HBase 中，虽然你可以轻松放下所有的特征数据，但要让你的推荐服务器直接访问 HBase 进行特征查询，等到查询完成，这边用户的请求早就超时中断了。而 Netflix 的三个数据库正好满足了这样分级存储的需求。

图2 分级存储的设计
比如说，Netflix 使用的 Cassandra，它作为流行的 NoSQL 数据库，具备大数据存储的能力，但为支持推荐服务器高 QPS 的需求，我们还需要把最常用的特征和模型参数存入 EVcache 这类内存数据库。而对于更常用的数据，我们可以把它们存储在 Guava Cache 等服务器内部缓存，甚至是服务器的内存中。总之，对于一个工程师来说，我们经常需要做出技术上的权衡，达成一个在花销和效果上平衡最优的技术方案。
而对于 MySQL 来说，由于它是一个强一致性的关系型数据库，一般存储的是比较关键的要求强一致性的信息，比如物品是否可以被推荐这种控制类的信息，物品分类的层级关系，用户的注册信息等等。这类信息一般是由推荐服务器进行阶段性的拉取，或者利用分级缓存进行阶段性的更新，避免因为过于频繁的访问压垮 MySQL。
总的来说，推荐系统存储模块的设计原则就是“分级存储，把越频繁访问的数据放到越快的数据库甚至缓存中，把海量的全量数据放到廉价但是查询速度较慢的数据库中”。
SparrowRecsys 的存储系统方案
那在我们要实现的 SparrowRecsys 中，存储模块的设计原则又是怎么应用的呢？
在 SparrowRecsys 中，我们把存储模块的设计问题进行了一些简化，避免由于系统设计得过于复杂导致你不易上手。
我们使用基础的文件系统保存全量的离线特征和模型数据，用 Redis 保存线上所需特征和模型数据，使用服务器内存缓存频繁访问的特征。
在实现技术方案之前，对于问题的整体分析永远都是重要的。我们需要先确定具体的存储方案，这个方案必须精确到哪级存储对应哪些具体特征和模型数据。
存储的工具已经知道了，那特征和模型数据分别是什么呢？这里，我们直接应用特征工程篇为 SparrowRecsys 准备好的一些特征就可以了。我把它们的具体含义和数据量级整理成了表格，如下：

图3 特征和模型数据
根据上面的特征数据，我们一起做一个初步的分析。首先，用户特征的总数比较大，它们很难全部载入到服务器内存中，所以我们把用户特征载入到 Redis 之类的内存数据库中是合理的。其次，物品特征的总数比较小，而且每次用户请求，一般只会用到一个用户的特征，但为了物品排序，推荐服务器需要访问几乎所有候选物品的特征。针对这个特点，我们完全可以把所有物品特征阶段性地载入到服务器内存中，大大减少 Redis 的线上压力。
最后，我们还要找一个地方去存储特征历史数据、样本数据等体量比较大，但不要求实时获取的数据。这个时候分布式文件系统（单机环境下以本机文件系统为例）往往是最好的选择，由于类似 HDFS 之类的分布式文件系统具有近乎无限的存储空间，我们可以把每次处理的全量特征，每次训练的 Embedding 全部保存到分布式文件系统中，方便离线评估时使用。
经过上面的分析，我们就得到了具体的存储方案，如下表：

图4 SparrowRecsys的存储方案
此外，文件系统的存储操作非常简单，在 SparrowRecsys 中就是利用 Spark 的输出功能实现的，我们就不再重点介绍了。而服务器内部的存储操作主要是跟 Redis 进行交互，所以接下来我们重点介绍 Redis 的特性以及写入和读取方法。
你需要知道的 Redis 基础知识
Redis 是当今业界最主流的内存数据库，那在使用它之前，我们应该清楚 Redis 的两个主要特点。
一是所有的数据都以 Key-value 的形式存储。 其中，Key 只能是字符串，value 可支持的数据结构包括 string(字符串)、list(链表)、set(集合)、zset(有序集合) 和 hash(哈希)。这个特点决定了 Redis 的使用方式，无论是存储还是获取，都应该以键值对的形式进行，并且根据你的数据特点，设计值的数据结构。
二是所有的数据都存储在内存中，磁盘只在持久化备份或恢复数据时起作用。这个特点决定了 Redis 的特性，一是 QPS 峰值可以很高，二是数据易丢失，所以我们在维护 Redis 时要充分考虑数据的备份问题，或者说，不应该把关键的业务数据唯一地放到 Redis 中。但对于可恢复，不关乎关键业务逻辑的推荐特征数据，就非常适合利用 Redis 提供高效的存储和查询服务。
在实际的 SparrowRecsys 的 Redis 部分中，我们用到了 Redis 最基本的操作，SET、GET 和 KEYS，value 的数据类型用到了 string。
SparrowRecsys 中的 Redis 部分的实践流程
Redis 的实践流程还是符合我们“把大象装冰箱”的三部曲，只不过，这三步变成了安装 Redis，把数据写进去，把数据读出来。下面，我们来逐一来讲。
首先是安装 Redis。 Redis 的安装过程在 linux/Unix 环境下非常简单，你参照官方网站的步骤依次执行就好。而 Windows 环境下的安装过程稍复杂一些，你可以参考这篇文章进行安装。
在启动 Redis 之后，如果没有特殊的设置，Redis 服务会默认运行在 6379 端口，没有特殊情况保留这个默认的设置就可以了，因为我们的 SparrowRecSys 也是默认从 6379 端口存储和读取 Redis 数据的。
然后是运行离线程序，通过 jedis 客户端写入 Redis。 在 Redis 运行起来之后，我们就可以在离线 Spark 环境下把特征数据写入 Redis。这里我们以第 8 节课中生成的 Embedding 数据为例，来实现 Redis 的特征存储过程。
实际的过程非常简单，首先我们利用最常用的 Redis Java 客户端 Jedis 生成 redisClient，然后遍历训练好的 Embedding 向量，将 Embedding 向量以字符串的形式存入 Redis，并设置过期时间（ttl）。具体实现请参考下面的代码（代码参考 com.wzhe.sparrowrecsys.offline.spark.featureeng.Embedding 中的 trainItem2vec 函数）：
if (saveToRedis) {
  //创建redis client
  val redisClient = new Jedis(redisEndpoint, redisPort)
  val params = SetParams.setParams()
  //设置ttl为24小时
  params.ex(60 * 60 * 24)
  //遍历存储embedding向量
  for (movieId <- model.getVectors.keys) {
    //key的形式为前缀+movieId，例如i2vEmb:361
    //value的形式是由Embedding向量生成的字符串，例如 "0.1693846 0.2964318 -0.13044095 0.37574086 0.55175656 0.03217995 1.327348 -0.81346786 0.45146862 0.49406642"
    redisClient.set(redisKeyPrefix + ":" + movieId, model.getVectors(movieId).mkString(" "), params)
  }
  //关闭客户端连接
  redisClient.close()
}

最后是在推荐服务器中把 Redis 数据读取出来。
在服务器端，根据刚才梳理出的存储方案，我们希望服务器能够把所有物品 Embedding 阶段性地全部缓存在服务器内部，用户 Embedding 则进行实时查询。这里，我把缓存物品 Embedding 的代码放在了下面。
你可以看到，它的实现的过程也并不复杂，就是先用 keys 操作把所有物品 Embedding 前缀的键找出，然后依次将 Embedding 载入内存。
//创建redis client
Jedis redisClient = new Jedis(REDIS_END_POINT, REDIS_PORT);
//查询出所有以embKey为前缀的数据
Set<String> movieEmbKeys = redisClient.keys(embKey + "*");
int validEmbCount = 0;
//遍历查出的key
for (String movieEmbKey : movieEmbKeys){
    String movieId = movieEmbKey.split(":")[1];
    Movie m = getMovieById(Integer.parseInt(movieId));
    if (null == m) {
        continue;
    }
    //用redisClient的get方法查询出key对应的value，再set到内存中的movie结构中
    m.setEmb(parseEmbStr(redisClient.get(movieEmbKey)));
    validEmbCount++;
}
redisClient.close();

这样一来，在具体为用户推荐的过程中，我们再利用相似的接口查询出用户的 Embedding，与内存中的 Embedding 进行相似度的计算，就可以得到最终的推荐列表了。
如果你已经安装好了 Redis，我非常推荐你运行 SparrowRecsys 中 offline 部分 Embedding 主函数，先把物品和用户 Embedding 生成并且插入 Redis（注意把 saveToRedis 变量改为 true）。然后再运行 online 部分的 RecSysServer，看一下推荐服务器有没有正确地从 Redis 中读出物品和用户 Embedding 并产生正确的推荐结果（注意，记得要把 util.Config 中的 EMB_DATA_SOURCE 配置改为 DATA_SOURCE_REDIS）。
当然，除了 Redis，我们还提到了多种不同的缓存和数据库，如 Cassandra、EVcache、GuavaCache 等等，它们都是业界非常流行的存储特征的工具，你有兴趣的话也可以在课后查阅相关资料进行进一步的学习。在掌握了我们特征存储的基本原则之后，你也可以在业余时间尝试思考一下每个数据库的不同和它们最合适的应用场景。
小结
今天我们学习了推荐系统存储模块的设计原则和具体的解决方案，并且利用 SparrowRecsys 进行了实战。
在设计推荐系统存储方案时，我们一般要遵循“分级存储”的原则，在开销和性能之间取得权衡。在 SparrowRecsys 的实战中，我们安装并操作了内存数据库 Redis，你要记住 Redis 的特点“Key-value 形式存储”和“纯内存数据库”。在具体的特征存取过程中，我们应该熟悉利用 jedis 执行 SET，GET 等 Redis 常用操作的方法。
最后，我也把重要的知识点总结在了文稿中，你可以再回顾一下。

对于搭建一套完整的推荐服务来说，我们已经迈过了两大难关，分别是用 Jetty Server 搭建推荐服务器问题，以及用 Redis 解决特征存储的问题。下节课，我们会一起来挑战线上服务召回层的设计。
课后思考
你觉得课程中存储 Embedding 的方式还有优化的空间吗？除了 string，我们是不是还可以用其他 Redis value 的数据结构存储 Embedding 数据，那从效率的角度考虑，使用 string 和使用其他数据结构的优缺点有哪些？为什么？
欢迎把你的思考和答案写在留言区，也欢迎你把这节课分享给你的朋友，我们下节课见！
    

11｜召回层：如何快速又准确地筛选掉不相关物品？

你好，我是王喆。今天，我们来一起学习推荐系统中非常重要的一个模块，召回层。
为了弄清楚召回层是什么，我们先试着解决一下这个问题：如果你是一名快手的推荐工程师，你的任务是从 500 万个候选短视频中，为一名用户推荐 10 个他最感兴趣的。你会怎么做？
我想最直接最暴力的做法，就是对这 500 万个短视频挨个打分、排序，取出得分最高的 10 个推荐给用户。如果这个打分的算法非常靠谱的话，我们肯定能够选出用户最感兴趣的 Top 10 视频。但这个过程会涉及一个非常棘手的工程问题：如果利用比较复杂的推荐模型，特别是深度学习推荐模型，对 500 万个短视频打分，这个过程是非常消耗计算资源的。
而且你要知道，这还只是计算了一个用户的推荐结果，在工业级的线上服务中，每秒可是有几十万甚至上百万的用户同时请求服务器，逐个候选视频打分产生的计算量，是任何集群都承受不了的。
那在推荐物品候选集规模非常大的时候，我们该如何快速又准确地筛选掉不相关物品，从而节约排序时所消耗的计算资源呢？这其实就是推荐系统召回层要解决的问题。今天，我就从三个召回层技术方案入手，带你一起来解决这个问题。
召回层和排序层的功能特点
在前面的课程中我提到过学习推荐系统的一个主要原则，那就是“深入细节，不忘整体”。对于召回层，我们也应该清楚它在推荐系统架构中的位置。
从技术架构的角度来说，“召回层”处于推荐系统的线上服务模块之中，推荐服务器从数据库或内存中拿到所有候选物品集合后，会依次经过召回层、排序层、再排序层（也被称为补充算法层），才能够产生用户最终看到的推荐列表。既然线上服务需要这么多“层”才能产生最终的结果，不同层之间的功能特点有什么区别呢？

图1 推荐系统的召回和排序阶段及其特点
其实从这节课开头的问题出发，你应该已经对召回层和排序层的功能特点有了初步的认识，召回层就是要快速、准确地过滤出相关物品，缩小候选集，排序层则要以提升推荐效果为目，作出精准的推荐列表排序。
再详细一点说，我们可以从候选集规模、模型复杂程度、特征数量、处理速度、排序精度等几个角度来对比召回层和排序层的特点：

图2 召回层和排序层的特点
需要注意的是，在我们设计召回层时，计算速度和召回率其实是两个矛盾的指标。怎么理解呢？比如说，为了提高计算速度，我们需要使召回策略尽量简单，而为了提高召回率或者说召回精度，则要求召回策略能够尽量把用户感兴趣的物品囊括在内，这又要求召回策略不能过于简单，导致召回物品无法满足排序模型的要求。
推荐工程师们就是在这样的矛盾中逐渐作出新的尝试，推动着召回层的设计方案不断向前发展。下面，我们就详细学习一下三个主要的召回方法，以及它们基于 SparrowRecSys 的代码实现。
如何理解“单策略召回”方法？
你会发现，今天我多次提到一个关键字，快。那怎么才能让召回层“快”起来呢？我们知道，召回层慢的原因是模型复杂，算法计算量大，那我们能不能反其道而行之，用一些简单直观的策略来实现召回层呢？当然是可以的，这就是所谓的单策略召回。
单策略召回指的是，通过制定一条规则或者利用一个简单模型来快速地召回可能的相关物品。 这里的规则其实就是用户可能感兴趣的物品的特点，我们拿 SparrowRecSys 里面的电影推荐为例。在推荐电影的时候，我们首先要想到用户可能会喜欢什么电影。按照经验来说，很有可能是这三类，分别是大众口碑好的、近期非常火热的，以及跟我之前喜欢的电影风格类似的。
基于其中任何一条，我们都可以快速实现一个单策略召回层。比如在 SparrowRecSys 中，我就制定了这样一条召回策略：如果用户对电影 A 的评分较高，比如超过 4 分，那么我们就将与 A 风格相同，并且平均评分在前 50 的电影召回，放入排序候选集中。
基于这条规则，我实现了如下的召回层：
//详见SimilarMovieFlow class
public static List<Movie> candidateGenerator(Movie movie){
    ArrayList<Movie> candidates = new ArrayList<>();
    //使用HashMap去重
    HashMap<Integer, Movie> candidateMap = new HashMap<>();
    //电影movie包含多个风格标签
    for (String genre : movie.getGenres()){
        //召回策略的实现
        List<Movie> oneCandidates = DataManager.getInstance().getMoviesByGenre(genre, 100, "rating"); 
        for (Movie candidate : oneCandidates){
            candidateMap.put(candidate.getMovieId(), candidate);
        }
    }
    //去掉movie本身
    if (candidateMap.containsKey(movie.getMovieId())){
        candidateMap.remove(movie.getMovieId());
    }
    //最终的候选集
    return new ArrayList<>(candidateMap.values());
}
单策略召回是非常简单直观的，正因为简单，所以它的计算速度一定是非常快的。但我想你应该也发现了其中的问题，就是它有很强的局限性。因为大多数时候用户的兴趣是非常多元的，他们不仅喜欢自己感兴趣的，也喜欢热门的，当然很多时候也喜欢新上映的。这时候，单一策略就难以满足用户的潜在需求了，那有没有更全面的召回策略呢？
如何理解“多路召回”方法
为了让召回的结果更加全面，多路召回方法应运而生了。
所谓“多路召回策略”，就是指采用不同的策略、特征或简单模型，分别召回一部分候选集，然后把候选集混合在一起供后续排序模型使用的策略。
其中，各简单策略保证候选集的快速召回，从不同角度设计的策略又能保证召回率接近理想的状态，不至于损害排序效果。所以，多路召回策略是在计算速度和召回率之间进行权衡的结果。
这里，我们还是以电影推荐为例来做进一步的解释。下面是我给出的电影推荐中常用的多路召回策略，包括热门电影、风格类型、高分评价、最新上映以及朋友喜欢等等。除此之外，我们也可以把一些推断速度比较快的简单模型（比如逻辑回归，协同过滤等）生成的推荐结果放入多路召回层中，形成综合性更好的候选集。具体的操作过程就是，我们分别执行这些策略，让每个策略选取 Top k 个物品，最后混合多个 Top k 物品，就形成了最终的多路召回候选集。整个过程就如下所示：

图3 常见的多路召回策略
在 SparrowRecsys 中，我们就实现了由风格类型、高分评价、最新上映，这三路召回策略组成的多路召回方法，具体代码如下：
public static List<Movie> multipleRetrievalCandidates(List<Movie> userHistory){
    HashSet<String> genres = new HashSet<>();
    //根据用户看过的电影，统计用户喜欢的电影风格
    for (Movie movie : userHistory){
        genres.addAll(movie.getGenres());
    }
    //根据用户喜欢的风格召回电影候选集
    HashMap<Integer, Movie> candidateMap = new HashMap<>();
    for (String genre : genres){
        List<Movie> oneCandidates = DataManager.getInstance().getMoviesByGenre(genre, 20, "rating");
        for (Movie candidate : oneCandidates){
            candidateMap.put(candidate.getMovieId(), candidate);
        }
    }
    //召回所有电影中排名最高的100部电影
    List<Movie> highRatingCandidates = DataManager.getInstance().getMovies(100, "rating");
    for (Movie candidate : highRatingCandidates){
        candidateMap.put(candidate.getMovieId(), candidate);
    }
    //召回最新上映的100部电影
    List<Movie> latestCandidates = DataManager.getInstance().getMovies(100, "releaseYear");
    for (Movie candidate : latestCandidates){
        candidateMap.put(candidate.getMovieId(), candidate);
    }
    //去除用户已经观看过的电影
    for (Movie movie : userHistory){
        candidateMap.remove(movie.getMovieId());
    }
    //形成最终的候选集
    return new ArrayList<>(candidateMap.values());
}
在实现的过程中，为了进一步优化召回效率，我们还可以通过多线程并行、建立标签 / 特征索引、建立常用召回集缓存等方法来进一步完善它。
不过，多路召回策略虽然能够比较全面地照顾到不同的召回方法，但也存在一些缺点。比如，在确定每一路的召回物品数量时，往往需要大量的人工参与和调整，具体的数值需要经过大量线上 AB 测试来决定。此外，因为策略之间的信息和数据是割裂的，所以我们很难综合考虑不同策略对一个物品的影响。
那么，是否存在一个综合性强且计算速度也能满足需求的召回方法呢？
基于 Embedding 的召回方法
在第 5 节和第 6 节课中，我们已经介绍了多种离线生成物品 Embedding 的方案。事实上，利用物品和用户 Embedding 相似性来构建召回层，是深度学习推荐系统中非常经典的技术方案。我们可以把它的优势总结为三方面。
一方面，多路召回中使用的“兴趣标签”“热门度”“流行趋势”“物品属性”等信息都可以作为 Embedding 方法中的附加信息（Side information），融合进最终的 Embedding 向量中 。因此，在利用 Embedding 召回的过程中，我们就相当于考虑到了多路召回的多种策略。
另一方面，Embedding 召回的评分具有连续性。我们知道，多路召回中不同召回策略产生的相似度、热度等分值不具备可比性，所以我们无法据此来决定每个召回策略放回候选集的大小。但是，Embedding 召回却可以把 Embedding 间的相似度作为唯一的判断标准，因此它可以随意限定召回的候选集大小。
最后，在线上服务的过程中，Embedding 相似性的计算也相对简单和直接。通过简单的点积或余弦相似度的运算就能够得到相似度得分，便于线上的快速召回。
在 SparrowRecsys 中，我们也实现了基于 Embedding 的召回方法。我具体代码放在下面，你可以参考一下。
public static List<Movie> retrievalCandidatesByEmbedding(User user){
    if (null == user){
        return null;
    }
    //获取用户embedding向量
    double[] userEmbedding = DataManager.getInstance().getUserEmbedding(user.getUserId(), "item2vec");
    if (null == userEmbedding){
        return null;
    }
    //获取所有影片候选集(这里取评分排名前10000的影片作为全部候选集)
    List<Movie> allCandidates = DataManager.getInstance().getMovies(10000, "rating");
    HashMap<Movie,Double> movieScoreMap = new HashMap<>();
    //逐一获取电影embedding，并计算与用户embedding的相似度
    for (Movie candidate : allCandidates){
        double[] itemEmbedding = DataManager.getInstance().getItemEmbedding(candidate.getMovieId(), "item2vec");
        double similarity = calculateEmbeddingSimilarity(userEmbedding, itemEmbedding);
        movieScoreMap.put(candidate, similarity);
    }
   
    List<Map.Entry<Movie,Double>> movieScoreList = new ArrayList<>(movieScoreMap.entrySet());
    //按照用户-电影embedding相似度进行候选电影集排序
    movieScoreList.sort(Map.Entry.comparingByValue());


    //生成并返回最终的候选集
    List<Movie> candidates = new ArrayList<>();
    for (Map.Entry<Movie,Double> movieScoreEntry : movieScoreList){
        candidates.add(movieScoreEntry.getKey());
    }
    return candidates.subList(0, Math.min(candidates.size(), size));
}

这里，我再带你简单梳理一下整体的实现思路。总的来说，我们通过 3 步生成了最终的候选集。第一步，我们获取用户的 Embedding。第二步，我们获取所有物品的候选集，并且逐一获取物品的 Embedding，计算物品 Embedding 和用户 Embedding 的相似度。第三步，我们根据相似度排序，返回规定大小的候选集。
在这 3 步之中，最主要的时间开销在第 2 步，虽然它的时间复杂度是线性的，但当物品集过大时（比如达到了百万以上的规模），线性的运算也可能造成很大的时间开销。那有没有什么方法能进一步缩小 Embedding 召回层的运算时间呢？这个问题我们留到下节课来讨论。
小结
今天，我们一起讨论了推荐系统中召回层的功能特点和实现方法。并且重点讲解了单策略召回、多路召回，以及深度学习推荐系统中常用的基于 Embedding 的召回。
为了方便你对比它们之间的技术特点，我总结了一张表格放在了下面，你可以看一看。

总的来说，关于召回层的重要内容，我总结成了一个特点，三个方案。
特点就是召回层的功能特点：召回层要快速准确地过滤出相关物品，缩小候选集。三个方案指的是实现召回层的三个技术方案：简单快速的单策略召回、业界主流的多路召回、深度学习推荐系统中最常用的 Embedding 召回。
这三种方法基本囊括了现在业界推荐系统的主流召回方法，希望通过这节课的学习，你能掌握这一关键模块的实现方法。
相信你也一定发现了，召回层技术的发展是循序渐进的，因此我希望你不仅能够学会应用它们，更能够站在前人的技术基础上，进一步推进它的发展，这也是工程师这份职业最大的魅力。
课后思考
	
你能根据我今天讲的内容在 SparrowRecsys 中实现一个多线程版本的多路召回策略吗？

	
你觉得对于 Embedding 召回来说，我们怎么做才能提升计算 Embedding 相似度的速度？


你理解的召回层也是这样吗？欢迎把你的思考和答案写在留言区。如果有收获，我也希望你能把这节课分享给你的朋友们。
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你好，我是王喆。
在深度学习推荐系统中，我们经常采用 Embedding 召回这一准确又便捷的方法。但是，在面对百万甚至更高量级的候选集时，线性地逐一计算 Embedding 间的相似度，往往会造成极大的服务延迟。
这个时候，我们要解决的问题就是，如何快速找到与一个 Embedding 最相似的 Embedding？这直接决定了召回层的执行速度，进而会影响推荐服务器的响应延迟。
今天，我们就一起来学习一下业界解决近似 Embedding 搜索的主要方法，局部敏感哈希。
推荐系统中的“快速”Embedding 最近邻搜索问题
在深度学习推荐系统中，我们经常会使用 Embedding 方法对物品和用户进行向量化。在训练物品和用户的 Embedding 向量时，如果二者的 Embedding 在同一个向量空间内（如图 1），我们就可以通过内积、余弦、欧式距离等相似度计算方法，来计算它们之间的相似度，从而通过用户 - 物品相似度进行个性化推荐，或者通过物品 - 物品相似度进行相似物品查找。

图1 用户和电影的Embedding向量空间
假设用户和物品的 Embeding 都在一个 k 维的 Embedding 空间中，物品总数为 n，那么遍历计算一个用户和所有物品向量相似度的时间复杂度是多少呢？不难算出是 O(k×n)。虽然这一复杂度是线性的，但物品总数 n 达到百万甚至千万量级时，线性的时间复杂度也是线上服务不能承受的。
换一个角度思考这个问题，由于用户和物品的 Embedding 同处一个向量空间内，因此召回与用户向量最相似的物品 Embedding 向量这一问题，其实就是在向量空间内搜索最近邻的过程。如果我们能够找到高维空间快速搜索最近邻点的方法，那么相似 Embedding 的快速搜索问题就迎刃而解了。
使用“聚类”还是“索引”来搜索最近邻？
遇到最近邻搜索的问题，我想大部分同学直觉上肯定会想到两种解决方案，一种是聚类，我们把相似的点聚类到一起，不就可以快速地找到彼此间的最近邻了吗？另一种是索引，比如，我们通过某种数据结构建立基于向量距离的索引，在查找最近邻的时候，通过索引快速缩小范围来降低复杂度。这两种想法可不可行呢？我们一一尝试一下。
对于聚类问题，我想最经典的算法当属 K-means。它完成聚类的过程主要有以下几步：
	
随机指定 k 个中心点；

	
每个中心点代表一个类，把所有的点按照距离的远近指定给距离最近的中心点代表的类；

	
计算每个类包含点的平均值作为新的中心点位置；

	
确定好新的中心点位置后，迭代进入第 2 步，直到中心点位置收敛，不再移动。


到这里，整个 K-means 的迭代更新过程就完成了，你可以看下图 2。

图2 三中心点的K-means算法迭代过程
如果我们能够在离线计算好每个 Embedding 向量的类别，在线上我们只需要在同一个类别内的 Embedding 向量中搜索就可以了，这会大大缩小了 Embedding 的搜索范围，时间复杂度自然就下降了。
但这个过程还是存在着一些边界情况。比如，聚类边缘的点的最近邻往往会包括相邻聚类的点，如果我们只在类别内搜索，就会遗漏这些近似点。此外，中心点的数量 k 也不那么好确定，k 选的太大，离线迭代的过程就会非常慢，k 选的太小，在线搜索的范围还是很大，并没有减少太多搜索时间。所以基于聚类的搜索还是有一定局限性的，解决上面的问题也会增加过多冗余过程，得不偿失。
既然聚类有局限性，那索引能不能奏效呢？我们这里可以尝试一下经典的向量空间索引方法 kd-tree（k-dimension tree）。与聚类不同，它是为空间中的点 / 向量建立一个索引。这该怎么理解呢？
举个例子，你可以看下图 3 中的点云，我们先用红色的线把点云一分为二，再用深蓝色的线把各自片区的点云一分为二，以此类推，直到每个片区只剩下一个点，这就完成了空间索引的构建。如果我们能够把这套索引“搬”到线上，就可以利用二叉树的结构快速找到邻接点。比如，希望找到点 q 的 m 个邻接点，我们就可以先搜索它相邻子树下的点，如果数量不够，我们可以向上回退一个层级，搜索它父片区下的其他点，直到数量凑够 m 个为止。

图3 kd-tree索引
听上去 kd-tree 索引似乎是一个完美的方案，但它还是无法完全解决边缘点最近邻的问题。对于点 q 来说，它的邻接片区是右上角的片区，但是它的最近邻点却是深蓝色切分线下方的那个点。所以按照 kd-tree 的索引方法，我们还是会遗漏掉最近邻点，它只能保证快速搜索到近似的最近邻点集合。而且 kd-tree 索引的结构并不简单，离线和在线维护的过程也相对复杂，这些都是它的弊端。
那有没有更“完美”的解决方法呢？
局部敏感哈希的基本原理及多桶策略
为了“拯救”我们推荐系统的召回层，“局部敏感哈希”（Locality Sensitive Hashing，LSH）这一方法横空出世，它用简洁而高效的方法几乎完美地解决了这一问题。那它是怎么做到的呢？我们先来看看局部敏感哈希的基本原理。
1. 局部敏感哈希的基本原理
局部敏感哈希的基本思想是希望让相邻的点落入同一个“桶”，这样在进行最近邻搜索时，我们仅需要在一个桶内，或相邻的几个桶内的元素中进行搜索即可。如果保持每个桶中的元素个数在一个常数附近，我们就可以把最近邻搜索的时间复杂度降低到常数级别。
那么，如何构建局部敏感哈希中的“桶”呢？下面，我们以基于欧式距离的最近邻搜索为例，来解释构建局部敏感哈希“桶”的过程。
首先，我们要弄清楚一个问题，如果将高维空间中的点向低维空间进行映射，其欧式相对距离是不是会保持不变呢？以图 4 为例，图 4 中间的彩色点处在二维空间中，当我们把二维空间中的点通过不同角度映射到 a、b、c 这三个一维空间时，可以看到原本相近的点，在一维空间中都保持着相近的距离。而原本远离的绿色点和红色点在一维空间 a 中处于接近的位置，却在空间 b 中处于远离的位置。
因此我们可以得出一个定性的结论：欧式空间中，将高维空间的点映射到低维空间，原本接近的点在低维空间中肯定依然接近，但原本远离的点则有一定概率变成接近的点。

图4 高维空间点向低维空间映射
利用低维空间可以保留高维空间相近距离关系的性质，我们就可以构造局部敏感哈希“桶”。对于 Embedding 向量来说，由于 Embedding 大量使用内积操作计算相似度，因此我们也可以用内积操作来构建局部敏感哈希桶。假设 v 是高维空间中的 k 维 Embedding 向量，x 是随机生成的 k 维映射向量。那我们利用内积操作可以将 v 映射到一维空间，得到数值 h(v)=v⋅x。
而且，我们刚刚说了，一维空间也会部分保存高维空间的近似距离信息。因此，我们可以使用哈希函数 h(v) 进行分桶，公式为：hx,b(v)=⌊wx⋅v+b​] 。其中， ⌊⌋ 是向下取整操作， w 是分桶宽度，b 是 0 到 w 间的一个均匀分布随机变量，避免分桶边界固化。
不过，映射操作会损失部分距离信息，如果我们仅采用一个哈希函数进行分桶，必然存在相近点误判的情况，因此，我们可以采用 m 个哈希函数同时进行分桶。如果两个点同时掉进了 m 个桶，那它们是相似点的概率将大大增加。通过分桶找到相邻点的候选集合后，我们就可以在有限的候选集合中通过遍历找到目标点真正的 K 近邻了。
刚才我们讲的哈希策略是基于内积操作来制定的，内积相似度也是我们经常使用的相似度度量方法，事实上距离的定义有很多种，比如“曼哈顿距离”“切比雪夫距离”“汉明距离”等等。针对不同的距离定义，分桶函数的定义也有所不同，但局部敏感哈希通过分桶方式保留部分距离信息，大规模降低近邻点候选集的本质思想是通用的。
2. 局部敏感哈希的多桶策略
刚才我们讲到了可以使用多个分桶函数的方式来增加找到相似点的概率。那你可能有疑问，如果有多个分桶函数的话，具体应该如何处理不同桶之间的关系呢？这就涉及局部敏感哈希的多桶策略。
假设有 A、B、C、D、E 五个点，有 h1和 h2两个分桶函数。使用 h1来分桶时，A 和 B 掉到了一个桶里，C、D、E 掉到了一个桶里；使用 h2来分桶时，A、C、D 掉到了一个桶里，B、E 在一个桶。那么请问如果我们想找点 C 的最近邻点，应该怎么利用两个分桶结果来计算呢？
如果我们用“且”（And）操作来处理两个分桶结果之间的关系，那么结果是这样的，找到与点 C 在 h1函数下同一个桶的点，且在 h2函数下同一个桶的点，作为最近邻候选点。我们可以看到，满足条件的点只有一个，那就是点 D。也就是说，点 D 最有可能是点 C 的最近邻点。因此，用且操作作为多桶策略，可以最大程度地减少候选点数量。但是，由于哈希分桶函数不是一个绝对精确的操作，点 D 也只是最有可能的最近邻点，却不一定是最近邻点，因此，“且”操作其实也增大了漏掉最近邻点的概率。
那如果我们采用“或”（Or）操作作为多桶策略，又会是什么情况呢？具体操作就是，我们找到与点 C 在 h1函数下同一个桶的点，或在 h2函数下同一个桶的点。这个时候，我们可以看到候选集中会有三个点，分别是 A、D、E。这样一来，虽然我们增大了候选集的规模，减少了漏掉最近邻点的可能性，但增大了后续计算的开销。
当然，局部敏感哈希的多桶策略还可以更加复杂，比如使用 3 个分桶函数分桶，把同时落入两个桶的点作为最近邻候选点等等。
那么，我们到底应该选择“且”操作还是“或”操作，以及到底该选择使用几个分桶函数，每个分桶函数分几个桶，这还是一个工程上的权衡问题。我虽然不能给出具体的最佳数值，但可以给你一些取值的建议：
	
点数越多，我们越应该增加每个分桶函数中桶的个数；相反，点数越少，我们越应该减少桶的个数；

	
Embedding 向量的维度越大，我们越应该增加哈希函数的数量，尽量采用且的方式作为多桶策略；相反，Embedding 向量维度越小，我们越应该减少哈希函数的数量，多采用或的方式作为分桶策略。


最后，我们再回头来解决课程开头提出的问题，局部敏感哈希能在常数时间得到最近邻的结果吗？答案是可以的，如果我们能够精确的控制每个桶内的点的规模是 C，假设每个 Embedding 的维度是 N，那么找到最近邻点的时间开销将永远在 O(C⋅N) 量级。采用多桶策略之后，假设分桶函数数量是 K，那么时间开销也在 O(K⋅C⋅N) 量级，这仍然是一个常数。
局部敏感哈希实践
现在，我们已经知道了局部敏感哈希的基本原理和多桶策略，接下来我们一起进入实践环节，利用 SparrowRecsys 训练好的物品 Embedding，来实现局部敏感哈希的快速搜索吧。为了保证跟 Embedding 部分的平台统一，这一次我们继续使用 Spark MLlib 完成 LSH 的实现。
在将电影 Embedding 数据转换成 dense Vector 的形式之后，我们使用 Spark MLlib 自带的 LSH 分桶模型 BucketedRandomProjectionLSH（我们简称 LSH 模型）来进行 LSH 分桶。其中最关键的部分是设定 LSH 模型中的 BucketLength 和 NumHashTables 这两个参数。其中，BucketLength 指的就是公式 2 中的分桶宽度 w，NumHashTables 指的是多桶策略中的分桶次数。
清楚了模型中的关键参数，执行的过程就跟我们讲过的其他 Spark MLlib 模型一样了，都是先调用 fit 函数训练模型，再调用 transform 函数完成分桶的过程，具体的实现你可以参考下面的代码。
def embeddingLSH(spark:SparkSession, movieEmbMap:Map[String, Array[Float]]): Unit ={
  //将电影embedding数据转换成dense Vector的形式，便于之后处理
  val movieEmbSeq = movieEmbMap.toSeq.map(item => (item._1, Vectors.dense(item._2.map(f => f.toDouble))))
  val movieEmbDF = spark.createDataFrame(movieEmbSeq).toDF("movieId", "emb")


  //利用Spark MLlib创建LSH分桶模型
  val bucketProjectionLSH = new BucketedRandomProjectionLSH()
    .setBucketLength(0.1)
    .setNumHashTables(3)
    .setInputCol("emb")
    .setOutputCol("bucketId")
  //训练LSH分桶模型
  val bucketModel = bucketProjectionLSH.fit(movieEmbDF)
  //进行分桶
  val embBucketResult = bucketModel.transform(movieEmbDF)
  
  //打印分桶结果
  println("movieId, emb, bucketId schema:")
  embBucketResult.printSchema()
  println("movieId, emb, bucketId data result:")
  embBucketResult.show(10, truncate = false)
  
  //尝试对一个示例Embedding查找最近邻
  println("Approximately searching for 5 nearest neighbors of the sample embedding:")
  val sampleEmb = Vectors.dense(0.795,0.583,1.120,0.850,0.174,-0.839,-0.0633,0.249,0.673,-0.237)
  bucketModel.approxNearestNeighbors(movieEmbDF, sampleEmb, 5).show(truncate = false)
}

为了帮助你更加直观的看到分桶操作的效果，我把使用 LSH 模型对电影 Embedding 进行分桶得到的五个结果打印了出来，如下所示：
+-------+-----------------------------+------------------+
|movieId|emb                          |bucketId          |
+-------+-----------------------------+------------------------+
|710    |[0.04211471602320671,..]     |[[-2.0], [14.0], [8.0]] |
|205    |[0.6645985841751099,...]     |[[-4.0], [3.0], [5.0]]  |
|45     |[0.4899883568286896,...]     |[[-6.0], [-1.0], [2.0]] |
|515    |[0.6064003705978394,...]     |[[-3.0], [-1.0], [2.0]] |
|574    |[0.5780771970748901,...]     |[[-5.0], [2.0], [0.0]]  |
+-------+-----------------------------+------------------------+

你可一看到在 BucketId 这一列，因为我们之前设置了 NumHashTables 参数为 3，所以每一个 Embedding 对应了 3 个 BucketId。在实际的最近邻搜索过程中，我们就可以利用刚才讲的多桶策略进行搜索了。
事实上，在一些超大规模的最近邻搜索问题中，索引、分桶的策略还能进一步复杂。如果你有兴趣深入学习，我推荐你去了解一下Facebook 的开源向量最近邻搜索库 FAISS，这是一个在业界广泛应用的开源解决方案。
小结
本节课，我们一起解决了“Embedding 最近邻搜索”问题。
事实上，对于推荐系统来说，我们可以把召回最相似物品 Embedding 的问题，看成是在高维的向量空间内搜索最近邻点的过程。遇到最近邻问题，我们一般会采用聚类和索引这两种方法。但是聚类和索引都无法完全解决边缘点最近邻的问题，并且对于聚类来说，中心点的数量 k 也并不好确定，而对于 kd-tree 索引来说，kd-tree 索引的结构并不简单，离线和在线维护的过程也相对复杂。
因此，解决最近邻问题最“完美”的办法就是使用局部敏感哈希，在每个桶内点的数量接近时，它能够把最近邻查找的时间控制在常数级别。为了进一步提高最近邻搜索的效率或召回率，我们还可以采用多桶策略，首先是基于“且”操作的多桶策略能够进一步减少候选集规模，增加计算效率，其次是基于“或”操作的多桶策略则能够提高召回率，减少漏掉最近邻点的可能性。
最后，我在下面列出了各种方法的优缺点，希望能帮助你做一个快速的复盘。

课后思考
如果让你在推荐服务器内部的召回层实现最近邻搜索过程，你会怎样存储和使用我们在离线产生的分桶数据，以及怎样设计线上的搜索过程呢？
欢迎你在留言区写出你的答案，更欢迎你把这一过程的实现提交 Pull Request 到 SparrowResys 项目，如果能够被采纳，你将成为这一开源项目的贡献者之一。我们下节课再见！
    

13 | 模型服务：怎样把你的离线模型部署到线上？

你好，我是王喆。今天我们来讨论“模型服务”（Model Serving）。
在实验室的环境下，我们经常使用 Spark MLlib、TensorFlow、PyTorch 这些流行的机器学习库来训练模型，因为不用直接服务用户，所以往往得到一些离线的训练结果就觉得大功告成了。但在业界的生产环境中，模型需要在线上运行，实时地根据用户请求生成模型的预估值。这个把模型部署在线上环境，并实时进行模型推断（Inference）的过程就是模型服务。
模型服务对于推荐系统来说是至关重要的线上服务，缺少了它，离线的模型只能在离线环境里面“干着急”，不能发挥功能。但是，模型服务的方法可谓是五花八门，各个公司为了部署自己的模型也是各显神通。那么，业界主流的模型服务方法都有哪些，我们又该如何选择呢？
今天，我就带你学习主流的模型服务方法，并通过 TensorFlow Serving 把你的模型部署到线上。
业界的主流模型服务方法
由于各个公司技术栈的特殊性，采用不同的机器学习平台，模型服务的方法会截然不同，不仅如此，使用不同的模型结构和模型存储方式，也会让模型服务的方法产生区别。总的来说，那业界主流的模型服务方法有 4 种，分别是预存推荐结果或 Embedding 结果、预训练 Embedding+ 轻量级线上模型、PMML 模型以及 TensorFlow Serving。接下来，我们就详细讲讲这些方法的实现原理，通过对比它们的优缺点，相信你会找到最合适自己业务场景的方法。
预存推荐结果或 Embedding 结果
对于推荐系统线上服务来说，最简单直接的模型服务方法就是在离线环境下生成对每个用户的推荐结果，然后将结果预存到以 Redis 为代表的线上数据库中。这样，我们在线上环境直接取出预存数据推荐给用户即可。
这个方法的优缺点都非常明显，我把它们总结在了下图中，你可以看看。

图1 预存推荐结果优缺点对比
由于这些优缺点的存在，这种直接存储推荐结果的方式往往只适用于用户规模较小，或者一些冷启动、热门榜单等特殊的应用场景中。
那如果在用户规模比较大的场景下，我们该怎么减少模型存储所需的空间呢？我们其实可以通过存储 Embedding 的方式来替代直接存储推荐结果。具体来说就是，我们先离线训练好 Embedding，然后在线上通过相似度运算得到最终的推荐结果。
在前面的课程中，我们通过 Item2vec、Graph Embedding 等方法生成物品 Embedding，再存入 Redis 供线上使用的过程，这就是预存 Embedding 的模型服务方法的典型应用。
由于，线上推断过程非常简单快速，因此，预存 Embedding 的方法是业界经常采用的模型服务手段。但它的局限性同样存在，由于完全基于线下计算出 Embedding，这样的方式无法支持线上场景特征的引入，并且无法进行复杂模型结构的线上推断，表达能力受限。因此对于复杂模型，我们还需要从模型实时线上推断的角度入手，来改进模型服务的方法。
预训练 Embedding+ 轻量级线上模型
事实上，直接预存 Embedding 的方法让模型表达能力受限这个问题的产生，主要是因为我们仅仅采用了“相似度计算”这样非常简单的方式去得到最终的推荐分数。既然如此，那我们能不能在线上实现一个比较复杂的操作，甚至是用神经网络来生成最终的预估值呢？当然是可行的，这就是业界很多公司采用的“预训练 Embedding+ 轻量级线上模型”的模型服务方式。
详细一点来说，这样的服务方式指的是“用复杂深度学习网络离线训练生成 Embedding，存入内存数据库，再在线上实现逻辑回归或浅层神经网络等轻量级模型来拟合优化目标”。
口说无凭，接下来，我们就来看一个业界实际的例子。我们先来看看下面这张模型结构图，这是阿里的推荐模型 MIMN（Multi-channel user Interest Memory Network，多通道用户兴趣记忆网络）的结构。神经网络，才是真正在线上服务的部分。
仔细看这张图你会注意到，左边粉色的部分是复杂模型部分，右边灰色的部分是简单模型部分。看这张图的时候，其实你不需要纠结于复杂模型的结构细节，你只要知道左边的部分不管多复杂，它们其实是在线下训练生成的，而右边的部分是一个经典的多层神经网络，它才是真正在线上服务的部分。

图2 阿里的MIMN模型 （出自Practice on Long Sequential User Behavior Modeling for Click-Through Rate Prediction）
这两部分的接口在哪里呢？你可以看一看图中连接处的位置，有两个被虚线框框住的数据结构，分别是 S(1)-S(m) 和 M(1)-M(m)。它们其实就是在离线生成的 Embedding 向量，在 MIMN 模型中，它们被称为“多通道用户兴趣向量”，这些 Embedding 向量就是连接离线模型和线上模型部分的接口。
线上部分从 Redis 之类的模型数据库中拿到这些离线生成 Embedding 向量，然后跟其他特征的 Embedding 向量组合在一起，扔给一个标准的多层神经网络进行预估，这就是一个典型的“预训练 Embedding+ 轻量级线上模型”的服务方式。
它的好处显而易见，就是我们隔离了离线模型的复杂性和线上推断的效率要求，离线环境下，你可以尽情地使用复杂结构构建你的模型，只要最终的结果是 Embedding，就可以轻松地供给线上推断使用。
利用 PMML 转换和部署模型
虽然 Embedding+ 轻量级模型的方法既实用又高效，但它还是把模型进行了割裂，让模型不完全是 End2End（端到端）训练 +End2End 部署这种最“完美”的方式。那有没有能够在离线训练完模型之后什么都不用做，直接部署模型的方式呢？当然是有的，也就是我接下来要讲的脱离于平台的通用模型部署方式，PMML。
PMML 的全称是“预测模型标记语言”(Predictive Model Markup Language, PMML)，它是一种通用的以 XML 的形式表示不同模型结构参数的标记语言。在模型上线的过程中，PMML 经常作为中间媒介连接离线训练平台和线上预测平台。
这么说可能还比较抽象。接下来，我就以 Spark MLlib 模型的训练和上线过程为例，来和你详细解释一下，PMML 在整个机器学习模型训练及上线流程中扮演的角色。

图3 Spark模型利用PMML的上线过程
图 3 中的例子使用了 JPMML 作为序列化和解析 PMML 文件的 library（库），JPMML 项目分为 Spark 和 Java Server 两部分。Spark 部分的 library 完成 Spark MLlib 模型的序列化，生成 PMML 文件，并且把它保存到线上服务器能够触达的数据库或文件系统中，而 Java Server 部分则完成 PMML 模型的解析，生成预估模型，完成了与业务逻辑的整合。
JPMML 在 Java Server 部分只进行推断，不考虑模型训练、分布式部署等一系列问题，因此 library 比较轻，能够高效地完成推断过程。与 JPMML 相似的开源项目还有 MLeap，同样采用了 PMML 作为模型转换和上线的媒介。
事实上，JPMML 和 MLeap 也具备 Scikit-learn、TensorFlow 等简单模型的转换和上线能力。我把JPMML和MLeap的项目地址放在这里，感兴趣的同学可以进一步学习和实践。
TensorFlow Serving
既然 PMML 已经是 End2End 训练 +End2End 部署这种最“完美”的方式了，那我们的课程中为什么不使用它进行模型服务呢？这是因为对于具有复杂结构的深度学习模型来说，PMML 语言的表示能力还是比较有限的，还不足以支持复杂的深度学习模型结构。由于咱们课程中的推荐模型篇，会主要使用 TensorFlow 来构建深度学习推荐模型，这个时候 PMML 的能力就有点不足了。想要上线 TensorFlow 模型，我们就需要借助 TensorFlow 的原生模型服务模块，也就是 TensorFlow Serving 的支持。
从整体工作流程来看，TensorFlow Serving 和 PMML 类工具的流程一致，它们都经历了模型存储、模型载入还原以及提供服务的过程。在具体细节上，TensorFlow 在离线把模型序列化，存储到文件系统，TensorFlow Serving 把模型文件载入到模型服务器，还原模型推断过程，对外以 HTTP 接口或 gRPC 接口的方式提供模型服务。
再具体到咱们的 SparrowRecsys 项目中，我们会在离线使用 TensorFlow 的 Keras 接口完成模型构建和训练，再利用 TensorFlow Serving 载入模型，用 Docker 作为服务容器，然后在 Jetty 推荐服务器中发出 HTTP 请求到 TensorFlow Serving，获得模型推断结果，最后推荐服务器利用这一结果完成推荐排序。

图4 SparrowRecsys项目模型服务部分的架构
实战搭建 TensorFlow Serving 模型服务
好了，清楚了模型服务的相关知识，相信你对各种模型服务方法的优缺点都已经了然于胸了。刚才我们提到，咱们的课程选用了 TensorFlow 作为构建深度学习推荐模型的主要平台，并且选用了 TensorFlow Serving 作为模型服务的技术方案，它们可以说是整个推荐系统的核心了。那为了给之后的学习打下基础，接下来，我就带你搭建一个 TensorFlow Serving 的服务，把这部分重点内容牢牢掌握住。
总的来说，搭建一个 TensorFlow Serving 的服务主要有 3 步，分别是安装 Docker，建立 TensorFlow Serving 服务，以及请求 TensorFlow Serving 获得预估结果。为了提高咱们的效率，我希望你能打开电脑跟着我的讲解和文稿里的指令代码，一块儿来安装。
1. 安装 Docker
TensorFlow Serving 最普遍、最便捷的服务方式就是使用 Docker 建立模型服务 API。为了方便你后面的学习，我再简单说说 Docker。Docker 是一个开源的应用容器引擎，你可以把它当作一个轻量级的虚拟机。它可以让开发者打包他们的应用以及依赖包到一个轻量级、可移植的容器中，然后发布到任何流行的操作系统，比如 Linux/Windows/Mac 的机器上。Docker 容器相互之间不会有任何接口，而且容器本身的开销极低，这就让 Docker 成为了非常灵活、安全、伸缩性极强的计算资源平台。
因为 TensorFlow Serving 对外提供的是模型服务接口，所以使用 Docker 作为容器的好处主要有两点，一是可以非常方便的安装，二是在模型服务的压力变化时，可以灵活地增加或减少 Docker 容器的数量，做到弹性计算，弹性资源分配。Docker 的安装也非常简单，我们参考官网的教程，像安装一个普通软件一样下载安装就好。
安装完 Docker 后，你不仅可以通过图形界面打开并运行 Docker，而且可以通过命令行来进行 Docker 相关的操作。那怎么验证你是否安装成功了呢？只要你打开命令行输入 docker --version 命令，它能显示出类似“Docker version 19.03.13, build 4484c46d9d”这样的版本号，就说明你的 Docker 环境已经准备好了。
2. 建立 TensorFlow Serving 服务
Docker 环境准备好之后，我们就可以着手建立 TensorFlow Serving 服务了。
首先，我们要利用 Docker 命令拉取 TensorFlow Serving 的镜像:

# 从docker仓库中下载tensorflow/serving镜像
docker pull tensorflow/serving

然后，我们再从 TenSorflow 的官方 GitHub 地址下载 TensorFlow Serving 相关的测试模型文件：
# 把tensorflow/serving的测试代码clone到本地
git clone https://github.com/tensorflow/serving
# 指定测试数据的地址
TESTDATA="$(pwd)/serving/tensorflow_serving/servables/tensorflow/testdata"
最后，我们在 Docker 中启动一个包含 TensorFlow Serving 的模型服务容器，并载入我们刚才下载的测试模型文件 half_plus_two：
# 启动TensorFlow Serving容器，在8501端口运行模型服务api
docker run -t --rm -p 8501:8501 \
    -v "$TESTDATA/saved_model_half_plus_two_cpu:/models/half_plus_two" \
    -e MODEL_NAME=half_plus_two \
    tensorflow/serving &
在命令执行完成后，如果你在 Docker 的管理界面中看到了 TenSorflow Serving 容器，如下图所示，就证明 TensorFlow Serving 服务被你成功建立起来了。

图5 TensorFlow Serving容器的Docker启动管理界面
3. 请求 TensorFlow Serving 获得预估结果
最，我们再来验证一下是否能够通过 HTTP 请求从 TensorFlow Serving api 中获得模型的预估结果。我们可以通过 curl 命令来发送 HTTP POST 请求到 TensorFlow Serving 的地址，或者利用 Postman 等软件来组装 POST 请求进行验证。
# 请求模型服务API
curl -d '{"instances": [1.0, 2.0, 5.0]}' \
    -X POST http://localhost:8501/v1/models/half_plus_two:predict
如果你看到了下图这样的返回结果，就说明 TensorFlow Serving 服务已经成功建立起来了。
# 返回模型推断结果如下
# Returns => { "predictions": [2.5, 3.0, 4.5] }
如果对这整个过程还有疑问的话，你也可以参考 TensorFlow Serving 的官方教程。
不过，有一点我还想提醒你，这里我们只是使用了 TensorFlow Serving 官方自带的一个测试模型，来告诉你怎么准备环境。在推荐模型实战的时候，我们还会基于 TensorFlow 构建多种不同的深度学习模型，到时候 TensorFlow Serving 就会派上关键的用场了。
那对于深度学习推荐系统来说，我们只要选择 TensorFlow Serving 的模型服务方法就万无一失了吗？当然不是，它也有需要优化的地方。在搭建它的过程会涉及模型更新，整个 Docker Container 集群的维护，而且 TensorFlow Serving 的线上性能也需要大量优化来提高，这些工程问题都是我们在实践过程中必须要解决的。但是，它的易用性和对复杂模型的支持，还是让它成为上线 TensorFlow 模型的第一选择。
小结
业界主流的模型服务方法有 4 种，分别是预存推荐结果或 Embeding 结果、预训练 Embeding+ 轻量级线上模型、利用 PMML 转换和部署模型以及 TensorFlow Serving。
它们各有优缺点，为了方便你对比，我把它们的优缺点都列在了表格中，你可以看看。

我们的之后的课程会重点使用 TensorFlow Serving，它是 End2End 的解决方案，使用起来非常方便、高效，而且它支持绝大多数 TensorFlow 的模型结构，对于深度学习推荐系统来说，是一个非常好的选择。但它只支持 TensorFlow 模型，而且针对线上服务的性能问题，需要进行大量的优化，这是我们在使用时需要重点注意的。
在实践部分，我们一步步搭建起了基于 Docker 的 TensorFlow Serving 服务，这为我们之后进行深度学习推荐模型的上线打好了基础。整个搭建过程非常简单，相信你跟着我的讲解就可以轻松完成。
课后思考
我们今天讲了如此多的模型服务方式，你能结合自己的经验，谈一谈你是如何在自己的项目中进行模型服务的吗？除了我们今天说的，你还用过哪些模型服务的方法？
欢迎在留言区分享你的经验，也欢迎你把这节课分享出去，我们下节课见！
    

14 | 融会贯通：SparrowRecSys中的电影相似推荐功能是如何实现的？

你好，我是王喆。
课程进行到这里，推荐系统架构的大部分知识点，包括特征工程、Embedding 模型，到推荐服务的搭建，线上推荐过程的实现，我们都已经学习并且实践过了。如果你坚持跟着我一起学下来的话，可以说已经是“武功小成”了。
为了帮你巩固所学，今天，我就带你从头到尾地实现一个完整的推荐功能，相似电影推荐，来帮助你打通推荐系统的“任督二脉”。
“清点技能库”，看看我们已有的知识储备有哪些
在开始实现相似电影推荐功能之前，我想先带着你一起清点一下自己的技能库。我喜欢把推荐的过程比喻成做菜的过程，接下来，我就按照做菜的 4 个关键步骤，带你回顾一下前面学过的重点知识。
第一步，准备食材。 准备食材的过程就是我们准备推荐所需特征的过程。在特征工程篇中，我们不仅学会了怎么挑选“食材”，怎么处理“食材”，而且还实践了“备菜”的高级技能 Embedding 技术。具体来说就是，我们能够利用物品序列数据，通过 Item2vec 方法训练出 Embedding，也能够使用 Deep Walk 和 Node2vec 把图结构数据生成 Graph Embedding。
总的来说，因为 Embedding 技术的本质就是利用了物品之间的相关性，所以 Embedding 是做好“相似推荐”这盘菜的关键。
第二步，食材下锅。 备好了菜，在正式开炒之前，我们肯定要把食材下锅。在推荐系统中“食材下锅”的过程有两个，一是把线上推荐所用的特征存储到数据库中，在之前的课程中我们已经实践过使用 Redis 作为特征数据库的方法，另一个是把模型部署到模型服务模块，我们也已讲过了预训练 Embedding，Embedding 加轻量级线上模型，TensorFlow Serving 等多种模型服务方式，这节课我们将采用预训练 Embedding 的方式进行模型服务。
第三步，做菜技术。 “做菜的技术”说的是推荐服务器线上推荐的整个流程是否合理。那回到推荐系统中就是指，召回层要快速准确，模型排序部分要精确。这些具体的实现都影响着最终的推荐效果。
对于召回层来说，我们已经学过单策略召回、多路召回和基于 Embedding 的召回。对于排序来说，我们会主要利用 Embedding 相似度来排序，后续我们还会学习基于多种推荐模型的排序。
最后是菜品上桌的过程 ，也就是把推荐的结果呈现给用户的过程。这节课，我会带你一起实现这个过程。提前“剧透”一下，在 SparrowRecsys 中，我们会先利用 JavaScript 异步请求推荐服务 API 获取推荐结果，再利用 JavaScript+HTML 把结果展现给用户”。因为，这一部分内容不是推荐系统的重点，所以我们这里只要做到界面清爽、逻辑清晰就可以了。
相信到这里，各位“大厨”已经准备好了所要用到的技能，下面就让我们一起来实现 SparrowRecSys 中的相似电影推荐功能吧！
如何实现相似电影推荐功能？
在正式开始相似电影推荐功能之前，我们先来看看我总结的 SparrowRecsys 相似电影推荐功能的详细技术架构图。细心的你可能已经发现了，这个架构图就是 SparrowRecsys 架构的精简版。因为我们还没有学习深度学习推荐模型和模型评估的相关知识，所以把重点聚焦在已经学过的知识上就可以了。

图1 Sparrow Recsys 相似电影推荐功能的技术架构图
接下来，我就结合这个技术架构图，带你一步步地实现其中的每一个模块。并且，我还会给你讲解一些项目中没有实现的其他业界主流方法，如果你还学有余力，希望你能抓住这个机会，来扩展一下自己的知识面。
1.  数据和模型部分
数据和模型部分的实现，其实和我们第 8 节课讲的 Embedding 的实战思路是一样的，我们可以选用 Item2vec、Deep Walk 等不同的 Embedding 方法，来生成物品 Embedding 向量。考虑到大数据条件下，数据处理与训练的一致性，在 SparrowRecsys 中，我们会采用 Spark 进行数据处理，同时选择 Spark MLlib 进行 Embedding 的训练。这部分内容的代码，你可以参考项目中的 _com.wzhe.sparrowrecsys.offline.spark.embedding.__Embedding_ 对象，它定义了所有项目中用到的 Embedding 方法。
对于一些比较复杂的 Embedding 方案，比如特征种类很多，网络结构也更多样化的 Embedding 模型，业界也多采用 Spark 进行原始数据处理，生成训练样本后交由 TensorFlow、PyTorch 训练的方案。
但是不论训练平台是怎样的，Embedding 方法的产出都是一致的，就是物品 ID 对应的 Embedding 向量。那为了方便线上服务使用，我们还需要在生成 Embedding 后，把它们存入某个高可用的数据库。SparrowRecsys 选择了最主流的内存数据库 Redis 作为实现方案，这一部分的具体实现，你可以参照 com.wzhe.sparrowrecsys.offline.spark.embedding.Embedding 对象中 trainItem2vec 函数的 Redis 存储操作。当然，业界也会使用 Cassandra+ 缓存，RocksDB 等不同的存储方案来实现 Embedding 向量的高效读取，但我们现阶段只要学会 Redis 存储和读取操作就够用了。
到这里，Redis 成为了连接线下和线上的关键节点，那我们的线上服务部分又是怎么利用 Redis 中的 Embedding 数据进行相似电影推荐的呢？
2. 线上服务部分
线上服务部分是直接接收并处理用户推荐请求的部分，从架构图的最左边到最右边，我们可以看到三个主要步骤：候选物品库的建立、召回层的实现、排序层的实现。我们逐个来讲一讲。
首先是候选物品库的建立。SparrowRecsys 中候选物品库的建立采用了非常简单的方式，就是直接把 MovieLens 数据集中的物品数据载入到内存中。但对于业界比较复杂的推荐业务来说，候选集的选取往往是有很多条件的， 比如物品可不可用，有没有过期，有没有其他过滤条件等等，所以，工业级推荐系统往往会通过比较复杂的 SQL 查询，或者 API 查询来获取候选集。
第二步是召回层的实现。我们在11 课曾经详细学习了召回层的技术，这里终于可以学以致用了。因为物品的 Embedding 向量已经在离线生成，所以我们可以自然而然的使用 Embedding 召回的方法来完成召回层的实现。同时，SparrowRecsys 也实现了基于物品 metadata（元信息）的多路召回方法，具体的实现你可以参照 com.wzhe.sparrowrecsys.online.recprocess.SimilarMovieProcess 类中的 multipleRetrievalCandidates 函数和 retrievalCandidatesByEmbedding 函数。
第三步是排序层的实现。根据 Embedding 相似度来进行“相似物品推荐”，是深度学习推荐系统最主流的解决方案，所以在 SparrowRecsys 中，我们当然也是先根据召回层过滤出候选集，再从 Redis 中取出相应的 Embedding 向量，然后计算目标物品和候选物品之间的相似度，最后进行排序就可以了。
这里“相似度”的定义是多样的，可以是余弦相似度，也可以是内积相似度，还可以根据你训练 Embedding 时定义的不同相似度指标来确定。因为在 Word2vec 中，相似度的定义是内积相似度，所以, 这里我们也采用内积作为相似度的计算方法。同样，具体的实现，你可以参照 com.wzhe.sparrowrecsys.online.recprocess.SimilarMovieProcess 类中的 ranker 函数。
经历了这三个主要的线上服务步骤，SparrowRecsys 就可以向用户返回推荐列表了。所以接下来，我们要解决的问题就是，怎么把这些结果通过前端页面展示给用户。
3. 前端部分
SparrowRecsys 的前端部分采用了最简单的 HTML+AJAX 请求的方式。AJAX 的全称是 Asynchronous JavaScript and XML，异步 JavaScript 和 XML 请求。它指的是不刷新整体页面，用 JavaScript 异步请求服务器端，更新页面中部分元素的技术。当前流行的 JavaScript 前端框架 React、Vue 等等也大多是基于 AJAX 来进行数据交互的。
但前端毕竟不是我们课程的重点，你知道我在上面提到的基本原理就可以了。如果你已经在本地的 6010 端口运行起了 SparrowRecsys，那直接点击这个链接：http://localhost:6010/movie.html?movieId=589 ， 就可以看到电影《终结者 2》的详情页面和相似电影推荐结果了（如图 2）。

图2 终结者2的相似电影推荐结果
相似电影推荐的结果和初步分析
到这里，我相信你已经串联起来了 SparrowRecsys 相似电影推荐的所有实现，看到了推荐结果。那么问题来了，推荐结果的好坏到底是如何判断的呢？关于这个问题，我们也会在后面的“模型评估篇”中进行系统性的学习。不过，这里我也想先跟你聊聊这个话题，让你对它有一个大体认识，这对你建立后续的模型评估体系是非常有帮助的。
首先提醒你的是，SparrowRecsys 开源项目中自带的 MovieLens 数据集是经过我采样后的缩小集，所以基于这个数据集训练出的模型的准确性和稳定性是比较低的。如果你有兴趣的话可以去MovieLens 官网选择 MovieLens 20M Dataset 下载并重新训练，相信会得到更准确的推荐结果。
其次，针对相似物品推荐这个推荐场景，我们其实很难找到一个统一的衡量标准。比如，你能说出《功夫熊猫》这部电影是跟《玩具总动员》更相近，还是跟《飞屋环游记》更相近吗？好在，工程师们还是总结出了一些有效的评估方法。这里，我挑出了 3 个最常用的来给你讲讲。
方法一：人肉测试（SpotCheck）。 在一种 Embedding 结果新鲜出炉的时候，你作为创造它们的工程师，应该第一时间做一个抽样测试，看一看基于 Embedding 的相似推荐结果是不是符合你自己的常识。比如说，我在 Embedding 训练完之后，随便在 SparrowRecsys 中翻了翻，看到了两个页面，一个是儿童电影《Free Willy》（《人鱼童话》）的相似电影推荐页面（图 3 左），另一个是著名动画电影《Toy Story》（《玩具总动员》）的相似电影推荐页面（图 3 右）。

图3 随机测试
直观上来看，《Free Willy》的推荐结果就非常不错，因为你可以看到相似电影中都是适合儿童看的，甚至这些电影都和动物相关。但是《玩具总动员》就不一样了，它的相似电影里不仅有动画片，还有《真实的谎言》（《True Lies》）、《阿甘正传》这类明显偏成人的电影。这明显不是一个非常好的推荐结果。
为什么会出现这样的结果呢？我们来做一个推测。事实上，《玩具总动员》本身是一部非常流行的电影，跟它近似的也都是类似《真实的谎言》、《阿甘正传》这类很热门的电影。这就说明了一个问题，热门电影其实很容易跟其他大部分电影产生相似性，因为它们会出现在大多数用户的评分序列中。
针对这个问题，其实仅利用基于用户行为序列的 Embedding 方法是很难解决的。这需要我们引入更多内容型特征进行有针对性的改进，比如电影类型、海报风格，或者在训练中有意减少热门电影的样本权重，增大冷门电影的样本权重等等。总的来说，遇到推荐结果不合理的情况，我们需要做更多的调查研究，发掘这些结果出现的真实原因，才能找到改进方向。
方法二：指定 Ground truth（可以理解为标准答案）。 虽然我们说，相似影片的 Ground truth 因人而异。但如果只是为了进行初步评估，我们也可以指定一些比较权威的验证集。比如，对于相似影片来说，我们可以利用 IMDB 的 more like this 的结果去做验证我们的相似电影结果。当然要补充说明的是，要注意有些 Ground truth 数据集的可用范围，不能随意在商业用途中使用未经许可的数据集。
方法三：利用商业指标进行评估。 既然相似影片比较难以直接衡量，那我们不如换一个角度，来思考一下做相似影片这个功能的目的是什么。对于一个商业网站来说，无非是提高点击率，播放量等等。因此，我们完全可以跃过评估相似度这样一个过程，直接去评估它的终极商业指标。
举个例子，我们可以通过上线一个新的相似电影模型，让相似电影这个功能模块的点击率提高，假设提高了 5%，那这就是一个成功的模型改进。至于相似电影到底有没有那么“相似”，我们反而不用那么纠结了。
小结
这节课，我们使用 Embedding 方法准备好了食材，使用 Redis 把食材下锅，做菜的步骤稍微复杂一点，分为建立候选集、实现召回层、实现排序层这 3 个步骤。最后我们用 HTML+Ajax 的方式把相似电影推荐这盘菜呈现出来。
既然有做菜的过程，当然也有品菜的阶段。针对相似物品推荐这一常见的功能，我们可以使用人肉测试、Ground truth 和商业指标评估这三种方法对得到的结果进行评估。也希望你能够在实际的业务场景中活学活用，用评估结果指导模型的下一步改进。
我希望，通过这节课的总结和实战，能让你融会贯通的厘清我们学过的知识。所以我把你需要掌握的重要知识点，总结在了一张图里，你可以利用它复习巩固。

好了，那到这里，我们线上服务篇的内容就全部结束了。通过这一篇的学习，我相信你已经清楚了推荐系统的全部技术架构，以及深度学习核心技术 Embedding 的运用方法。
但我要说的是，盛宴还未开始，下一篇我们将进入深度推荐模型的学习和实践。我曾经说过，深度推荐模型是深度学习推荐系统这个王冠上的明珠，正是它对推荐模型的革命，让深度学习的浪潮席卷推荐系统领域。希望你再接再厉，让我们一起把这颗明珠摘下吧！
课后思考
刚才我说到，《玩具总动员》的相似电影推荐结果并不好，我认为可能是因为热门电影的头部效应造成的。你认同这一观点吗？你觉得还有其他可能的原因吗？如果让你去做一些 Embedding 方法上的改进，你还有什么好的想法吗？
欢迎把你的成果和优化想法分享到留言区，也欢迎你能把这节课转发出去，让更多人从我们的实践中受益，我们下节课见！
    

答疑 | 线上服务篇留言问题详解

你好，我是王喆。
今天是专栏的第二次答疑加餐时间，第一次答疑我已经对基础篇和特征工程篇中常见的问题进行了解答，所以这节课我们重点来看看线上服务篇中很有代表性的课后思考题和留言问题，我会对它们进行一些补充回答，希望对你有帮助。
关于项目的开源精神
在开始回答问题之前，我想先跟你聊一聊我们 SparrowRecsys 项目的开源精神。在课程一开始我就说过，SparrowRecsys 这个项目是我们的一个种子项目，它肯定不完美，但我希望它是一个工业级推荐系统的雏形。在学习的过程中，我希望能够跟你一起完善它，让它的羽翼逐渐丰满起来。
让我很高兴的是，已经有不少同学投身到改进 SparrowRecsys 的队伍中来，比如 GitHub ID 叫dxzmpk的同学添加了Node2vec 模型的代码，还有 GitHub ID 叫 jason-wang1 的同学添加了多路召回多线程版本的代码，还有更多的同学修改了项目中的 Bug，优化了一些实现，感谢你们的投入！
我是开源精神的坚定拥护者，我也相信在我们的共同努力下，SparrowRecsys 未来能够发展成为在业界有影响力的开源项目。所以在这里我呼吁同学们能够多参与进来，多提 Pull Request，让我们共同成为项目的第一批原作者。
好，下面我们进入问题解答的环节。
《03｜深度学习基础：你打牢深度学习知识的地基了吗？》
思考题 1：哪些因素影响着深度学习网络的结构？深度学习模型是越深越好吗？
这两个问题我们分开来看，先看看影响深度学习网络结构的因素。在业界的应用中，影响深度学习网络结构的因素非常多。不过，我认为可以总结出二类最主要的因素。
第一类：业务场景中用户行为的特点。很多模型结构的实现是为了模拟用户行为的特点，比如注意力机制的引入是用来模拟用户的注意力行为特点，序列模型是用来模拟用户兴趣变迁，特征交叉层是为了让用户和物品的相关特征进行交叉等等。
第二类：数据规模、算力的制约。这一点“一天”同学回答得非常有价值，在实际的业界应用中，数据规模大起来之后，我们往往不能够随意选择复杂模型，而是要在数据规模，平台算力的制约下，尽量选择效果最优的模型结构。
我们再来看第二个问题，深度学习模型是越深越好吗？
这个答案是否定的。深度学习模型变深之后，并不总是能够提高模型效果，有时候深度的增加对模型效果的贡献是微乎其微的。而且模型复杂之后的负面影响也非常多，比如训练时间加长，收敛所需数据和训练轮数增加，模型不一定稳定收敛，模型过拟合的风险增加等等。所以在模型深度的选择上，我们要在尽量保证效果的前提下，选择结构较简单的方案。
借助这道思考题，我希望能帮助你更好地理解深度学习的特点，以及实际应用中的一些经验。
《09｜线上服务：如何在线上提供高并发的推荐服务？》
思考题 2：在一个高并发的推荐服务集群中，负载均衡服务器的作用至关重要，如果你是负载均衡服务器的策略设计师，你会怎么实现这个“工头”的调度策略，让它能够公平又高效地完成调度任务呢？（比如是按每个节点的能力分配？还是按照请求本身的什么特点来分配？如何知道什么时候应该扩展节点，什么时候应该关闭节点？）
负载均衡的策略其实有多种选择，比如“smjccj”同学的回答就很专业，他说可以进行源地址哈希，或根据服务器计算能力加权随机分配。这是一个很好的答案，这里我再补充一下。通常来说，常用的负载均衡的策略有三种，分别是轮询调度、哈希调度和一致性哈希调度。我们一一来看。
轮询调度就是以轮询的方式依次把请求调度到不同的服务器。在服务器的算力等硬件配置不同的时候，我们还可以为每个服务器设定权重，按权重比例为能力强的服务器分配更多的请求。
而哈希调度指的是通过某个哈希函数把 key 分配给某个桶，这里 key 可以是请求中的用户 ID，物品 ID 等 ID 型信息，桶的总数就是服务器的总数。这样一来，我们就可以把某个用户的请求分配给某个服务器处理。这么做的好处是可以让一个 key 落在固定的服务器节点上，有利于节约服务器内部缓存的使用。
哈希方式的缺点在于无法高效处理故障点，一旦某个点有故障需要减少桶的数量，或者在 QPS 增大时需要增加服务器，整个分配过程就被完全打乱。因此，一致性哈希调度就是更好的解决方案，简单来说就是使用哈希环来解决计算节点的增加和减少的问题，具体的实现我推荐你参考《一致性哈希算法的理解与实践》这篇文章。
留言问题 1：在一个成熟的工业级推荐系统中，每个用户请求的时间、地点、context 都不一样，缓存策略是怎么工作的，才能把这些数据大部分都缓存起来？

这里，同学们一定要理解缓存的意义。如果请求中的变量每次都不一样，那我们确实就没有必要进行缓存了，因为每次返回的结果都是不同的。但真实情况往往不是这样，我们其实可以在具体的业务场景中挖掘出巨大的优化空间。
比如，电商网站存在着大量没有购买记录的新用户，我们其实可以根据这些新用户有限的特征把他们分成少量的几个类别，对一个类别内的用户展示同样的推荐结果。这样，我们就没必要每次都请求复杂的推荐模型了。
再比如，同一个用户有可能多次请求同一个页面，如果推荐系统对这些操作进行了缓存，就不用对每次重复的请求重复计算推荐结果了，在处理完首次请求之后，面对之后的重复请求，推荐系统直接返回缓存结果就可以了。当然，推荐系统具体能存储多少用户缓存，也取决于硬件配置，也取决于缓存的过期时间，这些都需要我们灵活进行配置。
留言问题 2：推荐系统中的冷启动策略指的是什么？

冷启动是推荐系统一定要考虑的问题。它是指推荐系统在没有可用信息，或者可用信息很少的情形下怎么做推荐的问题，冷启动可以分为用户冷启动和物品冷启动两类。
用户冷启动是指用户没有可用的行为历史情况下的推荐问题。一般来说，我们需要清楚在没有推荐历史的情况下，还有什么用户特征可以使用，比如注册时的信息，访问 APP 时可以获得的地点、时间信息等等，根据这些有限的信息，我们可以为用户做一个聚类，为每类冷启动用户返回合适的推荐列表。当然，我们也可以利用可用的冷启动特征，来构建一个较简单的冷启动推荐模型，去解决冷启动问题。
对于物品冷启动来说，主要处理的是新加入系统的物品，它们没有跟用户的交互信息。所以，针对物品冷启动，我们除了用类似用户冷启动的方式解决它以外，还可以通过物品分类等信息找到一些相似物品，如果这些相似物品已经具有了预训练的 Embedding，我们也可以采用相似物品 Embedding 平均的方式，来快速确定冷启动物品的 Embedding，让它们通过 Embedding 的方式参与推荐过程。
《11｜召回层：如何快速又准确地筛选掉不相关物品？》
留言问题 3：用户的多兴趣标签怎么与物品的标签进行最优匹配？当物品的标签有多层时，如何利用上一层的标签？

这个问题最简单的做法，就是把用户的兴趣标签和物品对应的标签都转换成 Multi-hot 向量，然后，我们就可以计算出用户和物品的相似度了。
除此之外，我们也可以进一步计算每个兴趣标签的TF-IDF 值，为标签分配权重后，再把它们转换成 Multi-hot 向量，这样我们也可以计算出用户和物品的相似度。
如果标签有多层，我们也可以把多层标签全部放到 Multi-hot 向量中，再把高层标签的权重适当降低，这也是可行的思路之一。
留言问题 4：在电商领域下，如何解决 EGES 训练非常慢的问题？

这是一个非常好的业界实践问题。这里，我先给同学们解释一下，什么是 EGES。EGES 指的是阿里提出的一种 Graph Embedidng 方法，全称是 Enhanced Graph Embedding with Side Information，补充信息增强图 Embedding。它是一种融合了经典的 Deep Walk Graph Embedding 结果和其他特征的 Embedding 方法。
针对 EGES 的训练比较慢的问题，我这里有两条建议可供同学们参考。
第一条是我们可以把商品 Embedding 进行预训练，再跟其他 side information 特征一起输入 EGES，不用直接在 EGES 中加 Embedding 层进行 End2End 训练。
第二条是我们可以把商品进行聚类后再输入 EGES 网络，比如非常类似的商品，可以用一个商品聚类 id 替代，当作一个商品来处理。事实上，这种方法往往可以大幅减少商品数量的量级，AirBnb 就曾经非常成功地应用了该方法，用一些特征的组合来代替一类商品或用户，不仅大幅加快训练速度，而且推荐效果也没有受到影响。
《12｜局部敏感哈希：如何在常数时间内搜索 Embedding 最近邻？》
留言问题 5：在用 Item2vec 等方法生成物品 Embedding 后，用户的 Embedding 是怎么生成的呢？ 物品和用户在同一个向量空间，这是怎么保证的呢？

在咱们的项目里，用户 Embedding 的生成方法是很直观的，就是对用户评论过的高分电影 Embedding 取平均值得到的。这相当于说，用户 Embedding 是在物品 Embedding 向量空间中进行运算得到的，那它们肯定是在一个向量空间内，我们也就可以使用相似度计算来求取相似度。
因此，只要是利用用户历史的 Item Embedding 生成的用户 Embedding，都是在一个向量空间内，这些生成方式包括 average pooling、sum pooling、attention 等等。
但是如果用户 Embedding 和物品 Embedding 是分别独立生成的，或者说是通过一个模型中没有直接关系的两个 Embedidng 层生成的，那么它们就不在一个向量空间内了。注意啦，这个时候，我们不能直接求用户和物品之间的相似度，只能求用户 - 用户的相似度，和物品 - 物品的相似度。
留言问题 6：“在局部敏感哈希的函数中，b 是 0 到 w 间的一个均匀分布随机变量，是为了避免分桶边界固化”。这是什么意思呢？是说可以通过调整 b 来形成另外一个个 Hash 函数？

首先，我要说这个局部敏感哈希相关的问题非常好，推荐其他同学也关注一下。
说回到这个问题，如果我们总是固定分桶的边界，很容易让边界两边非常接近的点被分到两个桶里，这是我们不想看到的。所以，这里我们就可以通过随机调整 b 的方式，来生成多个 Hash 函数，在进行多个 Hash 函数的分桶之后，再采用或的方式对分桶结果进行组合查找最近邻向量，就可以一定程度避免这些边界点的问题。
好了，这节课的答疑就到这里，非常感谢同学们的积极提问和思考。希望在接下来的课程里，你也能多多参与进来，与我一起完善 SparrowRecsys 项目的代码，共同进步！
    

15 | 协同过滤：最经典的推荐模型，我们应该掌握什么？

你好，我是王喆。今天我们要开启推荐模型篇的学习。
推荐模型篇是整个课程中最重要的一个模块，因为推荐模型直接决定了最终物品排序的结果，它的好坏也直接影响着推荐效果的优劣。而且，从某种意义上讲，推荐系统的整体架构都是围绕着推荐模型搭建的，用于支持推荐模型的上线、训练、评估、服务。因此，我一直把推荐模型称作“推荐系统这个皇冠上的明珠”。
而提起推荐模型，我们就不能不提协同过滤算法。它可能是推荐系统自诞生以来最经典的算法，且没有之一。虽然我们课程的主题是“深度学习”推荐系统，但协同过滤以及它后续衍生出来的各类模型，都与深度学习推荐模型有着千丝万缕的联系。因此，在进入深度学习模型之前，掌握协同过滤及其衍生模型是非常有必要的。
今天，我就来给你讲讲经典协同过滤和它的衍生模型矩阵分解的原理，以及相关的 Spark 实现。
协同过滤算法的基本原理
我在特征工程篇曾经提到过：“用户行为数据是推荐系统最常用，也是最关键的数据。用户的潜在兴趣、用户对物品的评价好坏都反映在用户的行为历史中”。
而协同过滤算法，就是一种完全依赖用户和物品之间行为关系的推荐算法。我们从它的名字“协同过滤”中，也可以窥探到它背后的原理，就是 “协同大家的反馈、评价和意见一起对海量的信息进行过滤，从中筛选出用户可能感兴趣的信息”。
这么说可能还是太抽象了，接下来，我们就一起看一个电商场景下的例子。通过分析这个例子，你就能搞清楚协同过滤算法的推荐过程了。这个电商推荐系统从得到原始数据到生成最终推荐分数，全过程一共可以总结为 6 个步骤，如下所示。下面，我们一一来讲。

图1 协同过滤的过程 （来自《深度学习推荐系统》）
首先，我们可以看到，电商网站的商品库里一共有 4 件商品：一个游戏机、一本小说、一本杂志，以及一台电视机。假设，现在有一名用户 X 访问了这个电商网站，电商网站的推荐系统需要决定是否推荐电视机给用户 X。
为了进行这项预测，推荐系统可以利用的数据有用户 X 对其他商品的历史评价数据，以及其他用户对这些商品的历史评价数据。我在图 1(b) 中用绿色“点赞”的标志表示好评，用红色“踩”的标志表示了差评。这样一来，用户、商品和评价记录就构成了带有标识的有向图。
接下来，为了方便计算，我们将有向图转换成矩阵的形式。这个矩阵表示了物品共同出现的情况，因此被称为“共现矩阵”。其中，用户作为矩阵行坐标，物品作为列坐标，我们再把“点赞”和“踩”的用户行为数据转换为矩阵中相应的元素值。这里，我们将“点赞”的值设为 1，将“踩”的值设为 -1，“没有数据”置为 0（如果用户对物品有具体的评分，那么共现矩阵中的元素值可以取具体的评分值，没有数据时的默认评分也可以取评分的均值）。
你发现了吗，生成共现矩阵之后，推荐问题就转换成了预测矩阵中问号元素（图 1(d) 所示）的值的问题。由于在“协同”过滤算法中，推荐的原理是让用户考虑与自己兴趣相似用户的意见。因此，我们预测的第一步就是找到与用户 X 兴趣最相似的 n（Top n 用户，这里的 n 是一个超参数）个用户，然后综合相似用户对“电视机”的评价，得出用户 X 对“电视机”评价的预测。
从共现矩阵中我们可以知道，用户 B 和用户 C 由于跟用户 X 的行向量近似，被选为 Top n（这里假设 n 取 2）相似用户，接着在图 1(e) 中我们可以看到，用户 B 和用户 C 对“电视机”的评价均是负面的。因为相似用户对“电视机”的评价是负面的，所以我们可以预测出用户 X 对“电视机”的评价也是负面的。在实际的推荐过程中，推荐系统不会向用户 X 推荐“电视机”这一物品。
到这里，协同过滤的算法流程我们就说完了。也许你也已经发现了，这个过程中有两点不严谨的地方，一是用户相似度到底该怎么定义，二是最后我们预测用户 X 对“电视机”的评价也是负面的，这个负面程度应该有一个分数来衡量，但这个推荐分数该怎么计算呢？
计算用户相似度
首先，我们来解决计算用户相似度的问题。计算用户相似度其实并不是什么难事，因为在共现矩阵中，每个用户对应的行向量其实就可以当作一个用户的 Embedding 向量。相信你早已经熟悉 Embedding 相似度的计算方法，那我们这里依葫芦画瓢就可以知道基于共现矩阵的用户相似度计算方法啦。
最经典的方法就是利用余弦相似度了，它衡量了用户向量 i 和用户向量 j 之间的向量夹角大小。夹角越小，余弦相似度越大，两个用户越相似，它的定义如下：
$sim(i,j)=cos(imath,jmath​)=∣imath∣×∥j​∣vecimath⋅jmath​​$
除了最常用的余弦相似度之外，相似度的定义还有皮尔逊相关系数、欧式距离等等。咱们课程主要使用的是余弦相似度，因此你只要掌握它就可以了，其他的定义我这里不再多说了。
用户评分的预测
接下来，我们再来看看推荐分数的计算。在获得 Top n 个相似用户之后，利用 Top n 用户生成最终的用户 u 对物品 p 的评分是一个比较直接的过程。这里，我们假设的是“目标用户与其相似用户的喜好是相似的”，根据这个假设，我们可以利用相似用户的已有评价对目标用户的偏好进行预测。最常用的方式是，利用用户相似度和相似用户评价的加权平均值，来获得目标用户的评价预测，公式如下所示。


Ru,p​=∑s∈S​wu,s​∑sϵS​(wu,s​⋅Rs,p​)​












其中，权重 wu,s​ 是用户 u 和用户 s 的相似度，Rs,p​ 是用户 s 对物品 p 的评分。
在获得用户 u 对不同物品的评价预测后，最终的推荐列表根据评价预测得分进行排序即可得到，到这里，我们就完成了协同过滤的全部推荐过程。
矩阵分解算法的原理
虽然说协同过滤是目前公认的最经典的推荐算法，但我们还是可以轻松找出它的缺点，那就是共现矩阵往往非常稀疏，在用户历史行为很少的情况下，寻找相似用户的过程并不准确。于是，著名的视频流媒体公司 Netflix 对协同过滤算法进行了改进，提出了矩阵分解算法，加强了模型处理稀疏矩阵的能力。
这里，我们还是用一个直观的例子来理解一下什么叫做矩阵分解。这次我从 Netflix 的矩阵分解论文中截取了两张示意图（图 2），来比较协同过滤和矩阵分解的原理。

图2 “协同过滤（左a）”和“矩阵分解（右b）”的原理图
如图 2(a) 所示，协同过滤算法找到用户可能喜欢的视频的方式很直观，就是利用用户的观看历史，找到跟目标用户 Joe 看过同样视频的相似用户，然后找到这些相似用户喜欢看的其他视频，推荐给目标用户 Joe。
矩阵分解算法则是期望为每一个用户和视频生成一个隐向量，将用户和视频定位到隐向量的表示空间上（如图 2(b) 所示），距离相近的用户和视频表明兴趣特点接近，在推荐过程中，我们就应该把距离相近的视频推荐给目标用户。例如，如果希望为图 2(b) 中的用户 Dave 推荐视频，我们可以找到离 Dave 的用户向量最近的两个视频向量，它们分别是《Ocean’s 11》和《The Lion King》，然后我们可以根据向量距离由近到远的顺序生成 Dave 的推荐列表。
这个时候你肯定觉得，矩阵分解不就是相当于一种 Embedding 方法嘛。没错，矩阵分解的主要过程，就是先分解协同过滤生成的共现矩阵，生成用户和物品的隐向量，再通过用户和物品隐向量间的相似性进行推荐。
那这个过程的关键就在于如何分解这个共现矩阵了。从形式上看，矩阵分解的过程是直观的，就是把一个 mxn 的共现矩阵，分解成一个 mxk 的用户矩阵和 kxn 的物品矩阵相乘的形式（如图 3）。

图3 矩阵分解示意图
有了用户矩阵和物品矩阵，用户隐向量和物品隐向量就非常好提取了。用户隐向量就是用户矩阵相应的行向量，而物品隐向量就是物品矩阵相应的列向量。
那关键问题就剩下一个，也就是我们该通过什么方法把共现矩阵分解开呢？最常用的方法就是梯度下降。梯度下降的原理我们在第 3 节课学习过，简单来说就是通过求取偏导的形式来更新权重。梯度更新的公式是 (wt+1=wt−α∗∂w∂L​)。为了实现梯度下降，最重要的一步是定义损失函数 L，定义好损失函数我们才能够通过求导的方式找到梯度方向，这里我们就给出矩阵分解损失函数的定义如下。

这个目标函数里面，rui​ 是共现矩阵里面用户 u 对物品 i 的评分，qi​ 是物品向量，pu​ 是用户向量。通过目标函数的定义我们可以看到，我们要求的物品向量和用户向量，是希望让物品向量和用户向量之积跟原始的评分之差的平方尽量小。简单来说就是，我们希望用户矩阵和物品矩阵的乘积尽量接近原来的共现矩阵。
在通过训练得到用户隐向量和物品隐向量之后，在服务器内部的推荐过程跟我们之前讲过的 Embedding 推荐是一样的，你也已经在 SparrowRecSys 里面实践过，是这方面的专家了，我就不再多说了。
矩阵分解算法的 Spark 实现
基础知识学完，接下来又到了 show me the code 的时间了。这里，我们继续使用 Spark 实现矩阵分解算法。我把关键的代码放在了下面，你可以参考一下。
我们可以看到，因为 Spark MLlib 已经帮我们封装好了模型，所以矩阵分解算法实现起来非常简单，还是通过我们熟悉的三步来完成，分别是定义模型，使用 fit 函数训练模型，提取物品和用户向量。但是有一点我们需要注意，就是在模型中，我们需要在模型中指定训练样本中用户 ID 对应的列 userIdInt 和物品 ID 对应的列 movieIdInt，并且两个 ID 列对应的数据类型需要是 Int 类型的。
// 建立矩阵分解模型
val als = new ALS()
  .setMaxIter(5)
  .setRegParam(0.01)
  .setUserCol("userIdInt")
  .setItemCol("movieIdInt")
  .setRatingCol("ratingFloat")


//训练模型
val model = als.fit(training)


//得到物品向量和用户向量
model.itemFactors.show(10, truncate = false)
model.userFactors.show(10, truncate = false

其实，矩阵分解算法得出的结果，你完全可以把它当作 Embedding 来处理。具体怎么做呢？在讲 Redis 的时候，我们就已经实现过物品 Embedding 和用户 Embedding 的存储和线上预估的过程了，你可以直接参考它。最后，我建议你利用矩阵分解后的用户和物品隐向量，仿照其他 Embedding 的实现，在 SparrowRecSys 中动手实现一下线上部署的过程，这样你就可以看到矩阵分解模型的实际效果了。
小结
这节课我们一起学习了协同过滤算法，以及它的后续算法矩阵分解。作为最经典的推荐算法，我们应该好好地掌握并且实践它。
总结来说，协同过滤是一种协同大家的反馈、评价和意见，对海量的信息进行过滤，从中筛选出用户感兴趣信息的一种推荐算法。它的实现过程主要有三步，先根据用户行为历史创建共现矩阵，然后根据共现矩阵查找相似用户，再根据相似用户喜欢的物品，推荐目标用户喜欢的物品。
但是协同过滤处理稀疏矩阵的能力比较差，因此，矩阵分解算法被提出了，它通过分解共现矩阵，生成用户向量矩阵和物品向量矩阵，进而得到用户隐向量和物品隐向量。你可以完全把最后的结果当作用户 Embedding 和物品 Embedding 来处理。
针对这节课的重要知识点，我把它们都列在了下面的表格里，你可以看看。

课后思考
1. 基于协同过滤算法，你能找到进行相似“物品”推荐的方法吗？
2. 在 MovieLens 数据集中，不同用户对物品打分的标准不尽相同。比如说，有的人可能爱打高分，评价的影片得分都在 4 分以上，有的人爱打低分，大部分影片都在 3 分以下。你觉得这样的偏好对于推荐结果有影响吗？我们能不能在算法中消除这种偏好呢？
关于矩阵分解算法的实现你学会了吗？欢迎把你的疑问和思考分享到留言区，也欢迎你能把这节课转发出去，我们下节课见！
    

16 | 深度学习革命：深度学习推荐模型发展的整体脉络是怎样的？

你好，我是王喆。今天，我们要开始学习激动人心的深度推荐模型部分了。
当下，几乎所有互联网巨头的推荐业务中，都有对深度学习推荐模型的落地和应用。比如说，从早期微软的 Deep Crossing、Google 的 Wide&Deep、阿里的 MLR，到现在影响力非常大的模型 DIN、DIEN，YouTube 的深度推荐模型等等。因此，对于我们算法工程师来说，紧跟业界的脚步，去了解和掌握深度学习推荐模型是非常必要的。
那你可能想问了，深度学习推荐模型这么多，发展这么快，也没有一个统一的模板，我们该学哪个，怎么学呢？我想说的是，算法工程师的工作是一个持续优化和迭代的过程，如果想要追求更好的推荐效果，我们的思路不应该只局限于某一个被成功应用的模型，而是应该把眼光放得更高、更宽，去思考这些成功的推荐模型在业界下一步的发展方向是什么？有没有哪些其他的模型结构的思路可以借鉴。这些都是你在这个岗位上取得持续成功的关键。
那怎么才能做到这一点呢？我认为，只有建立起一个比较全面的深度学习模型知识库，我们才能在工作中做出正确的技术选择，以及为模型的下一步改进方向找到思路。
因此，这节课，我想和你深入聊一聊业界影响力非常大的深度学习推荐模型，以及它们之间的发展关系，带你从整体上建立起深度学习推荐模型的发展脉络。这不仅是我们建立行业知识储备的必需，也为后面实现深度推荐模型打下了基础。
深度学习对推荐系统的影响详解
在第一节课中，我们曾说过，深度学习给推荐系统带来了革命性的影响，能够显著提升推荐系统的效果，原因主要有两点，一是深度学习极大地增强了推荐模型的拟合能力，二是深度学习模型可以利用模型结构模拟用户兴趣的变迁、用户注意力机制等不同的用户行为过程。接下来，我们就结合这两点，来说说深度学习模型到强在哪里。
1.  深度学习模型的强拟合能力
首先，我们来说说深度学习模型的强拟合能力。上一节课我们学习了经典的推荐算法，矩阵分解。在矩阵分解模型的结构（图 1 左）中，用户 One-hot 向量和物品 One-hot 向量分居两侧，它们会先通过隐向量层转换成用户和物品隐向量，再通过点积的方式交叉生成最终的打分预测。
但是，点积这种特征向量交叉的方式毕竟过于简单了，在数据模式比较复杂的情况下，往往存在欠拟合的情况。而深度学习就能大大加强模型的拟合能力，比如在 NeuralCF（神经网络协同过滤）模型中，点积层被替换为多层神经网络，理论上多层神经网络具备拟合任意函数的能力，所以我们通过增加神经网络层的方式就能解决模型欠拟合的问题了。

图1 矩阵分解模型示意图
如果你不知道什么是欠拟合、正确拟合和过拟合的现象，可能就无法理解神经网络到底解决了什么问题。这里我就带你看一张很经典的示意图，来详细聊聊这三种现象 。
“欠拟合”指的是模型复杂度低，无法很好地拟合训练集数据的现象。 就像图 2（左）展示的那样，模型曲线没办法“准确”地找到正负样本的分界线，而深度学习模型就可以大大增加模型的“非线性”拟合能力，像图 2（中）一样找到更加合适的分类面，更准确地完成分类任务。当然，过分复杂的深度学习模型存在着“过拟合”的风险，“过拟合”是指模型在训练集上的误差很小，但在测试集上的误差较大的现象，就像图 2（右）一样，模型曲线过分精确地刻画分界线而忽略了对噪声的容忍能力，这对于未知样本的预估来说往往是不利的。

图2拟合能力示意图（图片来自Geeksforgeeks）
2.  深度学习模型结构的灵活性
说完了深度学习模型的强拟合能力，我们再来看看它的灵活性。这里，你可能会有疑问了，灵活性和深度学习模型模拟用户行为有什么关系呢？我们先接着往下看。
如果你读过一些深度学习相关的论文，肯定会发现，每篇论文中的模型结构都不尽相同，就像图 3 展示的那样，它们有的是好多层，有的像一个串是串在一起的，而有的像一张网，拥有多个输入和多个输出，甚至还有的像金字塔，会从输入到输出逐层变窄。
虽然，模型结构的复杂性让我们难以掌握它们的规律，但也正是因为深度模型拥有这样的灵活性，让它能够更轻松地模拟人们的思考过程和行为过程，让推荐模型像一个无所不知的超级大脑一样，把用户猜得更透。

图3 不同深度学习模型的结构（图片来自ResearchGate）
这其中典型的例子就是阿里巴巴的模型 DIN（深度兴趣网络）和 DIEN（深度兴趣进化网络）。它们通过在模型结构中引入注意力机制和模拟兴趣进化的序列模型，来更好地模拟用户的行为。

图4 DIN模型（左）和DIEN的模型（右）示意图
我们重点关注图 4 的 DIN 模型，它在神经网络中增加了一个叫做“激活单元“的结构，这个单元就是为了模拟人类的注意力机制。举个例子来说，我们在购买电子产品，比如说笔记本电脑的时候，更容易拿之前购买电脑的经验，或者其他电子产品的经验来指导当前的购买行为，很少会借鉴购买衣服和鞋子的经验。这就是一个典型的注意力机制，我们只会注意到相关度更高的历史购买行为，而 DIN 模型就是模拟了人类这样的注意力特点。
DIN 模型的改进版 DIEN 模型就更厉害了，它不仅引入了注意力机制，还模拟了用户兴趣随时间的演化过程。我们来看那些彩色的层，这一层层的序列结构模拟的正是用户兴趣变迁的历史，通过模拟变迁的历史，DIEN 模型可以更好地预测下一步用户会喜欢什么。
这些通过改变模型结构来模拟用户行为的做法不胜枚举。很多重要的深度学习模型的改进动机正是基于这样的原理。也正是因为这样的灵活性，正确、全面地掌握不同深度学习模型的特点，以及它们之间的发展关系变得异常重要，只有这样，我们才能做到在实践中有的放矢、灵活应用。
深度学习推荐模型的演化关系图
说了这么多，我们到底该怎么掌握不同深度学习模型之间的关系呢？这里，我梳理出了一张深度学习模型 5 年内的发展过程图，图中的每一个节点都是一个重要的模型结构，节点之间的连线也揭示了不用模型间的联系。
接下来，我就带你梳理一下图中重要模型的原理，以及不同模型间的关系。而在之后的课程中，我们还会进一步学习重点模型的技术细节，并且基于 TensorFlow 对它们进行实现。

图5 主流深度学习推荐模型的演化图谱
首先，我们来看整个演化图最中心部分，这是深度学习最基础的结构，我们叫它“多层神经网络”或者“多层感知机”，简称 MLP（MultiLayer Perceptron）。多层感知机的原理我们在第 3 节课中讲过，它就像一个黑盒，对输入的特征进行深度地组合交叉，然后输出对兴趣值的预测。其他的深度推荐模型全都是在多层感知机的基础上，进行结构上的改进而生成的，所以“多层感知机”是整个演化图的核心。
从多层感知机向上，还有一个重点模型我们需要知道，那就是 Deep Crossing。Deep Crossing 实际上是一类经典深度学习模型的代表，相比于 MLP，Deep Crossing 在原始特征和 MLP 之间加入了 Embedding 层。这样一来，输入的稀疏特征先转换成稠密 Embedding 向量，再参与到 MLP 中进行训练，这就解决了 MLP 不善于处理稀疏特征的问题。可以这么说，Embedding+MLP 的结构是最经典，也是应用最广的深度学习推荐模型结构。
从 MLP 向下，我们看到了 Google 提出的推荐模型 Wide&Deep。它把深层的 MLP 和单层的神经网络结合起来，希望同时让网络具备很好的“记忆性”和“泛化性”。对“记忆性”和“泛化性”这两个名词陌生的同学也不用着急，我们后面的课程会专门来讲解 Wide&Deep。
Wide&Deep 提出以来，凭借着“易实现”“易落地”“易改造”的特点，获得了业界的广泛应用。围绕着 Wide&Deep 还衍生出了诸多变种，比如，通过改造 Wide 部分提出的 Deep&Cross 和 DeepFM，以及通过改造 Deep 部分提出的 AFM，NFM 等等。总之，Wide&Deep 是业界又一得到广泛应用的深度推荐模型。
除此之外，我们还可以看到经典的深度学习模型跟其他机器学习子领域的交叉。这里，我给你举 3 个比较著名的例子：第 1 个是深度学习和注意力机制的结合，诞生了阿里的深度兴趣网络 DIN，浙大和新加坡国立提出的 AFM 等等；；第 2 个是把序列模型引入 MLP+Embedding 的经典结构，诞生了阿里的深度兴趣进化网络 DIEN；第 3 个是把深度学习和强化学习结合在一起，诞生了微软的深度强化学习网络 DRN，以及包括美团、阿里在内的非常有价值的业界应用。
看了这诸多模型的演进过程，你肯定想问模型的演化有什么规律可循吗？接下来，我就把我总结出的，关于模型改进的 4 个方向告诉你 。
一是改变神经网络的复杂程度。 从最简单的单层神经网络模型 AutoRec，到经典的深度神经网络结构 Deep Crossing，它们主要的进化方式在于增加了深度神经网络的层数和结构复杂度。
二是改变特征交叉方式。 这种演进方式的要点在于大大提高了深度学习网络中特征交叉的能力。比如说，改变了用户向量和物品向量互操作方式的 NeuralCF，定义了多种特征向量交叉操作的 PNN 等等。
三是把多种模型组合应用。 组合模型主要指的就是以 Wide&Deep 模型为代表的一系列把不同结构组合在一起的改进思路。它通过组合两种甚至多种不同特点、优势互补的深度学习网络，来提升模型的综合能力。
四是让深度推荐模型和其他领域进行交叉。 我们从 DIN、DIEN、DRN 等模型中可以看出，深度推荐模型无时无刻不在从其他研究领域汲取新的知识。事实上，这个过程从未停歇，我们从今年的推荐系统顶会 Recsys2020 中可以看到，NLP 领域的著名模型 Bert 又与推荐模型结合起来，并且产生了非常好的效果。一般来说，自然语言处理、图像处理、强化学习这些领域都是推荐系统经常汲取新知识的地方。
总的来说，深度学习推荐模型的发展快、思路广。但每种模型都不是无本之木，它们的发展脉络都有迹可循，而想要掌握好这些模型，在实际工作中做到拿来就用，我们就需要让这些模型脉络图像知识树一样扎根在心中，再通过不断地实践来掌握技术细节。
小结
这节课，我们通过学习深度学习对推荐系统的影响要素，以及经典深度学习模型之间的关系，初步建立起了深度学习模型的知识库。
我们知道，深度学习能够提升推荐系统的效果有两个关键因素，分别是它的“强拟合能力”和“结构的灵活性”。
对于“强拟合能力”来说，深度学习模型可以大大增加模型的“非线性”拟合能力，对复杂数据模型进行更准确的分类，避免“欠拟合”现象的发生，从而提升推荐效果。
对于“结构的灵活性”来说，深度学习模型可以通过灵活调整自身的结构，更轻松恰当地模拟人们的思考过程和行为过程，把用户猜得更透。
而整个深度学习推荐模型的演化过程，是从最经典的多层神经网络向不同方向开枝散叶，比如结合协同过滤发展出了 NerualCF，加入 Embedding 层发展出以 Deep Crossing 为代表的 Embedding+MLP 的结构，以及把深度神经网络和单层网络结合起来发展出 Wide&Deep 模型等等。
在这节课里，我们可以先忽略每个模型的细节，着重建立一个整体的知识框架，在之后的课程中，我不仅会带你一一揭晓它们的技术细节，还会利用 TensorFlow 实现其中几个经典的模型。期待继续与你一起学习！
最后，我还是把这节课的重点知识梳理成了表格的形式，你可以借助它来复习巩固。

课后思考
有的同学说，深度学习这么流行，我把一些经典的深度模型结构实现好，肯定能提升我们公司推荐系统的效果，你觉得这种观点有问题吗？你觉得除了模型结构，还有哪些影响推荐效果的因素？为什么？
好啦，关于深度学习模型的知识库你建立起来了吗？欢迎把你的疑问和思考分享到留言区，也欢迎你能把这节课转发出去，我们下节课见！
    

17 | Embedding+MLP：如何用TensorFlow实现经典的深度学习模型？

你好，我是王喆。
今天我们正式进入深度学习模型的实践环节，来一起学习并实现一种最经典的模型结构，Embedding+MLP。它不仅经典，还是我们后续实现其他深度学习模型的基础，所以你一定要掌握好。
这里面的 Embedding 我们已经很熟悉了，那什么叫做 MLP 呢？它其实是 Multilayer perceptron，多层感知机的缩写。感知机是神经元的另外一种叫法，所以多层感知机就是多层神经网络。
讲到这里啊，我想你脑海中已经有这个模型结构的大致图像了。今天，我就以微软著名的深度学习模型 Deep Crossing 为例，来给你详细讲一讲 Embedding+MLP 模型的结构和实现方法。
Embedding+MLP 模型的结构
图 1 展示的就是微软在 2016 年提出的深度学习模型 Deep Crossing，微软把它用于广告推荐这个业务场景上。它是一个经典的 Embedding+MLP 模型结构，我们可以看到，Deep Crossing 从下到上可以分为 5 层，分别是 Feature 层、Embedding 层、Stacking 层、MLP 层和 Scoring 层。
接下来，我就从下到上来给你讲讲每一层的功能是什么，以及它们的技术细节分别是什么样的。

图1 经典的Embedding+MLP模型结构（图片来自 Deep Crossing - Web-Scale Modeling without Manually Crafted Combinatorial Features）
我们先来看 Feature 层。Feature 层也叫做输入特征层，它处于 Deep Crossing 的最底部，作为整个模型的输入。仔细看图 1 的话，你一定会发现不同特征在细节上的一些区别。比如 Feature#1 向上连接到了 Embedding 层，而 Feature#2 就直接连接到了更上方的 Stacking 层。这是怎么回事呢？
原因就在于 Feature#1 代表的是类别型特征经过 One-hot 编码后生成的特征向量，而 Feature#2 代表的是数值型特征。我们知道，One-hot 特征太稀疏了，不适合直接输入到后续的神经网络中进行训练，所以我们需要通过连接到 Embedding 层的方式，把这个稀疏的 One-hot 向量转换成比较稠密的 Embedding 向量。
接着，我们来看 Embedding 层。Embedding 层就是为了把稀疏的 One-hot 向量转换成稠密的 Embedding 向量而设置的，我们需要注意的是，Embedding 层并不是全部连接起来的，而是每一个特征对应一个 Embedding 层，不同 Embedding 层之间互不干涉。
那 Embedding 层的内部结构到底是什么样子的呢？我想先问问你，你还记得 Word2vec 的原理吗？Embeding 层的结构就是 Word2vec 模型中从输入神经元到隐层神经元的部分（如图 2 红框内的部分）。参照下面的示意图，我们可以看到，这部分就是一个从输入层到隐层之间的全连接网络。

图2 Word2vec模型中Embedding层的部分
一般来说，Embedding 向量的维度应远小于原始的稀疏特征向量，按照经验，几十到上百维就能够满足需求，这样它才能够实现从稀疏特征向量到稠密特征向量的转换。
接着我们来看 Stacking 层。Stacking 层中文名是堆叠层，我们也经常叫它连接（Concatenate）层。它的作用比较简单，就是把不同的 Embedding 特征和数值型特征拼接在一起，形成新的包含全部特征的特征向量。
再往上看，MLP 层就是我们开头提到的多层神经网络层，在图 1 中指的是 Multiple Residual Units 层，中文叫多层残差网络。微软在实现 Deep Crossing 时针对特定的问题选择了残差神经元，但事实上，神经元的选择有非常多种，比如我们之前在深度学习基础知识中介绍的，以 Sigmoid 函数为激活函数的神经元，以及使用 tanh、ReLU 等其他激活函数的神经元。我们具体选择哪种是一个调参的问题，一般来说，ReLU 最经常使用在隐层神经元上，Sigmoid 则多使用在输出神经元，实践中也可以选择性地尝试其他神经元，根据效果作出最后的决定。
不过，不管选择哪种神经元，MLP 层的特点是全连接，就是不同层的神经元两两之间都有连接。就像图 3 中的两层神经网络一样，它们两两连接，只是连接的权重会在梯度反向传播的学习过程中发生改变。

图3 全连接神经网络
MLP 层的作用是让特征向量不同维度之间做充分的交叉，让模型能够抓取到更多的非线性特征和组合特征的信息，这就使深度学习模型在表达能力上较传统机器学习模型大为增强。
最后是 Scoring 层，它也被称为输出层。虽然深度学习模型的结构可以非常复杂，但最终我们要预测的目标就是一个分类的概率。如果是点击率预估，就是一个二分类问题，那我们就可以采用逻辑回归作为输出层神经元，而如果是类似图像分类这样的多分类问题，我们往往在输出层采用 softmax 这样的多分类模型。
到这里，我们就讲完了 Embedding+MLP 的五层结构。它的结构重点用一句话总结就是，对于类别特征，先利用 Embedding 层进行特征稠密化，再利用 Stacking 层连接其他特征，输入 MLP 的多层结构，最后用 Scoring 层预估结果。
Embedding+MLP 模型的实战
现在，我们从整体上了解了 Embedding+MLP 模型的结构，也许你对其中的细节实现还有些疑问。别着急，下面我就带你用 SparrowRecsys 来实现一个 Embedding+MLP 的推荐模型，帮你扫清这些疑问。
实战中，我们按照构建推荐模型经典的步骤，特征选择、模型设计、模型实现、模型训练和模型评估这 5 步来进行实现。
首先，我们来看看特征选择和模型设计。
特征选择和模型设计
在上一节的实践准备课程中，我们已经为模型训练准备好了可用的训练样本和特征。秉着“类别型特征 Embedding 化，数值型特征直接输入 MLP”的原则，我们选择 movieId、userId、movieGenre、userGenre 作为 Embedding 化的特征，选择物品和用户的统计型特征作为直接输入 MLP 的数值型特征，具体的特征选择你可以看看下面的表格：

选择好特征后，就是 MLP 部分的模型设计了。我们选择了一个三层的 MLP 结构，其中前两层是 128 维的全连接层。我们这里采用好评 / 差评标签作为样本标签，因此要解决的是一个类 CTR 预估的二分类问题，对于二分类问题，我们最后一层采用单个 sigmoid 神经元作为输出层就可以了。
当然了，我知道你肯定对这一步的细节实现有很多问题，比如为什么要选三层的 MLP 结构，为什么要选 sigmoid 作为激活函数等等。其实，我们对模型层数和每个层内维度的选择是一个超参数调优的问题，这里的选择不能保证最优，我们需要在实战中需要根据模型的效果进行超参数的搜索，找到最适合的模型参数。
Embedding+MLP 模型的 TensorFlow 实现
确定好了特征和模型结构，万事俱备，只欠实现了。下面，我们就看一看利用 TensorFlow 的 Keras 接口如何实现 Embedding+MLP 的结构。总的来说，TensorFlow 的实现有七个步骤。因为这是我们课程中第一个 TensorFlow 的实现，所以我会讲得详细一些。而且，我也把全部的参考代码放在了 SparrowRecsys 项目 TFRecModel 模块的 EmbeddingMLP.py，你可以结合它来听我下面的讲解。
我们先来看第一步，导入 TensorFlow 包。 如果你按照实战准备一的步骤配置好了 TensorFlow Python 环境，就可以成功地导入 Tensorflow 包。接下来，你要做的就是定义好训练数据的路径 TRAIN_DATA_URL 了，然后根据你自己训练数据的本地路径，替换参考代码中的路径就可以了。
import tensorflow as tf


TRAIN_DATA_URL = "file:///Users/zhewang/Workspace/SparrowRecSys/src/main/resources/webroot/sampledata/modelSamples.csv"
samples_file_path = tf.keras.utils.get_file("modelSamples.csv", TRAIN_DATA_URL)
第二步是载入训练数据，我们利用 Tensorflow 自带的 CSV 数据集的接口载入训练数据。注意这里有两个比较重要的参数，一个是 label_name，它指定了 CSV 数据集中的标签列。另一个是 batch_size，它指定了训练过程中，一次输入几条训练数据进行梯度下降训练。载入训练数据之后，我们把它们分割成了测试集和训练集。
def get_dataset(file_path):
    dataset = tf.data.experimental.make_csv_dataset(
        file_path,
        batch_size=12,
        label_name='label',
        na_value="?",
        num_epochs=1,
        ignore_errors=True)
    return dataset



# sample dataset size 110830/12(batch_size) = 9235
raw_samples_data = get_dataset(samples_file_path)


test_dataset = raw_samples_data.take(1000)
train_dataset = raw_samples_data.skip(1000)

第三步是载入类别型特征。 我们用到的类别型特征主要有这三类，分别是 genre、userId 和 movieId。在载入 genre 类特征时，我们采用了 tf.feature_column.categorical_column_with_vocabulary_list 方法把字符串型的特征转换成了 One-hot 特征。在这个转换过程中我们需要用到一个词表，你可以看到我在开头就定义好了包含所有 genre 类别的词表 genre_vocab。
在转换 userId 和 movieId 特征时，我们又使用了 tf.feature_column.categorical_column_with_identity 方法把 ID 转换成 One-hot 特征，这个方法不用词表，它会直接把 ID 值对应的那个维度置为 1。比如，我们输入这个方法的 movieId 是 340，总的 movie 数量是 1001，使用这个方法，就会把这个 1001 维的 One-hot movieId 向量的第 340 维置为 1，剩余的维度都为 0。
为了把稀疏的 One-hot 特征转换成稠密的 Embedding 向量，我们还需要在 One-hot 特征外包裹一层 Embedding 层，你可以看到 tf.feature_column.embedding_column(movie_col, 10) 方法完成了这样的操作，它在把 movie one-hot 向量映射到了一个 10 维的 Embedding 层上。
genre_vocab = ['Film-Noir', 'Action', 'Adventure', 'Horror', 'Romance', 'War', 'Comedy', 'Western', 'Documentary',
               'Sci-Fi', 'Drama', 'Thriller',
               'Crime', 'Fantasy', 'Animation', 'IMAX', 'Mystery', 'Children', 'Musical']


GENRE_FEATURES = {
    'userGenre1': genre_vocab,
    'userGenre2': genre_vocab,
    'userGenre3': genre_vocab,
    'userGenre4': genre_vocab,
    'userGenre5': genre_vocab,
    'movieGenre1': genre_vocab,
    'movieGenre2': genre_vocab,
    'movieGenre3': genre_vocab
}


categorical_columns = []
for feature, vocab in GENRE_FEATURES.items():
    cat_col = tf.feature_column.categorical_column_with_vocabulary_list(
        key=feature, vocabulary_list=vocab)
    emb_col = tf.feature_column.embedding_column(cat_col, 10)
    categorical_columns.append(emb_col)


movie_col = tf.feature_column.categorical_column_with_identity(key='movieId', num_buckets=1001)
movie_emb_col = tf.feature_column.embedding_column(movie_col, 10)
categorical_columns.append(movie_emb_col)


user_col = tf.feature_column.categorical_column_with_identity(key='userId', num_buckets=30001)
user_emb_col = tf.feature_column.embedding_column(user_col, 10)
categorical_columns.append(user_emb_c
第四步是数值型特征的处理。 这一步非常简单，我们直接把特征值输入到 MLP 内，然后把特征逐个声明为 tf.feature_column.numeric_column 就可以了，不需要经过其他的特殊处理。
numerical_columns = [tf.feature_column.numeric_column('releaseYear'),
                   tf.feature_column.numeric_column('movieRatingCount'),
                     tf.feature_column.numeric_column('movieAvgRating'),
                     tf.feature_column.numeric_column('movieRatingStddev'),
                     tf.feature_column.numeric_column('userRatingCount'),
                     tf.feature_column.numeric_column('userAvgRating'),
                     tf.feature_column.numeric_column('userRatingStddev')]

第五步是定义模型结构。 这一步的实现代码也非常简洁，我们直接利用 DenseFeatures 把类别型 Embedding 特征和数值型特征连接在一起形成稠密特征向量，然后依次经过两层 128 维的全连接层，最后通过 sigmoid 输出神经元产生最终预估值。
preprocessing_layer = tf.keras.layers.DenseFeatures(numerical_columns + categorical_columns)


model = tf.keras.Sequential([
    preprocessing_layer,
    tf.keras.layers.Dense(128, activation='relu'),
    tf.keras.layers.Dense(128, activation='relu'),
    tf.keras.layers.Dense(1, activation='sigmoid'),
])

第六步是定义模型训练相关的参数。 在这一步中，我们需要设置模型的损失函数，梯度反向传播的优化方法，以及模型评估所用的指标。关于损失函数，我们使用的是二分类问题最常用的二分类交叉熵，优化方法使用的是深度学习中很流行的 adam，最后是评估指标，使用了准确度 accuracy 作为模型评估的指标。
model.compile(
    loss='binary_crossentropy',
    optimizer='adam',
    metrics=['accuracy'])

第七步是模型的训练和评估。 TensorFlow 模型的训练过程和 Spark MLlib 一样，都是调用 fit 函数，然后使用 evaluate 函数在测试集上进行评估。不过，这里我们要注意一个参数 epochs，它代表了模型训练的轮数，一轮代表着使用所有训练数据训练一遍，epochs=10 代表着训练 10 遍。
model.fit(train_dataset, epochs=10)


test_loss, test_accuracy = model.evaluate(test_dataset)


print('\n\nTest Loss {}, Test Accuracy {}'.format(test_loss, test_accuracy)

如果一切顺利的话，你就可以看到模型的训练过程和最终的评估结果了。从下面的训练输出中你可以看到，每轮训练模型损失（loss）的变化过程和模型评估指标 accruacy 的变化过程。你肯定会发现，随着每轮训练的 loss 减小，accruacy 会变高。换句话说，每轮训练都会让模型结果更好，这是我们期望看到的。需要注意的是，理论上来说，我们应该在模型 accuracy 不再变高时停止训练，据此来确定最佳的 epochs 取值。但如果模型收敛的时间确实过长，我们也可以设置一个 epochs 最大值，让模型提前终止训练。
Epoch 1/10
8236/8236 [==============================] - 20s 2ms/step - loss: 2.7379 - accuracy: 0.5815
Epoch 2/10
8236/8236 [==============================] - 21s 3ms/step - loss: 0.6397 - accuracy: 0.6659
Epoch 3/10
8236/8236 [==============================] - 21s 3ms/step - loss: 0.5550 - accuracy: 0.7179
Epoch 4/10
8236/8236 [==============================] - 21s 2ms/step - loss: 0.5209 - accuracy: 0.7431
Epoch 5/10
8236/8236 [==============================] - 21s 2ms/step - loss: 0.5010 - accuracy: 0.7564
Epoch 6/10
8236/8236 [==============================] - 20s 2ms/step - loss: 0.4866 - accuracy: 0.7641
Epoch 7/10
8236/8236 [==============================] - 20s 2ms/step - loss: 0.4770 - accuracy: 0.7702
Epoch 8/10
8236/8236 [==============================] - 21s 2ms/step - loss: 0.4688 - accuracy: 0.7745
Epoch 9/10
8236/8236 [==============================] - 20s 2ms/step - loss: 0.4633 - accuracy: 0.7779
Epoch 10/10
8236/8236 [==============================] - 20s 2ms/step - loss: 0.4580 - accuracy: 0.7800
1000/1000 [==============================] - 1s 1ms/step - loss: 0.5037 - accuracy: 0.7473




Test Loss 0.5036991238594055, Test Accuracy 0.747250020503997
最终的模型评估需要在测试集上进行，从上面的输出中我们可以看到，最终的模型在测试集上的准确度是 0.7472，它意味着我们的模型对 74.72% 的测试样本作出了正确的预测。当然了，模型的评估指标还是很多，我们会在之后的模型评估篇中进行详细的讲解。
小结
这节课是我们深度学习模型实践的第一课，我们要掌握两个重点内容，一是 Embedding+MLP 的模型结构，二是 Embedding+MLP 模型的 TensorFlow 实现。
Embedding+MLP 主要是由 Embedding 部分和 MLP 部分这两部分组成，使用 Embedding 层是为了将类别型特征转换成 Embedding 向量，MLP 部分是通过多层神经网络拟合优化目标。具体来说，以微软的 Deep Crossing 为例，模型一共分为 5 层，从下到上分别是 Feature 层、Embedding 层、Stacking 层、MLP 层和 Scoring 层。
在 TensorFlow 实践部分，我们利用上节课处理好的特征和训练数据，实现了 SparrowRecsys 项目中的第一个深度学习模型。在实践过程中，我们要重点掌握类别型特征的处理方法，模型的定义方式和训练方式，以及最后的模型评估方法。
我也把这些重点知识总结在了一张表格里，你可以利用它来认真回顾。

今天，我们一起完成了 Embedding MLP 模型的实现。在之后的课程中，我们会进一步实现其他深度学习模型，通过模型的评估进行效果上的对比。另外，我们也会利用训练出的深度学习模型完成 SparrowRecsys 的猜你喜欢功能，期待与你一起不断完善我们的项目。
课后思考
在我们实现的 Embedding+MLP 模型中，也有用户 Embedding 层和物品 Embedding 层。你觉得从这两个 Embedding 层中，抽取出来的用户和物品 Embedding，能直接用来计算用户和物品之间的相似度吗？为什么？
欢迎把你的思考和疑惑写在留言区，也欢迎你把这节课转发给希望用 TensorFlow 实现深度推荐模型的朋友，我们下节课见！
    
OEBPS/Images/e93c07a64838de1d9471047f68de31b4.png





OEBPS/Images/114b3abf6955e7bbcb4308406040dadc.png
><Pux‘(l’n}

BrE&E ) YSAEE () FBF(u) M)





OEBPS/Images/60afff33935319c23eba8f72436b16d8.png
Serious

Amadeus @

fo \\" '
Lethal Weapon

The Color “"
@
1 B,

Ocean's 11

Geared Geared
toward toward
fmales males

Dumb and Dumber

The Princess Diaries

Q w=aial

Independence

Escapist





OEBPS/Images/3b0b447c9653eae14f15c62b64e3f6b3.png
FHP i SR _E R SCRRE

HoAth g BT IR





OEBPS/Images/83ac4ecfbd8eef9398814b9bf3dceae5.png
ARER
(User)

YRER
(Item)

=ER
(Context)

HEHFRGRE
(A





OEBPS/Images/753800d97390881d28ace2b68d19a602.png
E %

BRI A BV BE

B 1t

BRXBBRERNE | HpEFHNXE, NRNHERNER R FY BAISBAN E RR BRI IUE
BRERARKA THERTRESBE R ® R ERAE
swmanammEk | 0L akpenpes | mamsmnssmu
BRBRETRSIA ®RiEBRNER B AR R
BEREENELZH RRYERSE EENET HIBoolBUAFAE
B Y EOE ToEHE 7z

Q =t






OEBPS/Images/21d9baeea52af5d9caa2fc5ef9f82f48.png
Won, bo

W,

nhy b

Won, bo

Whn, bn

hs

Whx






OEBPS/Images/ea9782556abd35c67eb03173af97b8ea.png
Output
Softmax (2)

PReLU (80)
PReLU (200)

EECE |
Concat & Flatten

N N
cll : L :;l ‘: l‘ IC-w ‘CII ‘
Q_oncat g-oncat E-oncat .. (Concat oncat] oncat
e . m l [ ] l ] I B EEE
l [ | NN

L 4&5 006 $<B£> 3&5 6.0
User Profile Goods 1 Goods 2 - Goods N andldate Context
Ad Features

Features

User Behaviors
Base Model





OEBPS/Images/efca746d747d421072ce728ce21b4d98.png
Q — N M XD\ fr P
O —bmIVvs Moo
S~ >0\ ~ Do
O~NA e NS AD <
V=™ IS~ o
OO TWS e o
(ARl Pl VRUN SN Wy
O =NAOF bW oo
O~ K M TWVS Cw
O —gmT N9 N o
O~ T W -0 D
Q- {IT N9 N
Q — e T INS hoa oy
Q= m>\"s oo
S =M I NS -
0O~ 0T \09 - &
D~ F oo NI
O=ANT S x>~
O ~QX NI D© W N
O~ T lp O NG &«






OEBPS/Images/631dea0205fe18303f6590bd59618fd6.png
WIEE | RESE

(APP FigbiE
Mg (ETL)
APl)

FitET GhRs BUEERS
RIETA R mEeR
' e

BELE)

—

)

! 7
:
.
: l'llll g
:

- :
H Ie > . N
: l'll ll . - H
' 1nin ' :
: - :
' '
H 1

BIREE





OEBPS/Images/bc75cf3e032692b1393cdb3a9d329649.png
yey

re X





OEBPS/Images/4914816a13914ee268d59701dc1babe6.png
(Qutput)
Softmax (2)
PReLU/Dice (80)
PReLU/Dice (200)

I (A
Concat & Flatten

4
= ]

SUM Pooling

4
x
Goods 2 Weight

x

Goods 1 Welght

Goods % Weight

-~ ctlvatlon "‘

ACthathﬂ
Unit

H Activation ‘
Unit

Unit

o
—
Embedding{ EE BN | l I N I I I LI B
"-E.n | | | . [} | L

IS¢ 9! 0o $o

User Profile Goods 2 Goods N
Features

Candidate Context
User Behaviors Ad Features
Deep Interest Network

Q w=aial

Inputs from User

Activation Weight

Linear (1)

PRelu/Dice (36)
=
t

Out
Product

EET
Inputs from Ad
Activation Unit

X Product

@ Goods ID

Shop ID
O Cate ID
O Other 1D

FC layer






OEBPS/Images/41a14b360b1242349aab4df570cee96b.png
oo -
i

THBO

5F 20205108248

FEITEF, ERXF: “FE— RN
TAVREFRSATR, SENEFRERE
FHEOSRERYIE 90% LU ERIHETFIE R,
ARBEFRSSBITEEN", &
EReIRAPREK, ERENEIE,
s, context F@A—HERY, XiFT
ERARNER, HERNIZEKR, T
EEINEHEAE D EEFRANE?
it

09 | £ ERRS: INfI7EL: HIR(E 4

3 REFIHF R

RYIZHBITFEY S
TiRZESEl ] App






OEBPS/Images/064303d79951f41accec5cd24ba1833d.png
. Objective @)

Logistic Loss

ReLU (256)

ReLU (512)

ReLU (1024)

m COOROO-O
7 S
» VM‘ m’ 777""“"'4” hm

o] [ [ ]GQ000 OOOD

Global

Fleld i ;.,,.d 1

VRS ‘ »“\"‘"I vl b |
/ "/ \" \" Canﬁnuoun anm

Cross Product
Transformation

User Device
Demographics Class

+.u| User Instalied
Ao

J

Categorical Features -

| mpression |/
[ T |/






OEBPS/Images/6c815f151563c09edceecdb1f4b0638f.png
Under-fitting Appropirate-fitting Over-fitting





OEBPS/Images/9433fa0db0505e368961b8a3eb9cea03.png
SER/A B ER IR ERIR L B A

A X
. RAHHERR
% EAB Test VBT [ 4
A

Interleaving

[l

Replay

RRBEITE

TSR

kol

Q et

iz}

EUHE
BHiIRE

TELRRNIE, 3%

BIRRIETIE

BAMBE, BRINLERE

A

B BT RIEE A SRR






OEBPS/Images/5c67f310e285fd866445c9b6cffd20a1.png
R

B RiR

LI A TRESA B EEE B BRI ALIEIRY
MGIEABIRRN | ERIETER, BERNEUERTTHRNABIESRN

H R — A AL IEZR
)

RS HEAIEFRALIRLRA,
A—EHB RN AT IER LIRS

FlinkBOZE7

IREAYH 2B

FlinkBORT [E] & O

Flink &R TR EFTESHFHNEERNK,
HJEZABEERD. BMEO. =EEO. E/EO

IE
Qi A






OEBPS/Images/f52da77c56fe99b8f2576cae97d0d581.png
Cassandra
HDFS Dynamodb
MongoDB

EVcache

Redis

Memcached

oL

L)

o>

Guava Cache
Server Memory






OEBPS/Images/60c45f3cd71dcfc82e84e952de2727b7.png
<03

[l

Joe

Geared
toward
females

The Princess
Diaries

Geared
toward
males

Escapist





OEBPS/Images/0c60123abe06504f95aca8d4821cb135.png





OEBPS/Images/8e51fe745ae98f2031cf8e9eb0271dd0.png
movield title genres
1 | Toy Story (1995) Adventure|Animation|Children|Comedy|Fantasy
2 | Jumaniji (1995) Adventure|Children|Fantasy
3 | Grumpier Old Men (1995) Comedy|Romance
4 | Waiting to Exhale (1995) Comedy|Drama|Romance
5 | Father of the Bride Part Il (1995) Comedy
6 | Heat (1995) Action|Crime|Thriller
7 | Sabrina (1995) Comedy|Romance
8 | Tom and Huck (1995) Adventure|Children
9 | Sudden Death (1995) Action

GoldenEye (1995)

B B A B Bmovies®k

Action|Adventure|Thriller

userld movield rating timestamp
1 2 3.5 1112486027
1 29 3.5 1112484676
1 32 3.5 1112484819
1 47 3.5 1112484727
1 50 3.5 1112484580
1 112 3.5 1094785740
1 151 4.0 1094785734
1 223 4.0 1112485573
1 253 4.0 1112484940
1 260 4.0 1112484826

R T #iEratings®k





OEBPS/Images/0b981aec10bac51bc01e9358146dde67.png
=H Loss Accuracy | ROC AUC | PR AUC
Embedding | ( g109 0.6922 0.7534 0.7828
V| =
NeuralCF | 0.6697 0.6788 0.7321 0.7556
Wide&Deep | 0.6044 0.6907 0.7526 0.7800
DeepFM 0.7715 0.6425 0.6916 0.7242






OEBPS/Images/01beee8a52caa8a8ccdf7de72c36296f.png
Ranker A

(m : [ " - s 5 nsmx = fll/// L \

Ranker B

(ROGUEONE) Saren [ A "ﬂfux = =
; ~ i CROWN e EASONS' ‘

DFFENDERS MINDHUNTER Y

If Ranker A chooses first

ovD Q Search ) 2 Joshua v

Top Picks

If Ranker B chooses first

Q search M " voshua v

Top Picks

EOGIEDNT

E‘& ﬁ nf;i'lims






OEBPS/Images/aeb262d0e97d442b7ddc9932755e822c.png
TENSORFLOW






OEBPS/Images/e0f88bea78b66640094a757b70dc01d3.png
& Sparrow i

Recommended For You

Dr. Strangelove
Or:
b
1 Learmed
To
Stop
Worryleg.
And
-]
The
™ Bomb o
M o

Dr. Strangelove or:

How | Learned to

Stop Worrying and

Love the Bomb Pulp Fiction
z * 4.2

)
L1y
Some Like It Hot

* 4.1

Antonia's Line
(Antonia)

Top Hat
) * 4.0

* 4.0

4

(25

It Happened One
Night

Wallace & Gromit:
A Close Shave

\NTHE paIN

SiNgIN'

Singin' in the Rain

Bringing Up Baby
* 4.1 1

* 41

Ninotchka
* 4.0

Trainspotting
* 4.0

HOLIDAY

Charade
* 4.1 * 4.1 * 4.1

His Girl Friday My Man Godfrey

* 41

Roman Holiday

e R Gy
i o Sy
aNe 2y,

”

They are back {

Forrest
sump

Wallace & Gromit:

The Best of Eat Drink Man

Aardman Woman (Yin shi

Animation Forrest Gump nan nu) To Be or Not to Be
* 4.1 * 4.0 * 4.0 * 4.0

Big Night Underground Meet John Doe

Toy Story
* 4.0 * 4.0 * 3.9 * 3.9





OEBPS/Images/6e2000cf89b08f6b6713dd87823a2bc2.png
HIRR

KRR

Embedding Embedding#f 2 A— M BRI E
“RR—HR (Object) MF5E
Word2vec RS 3 M B FOARREL
Word2vechI AR % EEMED——EBREE, BEARNERRRIIGEE.
Word2vectEEIZH) ZEMEME

HEiEEEMWord2vecEE i BRI

Word2vectB R s \ (e BAERE Y1 TR B

Item2vec?

Word2vecFEE R FIME LRI

Q il






OEBPS/Images/477946a25f4d27a10d39125209e18128.png
Xi

Matrix W

Embedding matrix

Hidden

N-dimension vector

Context matrix

yv





OEBPS/Images/7fd0aadbea271cb8728cd9390cb4e93d.png
MR

Xk

BT —LESpark B HREREIMNIE ZRIRIF,

Spark iR E X R EbanEItem2vec I SLIR A HER B8 $XsortUdf: UserDefinedFunction
Word2vecH I X EESEL VectorSize. WindowSizefNumlterations

flatMapi{EfImapi&ErIX 5!

flatMap#RfFREGS LIRS . SR,
MmmapiRfERBEEBHITREFMA . BFEH

Deep WalkFRBEHLEERITTE

B AR ERAE M A TR R IR AR TR,
Hoh 8 X809/ R 2 randomWalkFloneRandomWalk

Deep Walkm?
RS ER A PR AIREX

{EAZIgraphEmbRER, MNIENEFIIEIE,
B R ERBMERER, HE XA T WEmapiisi

Q #=aial






OEBPS/Images/55d2965391279e0e49c520eb93b9172d.png
e®e® Add Python Interpreter

¥ Virtualenv Environment ¢ New environment
" Conda Environment Location: /Users/zhewang/opt/anaconda3/envs/SparrowRecSys

» System Interpreter
- ? Python version: 3.8 v

3 Pipenv Environment
Conda executable: | /Users/zhewang/opt/anaconda3/bin/conda

Make available to all projects

Existing environment

Interpreter: /Users/zhewang/opt/anaconda3/envs/SparrowRecSys/bin/g

Conda executable: |/Users/zhewang/opt/anaconda3/bin/conda

Make available to all projects

Cancel OK





OEBPS/Images/18bf30add9dd92d4f5a71d37d5c623f3.png
glaw * g aw ¥
- IR S B IS g2 -ac
=Feq @ 0 =vaa @
alal [ae|a e |2l
g rprprprpe
<mON X <mON X

1 '
g 4% i g
d-ars -2y
° mvaa |
e |ae|a
| prpripr e
<mON X

'

—_— " '

] s






OEBPS/Images/99bea1bde60c35140e92c733eefc0b28.png
Memory Induction Unit :

Read_Weight_Vector(t) | =

channels of
top k weights

are selected
to update

T

— ——5 v (WS

A5

— M [l

|
_.:l M Tl

GRU__ |-~ scm
!

i — !

GRU |-+~ :

T i : H
P

! H

GRU |-+~ s

H

H

GRU :

NOF
L

(2) [
CL i

v v

Memory Induction Unit | —>

lon & |

e F | [
-7 2

SCm)

Memory Induction Unit

wmE

Softmax (2)

PReLU/Dice (80)

PRelLU/Dice (200)

I EREEER
Concat & Flatten

| Attention

I

Channel 1

Channel 2

Channel 3

W BxE Al

Read
Head [
Controller Controller| Read
i L [ Head Controller
M2 T = pead
' S g |
i "_(1) PR
[ o f - % -%&;
e(1) e(T) eCa)
Embedding Layer Embedding Layer J
b(tl) ! t t
Aap) Target Ad Context Feas

user behavior sequence






OEBPS/Images/d29fa267501f42b138ffc6b95a2b25ae.png
N

Dikiwi
EF 2020£11H01H
b Z 0 2 w BIHN—MY5 5 bENZE
£, BREORORENL. XRTARR
E? Zin vl LB % b KAZRL S I —
N—1 hash E#K?

REF ST RATE
12 | BEPBURIATS . WNAITE R AT IER

RGN TR P AT
TAREESE) App [ gt






OEBPS/Images/817befa2ec113c0401ad8511065b5509.png
XAFFF : Embedding | 5K | 33 | REZS | #ERL | 8 | E2

THINGS.

User behavior sequence





OEBPS/Images/05d9cbd0464c02de8c3be1d851ffaca2.png





OEBPS/Images/09f82e921352263aaf0b2dea66e5ddcc.png
BRARD ST

0 200 400 600 800 1000 1200





OEBPS/Images/db4560f4ab82dc2306571ae26176b91e.png
ATEEERARNE

FBNA

CMural Networks

and Deep Learning
HERES
RESS

EREEHE © &






OEBPS/Images/5eda29713c3bf792399ede491f17b6eb.png
eooee HEHLE 7T

Bl Q £ I IRE(PR)

FRBuff(BR[E) =

513 $EA
HEEM¥20 | BLIX BB ¥E | KA T iE
261810, 4015 RE&715

KARBEERIRKEBET 25k
[2EBRB] #iREBFE
¥198 B£19208

TR oz

475 A

RER Y20 B RS £ L2
HRPIIN67T, B ERRT... BEs7

BRET (ERERHFH.. 0=

63D XA

X
MK Sf exnvoomzmves

#50iE10, %8012 H&9228

@sUsID

]
AT
B






OEBPS/Images/1b60f47056f99d8db80ac3085f9c3014.png
FERGIRE

FHEIE

DIHRAXGRE

HRGEFHAEEIHE

AEEIEE (Redis)

HRATRARIFE R . Y%

RSS2 AT

AL R E B RN,
AP HERIE IR KRB A FIDSERT 5K Redis

txEhial






OEBPS/Images/c41030a7e208c6f6dc96263a86999811.png
& Sparrow

MINATOR
JUDGMENT DAY

Related Movies

™

Jurassic Park

Release Year

1991

Terminator 2: Judgment Day

MovieLens predicts for you Genres
5.0 stars

Average of 11483 ratings Links
3.9 stars

BB RAEFER S

Batman

Mission:
Impossible

. . Twelve Monkeys
Independence Day  (a.k.a. 12
Blade Runner (a.k.a. ID4) Monkeys) Braveheart

GoldenEye Stargate Twister

Die Hard: With a
Vengeance

]

% OQUTRREAK

Outbreak

Clear and Present
Danger

TOMBSTONE

Tombstone






OEBPS/Images/ec88b70059175fd2811eb3d04b701b3c.png
BES® EBSE fis B
. R
75 /\5\ 7 g Xk —_ o T A N - ’
ST *“gﬁg%;ﬂ;gizii,% REHR. STHES EEEEAABEER,
= AES AR ATAER A BRI S
BEAEATED
SHEE | MAS E-BENEESE | TNESFRGZEER SR S — PR,
S—gatES RAE M
B AZEEmbeddingFiiilllZr &t
. ETTIGENAE. N8 | SARRPNMSSE, e
EmbeddingBEl| £\ idingm B TIMMBEER | 4 EHSTaEE, LRSI ERE— SRt
STt

Q =l






OEBPS/Images/7b3c84daf0a9e1bad3efe1ee910ec001.png
AR

HEEFRAEFEERRIRITRL

R

DREFERIEME BRI ERNBIEEREEEFTF,
EBENEERERIIRNEREMRERISHNEIEREF

SparrowRecsysHITFiE /7 22

DA XGRS +Redis+IRSBAE

Redisf945 =

AR AKey-valueMIZA 170, BATENEIEREFHERTT

Sparrow RecsysfSLHE S

FFjedisTE IS ENIE
FFSET. GETHZEZENE RedisEiE;
RESEMNTTL

Q 1=t






OEBPS/Images/cf0b55f9daa01ee976792fa02ce16f25.png
MRS

ES - 30

hEEIEE AR
B [RHE

RS IEE AR
TESR

B AREELRY
B[R

MEIARNRE. TNNER—ENBENERHTIIE,
MARTiEIE S R P AT BRI E BN — MR A
1EIRPTARSE, BIZHIAER;

2 X EIRMAF;

S BEBRMAFERNYM, HFBITAFERNYM
BE DRI, ERAFOEEENYmOEERE, #
MmiSRAFREENYmizRE






OEBPS/Images/7635a50cbc8662d4591fa6f0f09e57f8.png
0 GCoe o
.
| JoCHoCo) oe‘

- SCOORICD ®  ©

(a) AP1TRES (b) MEMEmXRE (c) BEHEE (d) {ERWord2vect&Hy
=4 Embedding






OEBPS/Images/dd0d055a1aed5c510a4c47ea3590af38.png
MiRR Xk

TensorFlowHIE X BIRKETREZIESEHRED
KR NREEFIFE TensorFlow r2.3 Python3.7
fg & TensorFlow#l 1.{EADocker+Jupeterf 5 xR
PythonIfBRY /3% 2.{#AIDEA+Anacondafy /5 &
IDEAARAERH TensorFlow 1.§§£EAE@pythonéﬁi§%§iﬁ1¢
R B E T 2. ZRAMAIPythonIftE
- == 3. B B IDEARYPythonFRiE
1ENEE
R 2. EX KRB
MEIXAE R FE ST T
43 F{HIEEY

Q #=aial






OEBPS/Images/c90f6a6dc53dcd15a424f062a2afe09e.png
EERGNEERN

HFRGRRRIIRA BB





OEBPS/Images/8984b6465e66779b8ba17e1110d5e9f4.png
[ BN Preferences

‘ a Plugins Marketplace  Installed @ e

» Appearance & Behavior Q- python

[ Installed
Keymap Search Results (80) Sort By: Relevance v P Python . :
» Editor . Communlty
_ ﬁ Python Community Edition | Installed \ . .
é L 22M 4.7 JetBrains Edition

» Version Control
0 .
v Build, Execution, Deployment Micropyth S22 ) SR
: icroPython Languages 201.7223.99 Oct 22,2020
> B e L 90.9K 7r4.8 JetBrains
» Compiler
> . Plugin homepage »
Debugger Python Security £ R
Remote Jar Repositories 4 29.6K vr4.8 Anthony Shaw The Python plug-in provides smart editing for Python
scripts. The feature set of the plugin corresponds to
Rython bebugger PyCharm IDE Community Edition.
> Android Live Coding in Python PyCharm blog
i Discussion forum
» Console L 68.6K Yr4.8 Don Kirkby Issue tracker
Coverage
Gradle-Android Compiler python-typing-adder Size: 22.1M
Required Plugins L 371K ¥r 3. aristotll

» Languages & Frameworks

» Tools # Kite Al Code AutoComple...
. 1 215K 4.5 Kite

Python Smart Execute
4 7.6K ¥r 4.8 Guo Ci Teo

Prettify Python
4 31.7K meanmail

P#y

gaaall] [ sonl






OEBPS/Images/7b6d02a7110b25fb11c46a07ec9d5034.png
PEMREE o

BiES
MovielLens

REE

-Embedding

-RESRIE R
SR mED
HRXAREME
-WEFY A E]

2 F SparkiiiE N
AF4EEAbE SPArK

AFE

DRI
-LR. FM, MLR
ARG
R IR

FSpark MLibfY g5
Embeddingill %k MLib

ETHTML +
JavaScriptiy
HIImINBESEEL






OEBPS/Images/01a6507d10e8a44c9428e3fd8ddc7669.png
RS REgfR

Wide&DeeptE R pY 45+ HEENWideBB o I B & Z EEMIDeepEB oA
BRIE RS ) E R Y M B4 “ ISR,
HIALEIZE A ZFURIERIEE
BRI AR

PA B MR LT FO4HIE2H & RO TION BE

Wide&B o +Deepifs —> concatenate —> sigmoidiai it
2T

TensorFlow4 pli 38 X 4FIE Y /5 7% tf.feature_column.crossed_column

EEIICIZAE
REZLEEN

TensorFlowfyWide&DeeptEEY L]

Q txE=avtia






OEBPS/Images/4dff6e48c01bbc70fda54c720b038832.png
(a) HRKXARE

(b) FNIREE

(c) THXAE





OEBPS/Images/9470a9b44b1af6f95e4f799ca2c2f791.png
={

Geek_e0d66a

5F 20204108298

BEEM, WREFHEBTEMAE,
E—¥m, BZTRE, MAFMIT
BTHTZIMHBIRE, BABAMA
FHZHBIRE SY)mB R LECR?
EEYRITEEZE, BAELFA
E—ERREE?

REF ST RATE
' 1| BEIE: WN{EIHRE S A ks

IRBI 41T
IR Z BYiE






OEBPS/Images/acff3254a15ce8a2098548c1950cc2a9.png
Dense

Embeddings
parse Features

Hidden Layers

7]
=
<
=}
-
=
=%
=
=4
o

1
1
1
1
1
1
1
1
1
1
|
1
1
1
1
|
1
1
|
1
1
1
1
1
1
|
1
1
1
1
|
1
1
1

Wide & Deep Models





OEBPS/Images/51d39643885a7cfe363b3fa7376037f5.png





OEBPS/Images/0a8dbbb229e1bbde422f36b94a19e193.png





OEBPS/Images/412c1f7f373cf8ff42d390e0db59c033.png
Pl

o PMSEE | - [T
DIN #&8Y

ERT
@ Fo=m +
© st -
® sz «
O BRid
© mEHid
O #ttpid

Output
Softmax (2))
PReLU/Dice (80)

I
PReLU/Dice (200)

JEICVALE )

_ DESER——
Concat & Flatten

D PORURME heh | | !
COREUME
| Auxiliary Loss [AUGRU}———[AUGRU -~ - ~{AUGRU }——[AUGRU] MBI
| )
Click Not Click \ 1 \ 1
E E t Attention Attention Attention ‘Attentioni W =
: /\ Lo lozt bzt b et e HABHENZ
™ t/ \ = = y o L o . - b -
le(t+1) h(O eCrde | P hep A e =
Pt ! m;# [GrU'} ~[GRU |-+ ~ —[GRU} ~[GRU | TRFAIR
LR RS S S— ¢ u L - L [ (3]
e(1) e(2) . e(T-1) e(T)
[ Embedding (=2
i f i f — f
g @ - D be BinEsE  AE P
. 7==3 4 4
FIF15 AR5 ré ®E RE
DIEN{EE!





OEBPS/Images/43a8a1ce0bcfc16cb86c86b14792dc15.png
DeepaBs
ReLUSIERZ (256)

ReLULEER (512)
RelLUSIERE (1024)

KRR

SKBIBAHE






OEBPS/Images/9acb3b260af49385cf1f6a79a9891854.png
BERT

5F 20204108298

Zm, X=F EGES 89llZk, AT, BHFE
E s E mEEIEE K, BIE hash 5t
BX XEH)IFERE, XP—REA

fR R ?

REFIHEF R
11| BEIE: SNAITRE S A ks

RS ZHERITH R
TiRZESE] App






OEBPS/Images/b6a147da01dc2a21a3f90d5282860af6.png
FNRER

AR
REZSIBERAHFRS
BRNRE

1RBE IR A& B RN BIENSEEN;

2 REFIRBEMMIRIEEEZ
BERSEHNAPBENTHNEE

REFIRBNE R R

ZREEHEZNSE MLP

FE WL+ R TE NeuralCF
HZ ML +Embedding Deep Crossing
fHEME+FIRF PNN
RE R +i% BN Wide&Deep. DeepFM. DCN
HEME+ERSINE DIN. AFM
ML+ YRR DIEN
DRN

REF )+ ES]






OEBPS/Images/d64eeaa1ca6b9e6d10f1a57c4f1b7847.png
(*) Inner Product
&) Product

Auxiliary Loss

1 ]
Click  Not (lick

[ - (]
e(t+1) h(t) e(%+1)'

“"—@‘——‘— Attention Score

Output
Softmax (2)|

PReLU/Dice (80)

PReLU/Dice (200)

(Concat & Flatten

am t t 4
h* (T
AUGRU ——| AUGRU |—+ 44AUGRU AUGRU
Attentlon EAttentlon Attent1on ‘Attention
i’// :
' =m LR
h(l) h(g) h(T 1 h( 1
GRU f—— GRU | = — GRU —=| GRU
-L ,-L IL -L
e(1)-— e(2) e(T-1) e(M
Embedding Layer
t f j f t f
b(1) b(2) b(T-1) b(T) Target Ad Context UserProfile

user behavior sequence

Feature

Feature

Interest
Evolving Layer

Interest
Extractor Layer

Behavior
Layer





OEBPS/Images/5ba868405dfc0f434299f00ac56ff040.png
EEoR AR BERIR
Sparkit (Tt BASIEAL IR Spark
Flinki# TR = BB 4L 12 Flink
BRI RedisfRf7&k L HEFRR SRR ATBIF1E Redis
HDFSTRTF B L VISR AT B I R AE AN FN4H1E HDFS
{2 FSpark MLIibiJIIZkEmbedding F1{& Gt F 1% EY Spark MLIib
& FATensorFlow )| R B 2 S FEEEY TensorFlow
1REIE 5
MLeap.
{# FAMLeap. TensorFlow servingi# {788 |- & FN7E LR HE M TensorFlow
serving
FE ety B EHER SR Jetty
A £ 8 3 HOHTM LR avaScriptSEELATH A S AT 2655 -
JavaScript






OEBPS/Images/d30601b5bb911f02d4f7e9b7347b22cb.png





OEBPS/Images/89a600c213977cf264ec21e8fbc74e3e.png
¢ Sparrow Q

Toy Story

Release Year MovieLens predicts for you Genres

1995 5.0 stars Adventure, Animation, Children, Comedy, Fantasy
Average of 10759 ratings Links
3.9 stars imdb, tmdb

. Wallace & Gromit:

“ The Best of o
Wallace & Gromit:  Aardman - James and the
AClose Shave Animation Aladdin Giant Peach Oliver & Company  Matilda Pinocchio Jumanji
* 4.2 * 4.1 * 3.7 * 33 * 33 * 34 * 35 * 3.2

. N,
Spow‘\)\]ln_l'(’

TS AEIMINLS Snow White and Beauty and the Addams Family Window to Paris Muppet Treasure
Balto the Seven Dwarfs Space Jam Beast Values (Okno v Parizh) Fly Away Home Island
* 3.2 * 3.6 * 27 * 37 * 3.0 * 35 * 3.5 * 3.2






OEBPS/Images/e6bd8c8b9428fcb9ab70a6957d8d79ef.png
Male-Female

walking

swimming

Verb tense





OEBPS/Images/918db0d94f779f9286de7b89b77ef6ca.png
Memory Induction Unit :

are selected
to update

I

Read_Weight_Vector(t)

channels of |—/ —

top k weights

—— v N

_—\ M(1D . .

Memory Induction Unit | —>

— | Memory Induction Unit

——J]

Output )

Softmax (2)

PReLU/Dice (80) |

PRelLU/Dice (200)

EEEEEEER
Concat & Flatten

[y

B Read i
Head Ly
Controller Read
Head 1
—
| |
e(M e(a
Embedding Layer Embedding Layer ]

user behavior sequence

t t

Target Ad Context Feas





OEBPS/Images/97e5a28d5ada9e13cd1c411084142e0a.png
— Weight-1 Comection |—————————————————— -

Normal Connection I Output Units :

— —» Embedding @~ = = 0L K —— — 0 —
Addition

X Inner Product > _FM_L;ye—r_ ¥

’\/ Sigmoid Function A ___________ _!

_____________________ I

' e 005 00000 . o oo Bubetings |

4

—_—_— e e e e e e e e — —— —— — — —— — — — — — —— — — — —

Field i Field j oo Field m

The architecture of FM.





OEBPS/Images/153d8cf44cfe4adfa87a70f8b6dea243.png
Vector of word i

Matrix W

N EZIEmbedding BHIZEH

Embedding matrix

Hidden

N-dimension vecto

Matrix W’

Context matrix

Output
softmax

0 |y2
&
o
5
Q.
s
3 )
) 11y,






OEBPS/Images/374754d38c23bb94f5556ec170b53ba2.png
*iRR

FNIRHEA
Base Model Embedding MLPZ5#4
DIN #£Base Model&flt E5IN T EEHHLH
DIEN ADINERL £, IAFRFIEEEHIEIR P Xt
MIMN ZDIEENE £, FAZRIIRERRERAFNZ MBS
DICM 7£Base Model&Hlti £, i)l mE F Embedding,

BNARELS EAISIEL RISk

RICER” B

T E— P RARR[RATAERARIER,
TETRFHER RARIBER

‘TERREB®

BB ARREEB TS IZEARTE,






OEBPS/Images/97e42c68767f9340c9af5fd32a129c7b.png
K& /8 ERAR

KHite BEREHE RIZEFERAR, FEI(E
- g BRIRGUTIE, PORRATHE,
K-means BT R L8/ RIEE T E Tt (5
kd—tree @ EITkd-treeE S| RIEHL EMREZR, HIFHEK,
bl Y= FHED% R o)A
. BIREE SRS T IIERR
kv [y [
REREES HE, RiE B S R RS

SiRRESHRIE S B, fRIER, RAPERR






OEBPS/Images/bb590d3d7f45c40260842d43a0a8596a.png
movield

title

genres

-

© 0 N O 0 » 0 DN

Toy Story (1995)

Jumaniji (1995)

Grumpier Old Men (1995)
Waiting to Exhale (1995)

Father of the Bride Part Il (1995)
Heat (1995)

Sabrina (1995)

Tom and Huck (1995)

Sudden Death (1995)
GoldenEye (1995)

Adventure|Animation|Children|Comedy|Fantasy
Adventure|Children|Fantasy

Comedy|Romance

Comedy|DramalRomance

Comedy

Action|Crime|Thriller

Comedy|Romance

Adventure|Children

Action

Action|Adventure|Thriller





OEBPS/Images/d5a0237eee4f23fe2a54e140756b6a8a.png





OEBPS/Images/0b9bd3e74719af3eb3d2cb048653ce52.png
Watbh weighted
€ logistic
serving training
ReLU
ReLU
i
ReLU
\ | | H-Valz 12
average i \%
anguage normalize
" embedding normalize 1z
video
embedding . # previous
user language - video language impressions
time since
impression video ID - - . watched video IDs last watch





OEBPS/Images/3c840f844b9c78300b5750421aba0f04.png
FIEFIR B

(&1E4)

\

ETSparkfItE ... e Laes
AHFELL I £ LA
WZRIFZAR

REE%)|1Z5 TenserFlow

il k57
BRIE A% TenserFlow Serving

RIS SREHIER _ ramss s

b= HF
-Embedding A /= HTML +

EEB SRR & R E SRR A EEFY)m JavaScript
'#"l 1¥mB -LR. FM. MLR IES SN
HRXRBE HERRE BESCHN
e S E -REF I IRE

¢ 7 R
m/ M4 EServing






OEBPS/Images/18126225b21b5543691e96fbba40b375.png
e e
«

Project Settings
Project

- Modules
Libraries
Facets
Artifacts

Platform Settings
SDKs

Global Libraries

Problems

+ - B

Project Structure

Name:

tfmodel

» B SparrowRecSys

g tfmg2t
" [ A B New Module

— Delete #a

& Copy.

Q Find Usages XF7
Flatten Modules

= Expand All B+

= Collapse All 8-

Change Module Names...

Exclude files:

¥ Import Module
Framework

= APK

= Android

= Android-Gradle

) Groovy
Java-Gradle

¥ Kotlin

. Kotlin/JVM

= Native-Android-Gradle

type annotations etc.) v

= Test Resources [ Excluded
sys/tfmodel + Add Content Root
/Users/.../SparrowRecSys/tfmodel

Source Folders

SIC ’

= Scala

Use ; to separate name patterns, * for any

number of symbols, ? for one.

X






OEBPS/Images/c0aaa803c93bbab24f80923bf1334e4f.png
AR - Jabipa

GNNE 2R E S5
Random Walk Graph EmbeddingZ&;&i¥Random
Walki9 75 TUE B S SRR R R T EUE
GraphSAGES AN FES B mF-RES TN
NFE—MAIPIES, [EFACONVOLVERIEIEL—2
GraphSAGERREMEELM | KIMBIEREmMbeddingREH#ER, RIZT R L—HH
Embeddingi##2fE, FIREEZELEFTHIEMbedding
GraphSAGERIFIU B4R | R ERISREETN, KT EREMbedding4£mk

GNNFIEFRandom Walkiy
Graph Embedding75&#X 3l






OEBPS/Images/772cbbbbd7ff7ce86b01b88ae0fee862.png
Training
T
Output Layer @ arget

Neural CF Layers

Embedding Layer User Latent Vector Item Latent Vector
TPy = Pui} T Quak =4y}
Input Layer (Sparse) (0|0 |0 . 0/0] olofofofa]o] -

User (u) Item (i)





OEBPS/Images/5639d454dc6fd1101547d60090093cc6.png
PR e R RN

P e ek ] e L B e e ]

)

I

@
WA
fngav:
\
ONL

/{,:/V [ ‘....\Aw..\\\\
XN
AVINN
QOOOOVO

-





OEBPS/Images/4f01c1210fad92efec1a5689fdd5858b.png
Runs once a day

- Context Selection Context
SStratlﬁred Contexts tagged Set
ampling iz with meta data
Spar

Viewi Snapshot data for
iewing each Context
History
Service

My List
Service
Ratings
Service

Prana
(Netflix Platform Snapshot Jobs
Libraries)

Sporl‘gz

Snapshots

Runs once
aday

Batch APIs

Spoﬂ'(\'(

RDD of Snapshot Objects






OEBPS/Images/58435ca58e9a6c9835cf6d413c535e81.png
@ Pearson

=

TP D B2 2 58
BEISSTHRSIER (s2m)

David Thomas
B Andrew Hunt ¥

TR, i

£
i
i
B g
£
V4
i

o o
5 St

¢ e n >






OEBPS/Images/559bdf4886c0dc12bd9123317bf8b58e.png
winldow 1

user 1
user 2

user 3

window 4
|

window size window slide





OEBPS/Images/a61a875d1d098a77e485ac0be04a6f5e.png
: | -
|
: ) | @
Sd/REE BPERE {_





OEBPS/Images/5e473b054d3d720a847b733c03cf3f0b.png
NeuralCF (Neural

oA | PNN (product-based

AutoRec Collaborative Filtering) Deep Crossing Product’= | Neural Network)
méliﬂfgﬁ £ZBEDNNZH
5 15 1
2T 842 AutoEncoder CFRRMRIURIE  ResNet CTRIEE!
AT IR
. DRN (Deep
#£EmbeddingE5MLP Deep Neural Network / ; .
> I AttentionAL. & MultiLayer Perceptron Reinforcement Learning

Network)

DIN (Deep Interest LR{EAWideZR %> _
T 5MLP DeepH# 2 ERFMMEEE

YENEmbedding#iAL1&

FNN (Factorization-machine
supported Neural Networks)

IIANARGRUEFI&HY
SIMECE T IR AR

Wide&Deep

DIEN (Deep Interest
Evolution Network)

WideZB 5> B DeepEi o B

I

AN A BT L\
BWideBIDBIRAL  yo\videmmsy #EDeepii5

Cross Layer Network N
HLREBRIFM  n )\ Attention Net

¥%DeepiR
QMBI $§Deepif D ERME

Bi-interaction 2HIMLP

NFM (Neural
Factorization
Machines)

DCN

AFM (Attention Neural

(PIEA7=(C o3 DeepFM Factorization Machines)

Network)

___________

) B E=hial





OEBPS/Images/538769103baab848009307fa27caf4a4.png
AR
1% FSpark{E fBttTensorFlow, SparkEiEKBELHIENDHIVLIE,
IR R E A AN TensorFlow, A3 #U3EAN BRY T2 18

VImAFE: BRID. BRRME D, BRENXNMERKRE, B
WO R, BN s. BRWNDNEE
RAPYE: AFPID. AP 28, BP¥F9%5 .

YD e A1 A P 4L WotnEE. AP HTERNAMEMDIIE. BRFTE
ONRTFEpIinEE. AFREMBEREXNE. APFT

=D
15BN T
. . Ratings&® A58 18,
PR A BT : (I

VISR RIFR S X SR TITAMELE R, 2iTARS

R REEE N Z B TR, At NS B R e
ZESpark B RE | \FRE B EFIwindow R B AR REA ST

IE4FEF A [ L EUREER A T {£FRedisiVhsetiRE5E A A F M) miFEF 64

iy 3 l:I' L
e,

Q tzE=aa %






OEBPS/Images/8c9c991bd028a9cfd02c242720f94abe.png
BUEER EPHRBS S mAEEA BT
a Pt AR it

P8 (User) M@ES (tem) 17258 (Context) [€—

PITR. HRXA. BHERES

- e
1 FELE T pmsue, mns, 22AE0%

HHERERE

9. . FATMEGSS

REER S
WHERIEE KL EServing
— ]
HRRBESEE
= S M
. R N %E% »| REDR
FhEEE
—> RERS5F)

#8Serving

T RE b @ % EiTfh -4 EABIE
REE NI ‘O WA






OEBPS/Images/2106d8b148725826559eddc7c5cc416f.png
% FIRSSRIRITHEEIF R E R, ENMMIRERBAIGFIREITRE, EBAREHIT LS,

EARTRNRS, AEERNEESE, ERAMSISALERR T EREE = SLRosHIE

RBIERSBEARAMT TR LNRSBIRES, _ o0 % | RS ER
A EIEEE N S RABUE S R ER S
EH EE R EERORSRARERSEAR  — EF - BHRRERGIN0S M EEEN
KARRR, BES. BTERDIRNBARS
HIEH, BEREHIMENNSROSEEREEET, BSRNSBNERBRMER o o0

ENRERIENRIERETR

DHERAXGRAFEEERE; RedisTFEHAIMRANAERA,. YMMRISE;

R e N L — RallowRecsys G IEAE

TFERIR

— 2B HIEIEER LA Key-value BT 7Z6E
} RedishV45 =

—EFENEIRMEMEERET, MERERX
&0 PR E R amRT 21

MBRERMEA, BER, REER, BERSD — IDEEER

B HE —F MM E T — E LR R IRIR S B AT HERE X Y & — BRIREO
RATERRE., HSIENEREE, SBE—PIRIER, ARERERESE—

EHEEAFRE(E R RS — BREAEME

B R
STHEFE: SREVAFR9EmMbedding; IREXFIEYIMAVREIRSE, HEZE RBUIME
Embedding, itEY)MmEmbedding flFHFEmbeddingfItBILE ; RIBIEMEHF, &
EIFE KB RESE
EF Embedding HBEH &

% FIF Embedding BEEIEEF, FMESTEERT SBRBENSMRE; BEE

Embedding BEIHIITS ABELM; Embedding BRI EEX E AT ER
EX: ERUNRREE—E, BYENERTORKSTHRE

Rx
RR: REREVEN[/BZHER, POKKNNE K THFRE, TEIENEERERS }
BAGE
EX: AEEFHR. @ERIL—Tkd-tree R3]

%3
B DERESASSEER; T kd-tree R3|MEHATES, BANEEE ]_
PR TR iR B2

Embedding S iE 4R
IR R A R A S A R S RN, SRR RSIHEN
EENA—E, SRESTRISERN, (VEEE—MER, AN — EARE
BN ER TR
B ARE AR SNE, EARARERESSNEE — BB o
FILMEARSEIGE, MO TRERENRN o0
AJREME, (BIEATEEITENTH & AT
SRS, BN ERETRN,
Embedding [IBHEEA, BUZEMAE 2
FEMNE, RERFAMSENSEE; 2 SRR
HNER

FE: EREEAHETERNESTRAPNEESR, ARBERM
F2I Redis IR RIE L EIEREH

f: me, iR, Hig — PFREER Embedding R

RR: TAENAMBERFGSR, MREESINE LIHRISE

RIE: ASRREFIMEZELIIZRLER Embedding,
FARGFEERE, BEL XIS EEITNEEMEME
FRERREGRNSMH B

R LI HEFESEREET FMHEEZE, L B9 FaillZk Embedding+ 22 84k 4% FIEE

HEe, EER

R RARNTE, THESINGLBRIE e

[RIB: —FfERNM XML BERXRTARIEEENSE
FFRICIEE . EEE &I FEFR, PMML £E(ERSE
BMERBLIIGFaMN& LNTE
Ho: BFEnd2EndEEIG IRSRASE - U8 PMML SHRAIEIERE
e FEEBREXISMEERER
ERIARSS
[RIE: TensorFlow B[R4 EEIRSIEIR
fissi: BTFENd2EndfBRAR, XiFHmAZE TensorFlowiEEIZEH) TensorFlow Serving
R RZ¥TensorFlowiEE, £ FRSUERRE, FTEAEMKL
HB—: RIBEHBFELL Docker
HIB " . FlFgDocker#i < # 37 TensorFlow Serving fRS% TensorFlow Serving {&EIpREZHIIEE

HIB=: @i http iFKRTensorFlow Serving RS 45 R

Q z=aaEl

EFERARARBRORAEDE — EERIHNEAT, AP NEASSERRENBIES

ARER IR R AR {

R MAHIERIEFRBUSEENTIRIAGES

RE: REFIERREISH, IDREFIRBAE TR FNSERIRBNEESD; RE
FIRBNHEMETUEMRS AP XBINETIIRE, BEERAPMHRENBELRE

BiRERSD: BF RS RS FRIRSCAT AR IE, RAMET ST IR
REHET & BLBIRELE

REF T RARRARLEN

B bR R
FHET 2R
YFERLEE
% LRSR
Embedding
YSIETIER

Embedding ¥

Embedding L%

BEES: BREIBMAREFIPM Embedding HAR; HFBNARRSHMIRESIRE;
BEEH., TERERE -t ENAEEF>)

#2: HIEIEMRRMNAIEFEMN BFER " MRER "1HRER PRI INEE
MEBETRENRL: ZEAN. TRENHEERIMLE, "RE'FEARAGERRNTPMERFETREZAFRM
BRFE: BPTARE RBPXAKE, BY. mERME ATREE BRER (ETXER)

Spark 2L EZ EERANS GXITETFR, ENITETRER: Stage SRS RHITITE,
Stage B FRHITHFEZIRA shuffle RIETE &L reduce RIE

FHEZIE: FUF One-hot, Multi-hot/RIBAIRXRFIENSE; MMM HFLIRSALIREKE R

R0 FEMEHRENEER, FEE—MRHIELEARNR—EFTS 1, £XKP, BNTESHIT L2,
HEIART RAEBRFHERM RN — e —ALIR S

EX: Embedding fiRA—THEME " RT ' —THRNGE, XTHRAUE—NE. —6m, thrIUE—EBER
EEM: Embedding LERHRIFMERFIZE; Embedding MRS REFMERER, FEMERREEZIHIIRE

AR N ERIANEDR, BAKR, MERERHE—1aF, ER—TKE

Wordover —— R 2c+IBHED, HEMNEOBAZEGER, 88—k, BOPMIEDEMAZE

T—DINGEHER, BINGEHERBA—T=BHBRENEHTSHEIZL, MNAAEE

SZBBIEmbedding5 % FERE R EYH Word2vec Embedding

Item2Vec == 3§ Word2vec 318" F 51" #1T Embeddingfy /5%, #I EER. BEFIEE
BEMEIE: HRME. FRELE. TRXAEEIE

Graph Embedding: EFE&MEERERK
Embeddingfd 75 3%

ERYRARNELSE EHTHEEE, mEREYRFT, REEX
Deep Walk = Le8mFEIIE RGN Word2vee #1Tilll4, SEBEMRN
Embedding

Node2vec B BRI EMFE MR, ik Graph Embedding #
Node2vec — SEREMAHIFRIMEASHIIMEFETNG, FH#—HEREN
Embedding MAREEE, IHESRAS IR TENMAEES

ZB9Graph Embedding 3%

Embedding EAHETEFHINA — HIZNA. FIZRRAF End2End RN A

IEERIAEIER Spark FF&; H where iBaTEKIFESDICH; F groupBy userld ##
BRGNS —— FREETHAFPIIEDICE; EX—1BE SR sortudf, AEXRIMENTHFHT
SICRHRBREBHTHR; ESTHAFPNTESICRLER— N ERF BN,
HEEINGIRER
Item2vec BIilllZk
832 Word2vec EEIHIZEIERISE, setVectorSize, setWindowsSize I
Iltem2vec: EE|Z = setNumiterations; THFRERAY fit 320, JILER; BB getVectors 1R
HYF0{R7E Embedding B &

HERSMERAERE . IR IS Item2vec RHAMRIFRIM S FEFIEE,
i R ERE S
BUEHEE
SREVEERS M ZRAEPERDTFR : SFI A Spark B9 flatMap R (EIEMEE 5 TRE" B —
ME R, BFIA countByValue IREFRITXEZ A WHNE, REREXLE
Graph Embedding 893114 B R AR ESREVEM N B 2 BB
S RERBEEREMAERINFEIIEANTE. 8%, RIBYAIDIURE D fHiEIE
FENEERETE — B—DERYR, ZEFENEENTE. EEREEN, RIBRBMEBEREERE
AR BRERTE, ARREXMEERRTHE, ERRSHNKERRIER





OEBPS/Images/a148637e9868817c74a191c7da297243.png
‘;j_//'»

1. Sample neighborhood 2. Aggregate feature information 3. Predict graph context and label
from neighbors using aggregated information

[ |
]

=
@

e
®

/1
.‘%Qg
®eo

E
@

4 5 6





OEBPS/Images/81fb72625ce58116fe157ae076ef9577.png
AR FRHER

BEIEINAF EH2 85

Qt AY
W”mfﬁf§%“ RO ERIR e FER
8 HEF R S HEF SR
. ssmynngy | EMoedding+MLPSRA, HitiR(EMsoftmaxfER 2 73 K5,
L R b TR i 7 B
fRES Eﬁﬁif RIS F8 P EmbeddingfI#1$EMbeddingly RIL SR H
sauneyy | EMbedding+MLPEEH, HHHE({EMAWeightedL RIEHHIHE,
REFAREIRY S P IUE TSRO RT
HIRERIRS A E T TensorFlow Servingf& BB _t & Fi{

E R
Q HEatE :






OEBPS/Images/957bf454e789a8174f785a3cc3cc934e.png
LT = R R e

o RS
'@

& AR HL gk

% POSTS & TELECOM PRESS





OEBPS/Images/4c0558cf64641445b8f419f3d62483e6.png
RS

KR

BEXM AR EEE ML, ZNRERE. 1TAXRE

~ AN EEN AN =EYRFT,
Deep Walkityfli& EFIFAWord2vect B4 &Embedding
Node2vectiia 7EDeep Walkf9ERH L, AEEEEHEE R BBk,

M4 B Embeding Xt 4544 M A [ B4 A a1

Embedding?E
REFEIEEFREPRNA

EiZNA. FllZNA. End2EndillZki A

Q =






OEBPS/Images/51e9f342005935d3b856dc49f483e703.png
Web |mages Groups

feviews.

Yakumo Dig
FarAsR I

sl art

2087






OEBPS/Images/3e63af7848d8c1fef8d974225f43928a.png





OEBPS/Images/52bfd2609718cb0b4fad1aad524916e1.png
InferencefR 5528

P | | s | | iosens [+ HERE —| wss
SSRUASELI4 wR| | RS | siem | B4R

Q w=avial






OEBPS/Images/156ee40d1488186a562d535408fb27b1.png
I

e LA

ER DA AERENEFETEHNIM
DINE B 44 ZHEmbedding MLPHRIFEZE,

MENRTERDNGINAFHETHERD

DINRZRER A HEIENETE

RIEHETHE R SEMAEMbedding,
ER 7 BERTTRIERHINE

DIENAERIFY 2544

ZBYEMbedding MLPHIFEZE,
n_E=EHFFIREEE

DIENH = ERFIIE R

ETFEmbeddingBl1TAFIIE
ETFGRURFIIEEFY MBI ENE
ETAUGRURFIE B M BB

@ tz=aial






OEBPS/Images/57f1210deb4a89d14724a3cd17fa27a1.png
Tl Top N

i i YRR
; mmmﬁ
| BT AT | sofpmax
il AP e gk
FEAIR 55 ReLU
ReLLU
ReLLU
& I3 58 [a] & BRI L &
AL Z FHHALR FEAAENRS
M5
HoFE R P RRIE
Embedding

F P D5 52 B A Embedding #7717 Embedding





OEBPS/Images/8d27b56a3285d1f4cad7e4efb2b3909f.png
MR

KR

SR SRV ENT AR

— M ERABRISHEHRTRE, THZEIERICECHNE
A, HESEHCHWT—S1T5), URSHRAMFEF =

B SINER BEER, MR, 1780 KR, KRS BiR
RIERE R A P RN RER B PSS RIFLE,
DRN# 1R B 4544 YmiENMAQERMENAF. HIE.
PP —# B A RAER A B4 1E
DRNE 4G5 7e HEERT > STRY A P R R

EEHITEERIRIIGNERR

DRN#H 1T EREY 75

REBETREA

Q wE=aial






OEBPS/Images/96f38dad1eb618f66b6866b60f37ed43.png
fi e e >

AT B REF R IR SR
BEEL o3-S Mg

W&

T%r—J

REFI RIS FEMR SR AT MR AR BL AR SRR

SRR
. Wit Witee2

[ .

WHERE BRI A REIFIF AR
NERENIL , NEEHMEET  IEREHUHEA
At AT +itER2 #T L .
BTG At Rt g3
HATIHE HATIHE

MR EPHEATIUNES » BEUL B S





OEBPS/Images/8bf92aecf04defe22abc377455055bef.png
WIEE | RESE

(APP ! FRar
Mg (ETL)
APl)

witETa

RS |

BIRERA
(BIZH
BRI
FHET 1)






OEBPS/Images/70d0f07fc9a0c763fd46afd7bfb2e85e.png
% P B AR S5 23U
SERTERIEALIE

BAF{ER (User) MEmERE (tem) 7858 (Context)

SETR2 P4
-BUERSE BF{TR. #RXXA. BUAAES

MR IE
RBERLIE. BUAAE. F=HERF

-One-hot/gtg
-Embedding YT
SHEES BfiE). . FRATIE RS

REE D

S HIHMS B ™
- -Embedding SAx

Sty O BRI % -hEE SRR ZHEM
REDERE A EEE LB, FM.MLR ST
HRERTE EEXRL T

HeMRBE REFIRE et

EFHTML
+
JavaScript
HYRTIRINEE

BRRS5FH STI

#&&Serving @ MLeap TensorFlow
serving

R P& BEF. PMML,
TF Serving. Z)XFF& % ¥ -2 EABTUNA
ERVE %

Spark
pML”b TensorFlow B&iT# (AUC. Recall, RMSE)






OEBPS/Images/8515bcdf22ec6524b0032eedf3551013.png
BA Bkg L] LN BRg L]

w(t-2) w(t-2)

w(t-1) wit-1)

L e we —>|

w(t+1) wit+1)

w(t+2) w(t+2)

CBOW & Skip—gram &8,





OEBPS/Images/85a928849fd055183919b4398678acde.png
@ Sparrow Q

Adventure

BOTTLE
ROCKET

Wallace & Gromit:
The Best of 2001: a space odyssey

Dances with

Star Wars: Episode = Aardman 2001: A Space -
North by Northwest IV - A New Hope Animation Odyssey Toy Story Apollo 13 Bottle Rocket Wolves
* 4.2 * 42 * 4.1 * 3.9 * 3.9 * 39 * 3.8 * 3.7

SCHINDLRSS f’a”l’(‘ze's'i';’]g‘et TAXI DRIVER
Schindler's List Casablanca Boulevard) Citizen Kane Vertigo Taxi Driver

* 4.3 * 4.3 * 4.3 * 4.2 * 4.2 * 4.1 * 4.1 * 4.1

Comedy

Dr. Straggelnve

How
1 Learoed

T

Stog

£ oy HIS GIRL

D\ ] ; o FRIDAY

Dr. Strangelove or:
How | Learned to — -
Stop Worrying and . Wallace & Gromit: It Happened One i

Love the Bomb Pulp Fiction A Close Shave Night His Girl Friday My Man Godfrey Roman Holiday Charade
* 42 * 42 * 42 * 41 * 4.1 * 4.1 * 41 * 41

HOLIDAY






OEBPS/Images/8b452b3947397f7dbe4aa0b386eb10cf.png
userld movield rating timestamp
1 2 3.5 1112486027
1 29 3.5 1112484676
1 32 3.5 1112484819
1 47 3.5 1112484727
1 50 3.5 1112484580
1 112 3.5 1094785740
1 151 4.0 1094785734
1 223 4.0 1112485573
1 253 4.0 1112484940
1 260 4.0 1112484826
1 293 4.0 1112484703
1 296 4.0 1112484767
1 318 4.0 1112484798
1 337 3.5 1094785709
1 367 3.5 1112485980






OEBPS/Images/6fdd38b8629d55d92773f125f896b892.png
il gl





OEBPS/Images/b119160f47c0556c14adbf5d4c6582a1.png
[0,1,0,0,000] [0,1]  [0,0,1,0,...,0,0]

Weekday=Tuesday Gender=Male City=London





OEBPS/Images/62aa5cbee007cffa0f936166e3a2d131.png





OEBPS/Images/d1f54b49b7bb31c7b32290764664d5c6.png
WHMEAE R R

Holdoutt&3& LR BRHMEERARE, SIIAKRKER

RX AL ZRTHME, ERVEER | TEBASIARREENEE, SHMBRER

BENE R ZrpE A 8 DRV o) R SRERBUED T
EIEIENE | BR T SIARKE BRI 5% F RS RBEE I RERA
Replay RIZT% L RSCIME, SRR Z

THESRENAE






OEBPS/Images/96d60e1aa50586fd25225bd873539aa8.png
State

- EEEEEE === -,

¥
o

n X k representation of
user action sequence





OEBPS/Images/5b97012309cb3bcfff281fb93ee96fda.png
ATBHFERAELSIIR

B TR RARARIESE

4 ) REE S % L%

& Sparrow RecSysF FERIEIEES BENEITE. Embedding+MLP, PR FRS 2.
MovieLens Wide&DeepZi& B [HIE ERARSFZHE AR

E?Spa”;g%%%“%ﬁlggmﬂﬁ ’ FUFISpark MLIbSTHIHEEER | | BT JavalRs Rlety BRI SRS

E T Spark4E i BB 2ZEmbedding F B TensorFlowsCHIRE 2 5 & ! LI EFEmbeddingfyiEZ B2

Ty e FIFRedisTFEERIL R, SEIEFML TensorFl
ETFlinki# T8RRI R RS E (IS & éer\?i;gﬂﬁje%pﬁgﬂﬁe%sﬁgiﬂow

SLIME T Spark B LML E T ABNILAIE L T RIR

BRI R,
THEYouTube, PR, WARFUWHRA HHEFRFLNZN

MERE, WEETBCHANRRMMRATE,
BA—RABNHEETIZI






OEBPS/Images/033552466dc2b20123bf1c45cc07c72d.png
hadoop gr up
F|Ie By ey

Q =ata






OEBPS/Images/1e53320327bd21fc30168106cf3829f0.png





OEBPS/Images/6b5b3b70029fd7b91967c32d8a528068.png
Q #=aial





OEBPS/Images/9962e5e97dc3f4ad28f5f304effa8dd5.png
[

=

(@) Restricted Boltzmann Machine (b) Autoencoder (€) Convolutional Neural Network

0000

CT)I '|<P >ICT> 2 St

6666

M emirorment
(@ Deep Neural Network (@) Recurrent Neural Network (D) Deep Reinforcement Learning






OEBPS/Images/2f0533e8b652f1b8c57775ce8d901ca2.png
o6

Project Settings
Project
Modules
Libraries
Facets
Artifacts

Platform Settings
SDKs
Global Libraries

Problems

Project Structure

to==- "™hon 3.7 (tf)
Download JDK...

DGRl home path: | /Users/zhewang/opt/anaconda3/envs/tf/bin/python

- Add IntelliJ Platform Plugin SDK...

Add Android SDK... BT
Add Python SDK... awang/opt/anaconda3/envs/tf/lib/python3.7

Detected SDKs awang/opt/anaconda3/envs/if/lib/python3.7/lib-dynload
Jusr/bin/python2.7 swang/opt/anaconda3/envs/tf/lib/python3.7/site-packages

ms JUsers/znewang/Library/Caches/JetBrains/IdealC2020.1/python_stubs/2117318534

Bm /Users/zhewang/Library/Application Support/JetBrains/IdealC2020.1/plugins/python-ce/helpers/python-s|
B /Users/zhewang/Library/Application Support/JetBrains/IdealC2020.1/plugins/python-ce/helpers/typeshed,
B= /Users/zhewang/Library/Application Support/JetBrains/IdealC2020.1/plugins/python-ce/helpers/typeshed,
B /Users/zhewang/Library/Application Support/JetBrains/IdealC2020.1/plugins/python-ce/helpers/typeshed,
BE /Users/zhewang/Library/Application Support/JetBrains/IdealC2020.1/plugins/python-ce/helpers/typeshed,
Bm /Users/zhewang/Library/Application Support/JetBrains/IdealC2020.1/plugins/python-ce/helpers/typeshed,

Cancel OK





OEBPS/Images/0e3b93edab199bc6b2eb252888599873.png
RNN






OEBPS/Images/f5bc560710418c70dc37e5cc58db569e.png
od e

« + -
Project Settings > B SparrowRecSys
Libraries
Facets
Artifacts
Platform Settings
SDKs

Global Libraries

Problems

Project Structure

Python Interpreter:

) Python 3.7 (tf) ~/opt/anaconda3/envs/tf/bin/python

Cancel

Apply

OK





OEBPS/Images/2ac845584c8c163f20efe827ee2aa86d.png
$FEES! HE $HIEID
B&ID movield
R MED releaseYear
My AT RN LR movieGenre
BTS2 movieRatingCount
RTINS movieAvgRating
BEATDINEE movieRatingStddev
FFID userld
AP S5 userRatingCount
AP D userAvgRating
B AT AP nEE userRatingStddev
AP FITREN R FHIE userAvgReleaseYear
AP FTREN R M EMIEE userReleaseYearStddev
FAF REWR BN userGenre
FF TR EID userRatedMovie
RIS TR B B) timestamp






OEBPS/Images/5c650b787d8abeff730bf66cc86b13d1.png
The Quest for Machine Learning

B

100+ Interview Questions for
Algorithm Engineer

it

T

[H bR E AR

POSTS & TELECOM PRESS






OEBPS/Images/4f14ffaed3d6b6c46b3a58020431560a.png
A/B Testing

dddid
dddid
/N

Group A Group B
OER oEE
Ranker A Ranker B

Retention ~ Streaming

Interleaving

did
}

DEEEEE

Combined Ranker A & B

User Preferences





OEBPS/Images/ff7d70f6dd60313ad7d839b6b9fe31e1.png
Output
Softmax (2)

PReLU (80)
PReLU (200)

NN
Concat & Flatten

N B
SUM Pooling
] A W - LB
/m Eoncat E _ (Concat) (Concat) (Concat)
— —
CC) I . ™ i N |
l [ | I l | N | L N | EE.E
User Profile Goods 1 Goods 2 - Goods N Candldate Context
Features User Behaviors Ad Features
Base Model

@ tz=ial





OEBPS/Images/15dd884f67c36d8c231b57dccd5e6599.png
movield imdbld tmdbld
1| 114709 862
2 | 113497 8844
3| 113228 15602
4 | 114885 31357
5| 113041 11862
6 | 113277 949
7114319 11860






OEBPS/Images/dbc3a6cbdea58990c334a114b17d802b.png
WEZERY N=1 N=2 | N=B3 | N=4 | N=5 | N=6
HIHRE 1 0 0 1 1 1
Precision@ 1/1 1/2 1/3 2/4 3/5 4/6

N






OEBPS/Images/c2d6daeff9d554194c00ba36b7c7609b.png
OFFLINE s

mazon
webservices™

Netflix.Hermes
Query results

9 | Machine Model
; : Learning training
4 =[a/a]a)o) .
Offline
Computation |/Machine
Learning

Nearline Igorith,

NEARLINE ¢—’ Computation

Netflix.Manhattan

LS
1BV IR
User Event .
sgze::n gCassandra Mggmx.* Veach
Event Distribution Online
> Data Service
Ul Client
nlin
ONLINE _ Online.
Play, Rate, Recommendations Computation
Browse...
Machine
Learning
Igorithm

Member






OEBPS/Images/5e5855e53d12a96079759090f6ceb9d1.png
SFEEEY HHIE H4EID W7 E
FB&id movield Onehot+Embeddingft
e FFid userld Onehot+Embeddingft
FINAEEEL movieGenre Onehot+Embeddingft,
PSR NIS R userGenre Onehot+Embeddingft.
ERGER releaseYear BEEBAMLP
BT BE movieRatingCount BEIEMAMLP
TS movieAvgRating BEIEMAMLP
BT DINEE movieRatingStddev HEIEHAMLP
BFED BE userRatingCount HiEMAMLP
BER BF s userAvgRating HIZEMAMLP
BAPEDnEE userRatingStddev BEEBAMLP
ﬁ):'ﬁig;ﬁj?’;’]ﬁ?ﬁ userAvgReleaseYear BEEBAMLP
Fﬁpgggizﬁﬁ userReleaseYearStddev BEEBAMLP

Q HzE=atE






OEBPS/Images/ad17e06c8668bce3ad1bddbaadb7bbe9.png





OEBPS/Images/ed0e0722b03f8fded2dbe1c01501d06d.png
HigEHA

TensorFlow

THES

Embedding+MLP
HYZ2 81454

RIS FEIR AL,
One-hot[@&

BMNFHER (Feature2)
Embedding/g (#E25IBU4FE R A Embedding)
Stacking/2 (EFFB4FEEZER)
MLPE (ZEMHEZMEK)
Scoringi® (BHE)

categorical_column_with_identity
categorical_column_with_vocabulary_list

One-hotE &5k

embedding_column

AEmbedding
Bl L M4 tf feature_column.numeric_column
Stacking/Z tf.keras.layers.DenseFeatures
tf.keras.Sequential([
preprocessing_layer,
MLPE tf.keras.layers.Dense(128, activation="relu’),

tf.keras.layers.Dense(128, activation="relu’),
tf.keras.layers.Dense(1, activation="sigmoid'),

)

REI R BRSE

loss="binary_crossentropy' & X 35i5< &1
optimizer='adam' X R EEBMRM A
epochs=10 &SIl ZE 5K

Q HzE=tE






OEBPS/Images/5420a45047a01f9a7908cfc7253a0a1c.png
90 100 110 120

80

20

90 100 110 1

80

Iteration 1

L] .x. -
S %’ .
% e
%5 .
o Cwoad Latare
"... . ’.. "
. L] * o L] .
.~ .'
. s ®
T T T T
s 10 15 20 25
X
.
.
T T T T
5 10 15 20 25

90 100 110 120

80

120

90 100 110

80

Iteration 2

5 10 15 20 25

o0 100 110 120

80

110 120

a0 100

a0

Iteration 3

25
X
Converged!
‘..‘ *
e
K7 P ° .
L] e L™ Y4
LT
¢ ®. . : .
l L] :I L]
- L) .
T T T T T T
0 5 10 15 20 25
X





OEBPS/Images/e98deeafeea40279d325e0ade8fe24d0.png
REFS]
HERSR

3
I

|

’ VR IR SR

i s SR

Jems
kEes






OEBPS/Images/9e6dc0412bd22a3de72bef695cb17d43.png
Output

Attention Score Softmax (2)
PReLU/Dice (80)]
N PReLU/Dice (200

Concat & Flatten

AUGRU . OUT
________________________________________ -m 4 4
() Inner Product h*(T)
&) Product t
’"A’"f'l'_ """ L_ """""" ] Interest
uxiliary Loss | AUGR‘U\ »AU‘GR‘U\- -[AL‘GR‘U\ »AU‘GRU\ Evolving Layer
Chck Not Chck i , . A :
! Attention Attentlonu Attention Attention Interest
i t '/// t ‘7//' f .///’ t Extractor Layer
//, . ; ': L = L . = . LR
e(t+1) h(t) eCtedr | @ he) (-1 P Behavior
‘ Neg v [ GRU ~ GRU |— ~| GRU - GRU Layer
: e [y Y ¥
- 3 ] L omm [N} [ R ]
e e . e(T-1) ec»
. Embeddinglayer _ )
t f f f t t f
b(1) b(2) . b(T-1) b(T) Target Ad Context UserProfile
Feature Feature

user behavior sequence





OEBPS/Images/adae7ca2f46f6246a82f4e6b1227f90d.png
i th

TP





OEBPS/Images/c7bad251230dad042b9a8a9ca657bda8.png
Serious

The Color Purple

Amadeus

Lethal Weapon

— Geared
Geared Sense and Sensibiity toward
toward males
fmales

Dumb and Dumber

The Lion King

E}Ji

Q wEshtial Escapist





OEBPS/Images/5dc20dd5868b7d6772ae0d14c2fcc8f4.png
AR

KR

A/BIIEE X

“ORMNE" B D", BB RN REEHLS A
A. BRI, BEXRINNTGARFH TGS

2 LR

1. TRMEME L LRSI ERER;
2. IXE RS R % AR ST
3. PRBLIE"HERR AR

A/BIRENIRIT RN

BSEZEMNREER", AEZENRE“ER"

A/BIZHITHEIEIR

5% bl SHOERMRIT—, BRENSERER, B
FR, BRHKS

Q #E=aial






OEBPS/Images/44a30edc2d9f07cea78be5443e67353f.png
Model .
e - TensorFlow Serving Recsys Server

Ten:(EF‘Iow :—) ? % ‘* (_ Ill'lIF//

| TensorFlow docker
. Keras | Serving






OEBPS/Images/7ecfb044e3bbaaa9a25f2140e20595dd.png
®-E)-E-F
® GRe ®
| ORROL0:05050)
- JOOMOCONG SN 0100100

S GI0I0i0 S o
L & © © o S

max
...... La Classifier

(a) AP1TRES (b) MEMmXAE (c) BEHEE (d) {EFWord2vect&#!
F=4Embedding





OEBPS/Images/442d547ba2918ee8ea24e9eaf88a2be7.png
o THLIURELL, FHEMTTRE, L TIGTFE5 % LIRS FaxEREa,
R FIMRERFETELAS2 S TRATRE)IG
c KL LRSTRERBERITE, HEFERANL LIERRKE

@

* HTREFMEAPx MM xNBZSNASHEER, ERAFPYE. Ym
‘@. Py HEFMEIKRE, BZREASRIFNER, S LRIEFERATHZIE
\&P 54 AR MRS R TFOE
Y e TESING L15F (context) KAHE, HFRFMNIREEMBRZR

Q w=avial





OEBPS/Images/6e8664023a248dd55f9158fbe067c7b1.png
><

WVXN:{ wkl}






OEBPS/Images/94ff6f5da96bee565f55f0365b21829a.png
53 { 2ok REHERERFTERZF S MEAABRIA
RS RAHMEESHTUMIRER

2K: AERIERES), THEFERANEXNIEXIETA
Ei{
: BMTERES), B E S NERNTIIEEES

HEF TIEIMAvEE N IRES

_ Bk DEEEER BEMABEE. KIPHRE
Jﬁﬁa-{: B
B B BIEEN. ROt

= { 2K WHERFANWSIHSH 7 /&, WAFPITABEAME
D EILEPRAZBWSFK, BFPERE, SMAFPNAEZE[

Q =)

e





OEBPS/Images/ec9daf3f3f2aaeca8312a192d658a207.png





OEBPS/Images/61324d7fba6f40796234d2757078a69a.png
DeepFM#IZEE! Loss Accuracy ROC AUC PR AUC
NNHELER 0.3687 0.8348 0.9136 0.9298
MitELER 0.7715 0.6425 0.6916 0.7242






OEBPS/Images/9f56820a089f9df01c946fb9f015b831.png
Q*(s,a) = maXE{Z Yoryik|se = s,a; = a},Vs € S,Va € AVt >0
k=0





OEBPS/Images/a79ab09070d31effcc87c044cc412991.png
Driver Program

SparkContext

!l

Cluster Manager

Worker Node
Executor | Cache

o

Worker Node

Executor

=






OEBPS/Images/01b752f28f4645961bb9baf1e3c5b601.png
NAER =

HERALES, CEEETREFINHEFRE,

BHER (Agent) SRSEEERNEM. TESREHE

73 | HFTEMNUAEAPP. P AR METF RFIMNBIME,
(Environment) AWRRF, RAPERBGEFNSRAMEEN R 5

38) (Action) MN—NEEFERGRY, TR0 RN R EE RS S A RGN

RAFPBRHEERE, HITEQNRIRMNRER, RGLAEFRR, HINKRET
#h (Reward) RPN B—THBNIERRE, BARKEVZARMES.
tbsh, AFRERREE, BPITANANERNEHEIANEENENEMES

REZXEENZHEFRANHER B S SRR EERNZIE.

RS (State) . e . il N
EEEFSRED, KSEAWIAREAE L WRERINTEIAERN 2 IS

E#5 (Objective) HERAETLANER, —RERSBARLER, BNAFBES






OEBPS/Images/0ce20063dc213240eb48abf60a9b64d1.png
RIEEMR | BEISR FRAEYHE | EBERE | HFREE
BEE (K (BRER) 1 > JEF IR BAE
#FE | (LEER) = EZ mig =

Q #=aial






OEBPS/Images/11221624222b030c9dac16d3de84effb.png
S — =i
BB






OEBPS/Images/fbbf283a2cedad82261c267089201103.png
textFile '=>

hadoop D
File

Q zEata





OEBPS/Images/0d0ba171d26198abadf3b5d6e80d92c2.png
log(uv)

Pagination





OEBPS/Images/c2644daab7ec751de37a8c1731a5a318.png
userld movield rating timestamp
1 2 3.5 | 1112486027
1 29 3.5 | 1112484676
1 32 3.5 1112484819
1 47 3.5 | 1112484727
1 50 3.5 | 1112484580
1 112 3.5 1094785740
1 151 4.0 | 1094785734
1 223 4.0 | 1112485573
1 253 4.0 | 1112484940
1 260 4.0 | 1112484826






OEBPS/Images/f6f66b9e3919fe8aece8d234c980da5d.png
100001M3

FREALERERE

3007 #EZTT

T

100007M3

HRBERE

B004HHFIE






OEBPS/Images/0f3354c47d9f0ac036c0379cf3345ecf.png
BRRHIR v | s

WS | HRRRRIE | AR S e e
1 P 0.9 1 P 04
2 P 0.8 12 n 0.39
3 n 0.7 13 P 0.38
4 P 0.8 14 n 0.37
5 P 0.55 15 n 0.36
6 P 0.54 16 n 0.35
7 n 0.53 17 P 0.34
8 n 0.52 18 n 0.33
9 P 0.51 19 P 0.30
10 n 0.505 20 n 0.1






OEBPS/Images/621597b930c525de68563077462ee195.png
795 Fu— &y, BiR

mHE

BHE

::>mémmﬁﬂmf—;

Embedding B

Embedding & e ' I '[%rl‘:]l( )
- T Qux = gy T Qe =
BMAE (WH) [o]o] Jo] e ) [ [o] o 0 . 0

AP ) YIERG) BRwW &)





OEBPS/Images/e3f8b2d93a03e2a178d4eb00a8420716.png
B B AEEHEE (mean =+ std) I S EES (mean + std)
Base Model 0.8709 + 0.00184 0.7367 + 0.00043
DIN 0.8833 + 0.00220 0.7419 + 0.00049
DIEN 0.9081 + 0.00221 0.7481 = 0.00102
MIMN 0.9179 + 0.00325 0.7593 + 0.00150

Q w=aial





OEBPS/Images/421e167aa2bd898ce688aa0a77ea1c0b.png
R BasE
- SpakRURETHSHAIETA, EORESOACENSH
SpariEfTiRE TS,
HRBSIELE One-hot4#F3. Multi-hot4RH3
HER AR e, $1, REMHEREESHHEA
TR BECBRETESE, BERERLRETREAN

Q wEshtia






OEBPS/Images/7f745497c7425f3b399a8c4dd9d9df85.png
BAHE

BPHTSFHES

BARA (BHEBIERZH L)

ASIE BTG, RTEN, BEEDE | HHES (RAKETETHS)

FIPEmbedding RRATREMbeddngEERORS | Erms) (pmmeRsE)
mbedding

#SEmbedding fEFAAR RIEmbedding7y7A%E FRHIHE RS (RASEHE TR

Embedding

Q =aial





OEBPS/Images/80b76d1c3a037491d68eea5a2209e20c.png
VEHR EMRIRITA R RIRTA
BT R 55 M X8 fn A TR RifF. MABYE. BEF
PR uh MRS . RBEF Rl B BREKF
e ®. RETH Rt HRF
& RMS e, KF. TENTS Rifr. B, KEF

Q ix=aial






OEBPS/Images/948243d5516a7aacb72a25928827f55d.png
Training

. Target
Output Layer Yui &
Inner Product
Embedding Layer User Latent Vector Item Latent Vector
TPk = Pt} T Quu =gy}
Input Layer (Sparse) | 0|0 |0 n 00| v ojojo|o . 0

User (u) Item (i)





OEBPS/Images/cda46d0cb13fc0983def087ec8a32ac0.png
Weighted LR

ReLU

ReLU

ReLU

=
=
N

oy E—t
i Embedding A—t
s
Embedding o N #previous
FRFES TRES impressions

ExsEntE (EEERE)
BRAAD - - - FSENVESE D





OEBPS/Images/a29b2485f9830be81ecc1256750247f0.png
(*) Inner Product
&) Product

Auxiliary Loss

1 ]
Click Not (lick

Attention Score

N
out
LB
he (T
AUGRU |——{AUGRU |+ . —{ AUGRU ———[ AUGRU

(Output)
Softmax (2)]
PReLU/Dice (80)]
PReLU/Dice (200)
[ R E ]

4 3

t//tfentlogw Attent1b Lﬂjﬁ}entlon iAtteﬁ;;;W
e =

e

User Behavior Sequence

Q E=ata

LR
h(l) h(g) h(T D h(T)
GRU =+ GRU |-+ « GRU e GRU
-L M,IL IL IL
e() " e(2) e(T-1) e(T)
Embedding Layer
1 f f f f f
b(1) b(2) b(T-1) b(T) Target Ad Context UserProfile
Feature Feature
user behavior sequence

Interest
Evolving Layer

Interest
Extractor Layer

Behavior
Layer





OEBPS/Images/c32dc56e8a5e228d8b3253d595f1945c.png
[tem Matrix

User Matrix

Rating Matrix





OEBPS/Images/5cb94f1964a68fecefab9bfd6b846922.png
Traditional A/ B Test

New Algorithms I
Sampling Period Measurement Period

Two Stage Experimental Process

111
111 ™
1] £
I
Interleaving A/B Test
(Phase 1) (Phase 2)






OEBPS/Images/f2b99dab327fb3c1a1ebfc5f61f96ea9.png
user 1

user 2

user 3

window size





OEBPS/Images/644a42a8a6f3bf32444d9a2aee283467.png
%docker ﬁ iﬁ e SEQID

Containers / Apps Q  search.. Sort by v

Images .
8 m cranky_albattani tensorflow/serving

RUNNING PORT: 8501

@ Docker running






OEBPS/Images/14d4d38a784d32e70bc2f11a0b7ff338.png
Log Collector

Logs

Feature Exposure

Click Order

Experience Collector

MC

Episode Replay

D Buffer

Instance






OEBPS/Images/c8172538944483d31b8f8222bab4e1fc.png
AR

ES 30

Nerual CFA&E B £544 AZEHENZSREMD BER R R FRRE
IR R MEMFABEFPMRAEZHE, FRZENE,
- EHRERERRTRIESXBEHEMLE
IR AR A 2 R SIEMAFPEEmbedding S R EIEERE, %4 L TMESEM

B#E#HITIN, HXI. HL%

NerualCFEI Tz

ltem DenseFeatures+User DenseFeatures —> concatenate
layer —>
ZEDense layers —>
Sigmoid Dense layer

IREEHRBYSTINAAE

Item Z/=Dense layers + User ZEDense layers —> Dot layer

]

Q #=aial






OEBPS/Images/000c0bb247b749acb33226a987e13708.png
& Sparrow «-cc a

5 stars action

Lowest Rt
a9 stars 2stars

User Watched Movies

M
Hifins
O

B\

Sense and i Up Close and
Toy Story Grumpier Old Men | Mighty Aphrodite Sabrina Sensibility Down Periscope Personal Mr. Holland's Opus
*s *3 *s %5 *s *a *a *s

TWISTER d
spy
nany 8
PRIMAL - FEAR multiplicity.
Star Wars: Episode | Mission:
IV-ANewHope | Impossible Primal Fear Executive Decision | Multpicity Dragonheart Twister Spy Hard
*4 *5 %4 %4 *3 *4 *2 %3

Independence Day
Striptease. Phenomenon (aka. 1D4)
%5 %3 x5

Recommended For You

PRIEST

Wallace & Gromit:

Sunset Bivd, . \ : s The Best of
(aka. Sunset It Happened One From the Journals | Some Folks Call It Aardman
Boulevard) Night Rebecca Norih by Northwest | of Jean Severg | & Sling Blade Animation

* a3 * 4 * 41 * 42 * 36 ® a1 %38 w41

Tom

o ; -;_‘ Hanks

. Ve J Forrest

N A N

\h& S Gump
3 &

Three Colors: Red
Wallace & Gromit: B (Trais couleurs:
ToCatchaThief  ACose Shave Forrest Gump Casablanca Vertigo All About Eve Schindler’s List Rouge)

* 40 * a2 * 40 *43 * 41 * 42 * 43 *

ACADE

X'?i
\\, %x

Cold Fever (A Maya Lin: A Strang Anne Frank Antonia's Line
Koldum Kiaka) Clear Vision Careful Bringing Up Baby | Remembered (Antonia) Big Night Rear Window
*37 *39 * 35 * a1 * 40 * 40 * 40 * a3

Three Colors: Blue |y nmvem
(Trois coulours:

Ciizen Kane Bleu) Taxi Driver Crumd Hoop Drearms Smoke Lost Horizon M. Butterfly
* a1 * 40 *an * 40 * 41 * 38 *38 *3s






OEBPS/Images/3138eddbb692cbc13c27ddd23e546dc5.png
Q(s,a) =V (s) + A(s,a)

Value Net

Actor Net Advantage

Pre-train





OEBPS/Images/78aec54512ad403ec746ebdabc1c5c34.png





OEBPS/Images/c9e57631a9b0c245ecd9929cacb509df.png
BNE 2= B =






OEBPS/Images/43676c9253ca2d0ca3e8c2345a0e6733.png
IR MRRE

wExTRATAARE ? HEAARE, BERE BWHEAN.
WEMBZTA? HEMSRBEITE S LT UEM T NERERE AN,

TR E L 7 FRET s UEN AR R R B &3 77 AR TSR

REFIEZHEMFZNERTRR. AENRRES.
HEMFZREFINRREMHA? BIERAFE, REFIERHA—STENRME, REFIBL
IRINFERREMLE, RAESHNMEENTRERRNTNES.

s g o | RESTHMERTHGREER R TRERGS 2R
REFARMANBERTRETN? | S oluve RESITE, M OERESRI 0SS,

Q #=atE





OEBPS/Images/bc158e48b7d188c979591b4bcd7256f1.png
RERS A& KR R

W AR . EHE. BoE LA
TABI NG L5 RASE
lembeddng | ERRER R T A, RAENTE,
1 FES TS . RER TESING L5 RISE
¥l ZEmbedding+ R & FEREMNL D HEMTYEE, REend2endiUfBIR A =,
1R P AR o RAERRE RS = TS RERS
E?PME';;;%EW” end2endBU BRI G- RERIAS R | TSRS TISHE S ER

end2endfBR AR, ZHHEAZE |RiFTensorFlowtEEl, 4t
TensorFlowi&E B 45+ RJBMERIE, TEREMN

TensorFlow Serving






OEBPS/Images/4a7a8cd01b7594f8e4d4ea8dc794bb1e.png
1. Sample neighborhood

2. Aggregate feature information
from neighbors

3. Predict graph context and label
using aggregated information





OEBPS/Images/47c7c232aabceda4ebfaf51f3b819663.png
pooling






OEBPS/Images/48bd3c367a55bcbd410125a48dfe0e07.png
e Eﬂﬁﬁﬁsﬁﬁ?ﬂﬁ  DEBATERS | SRR E | BuEEA
; ETL :

APP ! . HDFS : . (BIZR
(Wlﬁﬁ i | ( ) E (Map Reduce) ot

AP) | L BT

Map Shuffle Reduce






OEBPS/Images/f1e030ede604ac3360c645c8f3ff969a.png
|

EFRGER R E EServing
> R B
L HRRBESEE
= ST EE
> HEE = e >| §TJ§W
WITE
e
—> BRR57)
#E8IServing

T [E SN k55 Q % LT -4 EABTIE

BB &I )O BRI






OEBPS/Images/f5d4fe11a5780d4fee60b17b0fe608d8.png
E 47 o) RA A58 PR B f EEEHEEFRFHEREAR

Z BiniEE
ESMM, 20184
iR HEALRE ¥ )1 RBase
Cﬁf"‘éﬁfﬁ Dee;; L:arning Mode, DIEN, 2018%
s 64

MIMN, 2019%

HERARERE





OEBPS/Images/42755fdc645eca6d35f27c7c8d007eaf.png
Embedding | £R | 3t | REF S | #ER% | 10 | BN
SR/ 3R Bl B 1
A SKE AR U Bl A R e A
Embedding | BA | 3¢ | REFY | HERZ 0| 8
window:

window2
. window3 )

GRNGET VNS L Shiliie i

Wor d2vectRRIYIMNIILE

Samplel: A -> Embedding, SRE¥3

Sample2: REES] - KR, HWERS

Sampled: HEEGE - REFS, BEM QEatia





OEBPS/Images/f08ad648fc84c6e74840ec731e9a568e.png
wams O wames O

EHE
Q

y. W/ -
,;" .
o

R






OEBPS/Images/c1c8ce8ef43d7367dd3a67829ab26e92.png
MRS

KR

IBIRAREIRFERI R
RENNRE

RANMLPREF IJREISHFIER X NGEIR B+,
FHERRBIFIMRE, AMAERIEINFIER R ENHEE
REF SRR R EED

FMIEEL R THAE. Embedding/z.

FMIREIRYESH BIEENFME. B EER A
DeepFMXF 7 FMER o iDeepER £ BV, HAPFMER D RS
DeepFMBIEEH | o ORI, Doepis (M S B MM A BRI A e
NFMERIERRIE || BRI E R A RS EAEmbeding R,
e RIS SR R B,
DEEIAA! DeepFMii 21EWide B4 B BFMIEE A Wide&Deept& A
Wide&Deepiix %

2

Q wE=aial






OEBPS/Images/d3078603f8c6259232c0c91fcbf4f94e.png
used for
indexing

video id

video id channel id
embeddings embeddings





OEBPS/Images/a22ad134d37d443c30c16a12ba719174.png
HEFRGELT 2 EA/BINR & IEIR B ITHhiEn

EEREFERE | QIR BEXR B8N (AP HYEHESH) R 45

BER xHENLEZXNAFY/<BRINAFY) | B GEEX,

AEXIEERL TOBERE. THAE M F1-score.
T ERERE (EREH/UREK) | ROC AUC, PR
TR IRE THHERE K. BRREK AUCE

2
Qsatia A






OEBPS/Images/582a2e94ed082846d3409241d0280bee.png
RO BRI XAH x

BMHMB2(RIE) v v ey % A
HE(ZMRER TR R):

HAOMRE: HHEA ATIEE NB¥S HE m B¥ AR¥
HEHE REES)

BRAME: MBS ATSEE MESE TEN RESW
MachineLearning itH#LRE Al B¥ HE

ey AEpiE: 350

CREsSaR





OEBPS/Images/69f9701d509aa09571dd5f3ae357b241.png





OEBPS/Images/7f9697c2b16f054fc868adae40bbaec4.png
() #h#wB

Multiple Residual Units B
Stacking &

Embedding #1 Embedding #n

Feature #1 Feature #n

Feature #2





OEBPS/Images/4dc71e77174b1201fdd3005eb74c95aa.png
xS
Dol Bocee B Lw w
L m P 24
Il L 3

| i
I X0 ®
op i Ee

8
iy

x>
o SOROLL K+ LW | o
W; e 2 g
®

s+ Q|
=
e
]

E x> R
+5 o —HE b
. e 5
“““““““““““ #An
=






OEBPS/Images/68834a747e5cefe8426e0a4fddc044ad.png
& mrnt —— E i f

- m— AR
X rimte — —» Embedding

. Sigmoid B e S

il ' R

FHIESE i HHIE oue FHIE m





OEBPS/Images/17b87fbccbdd7bad5e535cb0820bd591.png
B

04 05
e

06 07

08

09





OEBPS/Images/f3e9b2db013ce6bda5bf9fc8a011624e.png
Batman

1989 5.0 stars

3.4 stars

Related Movies

%

LJuRASSIC PARK|

*

Die Hard: Wiha | Cloarand Prosont CRIMSON TIDE

True Lies Batman Forever Vengeance Danger Stargate Pulp Fiction Jurassic Park Crimson Tide

Terminator 2 Mission: Independence Day
Judgment Day Braveheart Outbreak GoldenEye Impossible (aka. ID4) Bad Boys Heavy Metal






OEBPS/Images/9e139ef4cb5daf286e18e097024c6cfc.png
Q =





OEBPS/Images/8167278af3474762bcb21140c42c109a.png
o EE
Roku 167 RARINEA CREEI BRSNS

RO —RETARERE, IFEBITITRSEAIX TIRIZA
RBES58K. #1815 BRiRREE, BENRRE

- .

[Efl | Be Curious =EE REREIRFE
H{E ¥49 e ¥99






OEBPS/Images/d6fd2d49c9612ec44ebc9b213d81e8ca.png
RS

KR

TR F RSS2 A0 THAE

FTEOERERS . BIEEEO.
EFERIBIE, RS SEES

TAREHREFRSOEZNS

JettyRS52309MM 55

nBINE. &7 BERE

?gﬂm)\‘\) JavaFF iRttt X5eE,
SR AREFNGITRERRE

JettySTE

Bl JettyfRSZ 23 F L Jetty ServiethRSS

Q w=aial






OEBPS/Images/8b46af328ac5c0b4281dae0736ecac09.png
IR

AP R
(LR/FM/

BT L BR






OEBPS/Images/c0125c1a751d982226dd4e24d33a80b4.png
A(s,a)

AN
N
i
AN

"/A
//A

FREMHE

FAP-RiIEMRHIE

TR

FIP#HAE





OEBPS/Images/e725bf4d14493257dd04f06706f23600.png
ABET A

5F 20204108298

BREN, RE—EAMNMAEFTL
KA RHEIIR, FBEMAFD
P& ERERRE], XEZ2EIRE
A?

REF ST RATE
09 | & EARSS: wnfafesk HIRIERH A

IRBIHISTFRN  Sak e
MREEIEL App -






OEBPS/Images/1c8cfcf1b4175ca3c17eedfa048dac01.png
23 FH LFD Bx &

- P
'1,4?'

.4’69 469 - 30 - 30

ERERE  EAEEEALAERE
NFEIE =MHeBE 75 RINEEERE 202

v419

4"2’9 489 30 - 30

BRAER FILALRE Nike {52 E5LE





OEBPS/Images/dcb389f4d53085e1f35c9eed48cbbba0.png
TEAEH

5F 20205108318
BREMXTFXaiE “7E)EY AT E
F B8 Embedding MZRY, MR _#F
89 Embedding EE—" A E£= 8]
A", FNIEZ T 6-7 T3 embedding B9
B, HTEABYGFIESEL
77 embedding, Z8%0iE, AF
H embedding B/ EAERBIE? FA
&, MeMNBAFRER— T RE=TE, X
MREAFINE?

REF ST R
V 12 | BERBURIAT . MNAITE AT iER

=E: Tt i’EE%TFJ?SZ , e






OEBPS/Images/3f9dabb80fbdca0d1470fc61fc5188d4.png
y = sigmoid (x"w)

Xp1=1





OEBPS/Images/c2547ad1989101a226e24c462a63ab90.png
OFFLINE

Offline Data

Machine
Learning

Offline

Nearline

NEARLINE v | computation

Netﬂlx Manhattan

User Event
Queue

Netflix.Hermes

training

Computation

azon
services™

e

Model

Machine
Learning
Algorithm

Vecache

O Cassandra SQL
Algonthm

Data Service
Servnce
UI Client
nlin
ONLINE . Online
Play, Rate, Recommendations Computation
Browse...

Member

'Machine
Learning






OEBPS/Images/8c086af5a86b405b9d6451779c8e1af1.png
x #

*k R

AOBEMEIE (M3,

Fie. (HIF)

AFEMMEE. E=7DMP
(Data Management Platform,

AR HIEEETS)
FPXEBIRE =) =b g
Y RmIRE ARRERGEERAM
Y

YmEME (Fla, -ﬁ

nE9RA. A&

BEHNNE. £, BR. SRFER

)

BEFEAN. B=TT8IEE

Q ix=aial






OEBPS/Images/5af617c854a6f9a582a9b66850aaf397.png
%&}E gl}ﬁj\ i e TRAMETE S
iggﬁﬁgﬁuﬁ S HUEAE @Flmk

ETRE P4

BB RS BFP1TR. #RXA. BUIrSSE

-BEEUL WSS IE

SR i —— -

-IDEAE g T, B=HERS @ Redis
-One-hot#zi3

-Embedding SIS

HAHIEES FfE), iR, PRI EISRE






OEBPS/Images/192ff964792ce3b72648f4ecd7ceebb6.png
Bi-Interaction Pooling

=

v, v, v,
I 1 I 1
1/0/1|0 0|02 ...

Prediction Score

Hidden Layers

B-Interaction Layer

Embedding Layer

Input Feature Vector (sparse)





OEBPS/Images/611c108b9d60fe049f931d2eef89a0ba.png
Fc (2)

[}

FC (200)

FC (80) 1

!
t

Aggregator
[}
R -
I
I
|
i
i i
i i
i i
i i
i i
i 1
| |
i |
Embedd"lng i T 1
Layer (embmodel) | (embmodel) (embmodel ) (embmodel) share |
i i i 1 1 parameter |
{ ID1ID2 IDN /‘ ‘ l - _._‘._. _I ........ ‘._ L I._._._._._‘._._.l_ _________________ i
Embedding&MLP Image1 Image 2 Image N

Ad Image User Behavior Images





OEBPS/Images/2c129028ff0ec6ed906ed046a2d6b4c3.png
AR

KR

AR DR IEHIREAR 5 SR EAILE G
FETf=R DR IEMAIERARDE G D K RHE N EFEARTERILES)
BER D EIEMIEREARNE S B ERIERERNEAILLH
Fl1-score FETRERNE EXRNBPNTFIE
A RIRE FUNERREL{E 2 RIZEENIIHIR
P-REHZ: BATEREEER, YPLIiTEFEHER
ROCHIZ HATERAMR, NLIrEEMAMR
AUC P-REiZ5ROCH % THIEFR
FEELIEAP 1 FHFKPrecision@NiJ{E
I EIEMAP FiE AP IAPHE






OEBPS/Images/b098ba512404cf43655bb3e0efd52777.png
iR

HEEFRGITME
IRRAER

HEEFRGITME
A IER

Netflixgd
Replay/ &

Interleaving
W& ERN
=NER

HRHER
ERBEL T, B%Replay. % _tinterleaving, % EA/Billid
S EERhSEREER G TE, HAMiNREFER AL

EWEEA, ENSERERETRE BERNDRERBIE,
ERRRANEIRIRR, HIMRHEAE—MAPI, HREIIGNITEER

LERHTRP2A;

2. EREINHEFIIREEMIRE,
BB E iR R R AR R BRI F ) mIS EIY
SHTHRIELATYE, EEMIBEANKREBS, EHIEEE— T

e

Q w=aial






OEBPS/Images/13fc5b41231ae9e76ce425c29e54e514.png
Pooling Aggregator
Attention Aggregator
LSTM Aggregator

Birisa | |
I I

I I

l coNvoLVE(? I

| (See Algorithm 1) :
— —

D 4

: - hfql) ///// I

a4 ®, W 1Y : Z:
N(A) £ :

Mean Aggregator SR | Z |
I

I

I

MLP Aggregator

—réB T = : 17 15
I
convoLve






OEBPS/Images/2ea080c93e63e4