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开篇词 | 作为程序员，为什么你应该学好数学？


你好，我是黄申，目前在 LinkedIn 从事数据科学的工作，主要负责全球领英的搜索引擎优化，算法和数据架构的搭建。
2006 年，我博士毕业于上海交通大学计算机科学与工程专业，在接下来十余年时间里，我曾经在微软亚洲研究院、IBM 研究院、eBay 中国研发中心做机器学习方向的研究工作，也负责过大润发飞牛网和 1 号店这两家互联网公司的核心搜索和推荐项目，还写过一本书《大数据架构商业之路》。
对于数学和计算机编程的联系，我之前也没有思考过。直到有一次，在硅谷的一个技术交流 Meetup 上，我听到一位嘉宾分享说：“如果你只想当一个普通的程序员，那么数学对你来说，并不重要。但是如果你想做一个顶级程序员，梦想着改变世界，那么数学对你来说就很重要了。”
听完这句话，我马上感受到强烈的共鸣，因为就我自己的工作经历而言，越是往高处走，就越能发现数学的重要性。我知道，数学对于我们每一个程序员来说，都是最熟悉的陌生人。你从小就开始学习数学，中考、高考、研究生考试还要考数学，所以那些熟悉的数学定理、数学公式，陪伴你至少也有 10 年时间了。
但是，自从做了程序员，你可能早就把数学抛在了脑后，甚至觉得曾经为了应试而“硬学”的数学应该是彻底没什么用了，终于可以和他们 say goodbye 了。毕竟作为一个基础学科，数学肯定是没操作系统、数据结构、计算机网络这样的课程看起来“实用”。
起码我之前就是这么认为的。大学的时候，我非常喜欢编程，甚至还翘过数学课，专门在图书馆看计算机类的图书。那会儿我觉得，数学这东西，完全就是应试教育，我更喜欢计算机这样操作类的课程，不喜欢待在教室里听数学老师讲那些枯燥的理论和定理。
再到后来，我读了硕士，开始接触机器学习，猛然间才发现，机器学习表面上是“写程序”，但实际上剥去外表，本质上就是在研究数学。从那会儿开始，我对数学的认知也才逐步客观和理性起来。
再到现在，我参加了工作，写了这么多年代码，我想说，数学学得好不好，将会直接决定一个程序员有没有发展潜力。因为往大了说，数学它其实是一种思维模式，考验的是一个人归纳、总结和抽象的能力。把这个能力放到程序员的世界里，其实就是解决问题的能力。
往小了说，不管是数据结构与算法还是程序设计，其实底层很多原理或者思路都是源自于数学，所以很多大公司，在招人时，也会优先考虑数学专业的毕业生，这些人他们数学基础很好，学起编程也更容易上手。
所以我觉得，如果编程语言是血肉，数学的思想和知识就是灵魂。它可以帮助你选择合适的数据结构和算法、提升系统效率、并且赋予机器智慧。尤其是在大数据和智能化的时代，更是如此。
举个例子，比如我们小学就学到的余数，其实在编程的世界里也有很多应用。你经常用到的分页功能，根据记录的总条数和每页展示的条数，最后来计算整体的页数，这里面就会有余数的思想。再难一点，奇偶校验、循环冗余检验、散列函数、密码学等等都有余数相关的知识。
遇到这些问题的时候，你能说你不懂余数吗？我想你肯定懂，只是很多时候没有想到可以用余数的思想来解决相关问题罢了。那为什么没有想到呢？我认为，本质原因还是你没有数学思维，还是你数学的基础不够好。
所以，在这个专栏里，我想和你重点聊聊数学。当然，我知道数学博大精深，所以在一开始做专栏的时候，我就和极客时间团队一起定义好了专栏的边界，用一句话来说就是“只做程序员需要学的数学知识”。
首先，我梳理了编程中最常用的数学概念，由浅入深剖析它们的本质，希望能够帮你彻底掌握这些最基础、也最核心的数学知识。这其中包括那些你曾经熟悉的数学名词，比如数学归纳法、迭代法、递归、排列、组合等等。
其次，我把线性代数和概率统计中的抽象概念、公式、定理都由内而外地讲了出来，并分析它们在编程中的应用案例，帮助你提升编程的高阶能力。对于这些内容，我会从基本的概念入手，结合生活和工作中的实际案例，让你更轻松地理解概念的含义。
比如，对于朴素贝叶斯方法，我会从基本的随机现象、随机变量和概率分布等着手。随后，我会逐步深入，结合这些数学知识在编程算法中的应用进行展开。比方说，贝叶斯定理是什么，随机变量之间的独立性是什么，这些是如何构成朴素贝叶斯方法的，而最终朴素贝叶斯又是如何被运用在机器学习的分类算法之中的。
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这样的讲解路线，既能让你巩固基础的概念和知识，同时也能让你明白这些基础性的内容，对计算机编程和算法究竟意味着什么。
不过话又说回来，我认为数学理论和编程实践的结合其实是“决裂”的，所以学习数学的时候，你不能太功利，觉得今天学完明天就能用得着，我觉得这个学习思路可以用在其他课程上，但放在数学里绝对不合适。
因为数学知识总是比较抽象，特别是概率统计和线性代数中的概率、数据分布、矩阵、向量等概念。它们真的很不好理解，也需要我们花时间琢磨，但是对于高级一点的程序设计而言，特别是和数据相关的算法，这些概念就非常重要了，这可都是先人总结出来的经验。
如果你能够将这些基本概念和核心理论都搞懂、搞透，那么面对系统框架设计、性能优化、准确率提升这些难题的时候，你就能从更高的角度出发去解决问题，而不只是站在一个“熟练工”的视角，去增删改查。
最后，我希望数学能够成为你的一种基础能力，希望这个专栏能帮你用数学思维来分析问题和解决问题。数学思想是启发我们思维的中枢，如果你对数学有更好的理解，遇到问题的时候就能追本溯源，快、准、稳地找到解决方案。
伽利略曾经说过，“宇宙这本书是用数学语言写成的”，数学是人类科学进步的重要基础，所以，你我都要怀着敬畏的心态去学习、思考数学。同样，我还要求我自己的孩子一定要学好数学，因为我确信，这对于他未来的发展来说，至关重要。
编程的世界远不止条件和循环语句，程序员的人生应当是创造的舞台。我希望，通过这个专栏的学习，能够让你切实感受到数学这个古老学科的活力和魅力。
好了，说了这么多，相信你已经下定决心和我一起攻克数学。重新开始就要告别过去，你可以在留言区做个“数学学习复盘”，在之前的学习过程中，你的学习状况是怎样的？你遇到的最大困难是什么？现在，你最希望学到的是什么？
Now，你说，我听！
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导读：程序员应该怎么学数学？


你好，我是黄申。
在开篇，我详细讲了程序员为什么需要学数学。那么，怎样的学习方法才是行之有效的呢？我想你现在心里还没有一个固定的答案，而我不想一味地去讲我自己的一家之言，毕竟没有什么学习方法是最好的。
你能做的是要多看，去找适合自己的。而我能做的，就是尽量给你更多的参考，让你可以自己来选择。所以，我邀请了几位朋友，让他们来谈一谈，自己学习数学的一些心得体会，希望对你有所启发。

刘超 | 《趣谈网络协议》专栏作者：“学数学就像学一门新技术”
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程序员是否需要学好数学？原本学数学分析、概率论、线性代数的时候，我也没想到数学和写程序有啥关系，但是随着研究的开源软件越来越多，我发现很多技术深入下去，本质就是数学。
程序员应该怎么学习数学呢？我不建议你将大学的数学书拿出来啃一遍，一来耗费大量时间，二来和实际应用结合不起来，往往该看的忽略了，不该看的费了半天劲用不上，过一阵又忘了。
我们了解一个新技术有三个阶段，第一阶段是，怎么使用；第二阶段是，如何实现，原理是什么；第三阶段是，为什么这样实现。学数学和学一门新技术一样，也有这样三个阶段，先用起来，了解原理，然后了解为什么。
用一句话来说，我们不能为了数学而学数学，学数学要和具体的应用结合在一起。

徐文浩 | bothub.ai 创始人：“先广度，再深度”
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随着过去几年深度学习成为程序员界的显学，不少程序员开始回头复习微积分、概率论和线性代数这样的基础数学课，乃至开始学习最优化、博弈论这样的应用数学课。我自己则是因为从 2010 年一头扎入了计算广告的大坑之后，重新开始学习数学。
可以说，这次重新学习数学，为我自己推开了程序世界中另一扇门，使得我在埋头具体写代码之外，有机会重新从另一个角度，去认识和理解“程序”和“问题的解决方案”这两件事情。
我为什么要学点数学?
投入时间学习数学，于我来说主要是两个原因，一来，数学在工作中用得上；二来，学点数学很多时候是个有趣的事。
譬如说，过去几年火起来的深度学习，以及之前没那么火，但是实际上早早就在搜索、广告这些领域，应用的机器学习和推荐算法。这里面其实就是结合了微积分、线性代数、概率论之后的最优化问题。
事实上，大部分应用领域的核心解决方案，都是把应用领域的问题，形式化为一个个数学问题。在找到数学问题的“解法”之后，用写程序的方式翻译成实际应用的“算法”。而能够应用“数学”的方式来解决问题，是从一个只能套用现成方案的“码农”，向能够将新问题形式化、并找出创新解决方案的“研发工程师”迈出的第一步。
很多问题当你知道如何用数学来解决的时候，常常会有醍醐灌顶的感觉。譬如当我第一次搞明白，广告中的竞价问题，居然能够变成一个博弈论中“寻找上策均衡”的问题，并且能够通过简简单单的公式表示出来的时候，我是很有满足感的。
此外，一旦熟悉了机器学习中用到的数学知识，很多想要解决的系统问题，都能通过定义更好的数学优化目标，变成一个能够找到最优解的程序算法，最后通过写个程序，翻译成数学问题来解决，这个过程带给我巨大的身心愉悦。
我是如何学数学的？
数学整个领域很大，如果想要学点什么，我建议从工作相关的领域开始，先广度，再深度。
从工作相关的领域开始，是让自己一是能有实际用得上学到的知识的机会，二是日常工作中容易耳濡目染，相当于常常在复习。而先有广度，是让自己在心中有一个问题到解决方法的“地图”，遇到具体的问题能够对得上，容易获得正反馈；然后再有深度，具体去对一个特定的主题学习应用。
当开始深入学一个特定问题的时候，最好的方式是，追一门在线课程，譬如 Coursera、TEDx，或者在极客时间上找一门课程来学习。
这是因为，在线课程有明确的节奏，通常还会提供作业和测验。通过作业和测验，让自己对自己的学习有一个联系和反馈的过程。即使实践中没有足够的应用，过一段时间有些知识没有那么熟悉了，但是也容易建立自己很快可以“捡”回来的信心，降低“复习”的启动成本。跟随在线课程的节奏，可以有效避免“三天打渔两天晒网”的恶习，让学习有始有终。
最后，给你介绍一个有程序员特色的学习方法，针对学习的内容写一点程序。把正在学习的问题的解法，写一个算法实现出来。这是一个非常有效的练习方式。譬如学习线性代数，理解仿射，反复读书的效率对我来说，就不如找来 Coding The Matrix，通过写程序，让学习、理解变得更深入。

王天一 | 《人工智能基础课》《机器学习 40 讲》专栏作者：“数学是工具而非问题，是手段而非目的”
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在数学的学习中，首要的问题是明确需求。作为非数学专业出身的“外行”，我们使用数学的目的不是顶天，而是立地；不是上下求索艰深的理论问题，而是将生活中的具体问题抽象化，进而加以解决。
因此，对于我们这些票友来说，学习数学的基础在于经验而非哲学，比较实际的思路是秉持功利主义的原则，用多少学多少。掌握基本的线性代数与矩阵论、概率论与数理统计知识足以应付日常的使用，盲目地好高骛远通常有害无益。理论化和公理化这些比较深邃的尝试固然让人着迷，但它们可能并没有肉眼可见的实用性，对于绝大部分计算机从业者恐怕过于阳春白雪。
其次，在学习时还要理解数学的本质。数学是工具而非问题，是手段而非目的。探索世界奥秘的学科是“格物穷理”的物理学，相形之下，数学更像是个任人打扮的小姑娘，它存在的意义就是通过合理的设计简化物理学的研究。
正因如此，在数学中存在着各种各样在现实中不可能出现的理想化模型（比如无穷小和极限的诞生），也存在着对同一个物理过程不同的建模方式（比如矩阵力学和波动力学）。充分理解数学的人造特质，可以在学习中少走很多无谓的弯路。
理解数学的工具属性就会自然而然地引出了数学学习中的另一个关键点，那就是工具设计的出发点，也就是所谓的数学思想与数学逻辑。
任何一个工具都不是平白无故地设计出来的，它必然要解决某个特定的问题，比如线性代数与矩阵论是对具体对象的抽象表示与运算，比如概率论和数理统计是对不确定性及其定型定量表示的建模。因此，在掌握每一种数学工具的微观技巧之前，理解它们的宏观目标是更加重要的。只有掌握了工具诞生的背景与目的，才有可能有效地使用它们。
在这里还要多说一句，数学绝不仅仅是算术，把主要精力放在计算上未免因小失大。在经典科幻《银河系漫游指南》中，超级计算机告诉人们，世界的终极答案是“42”——这更像是对数字主义者善意嘲讽的一个梗。但对算术的过度强调并不鲜见，在相当数量的现行数学教材中，讲解线性代数时开篇便给出行列式的计算方法，这种编排着实让人费解。
具体到数学每个子学科的学习方法上，相关的经验教训已然汗牛充栋，很多内容都无需在此赘言。但在我看来，学习时值得突出强调的一点是举一反三的能力。同一种工具及其背后的思想可以出现在不同的场景下，解决不同的问题，但是一旦深入到本质层面，就会发现它们实际上是相通的。如何透过现象看本质，将不同场景融会贯通，才是值得锻炼的高级能力。
同一个工具存在不同应用的例子不胜枚举：

	
特征向量计算的是系统的不动点，在数据降维中有举足轻重的作用，但如果熟悉电子通信的话你就会知道，对线性时不变系统的分析（也就是各种变换）都是基于特征向量展开的；



	
在给定隐马尔可夫模型的观测序列时，可以利用维特比算法求解后验概率最大的状态序列，将这一方法应用在信道编码中，就是最经典的卷积码译码算法；



	
在分类问题中，以类间方差最大化为标准可以推导出线性判别分析和决策树等模型，应用在图像处理中，类间方差最大化原理给出的就是图像分割中的 Otsu 方法。




凡此种种都说明，即使是不同的学科，使用的数学基础也有着千丝万缕的联系，将基本的数学概念和充分的想象力结合起来，触类旁通就变得轻而易举。
总结起来，我对数学学习的几点拙见是：把握数学的工具属性，学习具体方法时先溯因再求果，勤于思考解决相同问题的不同方法，与解决不同问题的相同方法之间的联系与区别。希望这几条建议能够在数学的学习中助你一臂之力。

好了，三位老师都分享完了自己的学习方法。其实他们有一个共同的观点，那就是数学要是“实用”的，这和我的想法如出一辙。
因此，我在这里绘制了一张“程序员的数学应用地图”，里面包含四个部分，分别是数据结构、编程语句、基础算法，以及机器学习算法。
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（长按保存后可查看大图）
我们来一起看看这张图里都有什么内容。
首先我们来看最常用的数据结构和编程语句，我想你对它们应该非常熟悉。在我眼里，这些基础的内容，同样富含了数学思维。例如，数组和链表就体现了迭代和递归的思想，判断语句就是使用了逻辑（布尔）代数。
对于架构在这些数据结构和编程语句之上的算法（为了将这些算法和机器学习的算法区分，我称其为通用算法），除了迭代和递归，也体现了排列、组合和动态规划等思想。
对于机器学习的算法而言，我们更需要理解概率统计和线性代数的核心思想，包括什么是概率、贝叶斯定理、数据的统计分布、向量、矩阵、线性方程等等。
整个专栏我基本上都是从数学的角度出发，逐步推进到这些知识在计算机中的应用。不过在绘制这张应用地图的时候，我特意反其道而行之，从计算机编程的角度出发，为你展示程序员应该如何看待编程中的数学知识。
我觉得在开始学习之前，这个地图会给你一个大体的认识，告诉你计算机领域常用的数学思想有哪些。这时，你也许会产生一些疑惑，同时你可以带着自己的思考和问题去逐篇学习。等你学完整个专栏之后，再回头来看看这个地图，应该会有更深的感触。我希望这种双向打通，能够进一步加强你的学习体验。
好了，听了这么多心得和方法，有没有什么地方是最触动你的呢？下一节我们就要进入正式的学习了，我想听你讲讲，你准备怎么来学习这门课呢？
欢迎留言和我分享，也欢迎点击“请朋友读”，把今天的内容分享给你的朋友，和他一起精进。
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01 | 二进制：不了解计算机的源头，你学什么编程


我们都知道，计算机的起源是数学中的二进制计数法。可以说，没有二进制，就没有如今的计算机系统。那什么是二进制呢？为什么计算机要使用二进制，而不是我们日常生活中的十进制呢？如何在代码中操作二进制呢？专栏开始，我们就从计算机认知的起源——二进制出发，讲讲它在计算机中的“玄机”。
什么是二进制计数法？
为了让你更好地理解二进制计数法，我们先来简单地回顾一下人类计数的发展史。
原始时代，人类用路边的小石子，来统计放牧归来的羊只数量，这表明我们很早就产生了计数的意识。后来，罗马人用手指作为计数的工具，并在羊皮上画出Ⅰ、Ⅱ、Ⅲ来代替手指的数量。表示一只手时，就写成“Ⅴ”形，表示两只手时，就画成“ⅤⅤ”形等等。
公元 3 世纪左右，印度数学家（也有说法是阿拉伯人）发明了阿拉伯数字。阿拉伯数字由从 0 到 9 这样 10 个计数符号组成，并采取进位制法，高位在左，低位在右，从左往右书写。由于阿拉伯数字本身笔画简单，演算便利，因此它们逐渐在各国流行起来，成为世界通用的数字。
日常生活中，我们广泛使用的十进制计数法，也是基于阿拉伯数字的。这也是十进制计数法的基础。因此，相对其他计数方法，十进制最容易被我们所理解。
让我们来观察一个数字：2871。
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其中 ^ 表示幂或次方运算。十进制的数位（千位、百位、十位等）全部都是 10^n 的形式。需要特别注意的是，任何非 0 数字的 0 次方均为 1。在这个新的表示式里，10 被称为十进制计数法的基数，也是十进制中“十”的由来。这个我想你应该好理解，因为这和我们日常生活的习惯是统一的。
明白了十进制，我们再试着用类似的思路来理解二进制的定义。我以二进制数字 110101 为例，解释给你听。我们先来看，这里 110101 究竟代表了十进制中的数字几呢？
刚才我们说了，十进制计数是使用 10 作为基数，那么二进制就是使用 2 作为基数，类比过来，二进制的数位就是 2^n 的形式。如果需要将这个数字转化为人们易于理解的十进制，我们就可以这样来计算：
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按照这个思路，我们还可以推导出八进制（以 8 为基数）、十六进制（以 16 为基数）等等计数法，很简单，我在这里就不赘述了。
至此，你应该已经理解了什么是二进制。但是仅有数学的理论知识是不够的，结合相关的代码实践，相信你会有更深刻的印象。
基于此，我们来看看二进制和十进制数在 Java 语言中是如何互相转换的，并验证一下我们之前的推算。我这里使用的是 Java 语言来实现的，其他主流的编程语言实现方式都是类似的。
这段代码的实现采用了 Java 的 BigInteger 类及其 API 函数，我都加了代码注释，并且穿插一些解释，你应该可以看懂。
首先，我们引入 BigInteger 包，通过它和 Integer 类的 API 函数进行二进制和十进制的互相转换。
import java.math.BigInteger;
 
public class Lesson1_1 {
  
   /**
 
    * @Description: 十进制转换成二进制
    * @param decimalSource
    * @return String
    */
    public static String decimalToBinary(int decimalSource) {
       BigInteger bi = new BigInteger(String.valueOf(decimalSource)); // 转换成 BigInteger 类型，默认是十进制
       return bi.toString(2); // 参数 2 指定的是转化成二进制
    }
 
    /**
    * @Description: 二进制转换成十进制
    * @param binarySource
    * @return int
    */
    public static int binaryToDecimal(String binarySource) {
       BigInteger bi = new BigInteger(binarySource, 2);  // 转换为 BigInteger 类型，参数 2 指定的是二进制
       return Integer.parseInt(bi.toString());     // 默认转换成十进制
    }
}

然后，我们通过一个十进制数和一个二进制数，来验证一下上述代码的正确性。
 public static void main(String[] args) {     
 
      int a = 53;
      String b = "110101";
      System.out.println(String.format(" 数字 %d 的二进制是 %s", a, Lesson1_1.decimalToBinary(a))); // 获取十进制数 53 的二进制数
      System.out.println(String.format(" 数字 %s 的十进制是 %d", b, Lesson1_1.binaryToDecimal(b))); // 获取二进制数 110101 的十进制数
 
   }
 

这段代码运行的结果是：十进制数字 53 的二进制是 110101，二进制数字 110101 的十进制是 53。
好了，关于十进制和二进制的概念以及进制之间的相互转换，你应该都很清楚了。既然有十进制，又有二进制，你可能就要问了，为啥计算机使用的是二进制而不是十进制呢？
计算机为什么使用二进制？
我觉得，计算机使用二进制和现代计算机系统的硬件实现有关。组成计算机系统的逻辑电路通常只有两个状态，即开关的接通与断开。
断开的状态我们用“0”来表示，接通的状态用“1”来表示。由于每位数据只有断开与接通两种状态，所以即便系统受到一定程度的干扰时，它仍然能够可靠地分辨出数字是“0”还是“1”。因此，在具体的系统实现中，二进制的数据表达具有抗干扰能力强、可靠性高的优点。
相比之下，如果用十进制设计具有 10 种状态的电路，情况就会非常复杂，判断状态的时候出错的几率就会大大提高。
另外，二进制也非常适合逻辑运算。逻辑运算中的“真”和“假”，正好与二进制的“0”和“1”两个数字相对应。逻辑运算中的加法（“或”运算）、乘法（“与”运算）以及否定（“非”运算）都可以通过“0”和“1”的加法、乘法和减法来实现。
二进制的位操作
了解了现代计算机是基于二进制的，我们就来看看，计算机语言中针对二进制的位操作。这里的位操作，也叫作位运算，就是直接对内存中的二进制位进行操作。常见的二进制位操作包括向左移位和向右移位的移位操作，以及“或”“与”“异或”的逻辑操作。下面我们一一来看。
向左移位
我们先来看向左移位。
二进制 110101 向左移一位，就是在末尾添加一位 0，因此 110101 就变成了 1101010。请注意，这里讨论的是数字没有溢出的情况。
所谓数字溢出，就是二进制数的位数超过了系统所指定的位数。目前主流的系统都支持至少 32 位的整型数字，而 1101010 远未超过 32 位，所以不会溢出。如果进行左移操作的二进制已经超出了 32 位，左移后数字就会溢出，需要将溢出的位数去除。
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在这个例子中，如果将 1101010 换算为十进制，就是 106，你有没有发现，106 正好是 53 的 2 倍。所以，我们可以得出一个结论：二进制左移一位，其实就是将数字翻倍。
向右移位
接下来我们来看向右移位。
二进制 110101 向右移一位，就是去除末尾的那一位，因此 110101 就变成了 11010（最前面的 0 可以省略）。我们将 11010 换算为十进制，就是 26，正好是 53 除以 2 的整数商。所以二进制右移一位，就是将数字除以 2 并求整数商的操作。
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下面我们来看看，用代码如何进行移位操作。
import java.math.BigInteger;
 
public class Lesson1_2 {  
 
   /**
    * @Description: 向左移位
    * @param num- 等待移位的十进制数, m- 向左移的位数
    * @return int- 移位后的十进制数
    */
   public static int leftShift(int num, int m) {
      return num << m;
   }
  
   /**
    * @Description: 向右移位
    * @param num- 等待移位的十进制数, m- 向右移的位数
    * @return int- 移位后的十进制数
    */
   public static int rightShift(int num, int m) {
      return num >>> m;
   } 
 
}

然后，我们用一段测试代码验证下结果。
public static void main(String[] args) {     
 
      int num = 53;
      int m = 1;
      System.out.println(String.format(" 数字 %d 的二进制向左移 %d 位是 %d", num, m, Lesson1_2.leftShift(num, m)));   // 测试向左移位
      System.out.println(String.format(" 数字 %d 的二进制向右移 %d 位是 %d", num, m, Lesson1_2.rightShift(num, m)));   // 测试向右移位     
 
      System.out.println();
     
      m = 3;
      System.out.println(String.format(" 数字 %d 的二进制向左移 %d 位是 %d", num, m, Lesson1_2.leftShift(num, m)));   // 测试向左移位
      System.out.println(String.format(" 数字 %d 的二进制向右移 %d 位是 %d", num, m, Lesson1_2.rightShift(num, m)));   // 测试向右移位 
 
   } 
 

这段代码的运行结果是：数字 53 向左移 1 位是 106；数字 53 向右移 1 位是 26。数字 53 向左移 3 位是 424，数字 53 向右移 3 位是 6。
我来解释一下。其中，移位 1 次相当于乘以或除以 2，而移位 3 次就相当于乘以或除以 8（即 2 的 3 次方）。细心的话，你可能已经发现，Java 中的左移位和右移位的表示是不太一样的。
左移位是 <<，那右移位为什么是 >>> 而不是 >> 呢？实际上，>> 也是右移操作。简单来说，之所以有这两种表达方式，根本原因是 Java 的二进制数值中最高一位是符号位。这里我给你详细解释一下。
当符号位为 0 时，表示该数值为正数；当符号位为 1 时，表示该数值为负数。我们以 32 位 Java 为例，数字 53 的二进制为 110101，从右往左数的第 32 位是 0，表示该数是正数，只是通常我们都将其省略。
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如果数字是 -53 呢？那么第 32 位就不是 0，而是 1。请注意我这里列出的是补码。
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那么这个时候向右移位，就会产生一个问题：对于符号位（特别是符号位为 1 的时候），我们是否也需要将其右移呢？因此，Java 里定义了两种右移，逻辑右移和算术右移。逻辑右移 1 位，左边补 0 即可。
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算术右移时保持符号位不变，除符号位之外的右移一位并补符号位 1。补的 1 仍然在符号位之后。
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逻辑右移在 Java 和 Python 语言中使用 >>> 表示，而算术右移使用 >> 表示。如果你有兴趣，可以自己编码尝试一下，看看这两种操作符输出的结果有何不同。
在 C 或 C++ 语言中，逻辑右移和算数右移共享同一个运算符 >>。那么，编译器是如何决定使用逻辑右移还是算数右移呢？答案是，取决于运算数的类型。如果运算数类型是 unsigned，则采用逻辑右移；而是 signed，则采用算数右移。如果你针对 unsigned 类型的数据使用算数右移，或者针对 signed 类型的数据使用逻辑右移，那么你首先需要进行类型的转换。
由于左移位无需考虑高位补 1 还是补 0（符号位可能为 1 或 0），所以不需要区分逻辑左移和算术左移。
位的“或”
我们刚才说了，二进制的“1”和“0”分别对应逻辑中的“真”和“假”，因此可以针对位进行逻辑操作。
逻辑“或”的意思是，参与操作的位中只要有一个位是 1，那么最终结果就是 1，也就是“真”。如果我们将二进制 110101 和 100011 的每一位对齐，进行按位的“或”操作，就会得到 110111。
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位的“与”
同理，我们也可以针对位进行逻辑“与”的操作。“与”的意思是，参与操作的位中必须全都是 1，那么最终结果才是 1（真），否则就为 0（假）。如果我们将二进制 110101 和 100011 的每一位对齐，进行按位的“与”操作，就会得到 100001。
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位的“异或”
逻辑“异或”和“或”有所不同，它具有排异性，也就是说如果参与操作的位相同，那么最终结果就为 0（假），否则为 1（真）。所以，如果要得到 1，参与操作的两个位必须不同，这就是此处“异”的含义。我们将二进制 110101 和 100011 的每一位对齐，进行按位的“异或”操作，可以得到结果是 10110。
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我总结一下，“异或”操作的本质其实就是，所有数值和自身进行按位的“异或”操作之后都为 0。而且要通过“异或”操作得到 0，也必须通过两个相同的数值进行按位“异或”。这表明了两个数值按位“异或”结果为 0，是这两个数值相等的必要充分条件，可以作为判断两个变量是否相等的条件。
接下来，我们来学习一下，在代码中如何实现二进制的逻辑操作。Java 中使用|表示按位的“或”，& 表示按位“与”，^ 表示按位“异或”。
import java.math.BigInteger;
 
public class Lesson1_3 {  
 
   /**
    * @Description: 二进制按位“或”的操作
    * @param num1- 第一个数字，num2- 第二个数字
    * @return 二进制按位“或”的结果
    */
   public static int or(int num1, int num2) {
        
      return (num1 | num2);
     
   }  
 
   /**
    * @Description: 二进制按位“与”的操作
    * @param num1- 第一个数字，num2- 第二个数字
    * @return 二进制按位“与”的结果
    */
   public static int and(int num1, int num2) {     
   
      return (num1 & num2);
     
   } 
 
   /**
 
    * @Description: 二进制按位“异或”的操作
    * @param num1- 第一个数字，num2- 第二个数字
    * @return 二进制按位“异或”的结果
    */
 
   public static int xor(int num1, int num2) {     
 
      return (num1 ^ num2);
     
   }  
 
 
}

同样，我们写一段测试代码，验证一下上面三个函数。
 public static void main(String[] args) {
 
      int a = 53;
      int b = 35;
 
      System.out.println(String.format(" 数字 %d(%s) 和数字 %d(%s) 的按位‘或’结果是 %d(%s)",
            a, decimalToBinary(a), b, decimalToBinary(b), Lesson2_3.or(a, b), decimalToBinary(Lesson1_3.or(a, b)))); // 获取十进制数 53 和 35 的按位“或”     
 
      System.out.println(String.format(" 数字 %d(%s) 和数字 %d(%s) 的按位‘与’结果是 %d(%s)",
            a, decimalToBinary(a), b, decimalToBinary(b), Lesson2_3.and(a, b), decimalToBinary(Lesson1_3.and(a, b))));  // 获取十进制数 53 和 35 的按位“与”     
 
      System.out.println(String.format(" 数字 %d(%s) 和数字 %d(%s) 的按位‘异或’结果是 %d(%s)",
            a, decimalToBinary(a), a, decimalToBinary(a), Lesson2_3.xor(a, a), decimalToBinary(Lesson1_3.xor(a, a))));  // 获取十进制数 53 和 35 的按位“异或”     
 
   } 
 
 

这段代码的运行结果是：数字 53(110101) 和数字 35(100011) 的按位‘或’结果是 55(110111)，数字 53(110101) 和数字 35(100011) 的按位‘与’结果是 33(100001)，数字 53(110101) 和数字 53(110101) 的按位‘异或’结果是 0(0)。
小结
今天我们聊了二进制，你可能会问：学习二进制究竟有什么用呢？平时的编程中，我们好像并没有使用相关的知识啊？确实，目前的高级语言可以帮助我们将人类的思维逻辑转换为使用 0 和 1 的机器语言，我们不用再为此操心了。但是，二进制作为现代计算机体系的基石，这些基础的概念和操作，你一定要非常了解。
二进制贯穿在很多常用的概念和思想中，例如逻辑判断、二分法、二叉树等等。逻辑判断中的真假值就是用二进制的 1 和 0 来表示的；二分法和二叉树都是把要处理的问题一分为二，正好也可以通过二进制的 1 和 0 来表示。因此，理解了二进制，你就能更加容易地理解很多计算机的数据结构和算法，也为我们后面的学习打下基础。
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思考题
如果不使用 Java 语言自带的 BigInteger 类，我们还有什么方法来实现十进制到二进制的转换呢？（提示：可以使用二进制的移位和按位逻辑操作来实现。）
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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02 | 余数：原来取余操作本身就是个哈希函数


你好，我是黄申。今天我们来聊聊“余数”。
提起来余数，我想你肯定不陌生，因为我们生活中就有很多很多与余数相关的例子。
比如说，今天是星期三，你想知道 50 天之后是星期几，那你可以这样算，拿 50 除以 7（因为一个星期有 7 天），然后余 1，最后在今天的基础上加一天，这样你就能知道 50 天之后是星期四了。
再比如，我们做 Web 编程的时候，经常要用到分页的概念。如果你要展示 1123 条数据，每页 10 条，那该怎么计算总共的页数呢？我想你肯定是拿 1123 除以 10，最后得到商是 112，余数是 3，所以你的总页数就是 112+1=113，而最后的余数就是多出来，凑不够一页的数据。
看完这几个例子，不知道你有没有发现，余数总是在一个固定的范围内。
比如你拿任何一个整数除以 7，那得到的余数肯定是在 0～6 之间的某一个数。所以当我们知道 1900 年的 1 月 1 日是星期一，那便可以知道这一天之后的第 1 万天、10 万天是星期几，是不是很神奇？
你知道，整数是没有边界的，它可能是正无穷，也可能是负无穷。但是余数却可以通过某一种关系，让整数处于一个确定的边界内。我想这也是人类发明星期或者礼拜的初衷吧，任你时光变迁，我都是以 7 天为一个周期，“周”而复始地过着确定的生活。因为从星期的角度看，不管你是哪一天，都会落到星期一到星期日的某一天里。
我们再拿上面星期的例子来看。假如今天是星期一，从今天开始的 100 天里，都有多少个星期呢？你拿 100 除以 7，得到商 14 余 2，也就是说这 100 天里有 14 周多 2 天。换个角度看，我们可以说，这 100 天里，你的第 1 天、第 8 天、第 15 天等等，在余数的世界里都被认为是同一天，因为它们的余数都是 1，都是星期一，你要上班的日子。同理，第 2 天、第 9 天、第 16 天余数都是 2，它们都是星期二。
这些数的余数都是一样的，所以被归类到了一起，有意思吧？是的，我们的前人早已注意到了这一规律或者特点，所以他们把这一结论称为同余定理。简单来说，就是两个整数 a 和 b，如果它们除以正整数 m 得到的余数相等，我们就可以说 a 和 b 对于模 m 同余。
也就是说，上面我们说的 100 天里，所有星期一的这些天都是同余的，所有星期二的这些天就是同余的，同理，星期三、星期四等等这些天也都是同余的。
还有，我们经常提到的奇数和偶数，其实也是同余定理的一个应用。当然，这个应用里，它的模就是 2 了，2 除以 2 余 0，所以它是偶数；3 除以 2 余 1，所以它是奇数。2 和 4 除以 2 的余数都是 0，所以它们都是一类，都是偶数。3 和 5 除以 2 的余数都是 1，所以它们都是一类，都是奇数。
你肯定会说，同余定理就这么简单吗，这个定理到底有什么实际的用途啊？其实，我上面已经告诉你答案了，你不妨先自己思考下，同余定理的意义到底是什么。
简单来说，同余定理其实就是用来分类的。你知道，我们有无穷多个整数，那怎么能够全面、多维度地管理这些整数？同余定理就提供了一个思路。
因为不管你的模是几，最终得到的余数肯定都在一个范围内。比如我们上面除以 7，就得到了星期几；我们除以 2，就得到了奇偶数。所以按照这种方式, 我们就可以把无穷多个整数分成有限多个类。
这一点，在我们的计算机中，可是有大用途。
哈希（Hash）你应该不陌生，在每个编程语言中，都会有对应的哈希函数。哈希有的时候也会被翻译为散列，简单来说，它就是将任意长度的输入，通过哈希算法，压缩为某一固定长度的输出。这话听着是不是有点耳熟？我们上面的求余过程不就是在做这事儿吗？
举个例子，假如你想要快速读写 100 万条数据记录，要达到高速地存取，最理想的情况当然是开辟一个连续的空间存放这些数据，这样就可以减少寻址的时间。但是由于条件的限制，我们并没有能够容纳 100 万条记录的连续地址空间，这个时候该怎么办呢？
我们可以考察一下，看看系统是否可以提供若干个较小的连续空间，而每个空间又能存放一定数量的记录。比如我们找到了 100 个较小的连续空间，也就是说，这些空间彼此之间是被分隔开来的，但是内部是连续的，并足以容纳 1 万条记录连续存放，那么我们就可以使用余数和同余定理来设计一个散列函数，并实现哈希表的结构。
那这个函数应该怎么设计呢？你可以先停下来思考思考，提醒你下，你可以再想想星期几的那个例子，因为这里面用的就是余数的思想。
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下面是我想到的一种方法：
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在这个公式中，x 表示等待被转换的数值，而 size 表示有限存储空间的大小，mod 表示取余操作。通过余数，你就能将任何数值，转换为有限范围内的一个数值，然后根据这个新的数值，来确定将数据存放在何处。
具体来说，我们可以通过记录标号模 100 的余数，指定某条记录存放在哪个空间。这个时候，我们的公式就变成了这样：
[image: ]
假设有两条记录，它们的记录标号分别是 1 和 101。我们把这些模 100 之后余数都是 1 的，存放到第 1 个可用空间里。以此类推，将余数为 2 的 2、102、202 等，存放到第 2 个可用空间，将 100、200、300 等存放到第 100 个可用空间里。
这样，我们就可以根据求余的快速数字变化，对数据进行分组，并把它们存放到不同的地址空间里。而求余操作本身非常简单，因此几乎不会增加寻址时间。
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除此之外，为了增加数据散列的随机程度，我们还可以在公式中加入一个较大的随机数 MAX，于是，上面的公式就可以写成这样：
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我们假设随机数 MAX 是 590199，那么我们针对标号为 1 的记录进行重新计算，最后的计算结果就是 0，而针对标号 101 的记录，如果随机数 MAX 取 627901，对应的结果应该是 2。这样先前被分配到空间 1 的两条记录，在新的计算公式作用下，就会被分配到不同的可用空间中。
你可以尝试记录 2 和 102，或者记录 100 和 200，最后应该也是同样的情况。你会发现，使用了 MAX 这个随机数之后，被分配到同一个空间中的记录就更加“随机”，更适合需要将数据重新洗牌的应用场景，比如加密算法、MapReduce 中的数据分发、记录的高速查询和定位等等。
让我以加密算法为例，在这里面引入 MAX 随机数就可以增强加密算法的保密程度，是不是很厉害？举个例子，比如说我们要加密一组三位数，那我们设定一个这样的加密规则：

	
先对每个三位数的个、十和百位数，都加上一个较大的随机数。



	
然后将每位上的数都除以 7，用所得的余数代替原有的个、十、百位数；



	
最后将第一位和第三位交换。




这就是一个基本的加密变换过程。
假如说，我们要加密数字 625，根据刚才的规则，我们来试试。假设随机数我选择 590127。那百、十和个位分别加上这个随机数，就变成了 590133，590129，590132。然后，三位分别除以 7 求余后得到 5，1，4。最终，我们可以得到加密后的数字就是 415。因为加密的人知道加密的规则、求余所用的除数 7、除法的商、以及所引入的随机数 590127，所以当拿到 415 的时候，加密者就可以算出原始的数据是 625。是不是很有意思？
小结
到这里，余数的所有知识点我们都讲完了。我想在此之前，你肯定是知道余数，也明白怎么求余。但对于余数的应用不知道你之前是否有思考过呢？我们经常说，数学是计算机的基础，在余数这个小知识点里，我们就能找到很多的应用场景，比如我前面介绍的散列函数、加密算法，当然，也还有我们没有介绍到的，比如循环冗余校验等等。
余数只是数学知识中的沧海一粟。你在中学或者大学的时候，肯定接触过很多的数学知识和定理，编程的时候也会经常和数字、公式以及数据打交道，但是真正学懂数学的人却没几个。希望我们可以从余数这个小概念开始，让你认识到数学思想其实非常实用，用好这些知识，对你的编程，甚至生活都有意想不到的作用。
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思考题
你可以想想，在生活和编程中，还有哪些地方用到了余数的思想呢？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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03 | 迭代法：不用编程语言的自带函数，你会如何计算平方根？


你好，我是黄申。
今天我们来说一个和编程结合得非常紧密的数学概念。在解释这个重要的概念之前，我们先来看个有趣的小故事。

古印度国王舍罕酷爱下棋，他打算重赏国际象棋的发明人宰相西萨·班·达依尔。这位聪明的大臣指着象棋盘对国王说：“陛下，我不要别的赏赐，请您在这张棋盘的第一个小格内放入一粒麦子，在第二个小格内放入两粒，第三小格内放入给四粒，以此类推，每一小格内都比前一小格加一倍的麦子，直至放满 64 个格子，然后将棋盘上所有的麦粒都赏给您的仆人我吧！”


国王自以为小事一桩，痛快地答应了。可是，当开始放麦粒之后，国王发现，还没放到第二十格，一袋麦子已经空了。随着，一袋又一袋的麦子被放入棋盘的格子里，国王很快看出来，即便拿来全印度的粮食，也兑现不了对达依尔的诺言。
放满这 64 格到底需要多少粒麦子呢？这是个相当相当大的数字，想要手动算出结果并不容易。如果你觉得自己厉害，可以试着拿笔算算。其实，这整个算麦粒的过程，在数学上，是有对应方法的，这也正是我们今天要讲的概念：迭代法（Iterative Method）。
到底什么是迭代法？
迭代法，简单来说，其实就是不断地用旧的变量值，递推计算新的变量值。
我这么说可能还是比较抽象，不容易理解。我们还回到刚才的故事。大臣要求每一格的麦子都是前一格的两倍，那么前一格里麦子的数量就是旧的变量值，我们可以先记作 Xn−1Xn−1
；而当前格子里麦子的数量就是新的变量值，我们记作 XnXn
。这两个变量的递推关系就是这样的：
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如果你稍微有点编程经验，应该能发现，迭代法的思想，很容易通过计算机语言中的循环语言来实现。你知道，计算机本身就适合做重复性的工作，我们可以通过循环语句，让计算机重复执行迭代中的递推步骤，然后推导出变量的最终值。
那接下来，我们就用循环语句来算算，填满格子到底需要多少粒麦子。我简单用 Java 语言写了个程序，你可以看看。
public class Lesson3_1 {
    /**
    * @Description: 算算舍罕王给了多少粒麦子
    * @param grid- 放到第几格
    * @return long- 麦粒的总数
    */
 
    public static long getNumberOfWheat(int grid) {
     
     long sum = 0;      // 麦粒总数
     long numberOfWheatInGrid = 0;  // 当前格子里麦粒的数量
     
     numberOfWheatInGrid = 1;  // 第一个格子里麦粒的数量
     sum += numberOfWheatInGrid;  
     
     for (int i = 2; i <= grid; i ++) {
      numberOfWheatInGrid *= 2;   // 当前格子里麦粒的数量是前一格的 2 倍
      sum += numberOfWheatInGrid;   // 累计麦粒总数
     }
     
     return sum;
 
    }
}

下面是一段测试代码，它计算了到第 63 格时，总共需要多少麦粒。
  public static void main(String[] args) {
  System.out.println(String.format(" 舍罕王给了这么多粒：%d",   Lesson3_1.getNumberOfWheat(63)));
  }

计算的结果是 9223372036854775807，多到数不清了。我大致估算了一下，一袋 50 斤的麦子估计有 130 万粒麦子，那么 9223372036854775807 相当于 70949 亿袋 50 斤的麦子！
这段代码有两个地方需要注意。首先，用于计算每格麦粒数的变量以及总麦粒数的变量都是 Java 中的 long 型，这是因为计算的结果实在是太大了，超出了 Java int 型的范围；第二，我们只计算到了第 63 格，这是因为计算到第 64 格之后，总数已经超过 Java 中 long 型的范围。
迭代法有什么具体应用？
看到这里，你可能大概已经理解迭代法的核心理念了。迭代法在无论是在数学，还是计算机领域都有很广泛的应用。大体上，迭代法可以运用在以下几个方面：

	
求数值的精确或者近似解。典型的方法包括二分法（Bisection method）和牛顿迭代法（Newton’s method）。



	
在一定范围内查找目标值。典型的方法包括二分查找。



	
机器学习算法中的迭代。相关的算法或者模型有很多，比如 K- 均值算法（K-means clustering）、PageRank 的马尔科夫链（Markov chain）、梯度下降法（Gradient descent）等等。迭代法之所以在机器学习中有广泛的应用，是因为很多时候机器学习的过程，就是根据已知的数据和一定的假设，求一个局部最优解。而迭代法可以帮助学习算法逐步搜索，直至发现这种解。




这里，我详细讲解一下求数值的解和查找匹配记录这两个应用。
1. 求方程的精确或者近似解
迭代法在数学和编程的应用有很多，如果只能用来计算庞大的数字，那就太“暴殄天物”了。迭代还可以帮助我们进行无穷次地逼近，求得方程的精确或者近似解。
比如说，我们想计算某个给定正整数 n（n>1）的平方根，如果不使用编程语言自带的函数，你会如何来实现呢？
假设有正整数 n，这个平方根一定小于 n 本身，并且大于 1。那么这个问题就转换成，在 1 到 n 之间，找一个数字等于 n 的平方根。
我这里采用迭代中常见的二分法。每次查看区间内的中间值，检验它是否符合标准。
举个例子，假如我们要找到 10 的平方根。我们需要先看 1 到 10 的中间数值，也就是 11/2=5.5。5.5 的平方是大于 10 的，所以我们要一个更小的数值，就看 5.5 和 1 之间的 3.25。由于 3.25 的平方也是大于 10 的，继续查看 3.25 和 1 之间的数值，也就是 2.125。这时，2.125 的平方小于 10 了，所以看 2.125 和 3.25 之间的值，一直继续下去，直到发现某个数的平方正好是 10。
我把具体的步骤画成了一张图，你可以看看。
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我这里用 Java 代码演示一下效果，你可以结合上面的讲解，来理解迭代的过程。
public class Lesson3_2 {
 
 /**
    * @Description: 计算大于 1 的正整数之平方根
    * @param n- 待求的数, deltaThreshold- 误差的阈值, maxTry- 二分查找的最大次数
    * @return double- 平方根的解
    */
    public static double getSqureRoot(int n, double deltaThreshold, int maxTry) {
     
     if (n <= 1) {
      return -1.0;
     }
     
     double min = 1.0, max = (double)n;
     for (int i = 0; i < maxTry; i++) {
      double middle = (min + max) / 2;
      double square = middle * middle;
      double delta = Math.abs((square / n) - 1);
      if (delta <= deltaThreshold) {
       return middle;
      } else {
       if (square > n) {
        max = middle;
       } else {
        min = middle;
       }
      }
     }
     
     return -2.0;
 
    }
}

这是一段测试代码，我们用它来找正整数 10 的平方根。如果找不到精确解，我们就返回一个近似解。
public static void main(String[] args) {
  
  int number = 10;
  double squareRoot = Lesson3_2.getSqureRoot(number, 0.000001, 10000);
  if (squareRoot == -1.0) {
   System.out.println(" 请输入大于 1 的整数 ");
  } else if (squareRoot == -2.0) {
   System.out.println(" 未能找到解 ");
  } else {
   System.out.println(String.format("%d 的平方根是 %f", number, squareRoot));
  }
  
 }

这段代码的实现思想就是我前面讲的迭代过程，这里面有两个小细节我解释下。
第一，我使用了 deltaThreshold 来控制解的精度。虽然理论上来说，可以通过二分的无限次迭代求得精确解，但是考虑到实际应用中耗费的大量时间和计算资源，绝大部分情况下，我们并不需要完全精确的数据。
第二，我使用了 maxTry 来控制循环的次数。之所以没有使用 while(true) 循环，是为了避免死循环。虽然，在这里使用 deltaThreshold，理论上是不会陷入死循环的，但是出于良好的编程习惯，我们还是尽量避免产生的可能性。
说完了二分迭代法，我这里再简单提一下牛顿迭代法。这是牛顿在 17 世纪提出的一种方法，用于求方程的近似解。这种方法以微分为基础，每次迭代的时候，它都会去找到比上一个值 x0x0
 更接近的方程的根，最终找到近似解。该方法及其延伸也被应用在机器学习的算法中，在之后机器学习中的应用中，我会具体介绍这个算法。
2. 查找匹配记录
二分法中的迭代式逼近，不仅可以帮我们求得近似解，还可以帮助我们查找匹配的记录。我这里用一个查字典的案例来说明。
在自然语言处理中，我们经常要处理同义词或者近义词的扩展。这时，你手头上会有一个同义词 / 近义词的词典。对于一个待查找的单词，我们需要在字典中找出这个单词，以及它所对应的同义词和近义词，然后进行扩展。比如说，这个字典里有一个关于“西红柿”的词条，其同义词包括了“番茄”和“tomato”。
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那么，在处理文章的时候，当我们看到了“西红柿”这个词，就去字典里查一把，拿出“番茄”“tomato”等等，并添加到文章中作为同义词 / 近义词的扩展。这样的话，用户在搜索“西红柿”这个词的时候，我们就能确保出现“番茄”或者“tomato”的文章会被返回给用户。
乍一看到这个任务的时候，你也许想到了哈希表。没错，哈希表是个好方法。不过，如果不使用哈希表，你还有什么其他方法呢？这里，我来介绍一下，用二分查找法进行字典查询的思路。
第一步，将整个字典先进行排序（假设从小到大）。二分法中很关键的前提条件是，所查找的区间是有序的。这样才能在每次折半的时候，确定被查找的对象属于左半边还是右半边。
第二步，使用二分法逐步定位到被查找的单词。每次迭代的时候，都找到被搜索区间的中间点，看看这个点上的单词，是否和待查单词一致。如果一致就返回；如果不一致，要看被查单词比中间点上的单词是小还是大。如果小，那说明被查的单词如果存在字典中，那一定在左半边；否则就在右半边。
第三步，根据第二步的判断，选择左半边或者后半边，继续迭代式地查找，直到范围缩小到单个的词。如果到最终仍然无法找到，则返回不存在。
当然，你也可以对单词进行从大到小的排序，如果是那样，在第二步的判断就需要相应地修改一下。
我把在 a 到 g 的 7 个字符中查找 f 的过程，画成了一张图，你可以看看。
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这个方法的整体思路和二分法求解平方根是一致的，主要区别有两个方面：第一，每次判断是否终结迭代的条件不同。求平方根的时候，我们需要判断某个数的平方是否和输入的数据一致。而这里，我们需要判断字典中某个单词是否和待查的单词相同。第二，二分查找需要确保被搜索的空间是有序的。
我把具体的代码写出来了，你可以看一下。
import java.util.Arrays;
 
public class Lesson3_3 {
 
 /**
    * @Description: 查找某个单词是否在字典里出现
    * @param dictionary- 排序后的字典, wordToFind- 待查的单词
    * @return boolean- 是否发现待查的单词
    */
    public static boolean search(String[] dictionary, String wordToFind) {
     
     if (dictionary == null) {
      return false;
     }
     
     if (dictionary.length == 0) {
      return false;
     }
     
     int left = 0, right = dictionary.length - 1;
     while (left <= right) {
      int middle = (left + right) / 2;
      if (dictionary[middle].equals(wordToFind)) {
       return true;
      } else {
       if (dictionary[middle].compareTo(wordToFind) > 0) {
        right = middle - 1;
       } else {
        left = middle + 1;
       }
      }
     }
     
     return false;
 
    }
 
}
 
 

我测试代码首先建立了一个非常简单的字典，然后使用二分查找法在这个字典中查找单词“i”。
public static void main(String[] args) {
  
  
  String[] dictionary = {"i", "am", "one", "of", "the", "authors", "in", "geekbang"};
  
  Arrays.sort(dictionary);
 
  String wordToFind = "i";
  
  boolean found = Lesson3_3.search(dictionary, wordToFind);
  if (found) {
   System.out.println(String.format(" 找到了单词 %s", wordToFind));
  } else {
   System.out.println(String.format(" 未能找到单词 %s", wordToFind));
  }
  
 }

说的这两个例子，都属于迭代法中的二分法，我在第一节的时候说过，二分法其实也体现了二进制的思想。
小结
到这里，我想你对迭代的核心思路有了比较深入的理解。
实际上，人类并不擅长重复性的劳动，而计算机却很适合做这种事。这也是为什么，以重复为特点的迭代法在编程中有着广泛的应用。不过，日常的实际项目可能并没有体现出明显的重复性，以至于让我们很容易就忽视了迭代法的使用。所以，你要多观察问题的现象，思考其本质，看看不断更新变量值或者缩小搜索的区间范围，是否可以获得最终的解（或近似解、局部最优解），如果是，那么你就可以尝试迭代法。
[image: ]
思考题
在你曾经做过的项目中，是否使用过迭代法？如果有，你觉得迭代法最大的特点是什么？如果还没用过，你想想看现在的项目中是否有可以使用的地方？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

04 | 数学归纳法：如何用数学归纳提升代码的运行效率？


你好，我是黄申。
上次我们聊了迭代法及其应用，并用编程实现了几个小例子。不过你知道吗，对于某些迭代问题，我们其实可以避免一步步的计算，直接从理论上证明某个结论，节约大量的计算资源和时间，这就是我们今天要说的数学归纳法。
平时我们谈的“归纳”，是一种从经验事实中找出普遍特征的认知方法。比如，人们在观察了各种各样动物之后，通过它们的外观、行为特征、生活习性等得出某种结论，来区分哪些是鸟、哪些是猫等等。比如我这里列出的几个动物的例子。
[image: ]
通过上面的表格，我们可以进行归纳，并得出这样的结论：

	
如果一个动物，身上长羽毛并且会飞，那么就是属于鸟；



	
如果一个动物，身上长绒毛、不会飞、而且吃小鱼和老鼠，那么就属于猫。




通过观察 55
 个动物样本的 33
 个特征，从而得到某种动物应该具有何种特征，这种方法就是我们平时所提到的归纳法。
我们日常生活中所说的这种归纳法和数学归纳法是不一样的，它们究竟有什么区别呢？具体数学归纳法可以做什么呢？我们接着上一节舍罕王赏麦的故事继续说。
什么是数学归纳法？
上节我们提到，在棋盘上放麦粒的规则是，第一格放一粒，第二格放两粒，以此类推，每一小格内都比前一小格多一倍的麦子，直至放满 6464
 个格子。
我们假想一下自己穿越到了古印度，正站在国王的身边，看着这个棋盘，你发现第 11
 格到第 88
 格的麦子数分别是：1、2、4、8、16、32、64、1281、2、4、8、16、32、64、128
。这个时候，国王想知道总共需要多少粒麦子。我们小时候都玩过“找规律”，于是，我发现了这么一个规律，你看看是不是这样？
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根据这个观察，我们是不是可以大胆假设，前 nn
 个格子的麦粒总数就是 2n−12n−1
 呢？如果这个假设成立，那么填满 64 格需要的麦粒总数，就是 1+2+22+23+24+……＋2631+2+22+23+24+……＋263


＝264−1＝18446744073709551615＝264−1＝18446744073709551615
。
这个假设是否成立，我们还有待验证。但是对于类似这种无穷数列的问题，我们通常可以采用数学归纳法（Mathematical Induction）来证明。
在数论中，数学归纳法用来证明任意一个给定的情形都是正确的，也就是说，第一个、第二个、第三个，一直到所有情形，概不例外。
数学归纳法的一般步骤是这样的：

	
证明基本情况（通常是 n=1n=1
 的时候）是否成立；



	
假设 n=k−1n=k−1
 成立，再证明 n=kn=k
 也是成立的（kk
 为任意大于 11
 的自然数）。




只要学过数学，我想你对这个步骤都不陌生。但是，现在你需要牢记这个步骤，然后我们用这个步骤来证明下开头的例子。
为了让你更好地理解，我将原有的命题分为两个子命题来证明。第一个子命题是，第 nn
 个棋格放的麦粒数为 2n−12n−1
。第二个子命题是，前 nn
 个棋格放的麦粒数总和为 2n−12n−1
。
首先，我们来证明第一个子命题。

	
基本情况：我们已经验证了 n=1n=1
 的时候，第一格内的麦粒数为 11
，和 21−121−1
 相等。因此，命题在 k=1k=1
 的时候成立。



	
假设第 k−1k−1
 格的麦粒数为 2k−22k−2
。那么第 kk
 格的麦粒数为第 k−1k−1
 格的 22
 倍，也就是 2k−2∗2=2k−12k−2∗2=2k−1
。因此，如果命题在 k=n−1k=n−1
 的时候成立，那么在 k=nk=n
 的时候也成立。




所以，第一个子命题成立。在这个基础之上，我再来证明第二个子命题。

	
基本情况：我们已经验证了 n=1n=1
 的时候，所有格子的麦粒总数为 11
。因此命题在 k=1k=1
 的时候成立。



	
假设前 k−1k−1
 格的麦粒总数为 2k−1−12k−1−1
，基于前一个命题的结论，第 k 格的麦粒数为 2k−12k−1
。那么前 kk
 格的麦粒总数为 (2k−1−1)+(2k−1)=2∗2k−1−1=2k−1(2k−1−1)+(2k−1)=2∗2k−1−1=2k−1
。因此，如果命题在 k=n−1k=n−1
 的时候成立，那么在 k=nk=n
 的时候也成立。




说到这里，我已经证明了这两个命题都是成立的。和使用迭代法的计算相比，数学归纳法最大的特点就在于“归纳”二字。它已经总结出了规律。只要我们能够证明这个规律是正确的，就没有必要进行逐步的推算，可以节省很多时间和资源。
说到这里，我们也可以看出，数学归纳法中的“归纳”是指的从第一步正确，第二步正确，第三步正确，一直推导到最后一步是正确的。这就像多米诺骨牌，只要确保第一张牌倒下，而每张牌的倒下又能导致下一张牌的倒下，那么所有的骨牌都会倒下。从这里，你也能看出来，这和开篇提到的广义归纳法是不同的。数学归纳法并不是通过经验或样本的观察，总结出事物的普遍特征和规律。
好了，对数学归纳法的概念，我想你现在已经理解了。这里，我对上一节中有关麦粒的代码稍作修改，增加了一点代码来使用数学归纳法的结论，并和迭代法的实现进行了比较，你可以看看哪种方法耗时更长。
public static void main(String[] args) {
  
  int grid = 63;
  long start, end = 0;
  start = System.currentTimeMillis();
  System.out.println(String.format(" 舍罕王给了这么多粒：%d", Lesson3_1.getNumberOfWheat(grid)));
  end = System.currentTimeMillis();
  System.out.println(String.format(" 耗时 %d 毫秒 ", (end - start)));
  
  start = System.currentTimeMillis();
  System.out.println(String.format(" 舍罕王给了这么多粒：%d", (long)(Math.pow(2, grid)) - 1));
  end = System.currentTimeMillis();
  System.out.println(String.format(" 耗时 %d 毫秒 ", (end - start)));
  
 }

在我的电脑上，这段代码运行的结果是：舍罕王给了 92233720368547758079223372036854775807
 粒，耗时 44
 毫秒。舍罕王给了这么多粒：92233720368547758069223372036854775806
，耗时 00
 毫秒。
你可能已经发现，当 grid=6363
 时，结果差了 11
 个。这个是由于 Math.pow() 函数计算精度导致的误差。正确的结果应该是 92233720368547758079223372036854775807
。不过，基于数学归纳结论的计算明显在耗时上占有优势。虽然在我的笔记本电脑上只有 4 毫秒的差距，但是在生产项目的实践中，这种点点滴滴的性能差距都有可能累积成明显的问题。
递归调用和数学归纳的逻辑是一样的？
我们不仅可以使用数学归纳法从理论上指导编程，还可以使用编程来模拟数学归纳法的证明。如果你仔细观察一下数学归纳法的证明过程，会不会觉得和函数的递归调用很像呢？
这里我通过总麦粒数的命题来示范一下。首先，我们要把这个命题的数学归纳证明，转换成一段伪代码，这个过程需要经过这样两步：
第一步，如果 nn
 为 11
，那么我们就判断麦粒总数是否为 21−1=121−1=1
。同时，返回当前棋格的麦粒数，以及从第 11
 格到当前棋格的麦粒总数。
第二步，如果 nn
 为 k−1k−1
 的时候成立，那么判断 nn
 为 kk
 的时候是否也成立。此时的判断依赖于前一格 k−1k−1
 的麦粒数、第 11
 格到 k−1k−1
 格的麦粒总数。这也是上一步我们所返回的两个值。
你应该看出来了，这两步分别对应了数学归纳法的两种情况。在数学归纳法的第二种情况下，我们只能假设 n=k−1n=k−1
 的时候命题成立。但是，在代码的实现中，我们可以将伪代码的第二步转为函数的递归（嵌套）调用，直到被调用的函数回退到 n=1n=1
 的情况。然后，被调用的函数逐步返回 k−1k−1
 时命题是否成立。
如果要写成具体的函数，就类似下面这样：
class Result {
 public long wheatNum = 0;  // 当前格的麦粒数
 public long wheatTotalNum = 0;  // 目前为止麦粒的总数
}
 
public class Lesson4_2 {
 
 /**
    * @Description: 使用函数的递归（嵌套）调用，进行数学归纳法证明
    * @param k- 放到第几格，result- 保存当前格子的麦粒数和麦粒总数
    * @return boolean- 放到第 k 格时是否成立
    */
 
    public static boolean prove(int k, Result result) {
     
     // 证明 n = 1 时，命题是否成立
     if (k == 1) {
      if ((Math.pow(2, 1) - 1) == 1) {
       result.wheatNum = 1;
       result.wheatTotalNum = 1;
       return true;
      } else return false;
     }
     // 如果 n = (k-1) 时命题成立，证明 n = k 时命题是否成立
     else {
      
      boolean proveOfPreviousOne = prove(k - 1, result);
      result.wheatNum *= 2;
      result.wheatTotalNum += result.wheatNum;
      boolean proveOfCurrentOne = false;
      if (result.wheatTotalNum == (Math.pow(2, k) - 1)) proveOfCurrentOne = true; 
      
      if (proveOfPreviousOne && proveOfCurrentOne) return true;
      else return false;
      
     }
     
    }
 
}
 

其中，类 Result 用于保留每一格的麦粒数，以及目前为止的麦粒总数。这个代码递归调用了函数 prove(int, Result)。
从这个例子中，我们可以看出来，递归调用的代码和数学归纳法的逻辑是一致的。一旦你理解了数学归纳法，就很容易理解递归调用了。只要数学归纳证明的逻辑是对的，递归调用的逻辑就是对的，我们没有必要纠结递归函数是如何嵌套调用和返回的。
不过，和数学归纳证明稍有不同的是，递归编程的代码需要返回若干的变量，来传递 k−1k−1
 的状态到 kk
。这里，我使用类 Result 来实现这一点。
这里是一段测试的代码。
public static void main(String[] args) {
  
  int grid = 63;
  
  Result result = new Result();
  System.out.println(Lesson4_2.prove(grid, result));
  
 }
 

我们最多测试到 6363
。因为如果测试到第 6464
 格，麦粒总数就会溢出 Java 的 long 型数据。
你可以自己分析一下函数的调用和返回。我这里列出了一开始嵌套调用和到递归结束并开始返回值得的几个状态：
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从这个图可以看出，函数从 k=63k=63
 开始调用，然后调用 k−1k−1
，也就是 6262
，一直到 k=1k=1
 的时候，嵌套调用结束，k=1k=1
 的函数体开始返回值给 k=2k=2
 的函数体，一直到 k=63k=63
 的函数体。从 k=63,62,…,2,1k=63,62,…,2,1
 的嵌套调用过程，其实就是体现了数学归纳法的核心思想，我把它称为逆向递推。而从 k=1,2,…,62,63k=1,2,…,62,63
 的值返回过程，和上一篇中基于循环的迭代是一致的，我把它称为正向递推。
小结
今天，我介绍了一个编程中非常重要的数学概念：数学归纳法。
上一节我讲了迭代法是如何通过重复的步骤进行计算或者查询的。与此不同的是，数学归纳法在理论上证明了命题是否成立，而无需迭代那样反复计算，因此可以帮助我们节约大量的资源，并大幅地提升系统的性能。
数学归纳法实现的运行时间几乎为 00
。不过，数学归纳法需要我们能做出合理的命题假设，然后才能进行证明。虽然很多时候要做这点比较难，确实也没什么捷径。你就是要多做题，多去看别人是怎么解题的，自己去积累经验。
最后，我通过函数的递归调用，模拟了数学归纳法的证明过程。如果你细心的话，会发现递归的函数值返回实现了从 k=1k=1
 开始到 k=nk=n
 的迭代。说到这里，你可能会好奇：既然递归最后返回值的过程和基于循环的迭代是一致，那为什么还需要使用递归的方法呢？下一节，我们继续聊这个问题。
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思考题
在你日常工作的项目中，什么地方用到了数学归纳法来提升代码的运行效率？如果没有遇到过，你可以尝试做做实验，看看是否有提升？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

05 | 递归（上）：泛化数学归纳，如何将复杂问题简单化？


你好，我是黄申。上一节的结尾，我们用递归模拟了数学归纳法的证明。同时，我也留下了一个问题：既然递归的函数值返回过程和基于循环的迭代法一致，我们直接用迭代法不就好了，为什么还要用递归的数学思想和编程方法呢？这是因为，在某些场景下，递归的解法比基于循环的迭代法更容易实现。这是为什么呢？我们继续来看舍罕王赏麦的故事。
如何在限定总和的情况下，求所有可能的加和方式？
舍罕王和他的宰相西萨·班·达依尔现在来到了当代。这次国王学乖了，他对宰相说：“这次我不用麦子奖赏你了，我直接给你货币。另外，我也不用棋盘了，我直接给你一个固定数额的奖赏。”
宰相思考了一下，回答道：“没问题，陛下，就按照您的意愿。不过，我有个小小的要求。那就是您能否列出所有可能的奖赏方式，让我自己来选呢？假设有四种面额的钱币，1 元、2 元、5 元和 10 元，而您一共给我 10 元，那您可以奖赏我 1 张 10 元，或者 10 张 1 元，或者 5 张 1 元外加 1 张 5 元等等。如果考虑每次奖赏的金额和先后顺序，那么最终一共有多少种不同的奖赏方式呢？”
让我们再次帮国王想想，如何解决这个难题吧。这个问题和之前的棋盘上放麦粒有所不同，它并不是要求你给出最终的总数，而是在限定总和的情况下，求所有可能的加和方式。你可能会想，虽然问题不一样，但是求和的重复性操作仍然是一样的，因此是否可以使用迭代法？好，让我们用迭代法来试一下。
我还是使用迭代法中的术语，考虑 k=1,2,3,…,n 的情况。在第一步，也就是当 n=1 的时候，我们可以取四种面额中的任何一种，那么当前的奖赏就是 1 元、2 元、5 元和 10 元。当 n=2 的时候，奖赏的总和就有很多可能性了。如果第一次奖赏了 1 元，那么第二次有可能取 1、2、5 元三种面额（如果取 10，总数超过了 10 元，因此不可能）。
所以，在第一次奖赏 1 元，第二次奖赏 1 元后，总和为 2 元；第一次奖赏 1 元，第二次奖赏 2 元后，总和为 3 元；第一次奖赏 1 元，第二次奖赏 5 元后，总和为 6 元。好吧，这还没有考虑第一次奖赏 2 元和 5 元的情况。我来画个图，从图中你就能发现这种可能的情况在快速地“膨胀”。
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你应该能看到，虽然迭代法的思想是可行的，但是如果用循环来实现，恐怕要保存好多中间状态及其对应的变量。说到这里，你是不是很容易就想到计算编程常用的函数递归？
在递归中，每次嵌套调用都会让函数体生成自己的局部变量，正好可以用来保存不同状态下的数值，为我们省去了大量中间变量的操作，极大地方便了设计和编程。
不过，这里又有新的问题了。之前用递归模拟数学归纳法还是非常直观的。可是，这里不是要计算一个最终的数值，而是要列举出所有的可能性。那应该如何使用递归来解决呢？上一节，我只是用递归编程体现了数学归纳法的思想，但是如果我们把这个思想泛化一下，那么递归就会有更多、更广阔的应用场景。
如何把复杂的问题简单化？
首先，我们来看，如何将数学归纳法的思想泛化成更一般的情况？数学归纳法考虑了两种情况：

	
初始状态，也就是 n=1 的时候，命题是否成立；



	
如果 n=k-1 的时候，命题成立。那么只要证明 n=k 的时候，命题也成立。其中 k 为大于 1 的自然数。




将上述两点顺序更换一下，再抽象化一下，我写出了这样的递推关系：

	
假设 n=k-1 的时候，问题已经解决（或者已经找到解）。那么只要求解 n=k 的时候，问题如何解决（或者解是多少）；



	
初始状态，就是 n=1 的时候，问题如何解决（或者解是多少）。




我认为这种思想就是将复杂的问题，每次都解决一点点，并将剩下的任务转化成为更简单的问题等待下次求解，如此反复，直到最简单的形式。回到开头的例子，我们再将这种思想具体化。

	
假设 n=k-1 的时候，我们已经知道如何去求所有奖赏的组合。那么只要求解 n=k 的时候，会有哪些金额的选择，以及每种选择后还剩下多少奖金需要支付就可以了。



	
初始状态，就是 n=1 的时候，会有多少种奖赏。




有了这个思路，就不难写出这个问题的递归实现。我这里列一个基本的实现。
import java.util.ArrayList;
 
public class Lesson5_1 {
	
	public static long[] rewards = {1, 2, 5, 10};	// 四种面额的纸币
	
	/**
    * @Description:	使用函数的递归（嵌套）调用，找出所有可能的奖赏组合
    * @param totalReward- 奖赏总金额，result- 保存当前的解
    * @return void
    */
	
    public static void get(long totalReward, ArrayList<Long> result) {
    	
    	// 当 totalReward = 0 时，证明它是满足条件的解，结束嵌套调用，输出解
    	if (totalReward == 0) {
    		System.out.println(result);
    	 return;
     }
    	// 当 totalReward < 0 时，证明它不是满足条件的解，不输出
    	else if (totalReward < 0) {
    		return;
    	} else {
    		for (int i = 0; i < rewards.length; i++) {
    			ArrayList<Long> newResult = (ArrayList<Long>)(result.clone());	// 由于有 4 种情况，需要 clone 当前的解并传入被调用的函数
    			newResult.add(rewards[i]);						// 记录当前的选择，解决一点问题
    			get(totalReward - rewards[i], newResult);		// 剩下的问题，留给嵌套调用去解决
    		}
    	}
    	
    }
 
}

我们测试一下总金额为 10 元的时候，有多少种解。
 public static void main(String[] args) {
  
  int totalReward = 10;
  Lesson5_1.get(totalReward, new ArrayList<Long>());
  
 }

最终，程序运行后大致是这种结果：
[1, 1, 1, 1, 1, 1, 1, 1, 1, 1]
[1, 1, 1, 1, 1, 1, 1, 1, 2]
[1, 1, 1, 1, 1, 1, 1, 2, 1]
[1, 1, 1, 1, 1, 1, 2, 1, 1]
[1, 1, 1, 1, 1, 1, 2, 2]
...
[5, 5]
[10]

这里面每一行都是一种可能。例如第一行表示分 10 次奖赏，每次 1 元；第二行表示分 9 次奖赏，最后一次是 2 元；以此类推。最终结果的数量还是挺多的，一共有 129 种可能。试想一下，如果总金额为 100 万的话，会有多少种可能啊！
这个代码还有几点需要留意的地方，我再来解释一下：
1. 由于一共只有 4 种金额的纸币，所以无论是 n=1 的时候还是 n=k 的时候，我们只需要关心这 4 种金额对组合产生的影响，而中间状态和变量的记录和跟踪这些繁琐的事情都由函数的递归调用负责。
2. 这个案例的限制条件不再是 64 个棋格，而是奖赏的总金额，因此判断嵌套调用是否结束的条件其实不是次数 k，而是总金额。这个金额确保了递归不会陷入死循环。
3. 我这里从奖赏的总金额开始，每次嵌套调用的时候减去一张纸币的金额，直到所剩的金额为 0 或者少于 0，然后结束嵌套调用，开始返回结果值。当然，你也可以反向操作，从金额 0 开始，每次嵌套调用的时候增加一张纸币的金额，直到累计的金额达到或超过总金额。
小结
递归和循环其实都是迭代法的实现，而且在某些场合下，它们的实现是可以相互转化的。但是，对于某些应用场景，递归确很难被循环取代。我觉得主要有两点原因：
第一，递归的核心思想和数学归纳法类似，并更具有广泛性。这两者的类似之处体现在：将当前的问题化解为两部分：一个当前所采取的步骤和另一个更简单的问题。
1. 一个当前所采取的步骤。这种步骤可能是进行一次运算（例如每个棋格里的麦粒数是前一格的两倍），或者做一个选择（例如选择不同面额的纸币），或者是不同类型操作的结合（例如今天讲的赏金的案例）等等。
2. 另一个更简单的问题。经过上述步骤之后，问题就会变得更加简单一点。这里“简单一点”，指运算的结果离目标值更近（例如赏金的总额），或者是完成了更多的选择（例如纸币的选择）。而“更简单的问题”，又可以通过嵌套调用，进一步简化和求解，直至达到结束条件。
我们只需要保证递归编程能够体现这种将复杂问题逐步简化的思想，那么它就能帮助我们解决很多类似的问题。
第二，递归会使用计算机的函数嵌套调用。而函数的调用本身，就可以保存很多中间状态和变量值，因此极大的方便了编程的处理。
正是如此，递归在计算机编程领域中有着广泛的应用，而不仅仅局限在求和等运算操作上。在下一节中，我将介绍如何使用递归的思想，进行“分而治之”的处理。
[image: ]
思考题
一个整数可以被分解为多个整数的乘积，例如，6 可以分解为 2x3。请使用递归编程的方法，为给定的整数 n，找到所有可能的分解（1 在解中最多只能出现 1 次）。例如，输入 8，输出是可以是 1x8, 8x1, 2x4, 4x2, 1x2x2x2, 1x2x4, ……
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

06 | 递归（下）：分而治之，从归并排序到MapReduce


你好，我是黄申。
上一节，我解释了如何使用递归，来处理迭代法中比较复杂的数值计算。说到这里，你可能会问了，有些迭代法并不是简单的数值计算，而要通过迭代的过程进行一定的操作，过程更加复杂，需要考虑很多中间数据的匹配或者保存。例如我们之前介绍的用二分查找进行数据匹配，或者我们今天将要介绍的归并排序中的数据排序等等。那么，这种情况下，还可以用递归吗？具体又该如何来实现呢？
我们可以先分析一下，这些看似很复杂的问题，是否可以简化为某些更小的、更简单的子问题来解决，这是一般思路。如果可以，那就意味着我们仍然可以使用递归的核心思想，将复杂的问题逐步简化成最基本的情况来求解。因此，今天我会从归并排序开始，延伸到多台机器的并行处理，详细讲讲递归思想在“分而治之”这个领域的应用。
归并排序中的分治思想
首先，我们来看，如何使用递归编程解决数字的排序问题。
对一堆杂乱无序的数字，按照从小到大或者从大到小的规则进行排序，这是计算机领域非常经典，也非常流行的问题。小到 Excel 电子表格，大到搜索引擎，都需要对一堆数字进行排序。因此，计算机领域的前辈们研究排序问题已经很多年了，也提出了许多优秀的算法，比如归并排序、快速排序、堆排序等等。其中，归并排序和快速排序都很好地体现了分治的思想，今天我来说说其中之一的归并排序（merge sort）。
很明显，归并排序算法的核心就是“归并”，也就是把两个有序的数列合并起来，形成一个更大的有序数列。
假设我们需要按照从小到大的顺序，合并两个有序数列 A 和 B。这里我们需要开辟一个新的存储空间 C，用于保存合并后的结果。
我们首先比较两个数列的第一个数，如果 A 数列的第一个数小于 B 数列的第一个数，那么就先取出 A 数列的第一个数放入 C，并把这个数从 A 数列里删除。如果是 B 的第一个数更小，那么就先取出 B 数列的第一个数放入 C，并把它从 B 数列里删除。
以此类推，直到 A 和 B 里所有的数都被取出来并放入 C。如果到某一步，A 或 B 数列为空，那直接将另一个数列的数据依次取出放入 C 就可以了。这种操作，可以保证两个有序的数列 A 和 B 合并到 C 之后，C 数列仍然是有序的。
为了你能更好地理解，我举个例子说明一下，这是合并有序数组{1, 2, 5, 8}和{3, 4, 6}的过程。
[image: ]
为了保证得到有序的 C 数列，我们必须保证参与合并的 A 和 B 也是有序的。可是，等待排序的数组一开始都是乱序的，如果无法保证这点，那归并又有什么意义呢？
还记得上一篇说的递归吗？这里我们就可以利用递归的思想，把问题不断简化，也就是把数列不断简化，一直简化到只剩 1 个数。1 个数本身就是有序的，对吧？
好了，现在剩下的疑惑就是，每一次如何简化问题呢？最简单的想法是，我们把将长度为 n 的数列，每次简化为长度为 n-1 的数列，直至长度为 1。不过，这样的处理没有并行性，要进行 n-1 次的归并操作，效率就会很低。
[image: ]
所以，我们可以在归并排序中引入了分而治之（Divide and Conquer）的思想。分而治之，我们通常简称为分治。它的思想就是，将一个复杂的问题，分解成两个甚至多个规模相同或类似的子问题，然后对这些子问题再进一步细分，直到最后的子问题变得很简单，很容易就能被求解出来，这样这个复杂的问题就求解出来了。
归并排序通过分治的思想，把长度为 n 的数列，每次简化为两个长度为 n/2 的数列。这更有利于计算机的并行处理，只需要 log2n 次归并。
[image: ]
我们把归并和分治的思想结合起来，这其实就是归并排序算法。这种算法每次把数列进行二等分，直到唯一的数字，也就是最基本的有序数列。然后从这些最基本的有序数列开始，两两合并有序的数列，直到所有的数字都参与了归并排序。
我用一个包含 0～9 这 10 个数字的数组，给你详细讲解一下归并排序的过程。

	
假设初始的数组为{7, 6, 2, 4, 1, 9, 3, 8, 0, 5}，我们要对它进行从小到大的排序。



	
第一次分解后，变成两个数组{7, 6, 2, 4, 1}和{9, 3, 8, 0, 5}。



	
然后，我们将{7, 6, 2, 4, 1}分解为{7, 6}和{2, 4, 1}，将{9, 3, 8, 0, 5}分解为{9, 3}和{8, 0, 5}。



	
如果细分后的组仍然多于一个数字，我们就重复上述分解的步骤，直到每个组只包含一个数字。到这里，这些其实都是递归的嵌套调用过程。



	
然后，我们要开始进行合并了。我们可以将{4, 1}分解为{4}和{1}。现在无法再细分了，我们开始合并。在合并的过程中进行排序，所以合并的结果为{1,4}。合并后的结果将返回当前函数的调用者，这就是函数返回的过程。



	
重复上述合并的过程，直到完成整个数组的排序，得到{0, 1, 2, 3, 4, 5, 6, 7, 8, 9}。




为了方便你的理解，我画了张图，给你解释整个归并排序的过程。
[image: ]
说到这里，我想问你，这个归并排序、分治和递归到底是什么关系呢？用一句话简单地说就是，归并排序使用了分治的思想，而这个过程需要使用递归来实现。
归并排序算法用分治的思想把数列不断地简化，直到每个数列仅剩下一个单独的数，然后再使用归并逐步合并有序的数列，从而达到将整个数列进行排序的目的。而这个归并排序，正好可以使用递归的方式来实现。为什么这么说？首先，我们来看看这张图，分治的过程是不是和递归的过程一致呢？
[image: ]
分治的过程可以通过递归来表达，因此，归并排序最直观的实现方式就是递归。所以，我们从递归的步骤出发，来看归并排序如何实现。
我们假设 n=k-1 的时候，我们已经对较小的两组数进行了排序。那我们只要在 n=k 的时候，将这两组数合并起来，并且保证合并后的数组仍然是有序的就行了。
所以，在递归的每次嵌套调用中，代码都将一组数分解成更小的两组，然后将这两个小组的排序交给下一次的嵌套调用。而本次调用只需要关心，如何将排好序的两个小组进行合并。
在初始状态，也就是 n=1 的时候，对于排序的案例而言，只包含单个数字的分组。由于分组里只有一个数字，所以它已经是排好序的了，之后就可以开始递归调用的返回阶段。我这里画了张图，便于你的理解。
[image: ]
你现在应该已经明白了归并排序的基本过程，最难的已经过去了，编写代码实现就不难了。我这里给出示范性代码，你可以参考看看。
import java.util.Arrays;
 
public class Lesson6_1 {
	
	/**
    * @Description:	使用函数的递归（嵌套）调用，实现归并排序（从小到大）
    * @param to_sort- 等待排序的数组
    * @return int[]- 排序后的数组
    */
	
	public static int[] merge_sort(int[] to_sort) {
		
		if (to_sort == null) return new int[0];
		
		// 如果分解到只剩一个数，返回该数
		if (to_sort.length == 1) return to_sort;
		
		// 将数组分解成左右两半
		int mid = to_sort.length / 2;
		int[] left = Arrays.copyOfRange(to_sort, 0, mid);
		int[] right = Arrays.copyOfRange(to_sort, mid, to_sort.length);
		
		// 嵌套调用，对两半分别进行排序
		left = merge_sort(left);
		right = merge_sort(right);
		
		// 合并排序后的两半
		int[] merged = merge(left, right);
		
		return merged;
		
	}
   
 
}

这里要注意一下，在归并的步骤中，由于递归的调用确保了被合并的两个较小的数组是有序的，所以我们无需比较组内的数字，只需要比较组间的数字就行了。
这个合并过程具体的实现代码是这样的：
/**
    * @Description: 合并两个已经排序完毕的数组（从小到大）
    * @param a- 第一个数组，b- 第二个数组
    * @return int[]- 合并后的数组
    */
    
    public static int[] merge(int[] a, int[] b) {
     
     if (a == null)  a = new int[0];
     if (b == null) b = new int[0];
     
     int[] merged_one = new int[a.length + b.length];
     
     int mi = 0, ai = 0, bi = 0;
     
     // 轮流从两个数组中取出较小的值，放入合并后的数组中
     while (ai < a.length && bi < b.length) {
      
      if (a[ai] <= b[bi]) {
       merged_one[mi] = a[ai];
       ai ++;
      } else {
       merged_one[mi] = b[bi];
       bi ++;
      }
      
      mi ++;
      
     }
     
     // 将某个数组内剩余的数字放入合并后的数组中
     if (ai < a.length) {
      for (int i = ai; i < a.length; i++) {
       merged_one[mi] = a[i];
       mi ++;
      }
     } else {
      for (int i = bi; i < b.length; i++) {
       merged_one[mi] = b[i];
       mi ++;
      }
     }
     
     return merged_one;
     
    }

上述两段代码的结合，就是归并排序的递归实现。你可以用这段代码进行测试：
public static void main(String[] args) {
  
  int[] to_sort = {3434, 3356, 67, 12334, 878667, 387};
  int[] sorted = Lesson6_1.merge_sort(to_sort);
  
  for (int i = 0; i < sorted.length; i++) {
   System.out.println(sorted[i]);
  }
 }

分布式系统中的分治思想
聊到这里，你应该已经了解归并排序算法是如何运作的了，也对分而治之的思想有了认识。不过，分而治之更有趣的应用其实是在分布式系统中。
例如，当需要排序的数组很大（比如达到 1024GB 的时候），我们没法把这些数据都塞入一台普通机器的内存里。该怎么办呢？有一个办法，我们可以把这个超级大的数据集，分解为多个更小的数据集（比如 16GB 或者更小），然后分配到多台机器，让它们并行地处理。
等所有机器处理完后，中央服务器再进行结果的合并。由于多个小任务间不会相互干扰，可以同时处理，这样会大大增加处理的速度，减少等待时间。
在单台机器上实现归并排序的时候，我们只需要在递归函数内，实现数据分组以及合并就行了。而在多个机器之间分配数据的时候，递归函数内除了分组及合并，还要负责把数据分发到某台机器上。
[image: ]
在这个框架图中，你应该可以看到，分布式集群中的数据切分和合并，同单台机器上归并排序的过程是一样的，因此也是使用了分治的思想。从理论的角度来看，上面这个图很容易理解。不过在实际运用中，有个地方需要注意一下。
上图中的父结点，例如机器 1、2、3，它们都没有被分配排序的工作，只是在子结点的排序完成后进行有序数组的合并，因此集群的性能没有得到充分利用。那么，另一种可能的数据切分方式是，每台机器拿出一半的数据给另一台机器处理，而自己来完成剩下一半的数据。
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如果分治的时候，只进行一次问题切分，那么上述层级型的分布式架构就可以转化为类似 MapReduce 的架构。我画出了 MapReduce 的主要步骤，你可以看看，这里面有哪些步骤体现了分治的思想？
[image: ]
这里面主要有三个步骤用到了分治的思想。
1. 数据分割和映射
分割是指将数据源进行切分，并将分片发送到 Mapper 上。映射是指 Mapper 根据应用的需求，将内容按照键 - 值的匹配，存储到哈希结构中。这两个步骤将大的数据集合切分为更小的数据集，降低了每台机器节点的负载，因此和分治中的问题分解类似。不过，MapReduce 采用了哈希映射来分配数据，而普通的分治或递归不一定需要。
2. 归约
归约是指接受到的一组键值配对，如果是键内容相同的配对，就将它们的值归并。这和本机的递归调用后返回结果的过程类似。不过，由于哈希映射的关系，MapReduce 还需要洗牌的步骤，也就是将键 - 值的配对不断地发给对应的 Reducer 进行归约。普通的分治或递归不一定需要洗牌的步骤。
3. 合并
为了提升洗牌阶段的效率，可以选择减少发送到归约阶段的键 - 值配对。具体做法是在数据映射和洗牌之间，加入合并的过程，在每个 Mapper 节点上先进行一次本地的归约。然后只将合并的结果发送到洗牌和归约阶段。这和本机的递归调用后返回结果的过程类似。
说了这么多，你现在对分治应该有比较深入的理解了。实际上，分治主要就是用在将复杂问题转化为若干个规模相当的小问题上。分治思想通常包括问题的细分和结果的合并，正好对应于递归编程的函数嵌套调用和函数结果的返回。细分后的问题交给嵌套调用的函数去解决，而结果合并之后交由函数进行返回。所以，分治问题适合使用递归来实现。同时，分治的思想也可以帮助我们设计分布式系统和并行计算，细分后的问题交给不同的机器来处理，而其中的某些机器专门负责收集来自不同机器的处理结果，完成结果的合并。
小结
这两节我们学习了递归法。递归采用了和数学归纳法类似的思想，但是它用的是逆向递推，化繁为简，把复杂的问题逐步简化。再加上分治原理，我们就可以更有效地把问题细分，进行并行化的处理。
而计算机编程中的函数嵌套调用，正好对应了数学中递归的逆向递推，所以你只要弄明白了数学递推式，就能非常容易的写出对应的递归编码。这是为什么递归在编程领域有着非常广泛的应用。不过，需要注意的是，递归编程在没有开始返回结果之前，保存了大量的中间结果，所以比较消耗系统资源。这也是一般的编程语言都会限制递归的深度（也就是嵌套的次数）的原因。
[image: ]
思考题
你有没有想过，在归并排序的时候，为什么每次都将原有的数组分解为两组，而不是更多组呢？如果分为更多组，是否可行？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

07 | 排列：如何让计算机学会“田忌赛马”？


你好，我是黄申。
“田忌赛马”的故事我想你肯定听过吧？田忌是齐国有名的将领，他常常和齐王赛马，可是总是败下阵来，心中非常不悦。孙膑想帮田忌一把。他把这些马分为上、中、下三等。他让田忌用自己的下等马来应战齐王的上等马，用上等马应战齐王的中等马，用中等马应战齐王的下等马。三场比赛结束后，田忌只输了第一场，赢了后面两场，最终赢得与齐王的整场比赛。
孙膑每次都从田忌的马匹中挑选出一匹，一共进行三次，排列出战的顺序。是不是感觉这个过程很熟悉？这其实就是数学中的排列过程。
我们初高中的时候，都学过排列，它的概念是这么说的：从 n 个不同的元素中取出 m（1≤m≤n）个不同的元素，按照一定的顺序排成一列，这个过程就叫排列（Permutation）。当 m=n 这种特殊情况出现的时候，比如说，在田忌赛马的故事中，田忌的三匹马必须全部出战，这就是全排列（All Permutation）。
如果选择出的这 m 个元素可以有重复的，这样的排列就是为重复排列（Permutation with Repetition），否则就是不重复排列（Permutation without Repetition）。
[image: ]
看出来没有？这其实是一个树状结构。从树的根结点到叶子结点，每种路径都是一种排列。有多少个叶子结点就有多少种全排列。从图中我们可以看出，最终叶子结点的数量是 3x2x1=6，所以最终排列的数量为 6。
{上等，中等，下等}
{上等，下等，中等}
{中等，上等，下等}
{中等，下等，上等}
{下等，上等，中等}
{下等，中等，上等}

我用 t1，t2 和 t3 分别表示田忌的上、中、下等马跑完全程所需的时间，用 q1，q2 和 q3 分别表示齐王的上、中、下等马跑全程所需的时间，因此，q1<t1<q2<t2<q3<t3。
如果你将这些可能的排列，仔细地和齐王的上等、中等和下等马进行对比，只有{下等，上等，中等}这一种可能战胜齐王，也就是 t3>q1，t1<q2，t2<q3。
对于最终排列的数量，这里我再推广一下：

	
对于 n 个元素的全排列，所有可能的排列数量就是 nx(n-1)x(n-2)x…x2x1，也就是 n!；



	
对于 n 个元素里取出 m(0<m≤n) 个元素的不重复排列数量是 nx(n-1)x(n-2)x…x(n - m + 1)，也就是 n!/(n-m)!。




这两点都是可以用数学归纳法证明的，有兴趣的话你可以自己尝试一下。
如何让计算机为田忌安排赛马？
我们刚才讨论了 3 匹马的情况，这倒还好。可是，如果有 30 匹马、300 匹马，怎么办？30 的阶乘已经是天文数字了。更糟糕的是，如果两组马之间的速度关系也是非常随机的，例如 q1<q2<t1<t2<q3<t3， 那就不能再使用“最差的马和对方最好的马比赛”这种战术了。这个时候，人手动肯定是算不过来了，计算机又要帮我们大忙啦！我们使用代码来展示如何生成所有的排列。
如果你细心的话，就会发现在新版舍罕王赏麦的案例中，其实已经涉及了排列的思想，不过那个案例不是以“选取多少个元素”为终止条件，而是以“选取元素的总和”为终止条件。尽管这样，我们仍然可以使用递归的方式来快速地实现排列。
不过，要把田忌赛马的案例，转成计算机所能理解的内容，还需要额外下点功夫。
首先，在不同的选马阶段，我们都要保存已经有几匹马出战、它们的排列顺序、以及还剩几匹马没有选择。我使用变量 result 来存储到当前函数操作之前，已经出战的马匹及其排列顺序。而变量 horses 存储了到当前函数操作之前，还剩几匹马还没出战。变量 new_result 和 rest_horses 是分别从 result 和 horses 克隆而来，保证不会影响上一次的结果。
其次，孙膑的方法之所以奏效，是因为他看到每一等马中，田忌的马只比齐王的差一点点。如果相差太多，可能就会有不同的胜负结局。所以，在设置马匹跑完全程的时间上，我特意设置为 q1<t1<q2<t2<q3<t3，只有这样才能保证计算机得出和孙膑相同的结论。
import java.util.ArrayList;
import java.util.Arrays; 
import java.util.HashMap;
 
public class Lesson7_1 {
	
	// 设置齐王的马跑完所需时间
	public static HashMap<String, Double> q_horses_time = new HashMap<String, Double>(){
		{
		 	  put("q1", 1.0);
		 	  put("q2", 2.0);
		    put("q3", 3.0);
		}
	};
	
	// 设置田忌的马跑完所需时间
	public static HashMap<String, Double> t_horses_time = new HashMap<String, Double>(){
		{
		 	  put("t1", 1.5);
		 	  put("t2", 2.5);
		    put("t3", 3.5);
		}
	};
	
	public	static ArrayList<String> q_horses = new ArrayList<String>(Arrays.asList("q1", "q2", "q3"));
	
	/**
    * @Description:	使用函数的递归（嵌套）调用，找出所有可能的马匹出战顺序
    * @param horses- 目前还剩多少马没有出战，result- 保存当前已经出战的马匹及顺序
    * @return void
    */
	
    public static void permutate(ArrayList<String> horses, ArrayList<String> result) {
    	
    	// 所有马匹都已经出战，判断哪方获胜，输出结果
    	if (horses.size() == 0) {
    		System.out.println(result);
    		compare(result, q_horses);
    		
    		System.out.println();
    		
 	 			return;
   		}
    	
   		for (int i = 0; i < horses.size(); i++) {
    		// 从剩下的未出战马匹中，选择一匹，加入结果
 	 			ArrayList<String> new_result = (ArrayList<String>)(result.clone());
   			new_result.add(horses.get(i));
  	 		
    		// 将已选择的马匹从未出战的列表中移出
 	 			ArrayList<String> rest_horses = ((ArrayList<String>)horses.clone());
 	 			rest_horses.remove(i);
    		
    		// 递归调用，对于剩余的马匹继续生成排列
   			permutate(rest_horses, new_result);
   		}
    	
    }
 
 
}
 

另外，我还使用了 compare 的函数来比较田忌和齐王的马匹，看哪方获胜。
    public static void compare(ArrayList<String> t, ArrayList<String> q) {
    	int t_won_cnt = 0;
    	for (int i = 0; i < t.size(); i++) {
			System.out.println(t_horses_time.get(t.get(i)) + " " +  q_horses_time.get(q.get(i)));
			if (t_horses_time.get(t.get(i)) < q_horses_time.get(q.get(i))) t_won_cnt ++;
		}
		
		if (t_won_cnt > (t.size() / 2)) System.out.println(" 田忌获胜！");
		else System.out.println(" 齐王获胜！");
		
		System.out.println();
    }
 

下面是测试代码。当然你可以设置更多的马匹，并增加相应的马匹跑完全程的时间。
  public static void main(String[] args) {
		
		ArrayList<String> horses = new	ArrayList<String>(Arrays.asList("t1", "t2", "t3"));
		Lesson7_1.permutate(horses,	new ArrayList<String>());
		
	}
 

在最终的输出结果中，6 种排列中只有一种情况是田忌获胜的。
[t3, t1, t2]
3.5 1.0
1.5 2.0
2.5 3.0
田忌获胜！

如果田忌不听从孙膑的建议，而是随机的安排马匹出战，那么他只有 1/6 的获胜概率。
说到这里，我突然产生了一个想法，如果齐王也是随机安排他的马匹出战顺序，又会是怎样的结果？如果动手来实现的话，大体思路是我们为田忌和齐王两方都生成他们马匹的全排序，然后再做交叉对比，看哪方获胜。这个交叉对比的过程也是个排列的问题，田忌这边有 6 种顺序，而齐王也是 6 种顺序，所以一共的可能性是 6x6=36 种。
我用代码模拟了一下，你可以看看。
public static void main(String[] args) {
		
		ArrayList<String> t_horses = new ArrayList<String>(Arrays.asList("t1", "t2", "t3"));
		Lesson7_2.permutate(t_horses, new ArrayList<String>(), t_results);
		
		ArrayList<String> q_horses = new ArrayList<String>(Arrays.asList("q1", "q2", "q3"));
		Lesson7_2.permutate(q_horses, new ArrayList<String>(), q_results);
		
		System.out.println(t_results);
		System.out.println(q_results);
		System.out.println();
		
		for (int i = 0; i < t_results.size(); i++) {
			for (int j = 0; j < q_results.size(); j++) {
				Lesson7_2.compare(t_results.get(i), q_results.get(j));
			}
		}
		
	}
 

由于交叉对比时只需要选择 2 个元素，分别是田忌的出战顺序和齐王的出战顺序，所以这里使用 2 层循环的嵌套来实现。从最后的结果可以看出，田忌获胜的概率仍然是 1/6。
暴力破解密码如何使用排列思想？
聊了这么多，相信你对排列有了更多了解。在概率中，排列有很大的作用，因为排列会帮助我们列举出随机变量取值的所有可能性，用于生成这个变量的概率分布，之后在概率统计篇我还会具体介绍。此外，排列在计算机领域中有着很多应用场景。我这里讲讲最常见的密码的暴力破解。
我们先来看去年网络安全界的两件大事。第一件发生在 2017 年 5 月，新型“蠕虫”式勒索病毒 WannaCry 爆发。当时这个病毒蔓延得非常迅速，电脑被感染后，其中的文件会被加密锁住，黑客以此会向用户勒索比特币。第二件和美国的信用评级公司 Equifax 有关。仅在 2017 年内，这个公司就被黑客盗取了大约 1.46 亿用户的数据。
看样子，黑客攻击的方式多种多样，手段也高明了很多，但是窃取系统密码仍然是最常用的攻击方式。有时候，黑客们并不需要真的拿到你的密码，而是通过“猜”，也就是列举各种可能的密码，然后逐个地去尝试密码的正确性。如果某个尝试的密码正好和原先管理员设置的一样，那么系统就被破解了。这就是我们常说的暴力破解法。
我们可以假设一个密码是由英文字母组成的，那么每位密码有 52 种选择，也就是大小写字母加在一起的数量。那么，生成 m 位密码的可能性就是 52^m 种。也就是说，从 n（这里 n 为 52）个元素取出 m（0<m≤n）个元素的可重复全排列，总数量为 n^m。如果你遍历并尝试所有的可能性，就能破解密码了。
不过，即使存在这种暴力法，你也不用担心自己的密码很容易被人破解。我们平时需要使用密码登录的网站或者移动端 App 程序，基本上都限定了一定时间内尝试密码的次数，例如 1 天之内只能尝试 5 次等等。这些次数一定远远小于密码排列的可能性。
这也是为什么有些网站或 App 需要你一定使用多种类型的字符来创建密码，比如字母加数字加特殊符号。因为类型越多，n^m 中的 n 越大，可能性就越多。如果使用英文字母的 4 位密码，就有 52^4=7311616 种，超过了 700 万种。如果我们在密码中再加入 0～9 这 10 个阿拉伯数字，那么可能性就是 62^4=14776336 种，超过了 1400 万。
同理，我们也可以增加密码长度，也就是用 n^m 中的 m 来实现这一点。如果在英文和阿拉伯数字的基础上，我们把密码的长度增加到 6 位，那么就是 62^6=56800235584 种，已经超过了 568 亿了！这还没有考虑键盘上的各种特殊符号。有人估算了一下，如果用上全部 256 个 ASCII 码字符，设置长度为 8 的密码，那么一般的黑客需要 10 年左右的时间才能暴力破解这种密码。
小结
排列可以帮助我们生成很多可能性。由于这种特性，排列最多的用途就是穷举法，也就是，列出所有可能的情况，一个一个验证，然后看每种情况是否符合条件的解。
古代的孙膑利用排列的思想，穷举了田忌马匹的各种出战顺序，然后获得了战胜齐王的策略。现代的黑客，通过排列的方法，穷举了各种可能的密码，试图破坏系统的安全性。如果你所面临的问题，它的答案也是各种元素所组成的排列，那么你就可以考虑，有没有可能排列出所有的可能性，然后通过穷举的方式来获得最终的解。
[image: ]
思考题
假设有一个 4 位字母密码，每位密码是 a～e 之间的小写字母。你能否编写一段代码，来暴力破解该密码？（提示：根据可重复排列的规律，生成所有可能的 4 位密码。）
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

08 | 组合：如何让计算机安排世界杯的赛程？


你好，我是黄申。
2018 年足球世界杯结束有半年了，当时激烈的赛况你现在还记忆犹新吧？你知道这场足球盛宴的比赛日程是怎么安排的吗？如果现在你是组委会，你会怎么安排比赛日程呢？我们可以用上一节的排列思想，让全部的 32 支入围球队都和其他球队进行一次主客场的比赛。
自己不可能和自己比赛，因此在这种不可重复的排列中，主场球队有 32 种选择，而客场球队有 31 种选择。那么一共要进行多少场比赛呢？很简单，就是 32x31=992 场！这也太夸张了吧？一天看 2 场，也要 1 年多才能看完！即使球迷开心了，可是每队球员要踢主客场共 62 场，早已累趴下了。
好吧，既然这样，我们是否可以取消主客场制，让任意两个球队之间只要踢 1 场就好啦？取消主客场，这就意味着原来两队之间的比赛由 2 场降为 1 场，那么所有比赛场次就是 992/2=496 场。还是很多，对吧？
是的，这就是为什么要将所有 32 支队伍分成 8 个小组先进行小组赛的原因。一旦分成小组，每个小组的赛事就是 (4x3)/2=6 场。所有小组赛就是 6x8=48 场。
再加上在 16 强阶段开始采取淘汰制，两两淘汰，所以需要 8+4+2+2=16 场淘汰赛（最后一次加 2 是因为还有 3、4 名的决赛），那么整个世界杯决赛阶段就是 48+16=64 场比赛。
当然，说了这么多，你可能会好奇，这两两配对比赛的场次，我是如何计算出来的？让我引出今天的概念，组合（Combination）。
组合可以说是排列的兄弟，两者类似但又有所不同，这两者的区别，不知道你还记得不，上学的时候，老师肯定说过不止一次，那就是，组合是不考虑每个元素出现的顺序的。
从定义上来说，组合是指，从 n 个不同元素中取出 m（1≤m≤n）个不同的元素。例如，我们前面说到的世界杯足球赛的例子，从 32 支球队里找出任意 2 支球队进行比赛，就是从 32 个元素中取出 2 个元素的组合。如果上一讲中，田忌赛马的规则改一下，改为从 10 匹马里挑出 3 匹比赛，但是并不关心这 3 匹马的出战顺序，那么也是一个组合的问题。
对于所有 m 取值的组合之全集合，我们可以叫作全组合（All Combination）。例如对于集合{1, 2, 3}而言，全组合就是{空集, {1}, {2}, {3}, {1, 2}, {1,3} {2, 3}, {1, 2, 3}}。
如果我们安排足球比赛时，不考虑主客场，也就是不考虑这两只球队的顺序，两队只要踢一次就行了。那么从 n 个元素取出 m 个的组合，有多少种可能呢？
我们假设某种运动需要 3 支球队一起比赛，那么 32 支球队就有 32x31x30 种排列，如果三支球队在一起只要比一场，那么我们要抹除多余的比赛。三支球队按照任意顺序的比赛有 3x2x1=6 场，所以从 32 支队伍里取出 3 支队伍的组合是 (32x31x30)/(3x2x1)。基于此，我们可以扩展成以下两种情况。

	
n 个元素里取出 m 个的组合，可能性数量就是 n 个里取 m 个的排列数量，除以 m 个全排列的数量，也就是 (n! / (n-m)!) / m!。



	
对于全组合而言，可能性为 2^n 种。例如，当 n=3 的时候，全组合包括了 8 种情况。




这两点都可以用数学归纳法证明，有兴趣的话你可以自己尝试一下。
如何让计算机来组合队伍？
上一节，我用递归实现了全排列。全组合就是将所有元素列出来，没有太大意义，所以我这里就带你看下，如何使用递归从 3 个元素中选取 2 个元素的组合。
我们假设有 3 个队伍，t1，t2 和 t3。我还是把递归的选择画成图，这样比较直观，你也好理解。从图中我们可以看出，对于组合而言，由于{t1, t2}已经出现了，因此就无需{t2, t1}。同理，出现{t1, t3}，就无需{t3, t1}等等。对于重复的，我用叉划掉了。这样，最终只有 3 种组合了。
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那么，如何使用代码来实现呢？一种最简单粗暴的做法是：

	
先实现排列的代码，输出所有的排列。例如{t1, t2}, {t2, t1}；



	
针对每种排列，对其中的元素按照一定的规则排序。那么上述两种排列经过排序后，就是{t1, t2}, {t1, t2}；



	
对排序后的排列，去掉重复的那些。上述两种排列最终只保留一个{t1, t2}。




这样做效率就会比较低，很多排列生成之后，最终还是要被当做重复的结果去掉。
显然，还有更好的做法。从图中我们可以看出被划掉的那些，都是那些出现顺序和原有顺序颠倒的元素。
例如，在原有集合中，t1 在 t2 的前面，所以我们划掉了{t2, t1}的组合。这是因为，我们知道 t1 出现在 t2 之前，t1 的组合中一定已经包含了 t2，所以 t2 的组合就无需再考虑 t1 了。因此，我只需要在原有的排列代码中，稍作修改，每次传入嵌套函数的剩余元素，不再是所有的未选择元素，而是出现在当前被选元素之后的那些。具体代码是这样的：
import java.util.ArrayList;
import java.util.Arrays; 
 
public class Lesson8_1 {
	
	/**
    * @Description:	使用函数的递归（嵌套）调用，找出所有可能的队伍组合
    * @param teams- 目前还剩多少队伍没有参与组合，result- 保存当前已经组合的队伍
    * @return void
    */
	
    public static void combine(ArrayList<String> teams, ArrayList<String> result, int m) {
    	
    	// 挑选完了 m 个元素，输出结果
    	if (result.size() == m) {
    		System.out.println(result);
    		return;
    	}
    	
    	for (int i = 0; i < teams.size(); i++) {
    		// 从剩下的队伍中，选择一队，加入结果
    		ArrayList<String> newResult = (ArrayList<String>)(result.clone());
    		newResult.add(teams.get(i));
    		
    		// 只考虑当前选择之后的所有队伍
    		ArrayList<String> rest_teams = new ArrayList<String>(teams.subList(i + 1, teams.size()));
    		
    		// 递归调用，对于剩余的队伍继续生成组合
    		combine(rest_teams, newResult, m);
    	}
    	
    }
    
}
 

这是一段测试代码，可以帮助我们找到从 3 个元素中选择 2 个元素的所有组合。
public static void main(String[] args) {
  
  ArrayList<String> teams = new ArrayList<String>(Arrays.asList("t1", "t2", "t3"));
  Lesson8_1.combine(teams, new ArrayList<String>(), 2);
  
 }
 

组合的应用：如何高效地处理词组？
组合在计算机领域中也有很多的应用场景。比如大型比赛中赛程的自动安排、多维度的数据分析以及自然语言处理的优化等等。
在我之前的研究工作中，经常要处理一些自然语言，用组合的思想提升系统性能。今天我结合自己亲身的经历，先来说说组合在自然语言处理中的应用。
当时，我们需要将每篇很长的文章，分隔成一个个的单词，然后对每个单词进行索引，便于日后的查询。但是很多时候，光有单个的单词是不够的，还要考虑多个单词所组成的词组。例如，“red bluetooth mouse”这样的词组。
处理词组最常见的一种方式是多元文法。什么是多元文法呢？这词看起来很复杂，其实就是把临近的几个单词合并起来，组合一个新的词组。比如我可以把“red”和“bluetooth”合并为“red bluetooth”，还可以把“bluetooth”和“mouse”合并为“bluetooth mouse”。
设计多元文法只是为了方便计算机的处理，而不考虑组合后的词组是不是有正确的语法和语义。例如“red bluetooth”，从人类的角度来看，这个词就很奇怪。但是毕竟它还会生成很多合理的词组，例如“bluetooth mouse”。所以，如果不进行任何深入的语法分析，我们其实没办法区分哪些多元词组是有意义的，哪些是没有意义的，因此最简单的做法就是保留所有词组。
普通的多元文法本身存在一个问题，那就是定死了每个元组内单词出现的顺序。例如，原文中可能出现的是“red bluetooth mouse”，可是用户在查询的时候可能输入的是“bluetooth mouse red”。这么输入肯定不符合语法，但实际上互联网上的用户经常会这么干。
那么，在这种情况下，如果我们只保留原文的“red bluetooth mouse”，就无法将其和用户输入的“bluetooth red mouse”匹配了。所以，如果我们并不要求查询词组中单词所出现的顺序和原文一致，那该怎么办呢？
我当时就在想，可以把每个二元或三元组进行全排列，得到所有的可能。但是这样的话，二元组的数量就会增加 1 倍，三元组的数量就会增加 5 倍，一篇文章的数据保存量就会增加 3 倍左右。我也试过对用户查询做全排列，把原有的二元组查询变为 2 个不同的二元组查询，把原有的三元组查询变为 6 个不同的三元组查询，但是事实是，这样会增加实时查询的耗时。
于是，我就想到了组合。多个单词出现时，我并不关心它们的顺序（也就是不关心排列），而只关心它们的组合。因为无需关心顺序，就意味着我可以对多元组内的单词进行某种形式的标准化。即使原来的单词出现顺序有所不同，经过这个标准化过程之后，都会变成唯一的顺序。
例如，“red bluetooth mouse”，这三个词排序后就是“bluetooth,mouse,red”，而“bluetooth red mouse”排序后也是“bluetooth,mouse,red”，自然两者就能匹配上了。我需要做的事情就是在保存文章多元组和处理用户查询这两个阶段分别进行这种排序。这样既可以减少保存的数据量，同时可以减少查询的耗时。这个问题很容易就解决了。怎么样，组合是不是非常神奇？
此外，组合思想还广泛应用在多维度的数据分析中。比如，我们要设计一个连锁店的销售业绩报表。这张报表有若干个属性，包括分店名称、所在城市、销售品类等等。那么最基本的总结数据包括每个分店的销售额、每个城市的销售额、每个品类的销售额。除了这些最基本的数据，我们还可以利用组合的思想，生成更多的筛选条件。
小结
组合和排列有相似之处，都是从 n 个元素中取出若干个元素。不过，排列考虑了取出的元素它们之间的顺序，而组合无需考虑这种顺序。这是排列和组合最大的区别。因此，组合适合找到多个元素之间的联系而并不在意它们之间的先后顺序，例如多元文法中的多元组，这有利于避免不必要的数据保存或操作。
具体到编程，组合和排列两者的实现非常类似。区别在于，组合并不考虑挑选出来的元素之间，是如何排序的。所以，在递归的时候，传入下一个嵌套调用函数的剩余元素，只需要包含当前被选元素之后的那些，以避免重复的组合。
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思考题
假设现在需要设计一个抽奖系统。需要依次从 100 个人中，抽取三等奖 10 名，二等奖 3 名和一等奖 1 名。请列出所有可能的组合，需要注意的每人最多只能被抽中 1 次。
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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09 | 动态规划（上）：如何实现基于编辑距离的查询推荐？


你好，我是黄申。
上一篇讲组合的时候，我最后提到了有关文本的关键字查询。今天我接着文本搜索的话题，来聊聊查询推荐（Query Suggestion）的实现过程，以及它所使用的数学思想，动态规划（Dynamic Programming）。
那什么是动态规划呢？在递归那一节，我说过，我们可以通过不断分解问题，将复杂的任务简化为最基本的小问题，比如基于递归实现的归并排序、排列和组合等。不过有时候，我们并不用处理所有可能的情况，只要找到满足条件的最优解就行了。在这种情况下，我们需要在各种可能的局部解中，找出那些可能达到最优的局部解，而放弃其他的局部解。这个寻找最优解的过程其实就是动态规划。
动态规划需要通过子问题的最优解，推导出最终问题的最优解，因此这种方法特别注重子问题之间的转移关系。我们通常把这些子问题之间的转移称为状态转移，并把用于刻画这些状态转移的表达式称为状态转移方程。很显然，找到合适的状态转移方程，是动态规划的关键。
因此，这两节我会通过实际的案例，给你详细解释如何使用动态规划法寻找最优解，包括如何分解问题、发现状态转移的规律，以及定义状态转移方程。
编辑距离
当你在搜索引擎的搜索框中输入单词的时候，有没有发现，搜索引擎会返回一系列相关的关键词，方便你直接点击。甚至，当你某个单词输入有误的时候，搜索引擎依旧会返回正确的搜索结果。
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搜索下拉提示和关键词纠错，这两个功能其实就是查询推荐。查询推荐的核心思想其实就是，对于用户的输入，查找相似的关键词并进行返回。而测量拉丁文的文本相似度，最常用的指标是编辑距离（Edit Distance）。
我刚才说了，查询推荐的这两个功能是针对输入有缺失或者有错误的字符串，依旧返回相应的结果。那么，将错误的字符串转成正确的，以此来返回查询结果，这个过程究竟是怎么进行的呢？
由一个字符串转成另一个字符串所需的最少编辑操作次数，我们就叫作编辑距离。这个概念是俄罗斯科学家莱文斯坦提出来的，所以我们也把编辑距离称作莱文斯坦距离（Levenshtein distance）。很显然，编辑距离越小，说明这两个字符串越相似，可以互相作为查询推荐。编辑操作有这三种：把一个字符替换成另一个字符；插入一个字符；删除一个字符。
比如，我们想把 mouuse 转换成 mouse，有很多方法可以实现，但是很显然，直接删除一个“u”是最简单的，所以这两者的编辑距离就是 1。
状态转移
对于 mouse 和 mouuse 的例子，我们肉眼很快就能观察出来，编辑距离是 1。但是我们现实的场景中，常常不会这么简单。如果给定任意两个非常复杂的字符串，如何高效地计算出它们之间的编辑距离呢？
我们之前讲过排列和组合。我们先试试用排列的思想来进行编辑操作。比如，把一个字符替换成另一个字符，我们可以想成把 A 中的一个字符替换成 B 中的一个字符。假设 B 中有 m 个不同的字符，那么替换的时候就有 m 种可能性。对于插入一个字符，我们可以想成在 A 中插入来自 B 的一个字符，同样假设 B 中有 m 个不同的字符，那么也有 m 种可能性。至于删除一个字符，我们可以想成在 A 中删除任何一个字符，假设 A 有 n 个不同的字符，那么有 n 种可能性。
可是，等到实现的时候，你会发现实际情况比想象中复杂得多。
首先，计算量非常大。我们假设字符串 A 的长度是 n，而 B 字符串中不同的字符数量是 m，那么 A 所有可能的排列大致在 m^n 这个数量级，这会导致非常久的处理时间。对于查询推荐等实时性的服务而言，服务器的响应时间太长，用户肯定无法接受。
其次，如果需要在字符串 A 中加字符，那么加几个呢，加在哪里呢？同样，删除字符也是如此。因此，可能的排列其实远不止 m^n。
我们现在回到问题本身，其实编辑距离只需要求最小的操作次数，并不要求列出所有的可能。而且排列过程非常容易出错，还会浪费大量计算资源。看来，排列的方法并不可行。
好，这里再来思考一下，其实我们并不需要排列的所有可能性，而只是关心最优解，也就是最短距离。那么，我们能不能每次都选择出一个到目前为止的最优解，并且只保留这种最优解？如果是这样，我们虽然还是使用迭代或者递归编程来实现，但效率上就可以提升很多。
我们先考虑最简单的情况。假设字符串 A 和 B 都是空字符串，那么很明显这个时候编辑距离就是 0。如果 A 增加一个字符 a1，B 保持不动，编辑距离就增加 1。同样，如果 B 增加一个字符 b1，A 保持不动，编辑距离增加 1。但是，如果 A 和 B 有一个字符，那么问题就有点复杂了，我们可以细分为以下几种情况。
我们先来看插入字符的情况。A 字符串是 a1 的时候，B 空串增加一个字符变为 b1；或者 B 字符串为 b1 的时候，A 空串增加一个字符变为 a1。很明显，这种情况下，编辑距离都要增加 1。
我们再来看替换字符的情况。当 A 和 B 都是空串的时候，同时增加一个字符。如果要加入的字符 a1 和 b1 不相等，表示 A 和 B 之间转化的时候需要替换字符，那么编辑距离就是加 1；如果 a1 和 b1 相等，无需替换，那么编辑距离不变。
最后，我们取上述三种情况中编辑距离的最小值作为当前的编辑距离。注意，这里我们只需要保留这个最小的值，而舍弃其他更大的值。这是为什么呢？因为编辑距离随着字符串的增长，是单调递增的。所以，要求最终的最小值，必须要保证对于每个子串，都取得了最小值。有了这点，之后我们就可以使用迭代的方式，一步步推导下去，直到两个字符串结束比较。
刚才我说的情况中没有删除，这是因为删除就是插入的逆操作。如果我们从完整的字符串 A 或者 B 开始，而不是从空串开始，这就是删除操作了。
从上述的过程可以看出，我们确实可以把求编辑距离这个复杂的问题，划分为更多更小的子问题。而且，更为重要的一点是，我们在每一个子问题中，都只需要保留一个最优解。之后的问题求解，只依赖这个最优值。这种求编辑距离的方法就是动态规划，而这些子问题在动态规划中被称为不同的状态。
如果文字描述不是很清楚的话，我这里又画一张表，把各个状态之间的转移都标示清楚，你就一目了然了。
我还是用 mouuse 和 mouse 的例子。我把 mouuse 的字符数组作为表格的行，每一行表示其中一个字母，而 mouse 的字符数组作为列，每列表示其中一个字母，这样就得到下面这个表格。
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这张表格里的不同状态之间的转移，就是状态转移。其中红色部分表示字符串演变（或者说状态转移）的方式以及相应的编辑距离计算。对于表格中其他空白的部分，我暂时不给出，你可以试着自己来推导。
编辑距离是具有对称性的，也就是说从字符串 A 到 B 的编辑距离，和从字符串 B 到 A 的编辑距离，两者一定是相等的。这个应该很好理解。
你可以把刚才那个状态转移表的行和列互换一下，再推导一下，看看得出的编辑距离是否还是 1。我现在从理论上解释下这一点。这其实是由编辑距离的三种操作决定的。比如说，从字符串 A 演变到 B 的每一种操作，都可以转换为从字符串 B 演变到 A 的某一种操作。
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所以说，从字符串 A 演变到 B 的每一种变化方式，都可以找到对应的从字符串 B 演变到 A 的某种方式，两者的操作次数一样。自然，代表最小操作次数的编辑距离也就一样了。
小结
我今天介绍了用于查询推荐的编辑距离。编辑距离的定义很好理解，不过，求任意两个字符串之间的编辑距离可不是一件容易的事情。我先尝试用排列来分析问题，发现这条路走不通，而后我们仍然使用了化繁为简的思路，把编辑距离的计算拆分为 3 种情况，并建立了子串之间的联系。
你不要觉得这样的分析过程比较繁琐，我想说的是，学数学固然是为了得到结果，但是学习的过程，是要学会解决问题的方法和思路。比如面对一个问题的时候，你可能不知道用什么方法来解决，但是你可以尝试用我们学过的这些基础思想去分析，去比对，在这个分析的过程中去总结这些方法的使用规律，久而久之，你就能摸索出自己解决问题的套路。
比如说，动态规划虽然也采用了把问题逐步简化的思想，但是它和基于递归的归并排序、排列组合等解法有所不同。能够使用动态规划解决的问题，通常只关心一个最优解，而这个最优解是单调改变的，例如最大值、最小值等等。因此，动态规划中的每种状态，通常只保留一个当前的最优解，这也是动态规划效率比较高的原因。
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思考题
理解了动态规划法和状态转移之后，你觉得根据编辑距离来衡量字符串之间的相似程度有什么局限性？你有什么优化方案吗？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

10 | 动态规划（下）：如何求得状态转移方程并进行编程实现？


你好，我是黄申。
上一节，我从查询推荐的业务需求出发，介绍了编辑距离的概念，今天我们要基于此，来获得状态转移方程，然后才能进行实际的编码实现。
状态转移方程和编程实现
上一节我讲到了使用状态转移表来展示各个子串之间的关系，以及编辑距离的推导。不过，我没有完成那张表格。现在我把它补全，你可以和我的结果对照一下。
[image: ]
这里面求最小值的 min 函数里有三个参数，分别对应我们上节讲的三种情况的编辑距离，分别是：替换、插入和删除字符。在表格的右下角我标出了两个字符串的编辑距离 1。
概念和分析过程你都理解了，作为程序员，最终还是要落脚在编码上，我这里带你做些编码前的准备工作。
我们假设字符数组 A[] 和 B[] 分别表示字符串 A 和 B，A[i] 表示字符串 A 中第 i 个位置的字符，B[i] 表示字符串 B 中第 i 个位置的字符。二维数组 d[,] 表示刚刚用于推导的二维表格，而 d[i,j] 表示这张表格中第 i 行、第 j 列求得的最终编辑距离。函数 r(i, j) 表示替换时产生的编辑距离。如果 A[i] 和 B[j] 相同，函数的返回值为 0，否则返回值为 1。
有了这些定义，下面我们用迭代来表达上述的推导过程。

	
如果 i 为 0，且 j 也为 0，那么 d[i, j] 为 0。



	
如果 i 为 0，且 j 大于 0，那么 d[i, j] 为 j。



	
如果 i 大于 0，且 j 为 0，那么 d[i, j] 为 i。



	
如果 i 大于 0，且 j 大于 0，那么 d[i, j]=min(d[i-1, j] + 1, d[i, j-1] + 1, d[i-1, j-1] + r(i, j))。




这里面最关键的一步是 d[i, j]=min(d[i-1, j] + 1, d[i, j-1] + 1, d[i-1, j-1] + r(i, j))。这个表达式表示的是动态规划中从上一个状态到下一个状态之间可能存在的一些变化，以及基于这些变化的最终决策结果。我们把这样的表达式称为状态转移方程。我上节最开始就说过，在所有动态规划的解法中，状态转移方程是关键，所以你一定要掌握它。
有了状态转移方程，我们就可以很清晰地用数学的方式，来描述状态转移及其对应的决策过程，而且，有了状态转移方程，具体的编码其实就很容易了。基于编辑距离的状态转移方程，我在这里列出了一种编码的实现，你可以看看。
我们首先要定义函数的参数和返回值，你需要注意判断一下 a 和 b 为 null 的情况。
 public class Lesson10_1 {
	
	/**
    * @Description:	使用状态转移方程，计算两个字符串之间的编辑距离
    * @param a- 第一个字符串，b- 第二个字符串
    * @return int- 两者之间的编辑距离
    */
	
	public static int getStrDistance(String a, String b) {
		
		if (a == null || b == null) return -1;

然后，初始化状态转移表。我用 int 型的二维数组来表示这个状态转移表，并对 i 为 0 且 j 大于 0 的元素，以及 i 大于 0 且 j 为 0 的元素，赋予相应的初始值。
  // 初始用于记录化状态转移的二维表
		int[][] d = new int[a.length() + 1][b.length() + 1];
		
		// 如果 i 为 0，且 j 大于等于 0，那么 d[i, j] 为 j
		for (int j = 0; j <= b.length(); j++) {
			d[0][j] = j;
		}
		
		// 如果 i 大于等于 0，且 j 为 0，那么 d[i, j] 为 i
		for (int i = 0; i <= a.length(); i++) {
			d[i][0] = i;
		}

我这里实现的时候，i 和 j 都是从 0 开始，所以我计算的 d[i+1, j+1]，而不是 d[i, j]。而 d[i+1, j+1] = min(d[i, j+1] + 1, d[i+1, j] + 1, d[i, j] + r(i, j)。
  // 实现状态转移方程
		// 请注意由于 Java 语言实现的关系，代码里的状态转移是从 d[i, j] 到 d[i+1, j+1]，而不是从 d[i-1, j-1] 到 d[i, j]。本质上是一样的。
		for (int i = 0; i < a.length(); i++) {
			for (int j = 0; j < b.length(); j++) {
				
				int r = 0;
				if (a.charAt(i) != b.charAt(j)) {
					r = 1;
				} 
				
				int first_append = d[i][j + 1] + 1;
				int second_append = d[i + 1][j] + 1;
				int replace = d[i][j] + r;
				
				int min = Math.min(first_append, second_append);
				min = Math.min(min, replace);
				d[i + 1][j + 1] = min;
				
			}
		}
		
		return d[a.length()][b.length()];
				
	}
 
}

最后，我们用测试代码测试不同字符串之间的编辑距离。
public static void main(String[] args) {
  // TODO Auto-generated method stub
  System.out.println(Lesson10_1.getStrDistance("mouse", "mouuse"));
 
 }

从推导的表格和最终的代码可以看出，我们相互比较长度为 m 和 n 的两个字符串，一共需要求 mxn 个子问题，因此计算量是 mxn 这个数量级。和排列法的 m^n 相比，这已经降低太多太多了。
我们现在可以快速计算出编辑距离，所以就能使用这个距离作为衡量字符串之间相似度的一个标准，然后就可以进行查询推荐了。
到这里，使用动态规划来实现的编辑距离其实就讲完了。我把两个字符串比较的问题，分解成很多子串进行比较的子问题，然后使用状态转移方程来描述状态（也就是子问题）之间的关系，并根据问题的定义，保留最小的值作为当前的编辑距离，直到过程结束。
如果我们使用动态规划法来实现编辑距离的测算，那就能确保查询推荐的效率和效果。不过，基于编辑距离的算法也有局限性，它只适用于拉丁语系的相似度衡量，所以通常只用于英文或者拼音相关的查询。如果是在中文这种亚洲语系中，差一个汉字（或字符）语义就会差很远，所以并不适合使用基于编辑距离的算法。
实战演练：钱币组合的新问题
和排列组合等穷举的方法相比，动态规划法关注发现某种最优解。如果一个问题无需求出所有可能的解，而是要找到满足一定条件的最优解，那么你就可以思考一下，是否能使用动态规划来降低求解的工作量。
还记得之前我们提到的新版舍罕王奖赏的故事吗？国王需要支付一定数量的赏金，而宰相要列出所有可能的钱币组合，这使用了排列组合的思想。如果这个问题再变化为“给定总金额和可能的钱币面额，能否找出钱币数量最少的奖赏方式？”，那么我们是否就可以使用动态规划呢？
思路和之前是类似的。我们先把这个问题分解成很多更小金额的子问题，然后试图找出状态转移方程。如果增加一枚钱币 c，那么当前钱币的总数量就是增加 c 之前的钱币总数再加上当前这枚。举个例子，假设这里我们有三种面额的钱币，2 元、3 元和 7 元。为了凑满 100 元的总金额，我们有三种选择。
第一种，总和 98 元的钱币，加上 1 枚 2 元的钱币。如果凑到 98 元的最少币数是 x1x1
，那么增加一枚 2 元后就是 (x1x1
 + 1) 枚。
第二种，总和 97 元的钱币，加上 1 枚 3 元的钱币。如果凑到 97 元的最少币数是 x2x2
，那么增加一枚 3 元后就是 (x2x2
 + 1) 枚。
第三种，总和 93 元的钱币，加上 1 枚 7 元的钱币。如果凑到 93 元的最少币数是 x3x3
，那么增加一枚 7 元后就是 (x3x3
 + 1) 枚。
[image: ]
比较一下以上三种情况的钱币总数，取最小的那个就是总额为 100 元时，最小的钱币数。换句话说，由于奖赏的总金额是固定的，所以最后选择的那枚钱币的面额，将决定到上一步为止的金额，同时也决定了上一步为止钱币的最少数量。根据这个，我们可以得出如下状态转移方程：
[image: ]
其中，c[i] 表示总额为 i 的时候，所需要的最少钱币数，其中 j=1,2,3,…,n，表示 n 种面额的钱币，value[j] 表示第 j 种钱币的面额。c[i - values(j)] 表示选择第 j 种钱币的时候，上一步为止最少的钱币数。需要注意的是，i - value(j) 需要大于等于 0，而且 c[0] = 0。
我这里使用这个状态转移方程，做些推导，具体的数据你可以看下面这个表格。表格每一行表示奖赏的总额，前 3 列表示 3 种钱币的面额，最后一列记录最少的钱币数量。表中的“/”表示不可能，或者说无解。
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这张状态转移表同样可以帮助你来理解状态转移方程的正确性。一旦状态转移方程确定了，要编写代码来实现就不难了。
小结
通过这两节的内容，我讲述了动态规划主要的思想和应用。如果仅仅看这两个案例，也许你觉得动态规划不难理解。不过，在实际应用中，你可能会产生这些疑问：什么时候该用动态规划？这个问题可以用动态规划解决啊，为什么我没想到？我这里就讲一些我个人的经验。
首先，如果一个问题有很多种可能，看上去需要使用排列或组合的思想，但是最终求的只是某种最优解（例如最小值、最大值、最短子串、最长子串等等），那么你不妨试试是否可以使用动态规划。
其次，状态转移方程是个关键。你可以用状态转移表来帮助自己理解整个过程。如果能找到准确的转移方程，那么离最终的代码实现就不远了。当然，最好的方式，还是结合工作中的项目，不断地实践，尝试，然后总结。
[image: ]
思考题
对于总金额固定、找出最少钱币数的题目，用循环或者递归的方式该如何进行编码呢？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

11 | 树的深度优先搜索（上）：如何才能高效率地查字典？


你好，我是黄申。
你还记得迭代法中的的二分查找吗？在那一讲中，我们讨论了一个查字典的例子。如果要使用二分查找，我们首先要把整个字典排个序，然后每次都通过二分的方法来缩小搜索范围。
不过在平时的生活中，咱们查字典并不是这么做的。我们都是从单词的最左边的字母开始，逐个去查找。比如查找“boy”这个单词，我们一般是这么查的。首先，在 a～z 这 26 个英文字母里找到单词的第一个字母 b，然后在 b 开头的单词里找到字母 o，最终在 bo 开头的单词里找到字母 y。
你可以看我画的这种树状图，其实就是从树顶层的根结点一直遍历到最下层的叶子结点，最终逐步构成单词前缀的过程。对应的数据结构就是前缀树（prefix tree），或者叫字典树（trie）。我个人更喜欢前缀树这个名称，因为看到这个名词，这个数据结构的特征就一目了然。
[image: ]
那前缀树究竟该如何构建呢？有了前缀树，我们又该如何查询呢？今天，我会从图论的基本概念出发，来给你讲一下什么样的结构是树，以及如何通过树的深度优先搜索，来实现前缀树的构建和查询。
图论的一些基本概念
前缀树是一种有向树。那什么是有向树？顾名思义，有向树就是一种树，特殊的就是，它的边是有方向的。而树是没有简单回路的连通图。
如果一个图里所有的边都是有向边，那么这个图就是有向图。如果一个图里所有的边都是无向边，那么这个图就是无向图。既含有向边，又含无向边的图，称为混合图。
[image: ]
在有向图中，以结点 vv
 为出发点的边的数量，我们叫作 vv
 的出度。而以 v为v为
 终点的边之数量，称为 vv
 的入度。在上图中，结点 v2v2
 的入度是 1，出度是 2。
还有两个和有向树有关的概念，回路和连通，我这里简单给你解释一下，你很容易就能明白了。
结点和边的交替序列组成的就是通路。所以，通路上的任意两个结点其实就是互为连通的。如果一条通路的起始点 v1v1
 和终止点 vnvn
 相同，这种特殊的通路我们就叫作回路。从起始点到终止点所经过的边之数量，就是通路的长度。这里我画了一张图，这里面有 1 条通路和 1 条回路，它们的长度都是 4。
[image: ]
理解了图的基本概念，我们再来看树和有向树。树是一种特殊的图，它是没有简单回路的连通无向图。这里的简单回路，其实就是指，除了第一个结点和最后一个结点相同外，其余结点不重复出现的回路。你可以看我画的这几幅图。
[image: ]
那么，什么是有向树呢？顾名思义，有向树是一种特殊的树，其中的边都是有向的，而且它满足以下几个条件：

	
有且仅有一个结点的入度为 0，这个结点被称为根；



	
除根以外的所有结点，入度都为 1。从树根到任一结点有且仅有一条有向通路。




除了这些基本定义，有向树还有几个重要的概念，父结点、子结点、兄弟结点、先辈结点、后辈结点、叶子结点、结点的高度（或深度）、树的高度（或深度）。这些都不难理解，我画个图展示一下，你就能明白了。我把根结点的高度设置为 0，根据需要你也可以设置为 1。
[image: ]
前缀树的构建和查询
好了，说了这么些，你对有向树应该有了理解。接下来，我们来看，如何使用有向树来实现前缀树呢？这整个过程主要包括两个部分：构建前缀树和查询前缀树。
1. 构建前缀树
首先，我们把空字符串作为树的根。对于每个单词，其中每一个字符都代表了有向树的一个结点。而前一个字符就是后一个字符的父结点，后一个字符是前一个字符的子结点。这也意味着，每增加一个字符，其实就是在当前字符结点下面增加一个子结点，相应地，树的高度也增加了 1。
我们以单词 geek 为例，从根结点开始，第一次我增加字符 g，在根结点下增加一个“g”的结点。第二次，我在“g”结点下方增加一个“e”结点。以此类推，最终我们可以得到下面的树。
[image: ]
那如果这个时候，再增加一个单词，geometry 会怎样？我们继续重复这个过程，就能得到下面这个图。
[image: ]
到这里为止，我们已经建立了包含两个单词的前缀树。在这棵树的两个叶子结点“k”和“y”上，我们可以加上额外的信息，比如单词的解释。那么在匹配成功之后，就可以直接返回这些信息，实现字典的功能了。假设我把牛津词典里所有的英文单词都按照上述的方法处理一遍，就能构造一棵包含这个字典里所有单词的前缀树，并实现常用单词的查找和解释。
2. 查询前缀树
假设我们已经使用牛津词典，构建完了一个完整的前缀树，现在我们就能按照开篇所说的那种方式，查找任何一个单词了。从前缀树的根开始，查找下一个结点，顺着这个通路走下去，一直走到到某个结点。如果这个结点及其前缀代表了一个存在的单词，而待查找的单词和这个结点及其前缀正好完全匹配，那就说明成功找到了一个单词。否则，就表示无法找到。
这里还有几种特殊情况，需要注意。

	
如果还没到叶子结点的时候，待查的单词就结束了。这个时候要看最后匹配上的非叶子结点是否代表一个单词；如果不是，那说明被查单词并不在字典中。



	
如果搜索到前缀树的叶子结点，但是被查单词仍有未处理的字母。由于叶子结点没有子结点，这时候，被查单词不可能在字典中。



	
如果搜索到一半，还没到达叶子结点，被查单词也有尚未处理的字母，但是当前被处理的字母已经无法和结点上的字符匹配了。这时候，被查单词不可能在字典中。




前缀树的构建和查询这两者在本质上其实是一致的。构建的时候，我们需要根据当前的前缀进行查询，然后才能找到合适的位置插入新的结点。而且，这两者都存在一个不断重复迭代的查找过程，我们把这种方式称为深度优先搜索（Depth First Search）。
所谓树的深度优先搜索，其实就是从树中的某个结点出发，沿着和这个结点相连的边向前走，找到下一个结点，然后以这种方式不断地发现新的结点和边，一直搜索下去，直到访问了所有和出发点连通的点、或者满足某个条件后停止。
如果到了某个点，发现和这个点直接相连的所有点都已经被访问过，那么就回退到在这个点的父结点，继续查看是否有新的点可以访问；如果没有就继续回退，一直到出发点。由于单棵树中所有的结点都是连通的，所以通过深度优先的策略可以遍历树中所有的结点，因此也被称为深度优先遍历。
为了让你更容易理解，我用下面这张图来展示在一棵有向树中进行深度优先搜索时，结点被访问的顺序。
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其中，结点上的数字表示结点的 ID，而虚线表示遍历前进的方向，结点边上的数字表示该结点在深度优先搜索中被访问的顺序。在深度优先的策略下，我们从点 110 出发，然后发现和 110 相连的点 123，访问 123 后继续发现和 123 相连的点 162，再往后发现 162 没有出度，因此回退到 123，查看和 123 相连的另一个点 587，根据 587 的出度继续往前推进，如此类推。
把深度优先搜索，和在前缀树中查询单词的过程对比一下，你就会发现两者的逻辑是一致的。不过，使用前缀树匹配某个单词的时候，只需要沿着一条可能的通路搜索下去，而无需遍历树中所有的结点。
小结
在这一讲，我从数学中图的一些基本定义入手，介绍了有向树，以及有向树的一个应用，前缀树。树在计算机领域中运用非常广泛。比如，二叉树和满二叉树。
二叉树是每个结点最多有两个子树的树结构，它可用于二叉查找树和二叉堆。二叉树甚至可以用于图示化我们之前聊过的二分迭代。
满二叉树是一棵高度为 n（高度从 1 开始计），且有 2^n-1 个结点的二叉树。在高度为 k(0<k≤n）的这一层上，结点的数量为 2^(k-1)。如果把树的根标为 0，每个结点的左子结点标为 0，每个结点的右子结点标为 1，那么把根到叶子结点的所有 0 或 1 连起来，就正好对应一个二进制数。
[image: ]
既然树是如此重要，那么我们该如何高效率地访问树中的结点呢？下一讲，我会继续前缀树的话题，讨论如何遍历树中所有结点。
[image: ]
思考题
现在给你一个字典，请尝试实现其前缀树，包括树的构建和查询两个过程。这里，字典可以用字符串数组来表示，每个字符串代表一个单词。
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

12 | 树的深度优先搜索（下）：如何才能高效率地查字典？


你好，我是黄申。今天咱们继续聊前缀树。
上节结尾我给你留了道思考题：如何实现前缀树的构建和查询？如果你动手尝试之后，你会发现，这个案例的实现没有我们前面讲的那些排列组合这么直观。
这是因为，从数学的思想，到最终的编程实现，其实需要一个比较长的流程。我们首先需要把问题转化成数学中的模型，然后使用数据结构和算法来刻画数学模型，最终才能落实到编码。
而在前缀树中，我们需要同时涉及树的结构、树的动态构建和深度优先搜索，这个实现过程相对比较复杂。所以，这节我就给你仔细讲解一下，这个实现过程中需要注意的点。只要掌握这些点，你就能轻而易举实现深度优先搜索。
如何使用数据结构表达树？
首先，我想问你一个问题，什么样的数据结构可以表示树？
我们知道，计算机中最基本的数据结构是数组和链表。数组适合快速地随机访问。不过，数组并不适合稀疏的数列或者矩阵，而且数组中元素的插入和删除操作也比较低效。相对于数组，链表的随机访问的效率更低，但是它的优势是，不必事先规定数据的数量，表示稀疏的数列或矩阵时，可以更有效地利用存储空间，同时也利于数据的动态插入和删除。
我们再来看树的特点。树的结点及其之间的边，和链表中的结点和链接在本质上是一样的，因此，我们可以模仿链表的结构，用编程语言中的指针或对象引用来构建树。
除此之外，我们其实还可以用二维数组。用数组的行或列元素表示树中的结点，而行和列共同确定了两个树结点之间是不是存在边。可是在树中，这种二维关系通常是非常稀疏的、非常动态的，所以用数组效率就比较低下。
基于上面这些考虑，我们可以设计一个 TreeNode 类，表示有向树的结点和边。这个类需要体现前缀树结点最重要的两个属性。

	
这个结点所代表的字符，要用 label 变量表示。



	
这个结点有哪些子结点，要用 sons 哈希映射表示。之所以用哈希，是为了便于查找某个子结点（或者说对应的字符）是否存在。




另外，我们还可以用变量 prefix 表示当前结点之前的前缀，用变量 explanation 表示某个单词的解释。和之前一样，为了代码的简洁，所有属性都用了 public，避免读取和设置类属性的代码。
这里我写了一段 TreeNode 类的代码，来表示前缀树的结点和边，你可以看看。
/**
* @Description: 前缀树的结点
* 
*/
 
 public class TreeNode {
  
  public char label;  // 结点的名称，在前缀树里是单个字母
  public HashMap<Character, TreeNode> sons = null; // 使用哈希映射存放子结点。哈希便于确认是否已经添加过某个字母对应的结点。
  public String prefix = null;   // 从树的根到当前结点这条通路上，全部字母所组成的前缀。例如通路 b->o->y，对于字母 o 结点而言，前缀是 b；对于字母 y 结点而言，前缀是 bo
  public String explanation = null;  // 词条的解释
  
  // 初始化结点
  public TreeNode(char l, String pre, String exp) {
   label = l;
   prefix = pre; 
   explanation = exp;
   sons = new HashMap<>();
   
  }
  
 }

说到这里，你可能会好奇，为什么只有结点的定义，而没有边的定义呢？实际上，这里的有向边表达的是父子结点之间的关系，我把这种关系用 sons 变量来存储父结点。
需要注意的是，我们需要动态地构建这棵树。每当接收一个新单词时，代码都需要扫描这个单词的每个字母，并使用当前的前缀树进行匹配。如果匹配到某个结点，发现相应的字母结点并不存在，那么就建立一个新的树结点。这个过程不好理解，我也写了几行代码，你可以结合来看。其中，str 表示还未处理的字符串，parent 表示父结点。
// 处理当前字符串的第一个字母
char c = str.toCharArray()[0];
TreeNode found = null;
 
// 如果字母结点已经存在于当前父结点之下，找出它。否则就新生成一个
if (parent.sons.containsKey(c)) {
	found = parent.sons.get(c);
} else {
	TreeNode son = new TreeNode(c, pre, "");
	parent.sons.put(c, son);
	found = son;
}

如何使用递归和栈实现深度优先搜索？
构建好了数据结构，我们现在需要考虑，什么样的编程方式可以实现对树结点和边的操作？
仔细观察前缀树构建和查询，你会发现这两个不断重复迭代的过程，都可以使用递归编程来实现。换句话说，深度优先搜索的过程和递归调用在逻辑上是一致的。
我们可以把函数的嵌套调用，看作访问下一个连通的结点；把函数的返回，看作没有更多新的结点需要访问，回溯到上一个结点。在之前的案例中，我已经讲过很多次递归编程的例子，这里我就不列举代码细节了。如果忘记的话，你可以回去前面章节复习一下。
在查询的过程中，至少有三种情况是无法在字典里找到被查的单词的。于是，我们需要在递归的代码中做相应的处理。
第一种情况：被查单词所有字母都被处理完毕，但是我们仍然无法在字典里找到相应的词条。
每次递归调用的函数开始，我们都需要判断待查询的单词，看看是否还有字母需要处理。如果没有更多的字母需要匹配了，那么再确认一下当前匹配到的结点本身是不是一个单词。如果是，就返回相应的单词解释，否则就返回查找失败。对于结点是不是一个单词，你可以使用 Node 类中的 explanation 变量来进行标识和判断，如果不是一个存在的单词，这个变量应该是空串或者 Null 值。
第二种情况：搜索到前缀树的叶子结点，但是被查单词仍有未处理的字母，就返回查找失败。
我们可以通过结点对象的 sons 变量来判断这个结点是不是叶子结点。如果是叶子结点，这个变量应该是空的 HashMap，或者 Null 值。
第三种情况：搜索到中途，还没到达叶子结点，被查单词也有尚未处理的字母，但是当前被处理的字母已经无法和结点上的 label 匹配，返回查找失败。是不是叶子仍然通过结点对象的 sons 变量来判断。
好了，现在你已经可以很方便地在字典里查找某个单词，看看它是否存在，或者看看它的解释是什么。我这里又有一个新的问题了：如果我想遍历整个字典中所有的单词，那该怎么办呢？
仔细观察一下，你应该能发现，查找一个单词的过程，其实就是在有向树中，找一条从树的根到代表这个单词的结点之通路。那么如果要遍历所有的单词，就意味着我们要找出从根到所有代表单词的结点之通路。所以，在每个结点上，我们不再是和某个待查询单词中的字符进行比较，而是要遍历该结点所有的子结点，这样才能找到所有可能的通路。我们还可以用递归来实现这一过程。
尽管函数递归调用非常直观，可是也有它自身的弱点。函数的每次嵌套，都可能产生新的变量来保存中间结果，这可能会消耗大量的内存。所以这里我们可以用一个更节省内存的数据结构，栈（Stack）。
栈的特点是先进后出（First In Last Out），也就是，最先进入栈的元素最后才会得到处理。我画了一张元素入栈和出栈的过程图，你可以看看。
[image: ]
为什么栈可以进行深度优先搜索呢？你可以先回顾一下上一节，我解释深度优先搜索时候的例子。为了方便你回想，我把图放在这里了。
[image: ]
然后，我们用栈来实现一下这个过程。
第 1 步，将初始结点 110 压入栈中。
第 2 步，弹出结点 110，搜出下一级结点 123、879、945 和 131。
第 3 步，将结点 123、879、945 和 131 压入栈中。
第 4 步，重复第 2 步和第 3 步弹出和压入的步骤，处理结点 123，将新发现结点 162 和 587 压入栈中。
第 5 步，处理结点 162，由于 162 是叶子结点，所以没有发现新的点。第 6 步，重复第 2 和第 3 步，处理结点 587，将新发现结点 681 压入栈中。
……
第 n-1 步，重复第 2 和第 3 步，处理结点 131，将新发现结点 906 压入栈中。
第 n 步，重复第 2 和第 3 步，处理结点 906，没有发现新的结点，也没有更多待处理的结点，整个过程结束。
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从上面的步骤来看，栈先进后出的特性，可以模拟函数的递归调用。实际上，计算机系统里的函数递归，在内部也是通过栈来实现的。如果我们不使用函数调用时自动生成的栈，而是手动使用栈的数据结构，就能始终保持数据的副本只有一个，大大节省内存的使用量。
用 TreeNode 类和栈实现深度优先搜索的代码我写出来了，你可以看看。
// 使用栈来实现深度优先搜索
public void dfsByStack(TreeNode root) {
 
  Stack<TreeNode> stack = new Stack<TreeNode>(); 
	  // 创建堆栈对象，其中每个元素都是 TreeNode 类型
  stack.push(root);		// 初始化的时候，压入根结点
 
  while (!stack.isEmpty()) {	// 只要栈里还有结点，就继续下去
	
	TreeNode node = stack.pop();	// 弹出栈顶的结点
	
	if (node.sons.size() == 0) {
		// 已经到达叶子结点了，输出
		System.out.println(node.prefix + node.label);
	} else {
		// 非叶子结点，遍历它的每个子结点
		Iterator<Entry<Character, TreeNode>> iter 
			= node.sons.entrySet().iterator();
		
		// 注意，这里使用了一个临时的栈 stackTemp
		// 这样做是为了保持遍历的顺序，和递归遍历的顺序是一致的
		// 如果不要求一致，可以直接压入 stack
		Stack<TreeNode> stackTemp = new Stack<TreeNode>();
		while (iter.hasNext()) {
			stackTemp.push(iter.next().getValue());
		}
		while (!stackTemp.isEmpty()) {
			stack.push(stackTemp.pop());
		}
	}
  }
 
}	

这里面有个细节需要注意一下。当我们把某个结点的子结点压入栈的时候，由于栈“先进后出”的特性，会导致子结点的访问顺序，和递归遍历时子结点的访问顺序相反。如果你希望两者保持一致，可以用一个临时的栈 stackTemp 把子结点入栈的顺序颠倒过来。
小结
这一节我们用递归来实现了深度优先搜索。说到这，你可能会想到，之前讨论的归并排序、排列组合等课题，也采用了递归来实现，那它们是不是也算深度优先搜索呢？
我把归并排序和排列的分解过程放在这里，它们是不是也可以用有向树来表示呢？
在归并排序的数据分解阶段，初始的数据集就是树的根结点，二分之前的数据集代表父节点，而二分之后的左半边的数据集和右半边的数据集都是父结点的子结点。分解过程一直持续到单个的数值，也就是最末端的叶子结点，很明显这个阶段可以用树来表示。如果使用递归编程来进行数据的切分，那么这种实现就是深度优先搜索的体现。
[image: ]
在排列中，我们可以把空集认为是树的根结点，如果把每次选择的元素作为父结点，那么剩下可选择的元素，就构成了这个父结点的子结点。而每多选择一个元素，就会把树的高度加 1。因此，我们也可以使用递归和深度优先搜索，列举所有可能的排列。
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从这两个例子，我们可以看出有些数学思想都是相通的，例如递归、排列和深度优先搜索等等。
我来总结一下，其实深度优先搜索的核心思想，就是按照当前的通路，不断地向前进，当遇到走不通的时候就回退到上一个结点，通过另一个新的边进行尝试。如果这一个点所有的方向都走不通的时候，就继续回退。这样一次一次循环下去，直到到达目标结点。树中的每个结点，既可以表示某个子问题和它所对应的抽象状态，也可以表示某个数据结构中一部分具体的值。
所以，我们需要做的是，观察问题是否可以使用递归的方式来逐步简化，或者是否需要像前缀树这样遍历，如果是，就可以尝试使用深度优先搜索来帮助我们思考并解决问题。
[image: ]
思考题
这两节我讲的是树的深度优先搜索。如果是在一般的图中进行深度优先搜索，会有什么不同呢？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

13 | 树的广度优先搜索（上）：人际关系的六度理论是真的吗？


你好，我是黄申。
上一节，我们探讨了如何在树的结构里进行深度优先搜索。说到这里，有一个问题，不知道你有没有思考过，树既然是两维的，我们为什么一定要朝着纵向去进行深度优先搜索呢？是不是也可以朝着横向来进行搜索呢？今天我们就来看另一种搜索机制，广度优先搜索。
社交网络中的好友问题
LinkedIn、Facebook、微信、QQ 这些社交网络平台都有大量的用户。在这些社交网络中，非常重要的一部分就是人与人之间的“好友”关系。
在数学里，为了表示这种好友关系，我们通常使用图中的结点来表示一个人，而用图中的边来表示人和人之间的相识关系，那么社交网络就可以用图论来表示。而“相识关系”又可以分为单向和双向。
单向表示，两个人 a 和 b，a 认识 b，但是 b 不认识 a。如果是单向关系，我们就需要使用有向边来区分是 a 认识 b，还是 b 认识 a。如果是双向关系，双方相互认识，因此直接用无向边就够了。在今天的内容里，我们假设相识关系都是双向的，所以我们今天讨论的都是无向图。
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从上面的例图可以看出，人与人之间的相识关系，可以有多条路径。比如，张三可以直接连接赵六，也可以通过王五来连接赵六。比较这两条通路，最短的通路长度是 1，因此张三和赵六是一度好友。也就是说，这里我用两人之间最短通路的长度，来定义他们是几度好友。照此定义，在之前的社交关系示意图中，张三、王五和赵六互为一度好友，而李四和赵六、王五为二度好友。
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寻找两个人之间的最短通路，或者说找出两人是几度好友，在社交中有不少应用。例如，向你推荐新的好友、找出两人之间的关系的紧密程度、职场背景调查等等。在 LinkedIn 上，有个功能就是向你推荐了你可能感兴趣的人。下面这张图是我的 LinkedIn 主页里所显示的好友推荐。
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这些被推荐的候选人，和我都有不少的共同连接，也就是共同好友。所以他们都是我的二度好友。但是，他们和我之间还没有建立直接的联系，因此不是一度好友。也就是说，对于某个当前用户，LinkedIn 是这么来选择好友推荐的：

	
被推荐的人和当前用户不是一度好友；



	
被推荐的人和当前用户是二度好友。




那为什么我们不考虑“三度“甚至是“四度”好友呢？我前面已经说过，两人之间最短的通路长度，表示他们是几度好友。那么三度或者四度，就意味着两人间最短的通路也要经历 2 个或更多的中间人，他们的关系就比较疏远，互相添加好友的可能性就大大降低。
所以呢，总结一下，如果我们想进行好友推荐，那么就要优先考虑用户的“二度“好友，然后才是“三度”或者“四度”好友。那么，下一个紧接着要面临的问题就是：给定一个用户，如何优先找到他的二度好友呢？
深度优先搜索面临的问题
这种情况下，你可能会想到上一篇介绍的深度优先搜索。深度优先搜索不仅可以用在树里，还可以应用在图里。不过，我们要面临的问题是图中可能存在回路，这会增加通路的长度，这是我们在计算几度好友时所不希望的。所以在使用深度优选搜索的时候，一旦遇到产生回路的边，我们需要将它过滤。具体的操作是，判断新访问的点是不是已经在当前通路中出现过，如果出现过就不再访问。
如果过滤掉产生回路的边，从一个用户出发，我们确实可以使用深度优先的策略，搜索完他所有的 n 度好友，然后再根据关系的度数，从二度、三度再到四度进行排序。这是个解决方法，但是效率太低了。为什么呢？
你也许听说过社交关系的六度理论。这个理论神奇的地方在于，它说地球上任何两个人之间的社交关系不会超过六度。咋一听，感觉不太可能。仔细想想，假设每个人平均认识 100 个人（我真心不觉得 100 很多，不信你掰着指头数数看自己认识多少人），那么你的二度好友就是 100^2，这个可以用我们前面讲的排列思想计算而来。
以此类推，三度好友是 100^3，到五度好友就有 100 亿人了，已经超过了地球目前的总人口。即使存在一些好友重复的情况下，例如，你的一度好友可能也出现在你的三度好友中，那这也不可能改变结果的数量级。所以目前来看，地球上任何两个人之间的社会关系不会超过六度。
六度理论告诉我们，你的社会关系会随着关系的度数增加，而呈指数级的膨胀。这意味着，在深度搜索的时候，每增加一度关系，就会新增大量的好友。但是你仔细回想一下，当我们在用户推荐中查看可能的好友时，基本上不会看完所有推荐列表，最多也就看个几十个人，一般可能也就看看前几个人。所以，如果我们使用深度优先搜索，把所有可能的好友都找到再排序，那效率实在太低了。
什么是广度优先搜索？
更高效的做法是，我们只需要先找到所有二度的好友，如果二度好友不够了，再去找三度或者四度的好友。这种好友搜索的模式，其实就是我们今天要介绍的广度优先搜索。
广度优先搜索（Breadth First Search），也叫宽度优先搜索，是指从图中的某个结点出发，沿着和这个点相连的边向前走，去寻找和这个点距离为 1 的所有其他点。只有当和起始点距离为 1 的所有点都被搜索完毕，才开始搜索和起始点距离为 2 的点。当所有和起始点距离为 2 的点都被搜索完了，才开始搜索和起始点距离为 3 的点，如此类推。
我用上一节介绍深度优先搜索顺序的那棵树，带你看一下广度优先搜索和深度优先搜索，在结点访问的顺序上有什么不一样。
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同样，我们用结点上的数字表示结点的 ID，用虚线表示遍历前进的方向，用结点边上的数字表示该结点在广度优先搜索中被访问的顺序。从这个图中，你有没有发现，广度优先搜索其实就是横向搜索一颗树啊！
尽管广度优先和深度优先搜索的顺序是不一样的，它们也有两个共同点。
第一，在前进的过程中，我们不希望走重复的结点和边，所以会对已经被访问过的点做记号，而在之后的前进过程中，就只访问那些还没有被标记的点。这一点上，广度优先和深度优先是一致的。有所不同的是，在广度优先中，如果发现和某个结点直接相连的点都已经被访问过，那么下一步就会看和这个点的兄弟结点直接相连的那些点，从中看看是不是有新的点可以访问。
例如，在上图中，访问完结点 945 的两个子结点 580 和 762 之后，广度优先策略发现 945 没有其他的子结点了，因此就去查看 945 的兄弟结点 131，看看它有哪些子结点可以访问，因此下一个被访问的点是 906。而在深度优先中，如果到了某个点，发现和这个点直接相连的所有点都已经被访问过了，那么不会查看它的兄弟结点，而是回退到这个点的父节点，继续查看和父结点直接相连的点中是不是存在新的点。例如在上图中，访问完结点 945 的两个子结点之后，深度优先策略会回退到点 110，然后访问 110 的子结点 131。
第二，广度优先搜索也可以让我们访问所有和起始点相通的点，因此也被称为广度优先遍历。如果一个图包含多个互不连通的子图，那么从起始点开始的广度优先搜索只能涵盖其中一个子图。这时，我们就需要换一个还没有被访问过的起始点，继续深度优先遍历另一个子图。深度优先搜索可以使用同样的方式来遍历有多个连通子图的图，这也回答了上一讲的思考题。
如何实现社交好友推荐？
第 12 讲中我说深度优先是利用递归的嵌套调用、或者是栈的数据结构来实现的。然而，广度优先的访问顺序是不一样的，我们需要优先考虑和某个给定结点距离为 1 的所有其他结点。等距离为 1 的结点访问完，才会考虑距离为 2 的结点。等距离为 2 的结点访问完，才会考虑距离为 3 的结点等等。在这种情况下，我们无法不断地根据结点的边走下去，而是要先遍历所有距离为 1 的点。
那么，如何在记录所有已被发现的结点情况下，优先访问距离更短的点呢？仔细观察，你会发现和起始点更近的结点，会先更早地被发现。也就是说，越早被访问到的结点，越早地处理它，这是不是很像我们平时排队的情形？早到的人可以优先接受服务，而晚到的人需要等前面的人都离开，才能轮到。所以这里我们需要用到队列这种先进先出（First In First Out）的数据结构。
如果你不是很熟悉队列的数据结构，我这里简短地回顾一下。队列是一种线性表，要被访问的下一个元素来自队列的头部，而所有新来的元素都会加入队列的尾部。
我画了张图给你讲队列的工作过程。首先，读取已有元素的时候，都是从队列的头部来取，例如 x1x1
，x2x2
 等等。所有新的元素都加入队列的尾部，例如 xmxm
，xm+1xm+1
。
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那么在广度优先搜索中，队列是如何工作的呢？这主要分为以下几个步骤。
首先，把初始结点放入队列中。然后，每次从队列首位取出一个结点，搜索所有在它下一级的结点。接下来，把新发现的结点加入队列的末尾。重复上述的步骤，直到没有发现新的结点为止。
我以上面的树状图为例，并通过队列实现广度优先搜索。
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第 1 步，将初始结点 110 加入队列中。
第 2 步，取出结点 110，搜出下一级结点 123、879、945 和 131。
第 3 步，将点 123、879、945 和 131 加入队列的末尾。
第 4 步，重复第 2 和第 3 步，处理结点 123，将新发现结点 162 和 587 加入队列末尾。
第 5 步，重复第 2 和第 3 步，处理结点 879，没有发现新结点。
第 6 步，重复第 2 和第 3 步，处理结点 945，将新发现的结点 580 和 762 加入队列末尾。
……
第 n-1 步，重复第 2 和第 3 步，处理结点 906，没有发现新结点。
第 n 步，重复第 2 和第 3 步，处理结点 681，没有发现新的结点，也没有更多待处理的结点，整个过程结束。
理解了如何使用队列来实现广度优先搜索之后，我们就可以开始着手编写代码。我们现在没有现成的用户关系网络数据，所以我们需要先模拟生成一些用户结点及其间的相识关系，然后利用队列的数据结构进行广度优先的搜索。基于此，主要使用的数据结构包括：

	
用户结点 Node。这次设计的用户结点和前缀树结点 TreeNode 略有不同，包含了用户的 ID user_id，以及这个用户的好友集合。我用 HashSet 实现，便于在生成用户关系图的时候，确认是否会有重复的好友。



	
表示整个图的结点数组 Node[]。由于每个用户使用 user_id 来表示，所以我可以使用连续的数组表示所有的用户。用户的 user_id 就是数组的下标。



	
队列 Queue。由于 Java 中 Queue 是一个接口，因此需要用一个拥有具体实现的 LinkedList 类。




首先我们列出结点 Node 类的示例代码。
public class Node {
		
		public int user_id;		// 结点的名称，这里使用用户 id
		public HashSet<Integer> friends = null;	
				// 使用哈希映射存放相连的朋友结点。哈希便于确认和某个用户是否相连。
		public int degree;		// 用于存放和给定的用户结点，是几度好友
		
		// 初始化结点
		public Node(int id) {
			user_id = id;
			friends = new HashSet<>();
			degree = 0;
  }		
	}

我们可以用代码随机生成用户间的关系。首先根据指定的用户数量，生成 Node[] 数组，以及数组中的每个用户的节点 Node。然后根据边的数量，生成用户之间的相识关系。需要注意的是，自己不能是自己的好友，而且某个用户的所有好友之中不能有重复的人。
Node[] user_nodes = new Node[user_num];
 
// 生成所有表示用户的结点
for (int i = 0; i < user_num; i++) {
	user_nodes[i] = new Node(i);
}
 
// 生成所有表示好友关系的边
for (int i = 0; i < relation_num; i++) {
	int friend_a_id = rand.nextInt(user_num);
	int friend_b_id = rand.nextInt(user_num);
	if (friend_a_id == friend_b_id) continue;	
      // 自己不能是自己的好友。如果生成的两个好友 id 相同，跳过
	Node friend_a = user_nodes[friend_a_id];
	Node friend_b = user_nodes[friend_b_id];
 
          friend_a.friends.add(friend_b_id);
          friend_b.friends.add(friend_a_id);
}

其中，user_num- 用户的数量，也就是结点的数量。relation_num- 好友关系的数量，也就是边的数量。由于 HashSet 有去重的功能，所以我这里做了简化处理，没有判断是否存在重复的边，也没有因为重复的边而重新生成另一条边。
随后我们的主角，广度优先搜索就要出场了。这里我使用了一个 visited 变量，存放已经被访问过的结点，防止回路的产生。
/**
* @Description:	通过广度优先搜索，查找好友
* @param user_nodes- 用户的结点；user_id- 给定的用户 ID，我们要为这个用户查找好友
* @return void
*/
 
public static void bfs(Node[] user_nodes, int user_id) {
		
		if (user_id > user_nodes.length) return;	// 防止数组越界的异常
		
		Queue<Integer> queue = new LinkedList<Integer>();	// 用于广度优先搜索的队列
		
		queue.offer(user_id);		// 放入初始结点
		HashSet<Integer> visited = new HashSet<>();	// 存放已经被访问过的结点，防止回路
		visited.add(user_id);
		
		while (!queue.isEmpty()) {
			int current_user_id = queue.poll();		// 拿出队列头部的第一个结点
			if (user_nodes[current_user_id] == null) continue;
			
			// 遍历刚刚拿出的这个结点的所有直接连接结点，并加入队列尾部
			for (int friend_id : user_nodes[current_user_id].friends) {
				if (user_nodes[friend_id] == null) continue;
				if (visited.contains(friend_id)) continue;
				queue.offer(friend_id);
				visited.add(friend_id);	// 记录已经访问过的结点
				user_nodes[friend_id].degree = user_nodes[current_user_id].degree + 1;		// 好友度数是当前结点的好友度数再加 1
				System.out.println(String.format("\t%d 度好友：%d",  user_nodes[friend_id].degree, friend_id));
			}
		}
		
	}

需要注意的是，这里用户结点之间的边是随机生成的，所以每次结果会有所不同。如果想重现固定的结果，可以从某个文件加载用户之间的关系。
小结
在遍历树或者图的时候，如果使用深度优先的策略，被发现的结点数量可能呈指数级增长。如果我们更关心的是最近的相连结点，比如社交关系中的二度好友，那么这种情况下，广度优先策略更高效。也正是由于这种特性，我们不能再使用递归编程或者栈的数据结构来实现广度优先，而是需要用到具有先进先出特点的队列。
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思考题
在计算机的操作系统中，我们常常需要查看某个目录下的文件或子目录。现在给定一个目录的路径，请分别使用深度优先和广度优先搜索，列出该目录下所有的文件和子目录。对于子目录，需要进一步展示其下的文件和子目录，直到没有更多的子目录。
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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14 | 树的广度优先搜索（下）：为什么双向广度优先搜索的效率更高？


你好，我是黄申。
上一讲，我们通过社交好友的关系，介绍了为什么需要广度优先策略，以及如何通过队列来实现它。有了广度优先搜索，我们就可以知道某个用户的一度、二度、三度等好友是谁。不过，在社交网络中，还有一个经常碰到的问题，那就是给定两个用户，如何确定他们之间的关系有多紧密？
最直接的方法是，使用这两人是几度好友来衡量他们关系的紧密程度。今天，我就这个问题，来聊聊广度优先策略的一种扩展：双向广度优先搜索，以及这种策略在工程中的应用。
如何更高效地求两个用户间的最短路径？
基本的做法是，从其中一个人出发，进行广度优先搜索，看看另一个人是否在其中。如果不幸的话，两个人相距六度，那么即使是广度优先搜索，同样要达到万亿级的数量。
那究竟该如何更高效地求得两个用户的最短路径呢？我们先看看，影响效率的问题在哪里？很显然，随着社会关系的度数增加，好友数量是呈指数级增长的。所以，如果我们可以控制这种指数级的增长，那么就可以控制潜在好友的数量，达到提升效率的目的。
如何控制这种增长呢？我这里介绍一种“双向广度优先搜索”。它巧妙地运用了两个方向的广度优先搜索，大幅降低了搜索的度数。现在我就带你看下，这个方法的核心思想。
假设有两个人 aa
、bb
。我们首先从 aa
 出发，进行广度优先搜索，记录 aa
 的所有一度好友 a1a1
，然后看点 bb
 是否出现在集合 a1a1
 中。如果没有，就再从 bb
 出发，进行广度优先搜索，记录所有一度好友 b1b1
，然后看 aa
 和 a1a1
 是否出现在 bb
 和 b1b1
 的并集中。如果没有，就回到 aa
，继续从它出发的广度优先搜索，记录所有二度好友 a2a2
，然后看 bb
 和 b1b1
 是否出现在 aa
、a1a1
 和 a2a2
 三者的并集中。如果没有，就回到 bb
，继续从它出发的广度优先搜索。如此轮流下去，直到找到 aa
 的好友和 bb
 的好友的交集。
如果有交集，就表明这个交集里的点到 aa
 和 bb
 都是通路。我们假设 cc
 在这个交集中，那么把 aa
 到 cc
 的通路长度和 bb
 到 cc
 的通路长度相加，得到的就是从 aa
 到 bb
 的最短通路长（这个命题可以用反证法证明），也就是两者为几度好友。这个过程略有点复杂，我画了一张图帮助你来理解。
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思路你应该都清楚了，现在我们来看看如何用代码来实现。
要想实现双向广度优先搜索，首先我们要把结点类 Node 稍作修改，增加一个变量 degrees。这个变量是 HashSet 类型，用于存放从不同用户出发，到当前用户是第几度结点。比如说，当前结点是 4，从结点 1 到结点 4 是 3 度，结点 2 到结点 4 是 2 度，结点 3 到结点 4 是 4 度，那么结点 4 的 degrees 变量存放的就是如下映射：
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有了变量 degrees，我们就能随时知道某个点和两个出发点各自相距多少。所以，在发现交集之后，根据交集中的点，和两个出发点各自相距多少，就能很快地算出最短通路的长度。理解了这点之后，我们在原有的 Node 结点内增加 degrees 变量的定义和初始化。
public class Node {
		......
		public HashMap<Integer, Integer> degrees;		// 存放从不同用户出发，当前用户结点是第几度
		
		// 初始化结点
		public Node(int id) {
			......
			degrees = new HashMap<>();
			degrees.put(id, 0);
		}
	}
 

为了让双向广度优先搜索的代码可读性更好，我们可以先实现两个模块化的函数：getNextDegreeFriend 和 hasOverlap。函数 getNextDegreeFriend 是根据给定的队列，查找和起始点相距度数为指定值的所有好友。而函数 hasOverlap 用来判断两个集合是不是有交集。有了这些模块化的函数，双向广度优先搜索的代码就更直观了。
在函数一开始，我们先进行边界条件判断。
/**
* @Description:	通过双向广度优先搜索，查找两人之间最短通路的长度
* @param user_nodes- 用户的结点；user_id_a- 用户 a 的 ID；user_id_b- 用户 b 的 ID
* @return void
*/
	public static int bi_bfs(Node[] user_nodes, int user_id_a, int user_id_b) {
		
		if (user_id_a > user_nodes.length || user_id_b > user_nodes.length) return -1;	// 防止数组越界的异常
		
		if (user_id_a == user_id_b) return 0;		// 两个用户是同一人，直接返回 0

由于同时从两个用户的结点出发，对于所有有两条搜索的路径，我们都需要初始化两个用于广度优先搜索的队列，以及两个用于存放已经被访问结点的 HashSet。
  Queue<Integer> queue_a = new LinkedList<Integer>();	// 队列 a，用于从用户 a 出发的广度优先搜索
		Queue<Integer> queue_b = new LinkedList<Integer>();	// 队列 b，用于从用户 b 出发的广度优先搜索
		
		queue_a.offer(user_id_a);		// 放入初始结点
		HashSet<Integer> visited_a = new HashSet<>();	// 存放已经被访问过的结点，防止回路
		visited_a.add(user_id_a);
		
		queue_b.offer(user_id_b);		// 放入初始结点
		HashSet<Integer> visited_b = new HashSet<>();	// 存放已经被访问过的结点，防止回路
		visited_b.add(user_id_b);
		

接下来要做的是，从两个结点出发，沿着各自的方向，每次广度优先搜索一度，并查找是不是存在重叠的好友。
int degree_a = 0, degree_b = 0, max_degree = 20;		// max_degree 的设置，防止两者之间不存在通路的情况
 
while ((degree_a + degree_b) < max_degree) {
			degree_a ++;
			getNextDegreeFriend(user_id_a, user_nodes, queue_a, visited_a, degree_a);
	// 沿着 a 出发的方向，继续广度优先搜索 degree + 1 的好友
			if (hasOverlap(visited_a, visited_b)) return (degree_a + degree_b);
	// 判断到目前为止，被发现的 a 的好友，和被发现的 b 的好友，两个集合是否存在交集
			
			degree_b ++;
			getNextDegreeFriend(user_id_b, user_nodes, queue_b, visited_b, degree_b);
	// 沿着 b 出发的方向，继续广度优先搜索 degree + 1 的好友
			if (hasOverlap(visited_a, visited_b)) return (degree_a + degree_b);
	// 判断到目前为止，被发现的 a 的好友，和被发现的 b 的好友，两个集合是否存在交集
			
		}
  
		return -1;			
    // 广度优先搜索超过 max_degree 之后，仍然没有发现 a 和 b 的重叠，认为没有通路
		
	}

你可以同时实现单向广度优先搜索和双向广度优先搜索，然后通过实验来比较两者的执行时间，看看哪个更短。如果实验的数据量足够大（比如说结点在 1 万以上，边在 5 万以上），你应该能发现，双向的方法对时间和内存的消耗都更少。为什么双向搜索的效率更高呢？我以平均好友度数为 4，给你举例讲解。
左边的图表示从结点 aa
 单向搜索走 2 步，右边的图表示分别从结点 aa
 和 bb
 双向搜索各走 1 步。很明显，左边的结点有 16 个，明显多于右边的 8 个结点。而且，随着每人认识的好友数、搜索路径的增加，这种差距会更加明显。
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我们假设每个地球人平均认识 100 个人，如果两个人相距六度，单向广度优先搜索要遍历 100^6=1 万亿左右的人。如果是双向广度优先搜索，那么两边各自搜索的人只有 100^3=100 万。
当然，你可能会说，单向广度优先搜索之后查找匹配用户的开销更小啊。的确如此，假设我们要知道结点 aa
 和 bb
 之间的最短路径，单向搜索意味着要在 aa
 的 1 万亿个好友中查找 bb
。如果采用双向搜索的策略，从结点 aa
 和 bb
 出发进行广度优先搜索，每个方向会产生 100 万的好友，那么需要比较这两组 100 万的好友是否有交集。假设我们使用哈希表来存储 aa
 的 1 万亿个好友，并把搜索 bb
 是否存在其中的耗时记作 x，而把判断两组 100 万好友是否有交集的耗时记为 y，那么通常 x<y。
不过，综合考虑广度优先搜索出来的好友数量，双向广度优先搜索还是更有效。为什么这么说呢？稍后介绍算法复杂度的概念和衡量方法时，我会具体来分析这个例子。
广度优先搜索的应用场景有很多，下面我来说说这种策略的一个应用。
如何实现更有效的嵌套型聚合？
广度优先策略可以帮助我们大幅优化数据分析中的聚合操作。聚合是数据分析中一个很常见的操作，它会根据一定的条件把记录聚集成不同的分组，以便我们统计每个分组里的信息。目前，SQL 语言中的 GROUP BY 语句，Python 和 Spark 语言中 data frame 的 groupby 函数，Solr 的 facet 查询和 Elasticsearch 的 aggregation 查询，都可以实现聚合的功能。
我们可以嵌套使用不同的聚合，获得层级型的统计结果。但是，实际上，针对一个规模超大的数据集，聚合的嵌套可能会导致性能严重下降。这里我来谈谈如何利用广度优先的策略，对这种问题进行优化。
首先，我用一个具体的例子来给你讲讲，什么是多级嵌套的聚合，以及为什么它会产生严重的性能问题。
这里我列举了一个数据表，它描述了一个社交网络中，每个人的职业经历。字段包括项目的 ID、用户 ID、公司 ID 和同事的 IDs。
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对于这张表，我们可以进行三层嵌套的聚集。第一级是根据用户 ID 来聚，获取每位用户一共参与了多少项目。第二级是根据公司 ID 来聚，获取每位用户在每家公司参与了多少项目。第三级根据同事 ID 来聚，获取每位用户在每家公司，和每位同事共同参与了多少项目。最终结果应该是类似下面这样的：
用户 u88，总共 50 个项目（包括在公司 c42 中的 10 个，c26 中的 8 个...）
		在公司 c42 中，参与 10 个项目（包括和 u120 共事的 4 个，和 u99 共事的 3 个...）
				和 u120 共同参与 4 个项目
				和 u99 共同参与 3 个项目
				和 u72 共同参与 3 个项目
		在公司 c26 中，参与了 8 个项目
				和 u145 共同参与 5 个项目
				和 u128 共同参与 3 个项目
		（用户 u88 在其他公司的项目...）
 
用户 u66，总共 47 个项目
		在公司 c28 中，参与了 16 个项目
		  和 u65 共同参与了 5 个项目
(用户 u66 的剩余数据...）
...		
（其他用户的数据...）

为了实现这种嵌套式的聚合统计，你会怎么来设计呢？看起来挺复杂的，其实我们可以用最简单的排列的思想，分别为“每个用户”“每个用户 + 每个公司”“每个用户 + 每个公司 + 每位同事”，生成很多很多的计数器。可是，如果用户的数量非常大，那么这个“很多”就会成为一个可怕的数字。
我们假设这个社交网有 5 万用户，每位用户平均在 5 家公司工作过，而用户在每家公司平均有 10 名共事的同事，那么针对用户的计数器有 5 万个，针对“每个用户 + 每个公司”的计数器有 25 万个，而到了“每个用户 + 每个公司 + 每位同事”的计数器，就已经达到 250 万个了，三个层级总共需要 280 万计数器。
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我们假设一个计数器是 4 个字节，那么 280 万个计数器就需要消耗超过 10M 的内存。对于高并发、低延迟的实时性服务，如果每个请求都要消耗 10M 内存，很容易就导致服务器崩溃。另外，实时性的服务，往往只需要前若干个结果就足以满足需求了。在这种情况下，完全基于排列的设计就有优化的空间了。
从刚才那张图中，其实我们就能想到一些优化的思路。
对于只需要返回前若干结果的应用场景，我们可以对图中的树状结构进行剪枝，去掉绝大部分不需要的结点和边，这样就能节省大量的内存和 CPU 计算。
比如，如果我们只需要返回前 100 个参与项目最多的用户，那么就没有必要按照深度优先的策略，去扩展树中高度为 2 和 3 的结点了，而是应该使用广度优先策略，首先找出所有高度为 1 的结点，根据项目数量进行排序，然后只取出前 100 个，把计数器的数量从 5 万个一下子降到 100 个。
以此类推，我们还可以控制高度为 2 和 3 的结点之数量。如果我们只要看前 100 位用户，每位用户只看排名第一的公司，而每家公司只看合作最多的 3 名同事，那么最终计数器数量就只有 50000+100x5+100x1x10=51500。只有文字还是不太好懂，我画了一张图，帮你理解这个过程。
[image: ][image: ]
如果一个项目用到排列组合的思想，我们需要在程序里使用大量的变量，来保存数据或者进行计算，这会导致内存和 CPU 使用量的急剧增加。在允许的情况下，我们可以考虑使用广度优先策略，对排列组合所生成的树进行优化。这样，我们就可以有效地缩减树中靠近根的结点数量，避免之后树的爆炸性生长。
小结
广度优先搜索，相对于深度优先搜索，没有函数的嵌套调用和回溯操作，所以运行速度比较快。但是，随着搜索过程的进行，广度优先需要在队列中存放新遇到的所有结点，因此占用的存储空间通常比深度优先搜索多。
相比之下，深度优先搜索法只保留用于回溯的结点，而扩展完的结点会从栈中弹出并被删除。所以深度优先搜索占用空间相对较少。不过，深度优先搜索的速度比较慢，而并不适合查找结点之间的最短路径这类的应用。
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思考题
今天所说的双向广度优先比单向广度优先更高效，其实是要基于一个前提条件的。你能否说出，在什么情况下，单向广度优先更高效呢？针对这种情况，又该如何优化双向广度优先呢？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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15 | 从树到图：如何让计算机学会看地图？


你好，我是黄申。
我们经常使用手机上的地图导航 App，查找出行的路线。那计算机是如何在多个选择中找到最优解呢？换句话说，计算机是如何挑选出最佳路线的呢？
前几节，我们讲了数学中非常重要的图论中的概念，图，尤其是树中的广度优先搜索。在广度优先的策略中，因为社交网络中的关系是双向的，所以我们直接用无向边来求解图中任意两点的最短通路。
这里，我们依旧可以用图来解决这个问题，但是，影响到达最终目的地的因素有很多，比如出行的交通工具、行驶的距离、每条道路的交通状况等等，因此，我们需要赋予到达目的地的每条边不同的权重。而我们想求的最佳路线，其实就是各边权重之和最小的通路。
我们前面说了，广度优先搜索只测量通路的长度，而不考虑每条边上的权重。那么广度优先搜索就无法高效地完成这个任务了。那我们能否把它改造或者优化一下呢？
我们需要先把交通地图转为图的模型。图中的每个结点表示一个地点，每条边表示一条道路或者交通工具的路线。其中，边是有向的，表示单行道等情况。其次，边是有权重的。
假设你关心的是路上所花费的时间，那么权重就是从一点到另一点所花费的时间；如果你关心的是距离，那么权重就是两点之间的物理距离。这样，我们就把交通导航转换成图论中的一个问题：在边有权重的图中，如何让计算机查找最优通路？
基于广度优先或深度优先搜索的方法
我们以寻找耗时最短的路线为例来看看。
一旦我们把地图转换成了图的模型，就可以运用广度优先搜索，计算从某个出发点，到图中任意一个其他结点的总耗时。基本思路是，从出发点开始，广度优先遍历每个点，当遍历到某个点的时候，如果该点还没有耗时的记录，记下当前这条通路的耗时。如果该点之前已经有耗时记录了，那就比较当前这条通路的耗时是不是比之前少。如果是，那就用当前的替换掉之前的记录。
实际上，地图导航和之前社交网络最大的不同在于，每个结点被访问了一次还是多次。在之前的社交网络的案例中，使用广度优先策略时，对每个结点的首次访问就能获得最短通路，因此每个结点只需要被访问一次，这也是为什么广度优先比深度优先更有效。
而在地图导航的案例中，从出发点到某个目的地结点，可能有不同的通路，也就意味着耗时不同。而耗时是通路上每条边的权重决定的，而不是通路的长度。因此，为了获取达到某个点的最短时间，我们必须遍历所有可能的路线，来取得最小值。这也就是说，我们对某些结点的访问可能有多次。
我画了一张图，方便你理解多条通路对最终结果的影响。这张图中有 A、B、C、D、E 五个结点，分别表示不同的地点。
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从这个图中可以看出，从 A 点出发到到目的地 B 点，一共有三条路线。如果你直接从 A 点到 B 点，度数为 1，需要 50 分钟。从 A 点到 C 点再到 B 点，虽然度数为 2，但总共只要 40 分钟。从 A 点到 D 点，到 E 点，再到最后的 B 点，虽然度数为 3，但是总耗时只有 35 分钟，比其他所有的路线更优。这种情形之下，使用广度优先找到的最短通路，不一定是最优的路线。所以，对于在地图上查找最优路线的问题，无论是广度优先还是深度优先的策略，都需要遍历所有可能的路线，然后取最优的解。
在遍历所有可能的路线时，有几个问题需要注意。
第一，由于要遍历所有可能的通路，因此一个点可能会被访问多次。当然，这个“多次“是指某个结点出现在不同通路中，而不是多次出现在同一条通路中。因为我们不想让用户总是兜圈子，所以需要避免回路。
第二，如果某个结点 x 和起始点 s 之间存在多个通路，每当 x 到 s 之间的最优路线被更新之后，我们还需要更新所有和 x 相邻的结点之最优路线，计算复杂度会很高。
一个优化的版本：Dijkstra 算法
无论是广度优先还是深度优先的实现，算法对每个结点的访问都可能多于一次。而访问多次，就意味着要消耗更多的计算机资源。那么，有没有可能在保证最终结果是正确的情况下，尽可能地减少访问结点的次数，来提升算法的效率呢？
首先，我们思考一下，对于某些结点，是不是可以提前获得到达它们的最终的解（例如最短耗时、最短距离、最低价格等等），从而把它们提前移出遍历的清单？如果有，是哪些结点呢？什么时候可以把它们移出呢？Dijkstra 算法要登场了！它简直就是为了解决这些问题量身定制的。
Dijkstra 算法的核心思想是，对于某个结点，如果我们已经发现了最优的通路，那么就无需在将来的步骤中，再次考虑这个结点。Dijkstra 算法很巧妙地找到这种点，而且能确保已经为它找到了最优路径。
1.Dijkstra 算法的主要步骤
让我们先来看看 Dijkstra 算法的主要步骤，然后再来理解，它究竟是如何确定哪些结点已经拥有了最优解。
首先你需要了解几个符号。
第一个是 source，我们用它表示图中的起始点，缩写是 s。
然后是 weight，表示二维数组，保存了任意边的权重，缩写为 w。w[m, n] 表示从结点 m 到结点 n 的有向边之权重，大于等于 0。如果 m 到 n 有多条边，而且权重各自不同，那么取权重最小的那条边。
接下来是 min_weight，表示一维数组，保存了从 s 到任意结点的最小权重，缩写为 mw。假设从 s 到某个结点 m 有多条通路，而每条通路的权重是这条通路上所有边的权重之和，那么 mw[m] 就表示这些通路权重中的最小值。mw[s]=0，表示起始点到自己的最小权重为 0。
最后是 Finish，表示已经找到最小权重的结点之集合，缩写为 F。一旦结点被放入集合 F，这个结点就不再参与将来的计算。
初始的时候，Dijkstra 算法会做三件事情。第一，把起始点 s 的最小权重赋为 0，也就是 mw[s] = 0。第二，往集合 F 里添加结点 s，F 包含且仅包含 s。第三，假设结点 s 能直接到达的边集合为 M，对于其中的每一条边 m，则把 mw[m] 设为 w[s, m]，同时对于所有其他 s 不能直接到达的结点，将通路的权重设为无穷大。
然后，Dijkstra 算法会重复下列两个步骤。
第一步，查找最小 mw。从 mw 数组选择最小值，则这个值就是起始点 s 到所对应的结点的最小权重，并且把这个点加入到 F 中，针对这个点的计算就算完成了。比如，当前 mw 中最小的值是 mw[x]=10，那么结点 s 到结点 x 的最小权重就是 10，并且把结点 x 放入集合 F，将来没有必要再考虑点 x，mw[x] 可能的最小值也就确定为 10 了。
第二步，更新权重。然后，我们看看，新加入 F 的结点 x，是不是可以直接到达其他结点。如果是，看看通过 x 到达其他点的通路权重，是否比这些点当前的 mw 更小，如果是，那么就替换这些点在 mw 中的值。例如，x 可以直接到达 y，那么把 (mw[x] + w[x, y]) 和 mw[y] 比较，如果 (mw[x] + w[x, y]) 的值更小，那么把 mw[y] 更新为这个更小的值，而我们把 x 称为 y 的前驱结点。
然后，重复上述两步，再次从 mw 中找出最小值，此时要求 mw 对应的结点不属于 F，重复上述动作，直到集合 F 包含了图的所有结点，也就是说，没有结点需要处理了。
字面描述有些抽象，我用一个具体的例子来解释一下。你可以看我画的这个图。
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我们把结点 s 放入集合 F。同 s 直接相连的结点有 a、b、c 和 d，我把它们的 mw 更新为 w 数组中的值，就可以得到如下结果：
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然后，我们从 mw 选出最小的值 0.2，把对应的结点 c 加入集合 F，并更新和 c 直接相连的结点 f、h 的 mw 值，得到如下结果：
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然后，我们从 mw 选出最小的值 0.3，把对应的结点 b 加入集合 F，并更新和 b 直接相连的结点 a 和 f 的 mw 值。以此逐步类推，可以得到如下的最终结果：
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你可以试着自己从头到尾推导一下，看看结果是不是和我的一致。
说到这里，你可能会产生一个疑问：Dijkstra 算法提前把一些结点排除在计算之外，而且没有遍历全部可能的路径，那么它是如何确保找到最优路径的呢？下面，我们就来看看这个问题的答案。Dijkstra 算法的步骤看上去有点复杂，不过其中最关键的两步是：第一个是每次选择最小的 mw；第二个是，假设被选中的最小 mw，所对应的结点是 x，那么查看和 x 直接相连的结点，并更新它们的 mw。
2. 为什么每次都要选择最小的 mw？
最小的、非无穷大的 mw 值，对应的结点是还没有加入 F 集合的、且和 s 有通路的那些结点。假设当前 mw 数组中最小的值是 mw[x]，对应的结点是 x。如果边的权重都是正值，那么通路上的权重之和是单调递增的，所以其他通路的权重之和一定大于当前的 mw[x]，因此即使存在其他的通路，其权重也会比 mw[x] 大。
你可以结合这个图，来理解我刚才这段话。
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图中的虚线表示省去了通路中间的若干结点。mw[x] 是当前 mw 数组中的最小值，所以它小于等于任何一个 mw[xn]，其中 xn 不等于 x。
我们假设存在另一个通路，通过 xnxn
 达到 x，那么通路的权重总和为 mw[xnxn
] + w[xnxn
, x] ≥ mw[xnxn
] ≥ mw[x]。所以我们可以得到一个结论：拥有最小 mw 值的结点 x 不可能再找到更小的 mw 值，可以把它放入“已完成“的集合 F。
这就是为什么每次都要选择最小的 mw 值，并认为对应的结点已经完成了计算。和广度优先或者深度优先的搜索相比，Dijkstra 算法可以避免对某些结点，重复而且无效的访问。因此，每次选择最小的 mw，就可以提升了搜索的效率。
3. 为什么每次都要看 x 直接相连的结点？
我们已经确定 mw[x] 是从点 s 到点 x 的最小权重，那么就可以把这个确定的值传播到和 x 直接相连、而且不在 F 中的结点。通过这一步，我们就可以获得从点 s 到这些点、而且经过 x 的通路中最小的那个权重。我画了张图帮助你理解。
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在这个图中，x 直接相连 y1y1
，y2y2
，…，ynyn
。从点 s 到点 x 的 mw[x] 已经确定了，那么对于从 s 到 yn 的所有通路，只有两种可能，经过 x 和不经过 x。如果这条通路经过 x，那么其权重的最小值就是 mw’[yiyi
] = mw[x] + w[x, yiyi
] 中的一个（1≤i≤n），我们只需要把这个值和其他未经过 x 结点的通路之权重对比就足够了。这就是为什么每次要更新和 x 直接相连的结点之 mw。
这一步和广度优先策略中的查找某个结点的所有相邻结点类似。但是，之后，Dijkstra 算法重复挑选最小权重的步骤，既没有遵从广度优先，也没有遵从深度优先。即便如此，它仍然保证了不会遗漏任意一点和起始点 s 之间、拥有最小权重的通路，从而保证了搜索的覆盖率。你可能会奇怪，这是如何得到保证的？我使用数学归纳法，来证明一下。
你还记得数学归纳法的一般步骤吗？刚好借由这个例子我们也来复习一下。
我们的命题是，对于任意一个点，Dijkstra 算法都可以找到它和起始点 s 之间拥有最小权重的通路。
首先，当 n=1 的时候，也就是只有起始点 s 和另一个终止点的时候，Dijkstra 算法的初始化阶段的第 3 步，保证了命题的成立。
然后，我们假设 n=k-1 的时候命题成立，同时需要证明 n=k 的时候命题也成立。命题在 n=k-1 时成立，表明从点 s 到 k-1 个终点的任何一个时，Dijkstra 算法都能找到拥有最小权重的通路。那么再增加一个结点 x，Dijkstra 算法同样可以为包含 x 的 k 个终点找到最小权重通路。
这里我们只需要考虑 x 和这 k-1 个点连通的情况。因为如果不连通，就没有必要考虑 x 了。既然连通，x 可能会指向之前 k-1 个结点，也有可能被这 k-1 个结点所指向。假设 x 指向了 y，而 z 指向了 x，y 和 z 都是之前 k-1 个结点中的一员。
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我们先来看 x 对 y 的影响。如果 x 不在从 s 到 y 的最小权重通路上，那么 x 的加入并不影响 mw[y] 的最终结果。如果 x 在从 s 到 y 的最小权重通路上，那么就意味着 mw[x] + w[x, y]≤mw’[y]，mw’表示没有引入结点 x 的时候，mw 的值。所以有 mw[x]≤mw’[y]，这就意味着 Dijkstra 算法在查找最小 mw 的步骤中，会在 mw’[y] 之前挑出 mw[x]，也就是找到了从 s 到 y，且经过 x 的最小权重通路。
我们再来看 z 对 x 的影响。假设有多个 z 指向 x，分别是 z1z1
, z2z2
, …,zmzm
，从 s 到 x 的通路必定会经过这 m 个 z 结点中的一个。Dijkstra 算法中找最小 mw 的步骤，一定会遍历 mw[zizi
]（1<=i<=m），而更新权重的步骤，可以并保证从 (mw[zizi
] + w[zizi
, x]) 中找出最小值，最终找到从 s 到 x 的最优通路。
有了详细的推导，想要写出代码就不难了。我这里只给你说几点需要注意的地方。
在自动生成图的函数中，你需要把广度优先搜索的相应代码做两处修改。第一，现在边是有向的了，所以生成的边只需要添加一次；第二，要给边赋予一个权重值，例如可以把边的权重设置为 [0,1.0) 之间的 float 型数值。
为了更好地模块化，你可以实现两个函数：findGeoWithMinWeight 和 updateWeight。它们分别对应于我之前提到的最重要的两步：每次选择最小的 mw；更新和 x 直接相连的结点之 mw。
每次查找最小 mw 的时候，我们需要跳过已经完成的结点，只考虑那些不在 F 集合中的点。这也是 Dijkstra 算法比较高效的原因。此外，如果你想输出最优路径上的每个结点，那么在 updateWeight 函数中就要记录每个结点的前驱结点。
如果你能跟着我进行一步步的推导，并且手写代码进行练习，相信你对 Dijkstra 算法会有更深刻的印象。
小结
我们使用 Dijkstra 算法来查找地图中两点之间的最短路径，而今天我所介绍的 Dijkstra 使用了更为抽象的“权重”。如果我们把结点作为地理位置，边的权重设置为路上所花费的时间，那么 Dijkstra 算法就能帮助我们找到，任意两个点之间耗时最短的路线。
除了时间之外，你也可以对图的边设置其他类型的权重，比如距离、价格，这样 Dijkstra 算法可以让用户找到地图任意两点之间的最短路线，或者出行的最低价格等等。有的时候，边的权重越大越好，比如观光车开过某条路线的车票收入。对于这种情况，Dijkstra 算法就需要调整一下，每次找到最大的 mw，更新邻近结点时也要找更大的值。所以，你只要掌握核心的思路就可以了，具体的实现可以根据情况去灵活调整。
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思考题
今天的思考题和地图数据的特殊情况有关。

	
如果边的权重是负数，我们还能用今天讲的 Dijkstra 算法吗？



	
如果地图中存在多条最优路径，也就是说多条路径的权重和都是相等的，那么我刚刚介绍的 Dijkstra 算法应该如何修改呢？




欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

16 | 时间和空间复杂度（上）：优化性能是否只是“纸上谈兵”？


你好，我是黄申。
作为程序员，你一定非常清楚复杂度分析对编码的重要性。计算机系统从最初的设计、开发到最终的部署，要经过很多的步骤，而影响系统性能的因素有很多。我把这些因素分为三大类：算法理论上的计算复杂度、开发实现的方案和硬件设备的规格。
如果将整个系统的构建比作生产汽车，那么计算复杂度相当于在蓝图设计阶段，对整个汽车的性能进行评估。如果我们能够进行准确的复杂度分析，那么就能从理论上预估汽车的各项指标，避免生产出一辆既耗油又开得很慢的汽车。
可是，你也常常会发现，要准确地分析复杂度并不容易。这一讲，我来说说如何使用数学的思维，来进行系统性的复杂度分析。
基本概念
我先带你简短回顾一下几个重要概念，便于你稍后更好地理解本节的内容。
算法复杂度是一个比较抽象的概念，通常只是一个估计值，它用于衡量程序在运行时所需要的资源，用于比较不同算法的性能好坏。同一段代码处理不同的输入数据所消耗的资源也可能不同，所以分析复杂度时，需要考虑三种情况，最差情况、最好情况和平均情况。
复杂度分析会考虑性能的各个方面，不过我们最关注的是两个部分，时间和空间。时间因素是指程序执行的耗时多少，空间因素是程序占用内存或磁盘存储的多少。因此，我们把复杂度进一步细分为时间复杂度和空间复杂度。
我们通常所说的时间复杂度是指渐进时间复杂度，表示程序运行时间随着问题复杂度增加而变化的规律。同理，空间复杂度是指渐进空间复杂度，表示程序所需要的存储空间随着问题复杂度增加而变化的规律。我们可以使用大 O 来表示这两者。
我这里不会讲太多的基本概念，而是通过数学的思维，总结一些比较通用的方法和规则，帮助你快速、准确地进行复杂度分析。
6 个通用法则
复杂度分析有时看上去很难，其实呢，我们只要通过一定的方法进行系统性的分析，就能得找正确的结论。我通过自身的一些经验，总结了 6 个法则，相信它们对你会很有帮助。
1. 四则运算法则
对于时间复杂度，代码的添加，意味着计算机操作的增加，也就是时间复杂度的增加。如果代码是平行增加的，就是加法。如果是循环、嵌套或者函数的嵌套，那么就是乘法。
比如二分查找的代码中，第一步是对长度为 n 的数组排序，第二步是在这个已排序的数组中进行查找。这两个部分是平行的，所以计算时间复杂度时可以使用加法。第一步的时间复杂度是 O(nlogn)，第二步的时间复杂度是 O(logn)，所以时间复杂度是 O(nlogn)+O(logn)。
你还记得在第 3 讲我讲的查字典的例子吗？
String[] dictionary = {"i", "am", "one", "of", "the", "authors", "in", "geekbang"};
		
Arrays.sort(dictionary);  // 时间复杂度为 O(nlogn)
 
String wordToFind = "i";
		
boolean found = Lesson3_3.search(dictionary, wordToFind); // 时间复杂度 O(logn)
if (found) {
  System.out.println(String.format(" 找到了单词 %s", wordToFind));
} else {
  System.out.println(String.format(" 未能找到单词 %s", wordToFind));
}

这里面的 Arrays.sort(dictionary)，我用了 Java 自带的排序函数，时间复杂度为 O(nlogn)，而 Lesson3_3.search 是我自己实现的二分查找，时间复杂度为 O(logn)。两者是并行的，并依次执行，因此总的时间复杂度是两者相加。
我们再来看另外一个例子。从 n 个元素中选出 3 个元素的可重复排列，使用 3 层循环的嵌套，或者是 3 层递归嵌套，这里时间复杂度计算使用乘法。由于 n*n*n=n3，时间复杂度是 O(n3)。对应加法和乘法，分别是减法和除法。如果去掉平行的代码，就减掉相应的时间复杂度。如果去掉嵌套内的循环或函数，就除去相应的时间复杂度。
对于空间复杂度，同样如此。需要注意的是，空间复杂度看的是对内存空间的使用，而不是计算的次数。如果语句中没有新开辟空间，那么无论是平行增加还是嵌套增加代码，都不会增加空间复杂度。
2. 主次分明法则
这个法则主要是运用了数量级和运算法则优先级的概念。在刚刚介绍的第一个法则中，我们会对代码不同部分所产生的复杂度进行相加或相乘。使用加法或减法时，你可能会遇到不同数量级的复杂度。这个时候，我们只需要看最高数量级的，而忽略掉常量、系数和较低数量级的复杂度。
在介绍第一个法则的时候，我说了先排序、后二分查找的总时间复杂度是 O(nlogn) + O(logn)。实际上，我贴出的代码中还有数组初始化、变量赋值、Console 输出等步骤，如果细究的话，时间复杂度应该是 O(nlogn) + O(logn) + O(3)，但是和 O(nlogn) 相比，常量和 O(logn) 这种数量级都是可以忽略的，所以最终简化为 O(nlogn)。
再举个例子，我们首先通过随机函数生成一个长度为 n 的数组，然后生成这个数组的全排列。通过循环，生成 n 个随机数的时间复杂度为 O(n)，而全排列的时间复杂度为 O(n!)，如果使用四则运算法则，总的时间复杂为 O(n)+O(n!)。
不过，由于 n! 的数量级远远大于 n，所以我们可以把总时间复杂度简化为 O(n!)。这对于空间复杂度同样适用。假设我们计算一个长度为 n 的向量和一个维度为 [n*n] 的矩阵之乘积，那么总的空间复杂度可以由 (O(n)+O(n2)) 简化为 O(n2)。
注意，这个法则对于乘法或除法并不适用，因为乘法或除法会改变参与运算的复杂度的数量级。
3. 齐头并进法则
这个法则主要是运用了多元变量的概念，其核心思想是复杂度可能受到多个因素的影响。在这种情况下，我们要同时考虑所有因素，并在复杂度公式中体现出来。
我在之前的文章中，介绍了使用动态规划解决的编辑距离问题。从解决方案的推导和代码可以看出，这个问题涉及两个因素：参与比较的第一个字符串的长度 n 和第二个字符串的长度 m。代码使用了两次嵌套循环，第一层循环的长度是 n，第二层循环的长度为 m，根据乘法法则，时间复杂度为 O(n*m)。而空间复杂度，很容易从推导结果的状态转移表得出，也是 O(n*m)。
4. 排列组合法则
排列组合的思想不仅出现在数学模型的设计中，同样也会出现在复杂度分析中，它经常会用在最好、最坏和平均复杂度分析中。
我们来看个简单的算法题。
给定两个不同的字符 a 和 b，以及一个长度为 n 的字符数组。字符数组里的字符都只出现过一次，而且一定存在一个 a 和一个 b，请输出 a 和 b 之间的所有字符，包括 a 和 b。假设我们的算法是按照数组下标从低到高的顺序依次扫描数组，那么时间复杂度是多少呢？这里时间复杂度是由被扫描的数组元素之数量决定的，但是要准确的求解并不容易。仔细思考一下，你会发现被扫描的元素之数量存在很多可能的值。
首先，考虑字母出现的顺序，第一个遇到的字母有 2 个选择，a 或者 b。而第二个字母只有 1 个选择，这就是 2 个元素的全排列。下面我们把两种情况分开来看.
第一种情况是 a 在 b 之前出现。接下来是 a 和 b 之间的距离，这会决定我们要扫描多少个字符。两者之间的距离最大为 n-1，最小为 1，所以最坏的时间复杂度为 O(n-1)，根据主次分明法则，简化为 O(n)，最好复杂度为 O(1)。
平均复杂度的计算稍微繁琐一些。如果距离为 n-1，只有 1 种可能，a 为数组中第一个字符，b 为数组中最后一个字符。如果距离为 n-2，那么 a 字符的位置有 2 种可能，b 在 a 位置确定的情况下只有 1 种可能，因此排列数是 2。以此类推，如果距离为 n-3，那么有 3 种可能，一直到距离 1，有 n-1 种可能。所以平均的扫描次数为 (1 *(n-1) + 2 *(n-2) + 3 (n -3) + … + (n-1) 1) / (1 + 2 + … + n)，最后时间复杂度简化为 O(n)。
第二种情况是 b 在 a 之前出现。这个分析过程和第一种情况类似。我们假设第一种和第二种情况出现的几率相等，那么综合两种情况，可以得出平均复杂度为 O(n)。
5. 一图千言法则
在之前的文章中，我提到了很多数学和算法思想都体现了树这种结构，通过画图它们内在的联系就一目了然了。同样，这些树结构也可以帮助我们分析某些算法的复杂度。
就以我们之前介绍的归并排序为例。这个算法分为数据的切分和归并两大阶段，每个阶段的数据划分不同，分组数量也不同，感觉上时间复杂度不太好计算。下面我们来看一个例子，帮助你理解。
假设等待排序的数组长为 n。首先，看数据切分阶段。数据切分的次数，就是切分阶段那棵树的非叶子结点之数量。这个切分阶段的树是一棵满二叉树，叶子结点是 n 个，那么非叶子结点的数量就是 n-1 个，所以切分的次数也就是 n-1 次。如果我们切分数据的时候，并不重新生成新的数据，而只是生成切分边界的下标，那么时间复杂度就是 O(n-1)。
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在数据归并阶段，我们看二叉树的高度，为 log2n，因此归并的次数为 log2n。另外，无论数组被细分成多少个小的部分，每次归并都需要扫描整个长度为 n 的数组，因此归并阶段的时间复杂度为 nlog2n。
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两个阶段加起来的时间复杂度为 O(n-1)+nlog2n，最终简化为 nlogn。是不是很直观？
我再放出我们之前讲二分查找所用的图，你可以结合这个例子进一步理解。
[image: ]
当然，除了图论，很多简单的图表也能帮助到我们的分析。
例如，在使用动态规划法的时候，我们经常要画出状态转移的表格。看到这类表格，我们可以很容易地得出该算法的时间复杂度和空间复杂度。以编辑距离为例，参看下面这个示例的图表，我们可以发现每个单元格都对应了 3 次计算，以及一个存储单元，而总共的单元格数量为 m*n，m 为第一个字符串的长度，n 为第二个字符串的长度。所以，我们很快就能得出这种算法的时间复杂度为 O(3m*n)，简写为 O(m*n)，空间复杂度为 O(m*n)。
[image: ]
6. 时空互换法则
在给定的计算量下，通常时间复杂度和空间复杂度呈现数学中的反比关系。这就说明，如果我们没法降低整体的计算量，那么也许可以通过增加空间复杂度来达到降低时间复杂度的目的，或者反之，通过增加时间复杂度来降低空间复杂度。
对于这个规则最直观的例子就是缓存系统。在没有缓存系统的时候，每次请求都要服务器来处理，因此时间复杂度比较高。如果使用了缓存系统，那么我们会消耗更多的内存空间，但是降低了请求相应的时间。
说到这，你也许会问，在使用广度优先策略优化聚合操作的时候，无论是时间还是空间复杂度，都大幅降低了啊？请注意，这里时空互换法则有个前提条件，就是计算量固定。而聚合操作的优化，是利用了广度优先的特点，大幅减少了整体的计算量，因此可以保证时间和空间复杂度都得到降低。
小结
时间复杂度和空间复杂度的概念，你一定不陌生。可是，在实际运用中，你可能就会发现复杂度分析并不是那么简单。这一节我通过个人的一些经验，从数学思维的角度出发，总结了几条常用的法则，对你会有所帮助。
这些总结可能还是过于抽象，下一讲中，我会通过几个案例分析，来讲讲如何使用这些法则。
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思考题
请尝试使用本次介绍的规则，分析一下双向广度优先搜索的时间和空间复杂度。
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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17 | 时间和空间复杂度（下）：如何使用六个法则进行复杂度分析？


你好，我是黄申，今天我们接着聊复杂度分析的实战。
上一讲，我从数学的角度出发，结合自身经验给你总结了几个分析复杂度的法则。但是在实际工作中我们会碰到很多复杂的问题，这个时候，正确地运用这些法则并不是件容易的事。今天，我就结合几个案例，教你一步步使用这几个法则。
案例分析一：广度优先搜索
在有关图遍历的专栏中，我介绍了单向广度优先和双向广度优先搜索。当时我提到了通常情况下，双向广度优先搜索性能更好。那么，我们应该如何从理论上分析，谁的效率更高呢？
首先我们来看单向广度优先搜索。我们先快速回顾一下搜索的主要步骤。
第一步，判断边界条件，时间和空间复杂度都是 O(1)。
第二步，生成空的队列。常量级的 CPU 和内存操作，根据主次分明法则，时间和空间复杂度都是 O(1)。
第三步，把搜索的起始结点放入队列 queue 和已访问结点的哈希集合 visited，类似上一步，常量级操作，时间和空间复杂度都是 O(1)。
第四步，也是最核心的步骤，包括了 while 和 for 的两个循环嵌套。
我们首先看时间复杂度。根据四则运算法则，时间复杂度是两个循环的次数相乘。对于嵌套在内的 for 循环，这个次数很好理解，和每个结点的直接连接点有关。如果要计算平均复杂度，我们就取直接连接点的平均数量，假设它为 m。
现在的难题在于，第一个 while 循环次数是多少呢？我们考虑一下齐头并进法则，是否存在其他的因素来决定计算的次数？第一次的 while 循环，只有起始点一个。从起始点出发，会找到 m 个一度连接点，把它们放入队列，那么第二次 while 循环就是 m 次，依次类推，到第 l 次，那么总次数就是 (m+m*m+m*m*m+…+m^l)。这里我们假设被重复访问的结点不多，可以忽略不计。
在循环内部，所有操作都是常量级的，包括通过哈希集合判断是否找到终止结点。所以时间复杂度就是 O(m+m*m+m*m*m+…+m^l)，取最高数量级 m^l，最后可以简化成 O(m^l)，其中 l 是从起始点开始所走的边数。这就是除了 m 之外的第二个关键因素。
如果你觉得还是不太好理解，可以使用一图千言法则，我画了一张图来帮助你理解。
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我们再来看这个步骤的空间复杂度。通过代码你应该可以看出来，只有 queue 和 visited 变量新增了数据，而图的结点本身没有发生改变。所以，考虑内存空间使用时，只需要考虑 queue 和 visited 的使用情况。两者都是在新发现一个结点时进行操作，因此新增的内存空间和被访问过的结点数成正比，同样为 O(m^l)。
最后，这四步是平行的，所以我们只需要把这几个时间复杂度相加就行了。很明显前三步都是常量，只有最后一步是决定性因素，因此时间和空间复杂度都是 O(m^l)。
我这里没有考虑图的生成，因为这步在单向搜索和双向搜索中是一样的，而且在实际项目中，我们也不会采用随机生成的方式。
接下来，我们来看看双向广度优先搜索。我刚才已经把单向的搜索过程分析得很透彻了，所以双向的复杂度你应该很容易就能得出来。但是，有两处关键点需要你注意。
第一个关键点是双向搜索所要走的边数。如果单向需要走 l 条边，那么双向是 l/2。因此时间和空间复杂度都会变为 O(2*m^(l/2)，简写为 O(m^(l/2))。这里 l/2 中的 2 不能省去，因为它是在指数上，改变了数量级。仅从这点来看，双向比单向的复杂度低。
第二个关键点是双向搜索过程中，判断是否找到通路的方式。单向搜索只需要判断一个点是否存在集合中，每次只有 O(1) 的复杂度。而双向搜索需要比较两个集合是否存在交集，复杂度肯定要高于 O(1)。最常规的实现方法是，循环遍历其中一个集合 A，看看 A 中的每个元素是不是出现在集合 B 中。假设两个集合中元素的数量都为 n，那么循环 n 次，那么时间复杂度就为 O(n)。基于这些，我们重新写一下双向广度优先搜索的时间复杂度。
假设我们分别从 aa
 点和 bb
 点出发。从 aa
 点出发，找到 m 个一度连接点 a1a1
，时间复杂度 O(m)，然后查看 bb
 是否在这 m 个结点中，时间复杂度是 O(1)。然后从 bb
 点出发，找到 m 个一度连接点 b1b1
，时间复杂度 O(m)，然后查看 aa
 和 a1a1
 是不是在 bb
 和 b1b1
 中，时间复杂度是 O(m+1)，简写为 O(m)。从 aa
 点继续推进到第二度的结点 a2a2
，这个时候 aa
、a1a1
 和 a2a2
 的并集的数量已经有 1+m+m^2，而 bb
 和 b1b1
 的并集数量只有 1+m，因此，针对 bb
 和 b1b1
 的集合进行循环更高效一些，时间复杂度是 O(m)。
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逐步递推下去，我们可以得到下面这个式子：
O(m) + O(1) + O(m) + O(m) + O(m^2) + O(m) ... + O(m^(l/2)) + O(m^(l/2)) = O(1) + O(4m) + O(4m^2) + ... + O(3m^(l/2))

虽然这个式子简化后仍然为 O(m^(l/2))，但是我们可以通过这些推导的步骤了解整个算法运行的过程，以及对最终复杂度的影响。
最后比较单向广度搜索的复杂度 O(m^l) 和双向广度搜索的复杂度 O(m^(l/2))，双向的方法更优。
不过，上面讨论的内容，都是假设每个点的直接相连点数量都很均匀，都是 m 个。如果数据不是均匀的呢？你可以利用排列组合的思想，想想看各种不同的情况。我想到了三种情况。
第一种情况，我用 a=b 来表示，也就是前面讨论的，不管从 a 和 b 哪个点出发，每个点的直接连接数量都是相当的。这个时候的最好、最坏和平均复杂度非常接近。
第二种情况，我用 a<b 来表示，表示从 a 点出发，每个点的直接连接数量远远小于从 b 点出发的那些。例如，从 a 点出发，2 度之内所有的点都只有 1、2 个直接相连点，而从 b 点出发，2 度之内的大部分点都有 100 个以上的直接相连点。
第三种情况和第二种类似，我用 a>b 表示，表示从 b 点出发，每个点的直接连接数量远远小于从 a 点出发的那些。
对于第二和第三种情况，双向搜索的最坏、最好和平均的复杂度是多少？还会是双向的方法更优吗？仔细分析一下各种情况，你就能回答第 14 讲的思考题了。
案例分析二：全文搜索
刚才的分析中，我们已经使用了 6 个复杂度分析法则中的 5 个，不过还没涉及最后一个时空互换。这个原则有自己的特殊性，我们需要通过牺牲空间复杂度来降低时间复杂度，或者反其道行之。因此，在实际运用中，我们更多的是使用这个原则来指导和优化系统的设计。今天，我用搜索引擎的例子，来给你讲讲如何做到这一点。
搜索引擎你一定用的很多了，它最基本的也最重要的功能，就是根据你输入的关键词，查找指定的数据对象。这里，我以文本搜索为例。要查找某个关键词是不是出现在一篇文章里，最基本的处理方式有两种。
第一，把全文作为一个很长的字符串，把用户输入的关键词作为一个子串，那这个搜索问题就变成了子串匹配的问题。假设字符串平均长度为 n 个字符，关键词平均长度为 m 个字符，使用最简单的暴力法，就是把代表全文的字符串的每个字符，和关键词字符串的每个字符两两相比，那么时间复杂度就是 O(n*m)。
第二，对全文进行分词，把全文切分成一个个有意义的词，那么这个搜索问题就变成了把输入关键词和这些切分后的词进行匹配的问题。
拉丁文分词比较简单，基本上就是根据各种分隔符来切分。而中文分词涉及很多算法，不过这不是我们讨论的重点，我们假设无论何种语言、何种分词方法，时间复杂度都是 O(n)，其中 n 为文章的长度。而在词的集合中查找输入的关键词，时间复杂度是 O(m)，m 为词集合中元素的数量。我们也可以先对词的集合排序，时间复杂度是 O(m*logm)，然后使用二分查找，时间复杂度都只有 O(logm)。如果文章很少改变，那么全文的分词和词的排序，基本上都属于一次性的开销，对于关键词查询来说，每次的时间复杂度都只有 O(logm)。
无论使用上述哪种方法，看上去时间复杂都不算太高，是吧？可是，别忘了，我们可是在海量的文章中查找信息，还需要考虑文章数量这个因素。假设文章数量是 k，那么时间复杂度就变为 O(k*n)，或者 O(k*logm)，数量级一下子就增加了。
为了降低搜索引擎在查询时候的时间复杂度，我们要引入倒排索引（或逆向索引），这就是典型的牺牲空间来换取时间。如果你对倒排索引的概念不熟悉，我打个比方给你解释一下。
假设你是一个热爱读书的人，当你进入图书馆或书店的时候，怎样快速找到自己喜爱的书籍？没错，就是看书架上的标签。如果看到一个架子上标着“极客时间 - 数学专栏”，那么恭喜你，离程序员的数学书就不远了。而倒排索引做的就是“贴标签”的事情。
为了实现倒排索引，对于每篇文章我们都要先进行分词，然后将分好的词作为该篇的标签。让我们看看下面三篇样例文章和对应的分词，也就是标签。其中，分词之后，我也做了一些标准化的处理，例如全部转成小写、去掉时态等。
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上面这个表格看上去并没有什么特别。好，体现“倒排”的时刻来了。我们转换一下，不再从文章的角度出发，而是从标签的角度出发来看问题。也就是说，从每个标签，我们能找到哪些文章？通过这样的思考，我们可以得到下面这张表。
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你看看，有了这张表格，想知道查找某个关键词在哪些文章中出现，是不是很容易了呢？整个过程就像在哈希表中查找一样，时间复杂度只有 O(1) 了。当然，我们所要付出的成本就是倒排索引这张表。假设有 n 个不同的单词，而每个单词所对应的文章平均数为 m 的话，那么这种索引的空间复杂度就是 O(n*m)。好在 n 和 m 通常不会太大，对内存和磁盘的消耗都是可以接受的。
小结
这一讲，我分析了两个复杂度的案例，并在其中穿插了 6 个法则的运用和讲解。随着项目经验的累积，你会发现复杂度分析是个很有趣，也很有成就感的事情。更重要的是，它可以告诉我们哪些方法是可行的，哪些是不可行的，避免不必要的资源浪费。这里资源浪费可能是硬件资源的浪费，也有可能是开发资源的浪费。这些法则中的数学思想并不高深，却可以帮我们有效地分析复杂度，运筹帷幄于帐中，决胜于千里之外。
思考题
在你日常的工作中，有没有经历过性能分析相关的项目？如果有，你都使用了哪些方法来分析问题的症结？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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18 | 总结课：数据结构、编程语句和基础算法体现了哪些数学思想？


你好，我是黄申。
之前的 17 讲，我们从小处着眼，介绍了离散数学中最常用的一些知识点。我讲到了很多数据结构、编程语句和基础性算法。这些知识点看似是孤立的，但是内部其实有很多联系。今天这一节，我们就来总结一下前面讲过的内容，把之前讲过的内容串联起来。
数据结构
首先，我们来看一些基本的数据结构，你可别小看这些数据结构，它们其实就是一个个解决问题的“模型”。有了这些模型，你就能把一个个具体的问题抽象化，然后再来解决。
我们从最简单的数据结构数组开始说。自从你开始接触计算机编程，数组一定是你经常使用的数据结构。它的特点你应该很清楚。数组可以通过下标，直接定位到所需的数据，因此数组特别适合快速地随机访问。它常常和循环语句相结合，来实现迭代法，例如二分查找、斐波那契数列等等。
另外，我们将要在“线性代数篇”介绍的矩阵，也可以使用多维数组来表示。不过，数组只对稠密的数列更有效。如果数列非常稀疏，那么很多数组的元素就是无效值，浪费了存储空间。此外，数组中元素的插入和删除也比较麻烦，需要进行数据的批量移动。
那么对于稀疏的数列而言，什么样的数据结构更有效呢？答案是链表。链表中的结点存储了数据，而链表结点之间的相连关系，在 C 和 C++ 语言中是通过指针来实现的，而在 Java 语言中是通过对象引用来实现的。
链表的特点是不能通过下标来直接访问数据，而是必须按照存储的结构逐个读取。这样做的优势在于，不必事先规定数据的数量，也不再需要保存无效的值，表示稀疏的数列时可以更有效的利用存储空间，同时也利于数据的动态插入和删除。但是，相对于数组而言，链表无法支持快速地随机访问，进行读写操作时就更耗时。
和数组一样，链表也可以是多维的。对于非常稀疏的矩阵，也可以用多维链表的结构来表达。此外，在链表结构中，点和点之间的连接，分别体现了图论中的顶点和边。因此，我们还可以使用指针、对象引用等来表示图结构中的顶点和边。常见的图模型，例如多叉树、无向图和有向图等，都可以用指针或引用来实现。
在数组和链表这些基础的数据结构之上，我们可以构建更复杂的数据结构，比如哈希表、队列和栈等等。这些数据结构，提供了逻辑更复杂的模型，可以通过数组、链表或两者的结合来实现。
第 2 讲我提到了哈希的概念，而哈希表就可以通过数组和链表来构造。在很多编程语言中，哈希表的实现采用的是链地址哈希表。这种方法的主要思想是，先分配一个很大的数组空间，而数组中的每一个元素都是一个链表的头部。随后，我们就可以根据哈希函数算出的哈希值（也叫哈希的 key），找到数组的某个元素及对应的链表，然后把数据添加到这个链表中。
之所以要这样设计，是因为存在哈希冲突。对于不同的数据，哈希函数可能产生相同的哈希值，这就是哈希冲突。如果数组的每个元素都只能存放一个数据，那就无法解决冲突。如果每个元素对应了一个链表，那么当发生冲突的时候，我们就可以把多个数据添加到同一个链表中。可是，把多个数据存放在一个链表，就代表访问效率不高。所以，我们要尽量找到一个合理的哈希函数，减少冲突发生的机会，提升检索的效率。
在第 2 讲中，我还提到了使用求余相关的操作来实现哈希函数。我这里举个例子。你可以看我画的这幅图。
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我们把对 100 求余作为哈希函数。因此数组的长度是 100。对于每一个数字，通过它对 100 求余，确定它在数组中的位置。如果多个数字的求余结果一样，就产生冲突，使用链表来解决。我们可以看到，表中位置 98 的链表没有冲突，而 0、1、2、3 和 99 位置的链表都有冲突。
说完了哈希，我们来看看栈这种数据结构。我在介绍树的深度优先搜索时讲到栈。它是先进后出的。在我们进行函数递归的时候，函数调用和返回的顺序，也是先进后出，所以，栈体现了递归的思想，可以实现基于递归的编程。实际上，计算机系统里的函数递归，在内部也是通过栈来实现的。虽然直接通过栈来实现递归不如函数递归调用那么直观，但是，由于栈可以避免过多的中间变量，它可以节省内存空间的使用。
我在介绍广度优先搜索策略时，谈到了队列。队列和栈最大的不同在于，它是一种先进先出的数据结构，先进入队列的元素会优先得到处理。队列模拟了日常生活中人们排队的现象，其思想已经延伸到很多大型的数据系统中，例如消息队列。
在消息系统中，生产者会源源不断地推送新的数据，而消费者会对这些消息进行处理。可是，有时消费者的处理速度会慢于生产者推送的速度，这会带来很多复杂的后续问题，因此我们可以通过队列实现消息的缓冲。新产生的数据会先进入队列，直到消费者处理它。经过这样的异步处理，消息的队列实现了生产者和消费者的松耦合，对消费者起到了保护作用，使它不容易被数据洪流冲垮。
比哈希表，队列和栈更为复杂的数据结构是基于图论中的各种模型，例如各种二叉树、多叉树、有向图和无向图等等。通常，这些模型表示了顶点和顶点之间的稀疏关系，所以它们常常是基于指针或者对象引用来实现的。我在讲前缀树、社交关系图和交通地图的案例中，都使用了这些模型。另外，树模型中的多叉树、特别是二叉树体现了递归的思想。之前的递归编程的案例中的图示也可以对应到多叉树的表示。
编程语句
在你刚刚开始学习编程的时候，肯定接触过条件语句、循环语句和函数调用这些基本的语句。
条件语句的一个关键元素是布尔表达式。它其实体现了逻辑代数中逻辑和集合的概念。逻辑代数，也被称为布尔代数，主要包括了逻辑表达式及其相关的逻辑运算，可以帮助我们消除自然语言所带来的歧义，并严格、准确地描述事物。在编程语言中，我们把逻辑表达式和控制语言结合起来，比如 Java 语言的 If 语句：
if(表达式) {函数体 1} else {函数体 2}：若表达式为真，执行函数体 1，否则执行函数体 2。

当然，逻辑代数在计算机中的应用，远不止条件语句。例如 SQL 语言中的 Select 语句和布尔检索模型。Select 是 SQL 查询语言中十分常用的语句。这个语句将根据指定的逻辑表达式，在一个数据库中进行查询并返回结果，而返回的结果就是满足条件的记录之集合。类似地，布尔检索模型利用逻辑表达式，确定哪些文档满足检索的条件并把它们作为结果返回。
这里顺便提一下，除了条件语句中的布尔表达式，逻辑代数还体现在编程中的其他地方。例如，SQL 语言中的 Join 操作。Join 有多种类型，每种类型其实都对应了一种集合的操作。

	
内连接（inner join）：假设被连接的两张数据表分别是左表和右表，那么内连接查询能将左表和右表中能关联起来的数据连接后返回，返回的结果就是两个表中所有相匹配的数据。如果认为左表是集合 A，右表是集合 B，那么从集合的角度来说，内连接产生的结果是 A、B 两个集合的交集。



	
外连接（outer join）：外连接可以保留左表，右表或全部表。根据这些行为的不同，可分为左外连接、右外连接和全连接。无论哪一种，都是对应于不同的集合操作。




循环语句可以让我们进行有规律性的重复性操作，直到满足某个条件。这和迭代法中反复修改某个值的操作非常一致。所以循环常用于迭代法的实现，例如二分或者牛顿法求解方程的根。在之前的迭代法讲解中，我经常使用循环来实现编码。另外，循环语句也会经常和布尔表达式相结合。嵌套的多层循环，常常用于比较多个元素的大小，或者计算多个元素之间的相似度等等，这也体现了排列组合的思想。
至于函数的调用，一个函数既可以调用自己，也可以调用其他不同的函数。如果不断地调用自己，这就体现了递归的思想。同时，函数的递归调用也可以体现排列组合的思想。
基础算法
在前面的专栏中，我介绍了一些常见算法及其对应的数学思想。而这些思想，在算法中的体现无处不在。
介绍分治思想的时候，我谈及了 MapReduce 的数据切分。在分布式系统中，除了数据切分，我们还要经常处理的问题是：如何确定服务请求被分配到哪台机器上？这就引出了负载均衡算法。
常见的包括轮询或者源地址哈希算法。轮询算法把请求按顺序轮流地分配到后端服务器上，它并不关心每台服务器当前的负载。如果我们对每个请求标上一个自动增加的 ID，我们可以认为轮询算法是对请求的 ID 进行求余操作（或者是求余的哈希函数），被除数就是可用服务器的数量，余数就是接受请求的服务器 ID。而源地址哈希进一步扩展了这个思想，扩展主要体现在：

	
它可以对请求的 IP 或其他唯一标识进行哈希，而不一定是请求的 ID；



	
哈希函数的变换操作不一定是求余。




不管是对何种数据进行哈希变换，也不管是何种哈希函数，只要能为每个请求确定哈希 key 之后，我们就能为它查找对应的服务器。
另外，在第 9 节中，我谈到了字符串的编辑距离，但是没有涉及字符串匹配的算法。知名的 RK（Rabin-Karp）匹配算法，在暴力匹配（Brute Force）基础之上，充分利用了迭代法和哈希，提升了算法的效率。
首先，RK 算法可以根据两个字符串哈希后的值。来判断它们是不是相同。如果哈希值不同，则两个字符串肯定不同，不用再比较；此外，RK 算法中的哈希设计非常巧妙，让相邻两个子字符串的哈希值产生了固定的联系，让我们可以通过前一个子串的哈希值，推导出后一个子串的哈希值，这样就能使用迭代法来计算每个子串的哈希值，大大减少了用于哈希函数的计算。
除了分治和动态规划，另一个常用的算法思想是回溯。我们可以使用回溯来解决的问题包括八皇后和 0/1 背包等等。回溯实际上体现了递归和排列的思想。不过，它对搜索空间做了一些优化，提前排除了不可能的情况，提升了算法整体的效率。当然，既然回溯体现了递归的思想，也可以把整个搜索状态表示成树，而对结果的搜索就是树的深度优先遍历。
在前两节讲述算法复杂度分析的时候，我已经从数学的角度出发，总结了几个常用的法则，包括四则运算、主次分明、齐头并进、排列组合、一图千言和时空互换。这些法则体现了数学中的运算优先级、数量级、多元变量、图论等思想。这些我们上两节刚刚讲过，我就不多说了，你可以参考之前的内容快速复习一下。
小结
这一讲，我对常用的数据结构、编程语句和算法中所体现的数学思想，做了一个大体的梳理。可以看到，不同的数据结构，都是在编程中运用数学思维的产物。每种数据结构都有自身的特点，有利于我们更方便地实现某种特定的数学模型。
从数据结构的角度来看，最基本的数组遍历体现了迭代的思想，而链表和树的结构可用于刻画图论中的模型。栈的先进后出、以及队列的先进先出，分别适用于图的深度优先和广度优先遍历。哈希表则充分利用了哈希函数的特点，大幅降低了查询的时间复杂度。
当然，仅仅使用数据结构来存储数据还不够，我们还需要操作这些数据。为了实现操作的流程，条件语句使用了布尔代数来控制编程逻辑，循环和函数嵌套使用迭代、递归和排列组合等思想来实现更精细的数学模型。
但是，有时候我们面对的问题太复杂了，除了数据结构和基本的编程语句，我们还需要发明一些算法。为了提升算法的效率，我们需要对其进行复杂度分析。通常，这些算法中的数学思想就更为明显，因为它们都是为了解决特定的问题，根据特定的数学模型而设计的。
有的时候，某个算法会体现多种数学思想，例如 RK 字符串匹配算法，同时使用了迭代法和哈希。此外，多种数学思维可能都是相通的。比如，递归的思想、排列的结果、二进制数的枚举都可以用树的结构来图示化，因此我们可以通过树来理解。
所以，在平时学习编程的时候，你可以多从数学的角度出发，思考其背后的数学模型。这样不仅有利于你对现有知识的融会贯通，还可以帮助你优化数据结构和算法。
思考题
在你日常的工作项目中，应该经常用到数据结构和算法，能不能列举一下，其中有哪些数学思想呢？
欢迎在留言区交作业，并写下你今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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19 | 概率和统计：编程为什么需要概率和统计？


你好，我是黄申。
通过第一个模块的学习，我想你对离散数学在编程领域中的应用，已经有了比较全面的认识。可以看出来，数据结构和基础算法体现的大多数都是离散数学的思想。这些思想更多的时候是给我们提供一种解决问题的思路，在具体指导我们解决问题的时候，我们还需要更多的数学知识。
比如说，在机器学习、数据挖掘等领域，概率统计就发挥着至关重要的作用。那关于概率统计，我们需要掌握哪些知识呢？这些知识究竟可以用在什么地方呢？第二模块的第一节，我们就来聊聊这些问题，让你对这一模块的学习做到心中有数。
概率和统计里有哪些需要掌握的概念？
在第一个模块中，我们认为所有事件都是一分为二的，要么必然发生，要么必然不发生。换句话说，事件的发生只有必然性，没有随机性。但是现实生活中，我们常常会碰到一些模棱两可的情况。
比如，你读到一则新闻，它报道了某个娱乐圈明星投资了一家互联网公司。那么，这则报道是属于娱乐新闻，还是科技新闻呢？你仔细读了读，觉得全篇大部分的内容都是讲述这家互联网企业的发展，而只有少部分的内容涉及了这位明星的私生活。你可能会说，这篇新闻 80% 的可能属于科技新闻，只有 20% 的可能属于娱乐新闻。这里面的数字表示了事件发生的可能性。概率（Probability）就是描述这种可能性的一个数值。
在概率的世界里，有很多概念。但是这几个非常基本的概念，你一定要知道。
我们用随机变量（Random Variable）来描述事件所有可能出现的状态，并使用概率分布（Probability Distribution）来描述每个状态出现的可能性。而随机变量又可以分为离散型随机变量（Discrete Random Variable）和连续型随机变量（Continuous Random Variable）。
这几个概念非常简单，但是其实也很抽象。我举个具体的例子，帮你加深印象。
假设我们使用一个随机变量 x 来表示新闻类型，如果在 100 篇新闻中，有 60 篇是娱乐新闻，有 20 篇是科技新闻，有 20 篇是体育新闻，那么你看到娱乐新闻的概率就是 60%，看到科技新闻的概率就是 20%，看到体育新闻的概率就是 20%。而这三组数据就可以构成变量 x 的概率分布P(x)。
在这个概率分布中，我们只有一个随机变量 x，现在我再添加另一个随机变量 y，表示新闻属于国际的还是国内的。这个时候，新的概率分布就需要由 x 和 y 这两个变量联合起来才能决定，我们把这种概率称为联合概率（Joint Probability）。
比如说，刚才那 100 篇新闻中有 30 篇是国际新闻，而这 30 篇中有 5 篇是科技新闻，那么国际科技新闻的联合概率就是 5/100=5%。不同的 x 和 y 取值的组合，就对应了不同的联合概率，我们用 P(x, y) 来表示。
对于离散型随机变量，通过联合概率 P(x, y) 在 y 上求和，就可以得到 P(x)，这个 P(x) 就是边缘概率（Marginal Probability）。对于连续型随机变量，我们可以通过联合概率 P(x, y) 在 y 上的积分，推导出边缘概率 P(x)。边缘概率有啥用呢？有的时候，情况看起来很复杂，而我们其实只需要研究单个事件对概率分布的影响就可以了。这个时候，边缘概率可以帮助我们去除那些我们不需要关心的事件，把联合概率转换为非联合概率，例如从 P(x, y) 得到 P(x)，从而忽略 y 事件。
对于多个随机变量，还有一个很重要的概念是条件概率。我估计很多人可能搞不清楚这个概念。我还是举例子跟你说。比如说，我们现在假设 100 篇中有 30 篇是国际新闻，而这 30 篇中有 5 篇是科技新闻，那在国际新闻中出现科技新闻的概率是多少呢？
这时候，我们就需要条件概率了。也就是某个事件受其他事件影响之后出现的概率，放到咱们的例子里，在国际新闻中出现科技新闻的概率就是 5/30=16.67%，在科技新闻中出现国际新闻的概率就是 5/20=25%。
说了这么多，不知道你有没有一种感觉，其实概率论研究的就是这些概率之间相互转化的关系，比如联合概率、条件概率和边缘概率。通过这些关系，概率论中产生了著名的贝叶斯定理（Bayes’ theorem）。加上变量的独立性，我们就可以构建朴素贝叶斯（Naive Bayes）分类算法，这个算法在机器学习中的应用非常广泛，我们后面也会有一节课专门来讲。
此外，基于概率发展而来的信息论，提出了很多重要的概率，例如信息熵（Entropy）/ 香农熵（Shannon Entropy）、信息增益（Information Gain）、基尼指数（Gini）等。这些概念都被运用到了决策树（Decision Tree）的算法中。
提到概率论，就一定要提统计学。这是因为，概率和统计其实是互逆的。怎么个互逆呢？概率论是对数据产生的过程进行建模，然后研究某种模型所产生的数据有什么特性。而统计学正好相反，它需要通过已知的数据，来推导产生这些数据的模型是怎样的。因此统计特别关注数据的各种分布、统计值及其对应的统计意义。
比如，现在有一大堆的新闻稿，我们想知道这里面有多少是娱乐新闻，有多少是科技新闻等等。我们可以先拿出一小部分采样数据，逐个来判断它属于哪个类型。比如说，分析了 10 篇之后，我们发现有 7 篇是科技新闻，2 篇是娱乐新闻，1 篇是体育新闻，那么从统计结果来看，三个类型的概率分别是 70%、20% 和 10%。然后，我们根据从这个小采样得来的结论，推测出科技新闻、娱乐新闻和体育新闻所占的比例。这就是统计学要做的事情。
在真实的世界里，我们通常只能观测到一些数据，而无法事先知道，是什么模型产生了这些数据，这时候就要依赖统计学。所以，海量数据的分析、实验和机器学习，都离不开统计学。
概率和统计可以帮我们做什么？
弄清楚这些基本概念之后，我们来看看概率和统计的知识能帮我们做点什么。
首先，我还是要提到复杂度分析。你可能会奇怪，之前讨论的复杂度分析好像没有涉及到概率啊。这是因为，在计算平均复杂度的时候，我们其实做了一个假设：所有情况出现的概率都是一样的。
我以最简单的查找算法为例。假设一个数组包含了 n 个元素，我们对其中的元素采取逐个扫描的方式，来查找其中的某个元素。如果这个元素一定会被找到，那么最好时间复杂度是 O(1)，最差时间复杂度是 O(n)，平均时间复杂度是 O((n+1)/2)。
等等，为什么平均复杂度是 O((n+1)/2) 呢？我们假设一共扫描了 n 次，第 1 次扫描了 1 个元素，第 2 次扫描了 2 个元素，一直到第 n 次扫描了 n 个元素，那么总共的扫描次数是 (1+2+…+n) = ((n+1)*n)/2，然后除以 n 次，得到每次扫描的元素数量平均值是 (n+1)/2，所以时间复杂度就是 O((n+1)/2)。
我把上述求和式改写成下面这样：
如果 1/n 是每种情况发生的概率，那么平均的扫描次数就是，不同情况下扫描次数按照概率进行的加权平均。问题来了，为什么这 n 种情况发生的概率都是 1/n 呢？这是因为之前我们做了一个默认的假设，我们每种情况发生的概率是一样的。但在实际生活中，概率很可能不是均匀分布的。
比如说，一个网站要对它的用户发放优惠券，那我们就需要先找到这些用户。我们用一个长度为 n 的数组代表某个网站的用户列表。我们假设第一个注册用户 ID 是 1，第二个注册用户的 ID 是 2，以此类推，最近刚刚注册的用户 ID 为 n。如果网站的发放策略是倾向于奖励新用户，那么被查找的用户 ID 有很大的概率会非常接近 n，因此平均复杂度就会非常接近 O(n)。相反，如果网站的发放策略是倾向于奖励老用户，那么搜索的用户 ID 有很大的概率是非常接近 1 的，因此平均复杂度会非常接近 O(1)。
你可以看到，现实中每种情况出现的可能性是不一样的，这也就意味者概率分布其是不均匀的。而不均匀的概率分布，最终会影响平均复杂度的加权平均计算。因此，要想获得更加准确的复杂度分析结果，我们必须要学习概率知识。
除此之外，概率和统计对于机器学习和大数据分析而言更为重要。对于机器学习而言，统计的运用是显而易见的。机器学习中的监督式学习，就是通过训练样本，估计出模型的参数，最后使用训练得出的模型，对新的数据进行预测。通过训练样本来估计模型，我们可以交给统计来完成。在机器学习的特征工程步骤中，我们可以使用统计的正态分布，标准化（standardization）不同取值范围的特征，让它们具有可比性。
此外，对机器学习算法进行效果评估时，AB 测试可以减少不同因素对评测结果的干扰。为了获得更可靠的结论，我们需要理解统计意义，并为每个 AB 测试计算相应的统计值。
最后，概率模型从理论上对某些机器学习算法提供了支持。朴素贝叶斯分类充分利用了贝叶斯定理，使用先验概率推导出后验概率，并通过变量之间相互独立的假设，把复杂的计算进行大幅的简化。简化之后，我们就可以把这个算法运用在海量文本的分类任务上。
而决策树使用了信息熵和信息增益，挑出最具有区分力的条件，构建决策树的结点和分支。这样构建出的树，不仅分类效率更高，而且更利于人脑的理解。谷歌的 PageRank 算法利用马尔科夫链的概率转移，有效地刻画了人们浏览互联网的行为，大幅提升了互联网搜索的体验。
学习这部分内容，需要做哪些准备？
听我说了这么多专栏的内容，你是不是有点担心，专栏的内容太深奥，不好理解。甚至在想，有没有必要做些准备？
学习不是件容易的事，因此进步的过程，从来不会轻松。努力需要你自己来，但是我也会从我的角度出发助力你的学习。我会争取讲清楚每个知识点背后的前因后果，以及不同知识点之间的联系，避免平铺直叙地罗列一堆理论和公式。但是，这部分内容，有公式是不可避免的，我尽量只保留那些最核心的公式。因此，即使你之前不太了解概率和统计，也没有关系。只有跟着我的节奏，搞懂每一节的重点，相信你很快就能领悟其中的精髓。
另外，我们无法脱离应用来讲知识，不然就本末倒置了。毕竟，我们学任何知识，都是为了用的。机器学习的知识纷繁复杂，涉及广泛，很多问题甚至是跨学科、跨领域的。不过，你不用担心，这里面会有太多看不懂的名词。我在讲解的时候，尽量给你抽象出最核心的部分，讲清楚来龙去脉，让你了解它整体的运作方式，不影响你对核心知识点的吸收。
当然，你可以适度地补一些概率知识，这样理解起来会更快。我在之前的加餐三中推荐了几本书，你可以找来看看，了解一些基本概念。另外，你可以准备一些实际工作和项目中的问题。例如，你之前参与的任务，哪些可以使用概率论来解决？碰到的难题有哪些？你是如何解决的？带着这些问题，再来看我的专栏，并且多在留言区写下你的疑问和收获，相信会有到事半功倍的效果。
小结
概率中的概念看起来很多，但是，其实最重要就是你耳熟能详的这几个：随机变量、概率分布、联合概率、条件概率和边缘概率。它们是整个概率的基础，我后面会详细来讲。
通过这些概念之间的相互推导，我们可以得到贝叶斯定理，这是朴素贝叶斯等系列算法的核心。而在概率基础之上发展而来的信息论，定义了信息熵、信息增益和基尼指数等，构成了决策树等系列算法的核心。
概率研究的是模型如何产生数据，统计研究的是如何通过数据来推导其背后的模型。所以说，概率和统计其实是互逆的。
概率和统计的运用非常多，我这里主要讲了三个方面。第一，概率可以帮助我们进行更精准的复杂度分析；第二，概率统计更多的是用在机器学习和大数据分析中；第三，概率统计还可以用在各种机器学习的算法中。这些内容，在之后的章节我会进行非常详细的讲解。
思考题
之前你对概率统计的认识是什么样的呢？对这块内容，你觉得最难的是什么？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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20 | 概率基础（上）：一篇文章帮你理解随机变量、概率分布和期望值


你好，我是黄申。
相信你对变量这个概念并不陌生，数学方程式和编程代码里经常会用到变量。那什么是变量呢？我们在概率中常说的随机变量（ random variable）和普通的变量（variable）又有什么不同呢？
这些问题其实很简单，我一说你就明白了。
在没有发生运算之前，普通变量的值并不会发生变化，也就是说，它可以取不同的值，但是一旦取值确定之后，它总会是一个固定的值，除非有新的运算操作。而随机变量的值并不固定，比如说，某个随机变量可能有 10% 的概率等于 10，有 20% 的概率等于 5，有 30% 的概率等于 28 等等。
我们上节说了，随机变量根据其取值是否连续，可分为离散型随机变量和连续型随机变量。举几个例子，抛硬币出现正反面的次数以及每周下雨的天数，都是离散的值，所以对应的随机变量为离散型。而汽车每小时行驶的速度和银行排队的时间，都是连续的值，对应的随机变量为连续型。换句话，从计算的角度来说，我们可以直接求和得出的，就是“离散的”，需要用积分计算的，就是“连续的”。
而随机变量的取值对应了随机现象的一种结果。正是结果的不确定性，才导致了随机变量取值的不确定性，于是我们就引入了概率。我们可以说，每种值是以一定的概率出现的。
概率分布
随机变量的每种取值的出现都遵从一定的可能性，把这个可能性用具体的数值表示出来就是概率。如果将随机变量所有可能出现的值，及其对应的概率都罗列出来，我们就能获得这个变量的概率分布。
我们拿最简单的抛硬币事件来看。从理论上说来，出现正面和反面的概率都是 50%（我们假设不存在硬币站立的情况）。
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我们可以通过一小段 Python 代码，做个模拟实验，验证一下这个分布。
import random
import pandas as pd
import numpy as np
import matplotlib.pyplot as plt
 
def flip_coin(times):
  data_array = np.empty(times)
  weights_array = np.empty(times)
  weights_array.fill(1 / times)
 
  for i in range(0, times):                       # 抛 times 次的硬币
    data_array[i] = random.randint(0, 1)        # 假设 0 表示正面，1 表示反面
 
  data_frame = pd.DataFrame(data_array)
  data_frame.plot(kind = 'hist', legend = False)  # 获取正反面统计次数的直方图
  data_frame.plot(kind = 'hist', legend = False, weights = weights_array).set_ylabel("Probability")  # 获取正反面统计概率的直方图
  plt.show()
 
flip_coin(10)

该代码随机生成若干次的 0 或 1（0 表示硬币正面朝上，1 表示硬币反面朝上）。下表是我生成 10 次的结果，其中正面 4 次，反面 6 次。
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对应的正反面次数和概率直方图如下，而概率的直方图就表示了其概率分布。
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通过修改 flip_coin 函数中的数字，我们可以修改抛硬币的次数。我又尝试“抛了”100 次，得到的结果是正面 47 次，反面 53 次。
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接下来是抛 10000 次的结果，正面是 4982 次，反面是 5018 次。
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你可能已经发现了，根据计算机模拟的结果所统计的概率，并不是精确的正反面各 50%。如果你运行同样的代码，也会发现类似的情况。这是因为理论上的概率，是基于无限次的实验。而我们这里实验的次数是有限的，是一种统计采样。
从 10 次、100 次到 10000 次，我们能看到，概率会变得越来越稳定，越来越趋近于正反各 50% 的分布。也就是说，统计的采样次数越多，越趋近于我们理论上的情况。因此，从这个统计实验我们可以看出，概率分布描述的其实就是随机变量的概率规律。
抛硬币正面次数、每周下雨天数这种离散型随机变量，对应的概率分布是很好理解的，但是对于连续型的随机变量，如何理解它们的概率分布呢？
如果我们把连续的值离散化，你会发现这个问题其实不难理解。就拿汽车每小时行驶的公里数来说吧。现实生活中我们通过汽车的仪表盘所读取速度，都是整数值，例如每小时 60 公里。也许比较高档的车会显示数字化的速度，带有小数位，但实际上汽车最精确的速度是一个无限位数的小数，是从 0 到最高公里数的一个任意数值。所以仪表盘所显示的数字，是将实际速度离散化处理之后的数字。除了仪表盘上的速度，汽车行驶在时间维度上也是连续的。类似地，我们还需要对时间进行离散化，比如每分钟查看仪表盘一次并读取速度值。
好的，理解了这些之后，我同样使用代码来随机一些行驶速度的数据。第一次模拟，假设我们手头上有一辆老爷车，它的仪表盘最小刻度是 5，也就是说，它只能显示 55、60、65 这种公里数。然后我们每 1 分钟采样一次（读一次仪表盘），那么 1 小时内我们将生成 60 个数据。示例代码如下：
def check_speed(time_gap, speed_gap, total_time, min_speed, max_speed):
 
  times = (int)(total_time / time_gap)   # 获取读取仪表盘的次数
 
  data_array = np.empty(times)
  weights_array = np.empty(times)
  weights_array.fill(1 / times)
 
  for i in range(0, times):
    if (speed_gap < 1):
      data_array[i] = random.random() * max_speed  # 随机生成一个最高速和最低速之间的速度
    else:
      data_array[i] = random.randint(0, max_speed / speed_gap) * speed_gap  # 随机生成一个最高速和最低速之间的速度，先除以 speed_gap 然后乘以 speed_gap 进行离散化
 
  data_frame = pd.DataFrame(data_array)
  bin_range = np.arange(0, 200, speed_gap)
  data_frame.plot(kind = 'hist', bins = bin_range, legend = False)  # 获取时速统计次数的直方图
  data_frame.plot(kind = 'hist', bins = bin_range, legend = False, weights = weights_array, ).set_ylabel("Probability")  # 获取时速统计概率的直方图
  plt.show()
 
check_speed(1, 5, 60, 0, 200)

对生成的 60 个数据，我们统计其出现在每个速度区间的频次以及相应的概率。
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我们将频次和概率以直方图的形式来展示。
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第二次模拟，假设我们把车升级到当今的主流车，仪表盘的最小刻度已经到 1 了，然后时间维度上，我们细分到 0.1 分钟，那么 1 小时我们将生成 600 个数据。我们还可以进行第三次、第四次、甚至是无穷次的模拟，每次模拟的时候我们都将行驶速度的精度进一步提升、将时间间隔进一步缩小，让两者都趋近于 0，那么我们的模拟就从离散逐步趋近于连续的值了。
随机变量的概率分布由离散型的直方图变为了连续型的曲线图。通过下面的图，你可以看到这整个演变的过程。
当速度间隔和时间间隔（精度）逐步缩小的时候，直方图的分组（bin）就越小，所以你会看到 x 轴上的数据越浓密，y 轴上的数据越平滑。当间隔或精度无穷小并趋近于 0 的时候，y 轴的数据就会随着 x 轴连续变化而变化。
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不过，当时间间隔小于数秒时，我们需要考虑随机产生的数据是否具备真实性，毕竟现实中汽车的速度不可能在数秒中从 0 到 200 公里，因此临近两次的采样数据不能相差太大。
上面我通过两个模拟实验，分别展示了离散型和连续型概率的分布。其实，人们在实际运用中，已经总结出了一些概率分布，我这里挑几个最常见的给你讲解。
首先我们来看看离散分布模型。常用的离散分布有伯努利分布、分类分布、二项分布、泊松分布等等，这里我重点给你介绍两个。
第一个是伯努利分布（Bernoulli Distribution），这是单个随机变量的分布，而且这个变量的取值只有两个，0 或 1。伯努利分布通过参数λ来控制这个变量为 1 的概率，我把具体的公式列出来，并画了张图便于你理解。
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或者写作：
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其中 x 只能为 0 或 1。
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从这个图也可以看出，之前抛硬币的概率分布就属于伯努利分布。
另一个是分类分布（Categorical Distribution），也叫 Multinoulli 分布。它描述了一个具有 k 个不同状态的单个随机变量。这里的 k，是有限的数值，如果 k 为 2 的时候，那么分类分布就变成了伯努利分布。我把这个分布的公式和图解都列了出来。
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离散型随机变量的状态数量是有限的，所以可以通过伯努利和分类分布来描述。可是对于连续型随机变量来说，状态是无穷多的，这时我们就需要连续分布模型。比较经典的连续分布有正态分布、均匀分布、指数分布、拉普拉斯分布等等。如果你只需要掌握一个的话，那肯定是正态分布。
这个分布可以近似表示日常生活中很多数据的分布，我们经常使用它进行机器学习的特征工程，对原始数据实施标准化，使得不同范围的数据具有可比性。所以，如果想要学习机器学习，一定要掌握正态分布。
正态分布（Normal Distribution），也叫高斯分布（Gaussian Distribution）。我把这个分布的公式列在这里：
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在这个公式中有两个参数，μ表示均值，σ表示方差。看这个公式不太直观，我们来看一看对应的分布图。
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从这个图可以看出，越靠近中心点μ，出现的概率越高，而随着渐渐远离μ，出现的概率先是加速下降，然后减速下降，直到趋近于 0。蓝色区域上的数字，表示了这个区域的面积，也就是数据取值在这个范围内的概率。例如，数据取值在 [-1σ, μ] 之间的概率为 34.1%。
现实中，很多数据分布都是近似于正态分布的。例如人类的身高体重。拿身高来说，大部分人都是接近平均值身高，偏离平均身高越远，相对应的人数越少。这也是为什么正态分布很常用的原因。
正态分布可以扩展到多元正态分布或多维正态分布（Multivariate Normal Distribution），不过最实用的还是一元标准正态分布，这种分布的μ为 0，σ为 1。在专栏后面的内容里，我会详细介绍如何使用这种分布，进行特征值的标准化。
期望值
理解了概率分布，你还需要了解期望值。为什么要了解期望值呢？
期望值，也叫数学期望，是每次随机结果的出现概率乘以其结果的总和。如果我们把每种结果的概率看作权重，那么期望值就是所有结果的加权平均值。它在我们的生活中十分常见，例如计算多个数值的平均值，其实就是求期望值，只不过我们假设每个数值出现的概率是相同的。
上一节，我提到如何使用概率来解决复杂度分析，通过概率的加权平均来获得平均时间复杂度，就是时间复杂度的期望值。当然，这个概念能帮助你解决的实际问题远不止这些。
在我看来，一个问题只要满足两个要素，我们就可以考虑使用期望值：
第一个要素，在这个问题中可能出现不同的情况，而且各种情况的出现满足了一定的概率分布；
第二个要素，每种情况都对应一个数值，这个数值代表了具体的应用含义。
如果你觉得这个还是过于抽象，我再回到本节的案例给你讲解。我先给你提个问题：给定了行驶速度的概率分布，如何计算汽车在 1 小时内每分钟行驶的平均速度？我们还从比较容易理解的离散型随机变量开始。
没错，这个问题的答案就是使用 1 小时所行驶的总距离除以 60 分钟。以之前的每分钟读取仪表盘、仪表盘最小刻度是 5 为例。概率分布如下图。
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1 小时行驶的总距离为每种速度乘以用该速度行驶的时间的乘积之总和。
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1 小时内每分钟平均的行驶速度为总距离除以 60 分钟。
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将上述式子变化一下，我们可以得到：
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你会发现，每分钟的平均值，就是每种速度的加权平均，而每种速度的权重就是其在概率分布中出现的概率。汽车可能按照不同的速度行驶，每种速度都有一个出现的概率，就是我前面提到的第一个要素。而每种速度所对应的每分钟多少公里这个数值，就是第二个要素。结合这两个要素，计算得到的平均值，也是汽车每分钟行驶速度的期望值。
那么，对于连续型的随机变量，这种期望值应该如何计算呢？我们需要使用下面的积分公式：
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总结
通过这讲的内容，你对概率的基本知识应该有所了解。本讲中，我通过抛硬币和汽车驾驶的例子，讲述了概率论中一些最基本，也是最重要的概念，包括随机现象、随机变量、概率分布和期望值。
离散型的随机变量在计算机编程中的应用更为广泛。它可以和排列组合的思想结合起来，通过不同排列或组合的数量，计算每种情况出现的概率。如果把这种概率和每种情况下的复杂度数值结合起来，就可以计算复杂度的期望值。
另外，离散型概率也可以运用在机器学习的分类算法中。例如，对于文本进行分类时，我们可以通过离散型随机变量，表示每个分类或者每个单词出现的概率。当然，仅靠今天的内容，还不足以让我们打造一个分类算法。我们还需要了解联合概率、条件概率、贝叶斯定理等重要的概念。下一讲，我会详细解释它们。
思考题
每天我们的朋友圈都会浮现很多新的“动态”。假设我们按照字数，把这些动态分为以下几类：10 个字以内，10～30 个字，30～50 字，50～100 字，100 字以上。
尝试统计一下你朋友圈某个时间段的动态，看看每个类有多少条，转换成概率分布应该如何表示？你的分布和今天介绍的哪个概率分布最接近？请注意，统计字数时只需要看你朋友自己所写的内容，无需考虑转发的文章。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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21 | 概率基础（下）：联合概率、条件概率和贝叶斯法则，这些概率公式究竟能做什么？


你好，我是黄申。
上一节我介绍了随机现象、随机变量以及概率分布这些比较简单的概念。学习这些概念是为了做什么呢？其实就是为了更精确地描述我们生活中的现象，用数学的视角看世界，以此解决其中的问题。
但是实际生活中的现象并非都会像“投硬币”那样简单。有很多影响因素都会影响我们去描述这些现象。比如，看似很简单的“投硬币”，我们其实只是考虑最主要的情况，粗暴地把硬币出现的情况一分为二。比如说，不同类型的硬币是否会影响正反面的概率分布呢？站立的情况如何考虑呢？再比如说，在汽车速度的例子中，经过的交通路线，不同的路线是否会影响速度的概率分布呢？
一旦影响因素变多了，我们需要考虑的问题就多了。想要解决刚才那几个问题，更精确地描述这些现象，我们就需要理解几个新的概念，联合概率、条件概率以及贝叶斯法则。从数学的角度来说，这些概念能描述现实世界中更为复杂的现象，建立更精细的数学模型。比如，我们后面要讲的朴素贝叶斯算法就是建立在联合概率、条件概率和边缘概率之上的。所以，这一节的内容也非常重要，你一定要认真学习并且掌握。
联合概率、条件概率和边缘概率
最近，我一直在操心儿子的教育问题，所以一直在研究他班级的成绩单。为了弄清我儿子在班级上的成绩排名，我向老师要了张全班成绩的分布表。
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这张表中有两个随机变量，一个是学生的性别，一个是分数区间。我们很容易就可以得出，这个班中男生的概率是 P(男生)=10/20=50%，90 分及以上的学生的概率是 P(90-100)=4/20=20%。那全班考了 90 分以上的男生的概率是多少呢？我们只要找到 90 分以上的男生人数，用这个人数除以全班总人数就行了，也就是 P(男生, 90-100)=2/20=10%。
你有没有发现，“90 分以上的男生”这个概率和之前单独求男生的概率或 90 分以上的概率不一样。之前只有一个决定因素，现在这个概率由性别和分数这两个随机变量同时决定。这种由多个随机变量决定的概率我们就叫联合概率，它的概率分布就是联合概率分布。随机变量 x 和 y 的联合概率使用 P(x, y) 表示。我算出了这个例子里所有的联合概率分布。
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这里的例子只有两个随机变量，但是我们可以很容易扩展到更多的随机变量，比如再增加一个学科的变量。那么，我们就可以观测这样的数据：“班级上女生的数学考了 90 分及以上的概率是多少？”，其中女生是关于性别变量，数学是关于学科变量，而 90 分及以上是关于分数变量。
那么联合概率和单个随机变量的概率之间有什么关联呢？对于离散型随机变量，我们可以通过通过联合概率 P(x, y) 在 y 上求和，就可以得到 P(x)。对于连续型随机变量，我们可以通过联合概率 P(x, y) 在 y 上的积分，推导出概率 P(x)。这个时候，我们称 P(x) 为边缘概率。
除了边缘概率的推导，多个变量的联合概率和单个变量的概率之间还存在一个有趣的关系。在解释这个关系之前，让我先来介绍条件概率。
条件概率也是由多个随机变量决定，但是和联合概率不同的是，它计算了给定某个（或多个）随机变量的情况下，另一个（或多个）随机变量出现的概率，其概率分布叫做条件概率分布。给定随机变量 x，随机变量 y 的条件概率使用 P(y | x) 表示。
回到成绩分布的案例。我能理解在不同的阶段，男生和女生的成绩可能无法直接相比。所以我更关心的是，自己儿子和其他男生相比是否落后了。那么我的脑子里就产生了这样一个问题：“在男生中，考 90 分及以上的概率是多少？”。
仔细看，这个问题和前面几个有所不同，我只关心男生这个群体，所以解答应该是找到考了 90 分以上的男生之人数，然后用这个人数除以男生总人数（注意，不再是全部总人数）。根据上述表格的数据来计算，P(90-100|男生)= 2/10=20%。
解释清楚了条件概率，我就可以列出概率、条件概率和联合概率之间的“三角”关系了。简单的说，联合概率是条件概率和概率的乘积，采用通用的公式来表达就是：
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同样的道理，我们也可以得到：
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我们仍然可以使用成绩的案例，来验证这个公式。为了更清晰地表述这个问题，我们使用如下的符号：

	
|男, 90-100|表示考了 90 分以上的男生人数；



	
|男|表示男生人数；



	
|全班|表示全班人数。




男生中考了 90 分及以上的概率为 P(90-100 | 男生) = |男生, 90-100| / |男生|，全班中男生的概率为 P(男) = |男生| / |全班|。如果我们将 p(90-100 | 男生) 乘以 P(男) 会得到什么结果呢？
(|男, 90-100| / |男生|) * (|男生| / |全班|) = |男, 90-100| / |全班|
咦，这不就是全班中男生考了 90 分及以上的联合概率吗？其实，概率、条件概率和联合概率之间的这种“三角”关系，也是著名的贝叶斯定理的核心，下面我来详细解释什么是贝叶斯定理，以及它可以运用在什么场景之中。
贝叶斯定理
我们假设有这样一个场景，我想知道男生考了 90～100 分的概率有多少，来评估一下儿子在男生中算什么水平。可是老师出于隐私保护，并没有把全班数据的分布告诉我，她说道“我可以告诉你全班考 90～100 分的概率，以及 90～100 分中男生的概率，但是不能告诉你其他信息了”。这个时候，贝叶斯定理就可以帮上忙啦。
刚刚我们提到：
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所以就有：
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这就是非常经典的贝叶斯法则。为什么说经典呢？是因为它有很多应用的场景，比如朴素贝叶斯，你可以多多熟悉一下这个公式。在这个公式中，还包含了先验概率（Prior Probability）、似然函数（Likelihood）、边缘概率（Marginal Probability）和后验概率（Posterior Probability）的概念。
在这里面，我们把 P(x) 称为先验概率。之所以称为“先验”，是因为它是从数据资料统计得到的，不需要经过贝叶斯定理的推算。
P(y | x) 是给定 x 之后 y 出现的条件概率。在统计学中，我们也把 P(y | x) 写作似然函数 L(x | y)。在数学里，似然函数和概率是有区别的。概率是指已经知道模型的参数来预测结果，而似然函数是根据观测到的结果数据，来预估模型的参数。不过，当 y 值给定的时候，两者在数值上是相等的，在应用中我们可以不用细究。
另外，我们没有必要事先知道 P(y)。P(y) 可以通过联合概率 P(x, y) 计算边缘概率得来，而联合概率 P(x, y) 可以由 P(y|x) * P(x) 推出。针对离散型和连续型的边缘概率推导分别如下：
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而 P(x|y) 是根据贝叶斯定理，通过先验概率 P(x)、似然函数 P(y | x) 和边缘概率 P(y) 推算而来，因此我们把它称作后验概率。
回到刚刚的案例，我可以通过这样的式子来计算男生考 90-100 分的概率：
P(90-100 | 男生) = (P(男生 | 90-100) * P(90 -100)) / P(男生)
我只需要数数看，班上男生有多少、总人数多少，就能算出 P(男生)，或者也可以使用 P(男生 | 90-100) 和 P(90-100) 算出边缘概率 P(男生)。在加上之前，老师告诉我的 P(男生 | 90-100) 和 P(90 -100)，就能推算出 P(90-100 | 男生) 了。这个例子就是通过先验概率，推导出后验概率，这就是贝叶斯定理神奇的地方，也是它最主要的应用场景。
随机变量之间的独立性
说到多个随机变量的联合和条件概率，你可能会产生一个问题：这些随机变量是否会相互影响呢？比如，性别和分数之间有怎样的关系？性别是否会影响分数的概率分布？在之前的成绩分布表中，我们可以得到：
p(90-100 | 男生) = 20%
p(90-100 | 女生) = 20%
p(90-100) = 20%
所以，p(90-100 | 男生) = p(90-100 | 女生) = p(90-100)，也就是全班中考 90 分及以上的概率、男生中考 90 分及以上的概率、以及女生中考 90 分及以上的概率，这三者都是一样。以此类推到其他的分数区间，同样如此，那么，从这个数据上得出的结论是性别对考分的区间没有影响。反之，我们也可以看到 p(男生 | 90-100) = p(男生 | 80-90) = p(男生 | 70-80) = … = p(男生) = 50%，也就是说考分区间对性别没有影响。这种情况下我们就说性别和分数这两个随机变量是相互独立的。
相互独立会产生一些有趣的现象，刚刚我们提到：
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另外，将 p(x | y) = p(x) 带入贝叶斯公式，就可以得出：
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变量之间的独立性，可以帮我们简化计算。举个例子，假设有 6 个随机变量，而每个变量有 10 种可能的取值，那么计算它们的联合概率 p(x1x1
, x2x2
, x3x3
, x4x4
, x5x5
, x6x6
)，在实际中是非常困难的一件事情。
根据排列，可能的联合取值，会达到 10 的 6 次方，也就是 100 万这么多。那么使用实际的数据进行统计时，我们也至少需要这个数量级的样本，否则的话很多联合概率分布的值就是 0，产生了数据稀疏的问题。但是，如果假设这些随机变量都是相互独立的，那么我们就可以将联合概率 p(x1,x1,
 x2x2
, x3x3
, x4x4
, x5x5
, x6x6
) 转换为 p(x1x1
) * p(x2x2
) * p(x3x3
) * p(x4x4
) * p(x5x5
) * p(x6x6
)。如此一来，我们只需要计算 p(x1x1
) 到 p(x6x6
 ) 就行了。
不过，班主任刚刚打电话给我，说之前的数据表格有点笔误，实际的分布应该是这样的：
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你再推算一下，就会发现 p(分数 | 性别) = p(分数) 和 p(性别 | 分数) = p(性别) 并不成立，所以两者不再是相互独立的。所以下面这个式子就不再成立了，这点你在计算的时候需要注意。
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在实际项目中，我们会假设多个随机变量是相互独立的，并基于这个假设大幅简化计算，降低对数据统计量的要求。虽然这个假设通常是不成立的，但是仍然可以帮助我们得到近似的解。相比较实现的可行性和求解的精确度，可行性更为重要。在讲解朴素贝叶斯方法中，我会充分利用这一点，从有限的训练样本中构建分类器。
总结
这一讲我继续讨论了概率分布相关的内容，不过这次的重点是多个随机变量相关的联合概率、条件概率、边缘概率。这里概念有点多，但是都很重要，因为这三者之间的推算关系，直接构成了贝叶斯定理的核心，所以你要花点时间理解并记住它们。
而贝叶斯定理定义了先验概率、后验概率和似然函数，后验概率和似然函数及先验概率的乘积成正比关系。此外，通过多个变量之间的独立性，我们可以简化联合概率的计算问题。贝叶斯定理和变量之间独立性的假设，对后面理解朴素贝叶斯算法很有帮助。
如果有一定数量的标注数据，那么通过统计的方法，我们可以很方便地得到先验概率和似然函数，然后推算出后验概率，最后依据后验概率来做预测。这整个过程符合监督式机器学习的模型训练和新数据预测这两个阶段，因此朴素贝叶斯算法被广泛运用在机器学习的分类问题中。下一节中，我们详细讨论这个算法。
思考题
大年三十晚上，爷爷奶奶发红包。爷爷准备的红包是 4 个 50 元的，6 个 100 元的。奶奶准备的红包是 8 个 50 元的，4 个 100 元的。全家人随机抽，你运气很好，拿到一个 100 元的红包。请问这个红包来自爷爷的概率有多少？来自奶奶的概率有多少？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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22 | 朴素贝叶斯：如何让计算机学会自动分类？


你好，我是黄申。今天我们来聊聊朴素贝叶斯。
在开始正式的内容之前，我想问你一个问题，你是如何区分苹果、甜橙和西瓜的？你可能要说了，这个问题还用得着讲吗？是不是你们博士都喜欢将简单的问题复杂化？还真不是，如果你将计算机想象成一个两三岁的孩子，你会怎么教一个孩子区分这些水果呢？
比如我曾经就和一个小朋友有过这样一段对话：
小朋友：黄叔叔，你和我讲讲，什么样的水果才是苹果呀？
我：圆形的、绿色的水果。
小朋友：那西瓜也是圆形的、绿色的呀？
我：嗯……苹果也有可能是黄色或红色的，但西瓜不是。
小朋友：那甜橙也是圆形的、黄色的呀？
我：好吧，你看到的大部分情况下的甜橙都是黄色的，而苹果只有很少情况（少数品种）是黄色的。而且你还可以尝尝，它们的味道也是不同的。
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哈哈，你是不是觉得想要描述清楚，并没有想象中的那么容易？但是，在这个对话中，有两点我觉得你需要关注一下：

	
我使用了“可能”“大部分情况”“很少情况”等等这种词语，这些词包含了概率的概念；



	
我使用了多个条件来判断一个水果属于哪个类别。




基于此，我接下来就要聊聊，我们是如何通过数学的思想和方法，系统性地解决这个问题的。这其中，朴素贝叶斯（Naive Bayesian）就提供了一个切实可行的方案。不过，在深入了解它之前，我们还需要做点准备工作。
如何将原始信息转化为计算机能看懂的数据？
事实上，计算机并不像两三岁的小孩那样，可以看到水果的颜色、形状和纹理，或者能尝到水果的味道。我们需要将水果的特征转化为计算机所能理解的数据。最常用的方式就是提取现实世界中的对象之属性，并将这些转化为数字。
以水果为例，你会提取它们的哪些属性呢？我会考虑这些，比如：形状、外皮颜色、斑马纹理、重量、握感、口感。我手边刚好有一个苹果、一个甜橙和一个西瓜，我把它们的属性分别统计了一下，你可以看看。
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然后，我们需要这些属性转化为计算机能够理解的东西——数字，也就是说，我给每种属性都定义了具体的数值，用来代表它们的具体属性。
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比较细心的话，你可能已经发现了，我偷偷地把重量由连续值转化成了离散值，这是因为朴素贝叶斯处理的都是离散值。
好了，仅仅 3 个水果还不足以构成朴素贝叶斯分类所需的训练样本。为了保证训练的质量，我们可以继续扩展到 10 个水果。
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朴素贝叶斯的核心思想
我们现在已经拿到了这 10 个水果的数据，那如果现在我手上有一个新的水果，它也有一定的形状、颜色、口感等等，你怎么判断它是哪种水果呢？
之前的文章我们讲过先验概率、后验概率、条件概率和贝叶斯法则，它们是朴素贝叶斯分类的核心组成部分。通过贝叶斯法则，我们可以根据先验概率和条件概率，推导出后验概率。首先让我们快速回想一下贝叶斯公式。
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上一节，我已经详细解释了这个公式的推导和每一部分的含义，这里再强调一下贝叶斯定理的核心思想：用先验概率和条件概率估计后验概率。
那具体到这里的分类问题，我们该如何运用这个公式呢？为了便于理解，我们可以将上述公式改写成这样：
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其中，c 表示一个分类（class），f 表示属性对应的数据字段（field）。如此一来，等号左边的 P(c|f) 就是待分类样本中，出现属性值 f 时，样本属于类别 c 的概率。而等号右边的 P(f|c) 是根据训练数据统计，得到分类 c 中出现属性 f 的概率。P©是分类 c 在训练数据中出现的概率，P(f) 是属性 f 在训练样本中出现的概率。
看到这里，你可能要问了，这里的贝叶斯公式只描述了单个属性值属于某个分类的概率，可是我们要分析的水果每个都有很多属性啊，这该怎么办呢？
别急，朴素贝叶斯在这里就要发挥作用了。这是基于一个简单假设建立的一种贝叶斯方法，并假定数据对象的不同属性对其归类影响时是相互独立的。此时若数据对象 o 中同时出现属性 fi 与 fj，则对象 o 属于类别 c 的概率就是这样：
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现在，我们应该已经可以用 10 个水果的数据，来建立朴素贝叶斯模型了。
其中，苹果的分类中共包含 3 个数据实例，对于形状而言，出现 2 次不规则圆、1 次圆形和 0 次椭圆形，因此各自的统计概率为 0.67、0.33 和 0.00。我们将这些值称为，给定一个水果分类时，出现某个属性值的条件概率。以此类推，所有的统计结果就是下面这个表格中这样：
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对于上表中出现的 0.00 概率，在做贝叶斯公式中的乘积计算时，会出现结果为 0 的情况，因此我们通常取一个比这个数据集里最小统计概率还要小的极小值，来代替“零概率”。比如，我们这里取 0.01。在填充训练数据中从来没有出现过的属性值的时候，我们就会使用这种技巧，我们给这种技巧起个名字就叫作平滑（Smoothing）。
有了这些条件概率，以及各类水果和各个属性出现的先验概率，我们已经建立起了朴素贝叶斯模型。现在，我们就可以用它进行朴素贝叶斯分类了。
假设我们有一个新的水果，它的形状是圆形，口感是甜的，那么根据朴素贝叶斯，它属于苹果、甜橙和西瓜的概率分别是多少呢？我们先来计算一下，它属于苹果的概率有多大。
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其中，apple 表示分类为苹果，shape-2 表示形状属性的值为 2（也就是圆形），taste-2 表示口感属性的值为 2。以此类推，我们还可计算该水果属于甜橙和西瓜的概率。
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比较这三个数值，0.00198<0.00798<0.26934，所以计算机可以得出的结论，该水果属于甜橙的可能性是最大的，或者说，这个水果最有可能是甜橙。
你可能已经注意到了，这几个公式里的概率乘积通常都非常小，在物品的属性非常多的时候，这个乘积可能就小到计算机无法处理的地步。因此，在实际运用中，我们还会采用一些数学手法进行转换（比如取 log 将小数转换为绝对值大于 1 的负数），原理都是一样的。
内容比较多，我稍微总结一下。朴素贝叶斯分类主要包括这几个步骤：

	
准备数据：针对水果分类这个案例，我们收集了若干水果的实例，并从水果的常见属性入手，将其转化为计算机所能理解的数据。这种数据也被称为训练样本。



	
建立模型：通过手头上水果的实例，我们让计算机统计每种水果、属性出现的先验概率，以及在某个水果分类下某种属性出现的条件概率。这个过程也被称为基于样本的训练。



	
分类新数据：对于一颗新水果的属性数据，计算机根据已经建立的模型进行推导计算，得到该水果属于每个分类的概率，实现了分类的目的。这个过程也被称为预测。




朴素贝叶斯分类 VS 其他分类算法
用朴素贝叶斯进行分类的内容差不多就是这样，你可能要问了，朴素贝叶斯是唯一的分类算法吗？现实中需要分类的场景那么多，朴素贝叶斯都适用吗？确实，我们有很多种分类算法，它们也都有各自的优劣。我这里就把朴素贝叶斯和常用的几种分类算法做个总结和比较。

	
和KNN 最近邻相比，朴素贝叶斯需要更多的时间进行模型的训练，但是它在对新的数据进行分类预测的时候，通常效果更好、用时更短。



	
和决策树相比，朴素贝叶斯并不能提供一套易于人类理解的规则，但是它可以提供决策树通常无法支持的模糊分类（一个对象可以属于多个分类）。



	
和SVM 支持向量机相比，朴素贝叶斯无法直接支持连续值的输入。所以，在前面的案例中，我将连续值转化成了离散值，便于朴素贝叶斯进行处理。




为了便于你理解记忆，我这里也做一下总结。
如果一个分类的应用场景中，待分类对象的属性值大部分都是离散的（或者很容易转化为离散的）、需要支持模糊分类，并且需要快速可靠的实时分类，那么这种场景通常就非常适合使用朴素贝叶斯方法。
总结
今天我从一个看似非常简单的判断水果的例子出发，介绍了如何通过物体的属性及其数值，让计算机理解现实世界中的事物，并通过朴素贝叶斯方法来对其进行分类。
在朴素贝叶斯方法的推导过程中，我给你讲了如何使用贝叶斯法则，将后验概率的估计转换为先验概率和条件概率。朴素贝叶斯训练过程包括基于样本数据的先验概率和条件概率统计，分类过程就包括了使用贝叶斯法则，结合新样本的属性数据以及训练好的模型数据，进行最终的预测。
最后，我将朴素贝叶斯和其他常见分类算法，比如 KNN 近邻、决策树、SVM 向量机，做了对比。朴素贝叶斯适用离散属性值中，训练过程耗时长但是分类预测速度快，支持模糊分类。这一节的内容比较偏理论，下一节，我会着重来讲朴素贝叶斯的应用场景，告诉你哪些场合下更适合使用朴素贝叶斯法。
思考题
除了文本分类，你还知道什么地方可以使用朴素贝叶斯方法来处理分类问题？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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23 | 文本分类：如何区分特定类型的新闻？


你好，我是黄申。
你平时应该见过手机 App 推送的新闻吧？你有没有觉得这些 App 的推荐算法很神奇？它们竟然可以根据你的喜好来推荐新闻。想要实现这些推荐算法，有一个非常重要的步骤就是给新闻分类。可是，新闻头条这种综合性的平台，需要处理的新闻都是海量的，我们不可能完全靠人工手动处理这些事情。这个时候，我们就要用到计算机技术，来对文本进行自动分类。
上一节，我给你介绍了如何利用朴素贝叶斯方法，教会计算机进行最基本的水果分类。基于水果分类，今天我们继续深入分类这个话题，告诉你如何利用自然语言处理和朴素贝叶斯方法，对新闻这种长篇文本进行分类。
文本分类系统的基本框架
想要实现一个完整的文本分类系统，我们通常需要进行这些步骤：
1. 采集训练样本
对于每个数据对象，我们必须告诉计算机，它属于哪个分类。上一节的水果案例里，我们给每个水果打上“苹果”“甜橙”和“西瓜”的标签，这就是采集训练样本。
同样，我们可以给每一篇新闻打上标签，也就是说，我们首先要分辨某条新闻是什么类型的，比如是政治的、军事的、财经的、体育的，还是娱乐的等等。这一点非常关键，因为分类标签就相当于计算机所要学习的标准答案，其质量高低直接决定了计算机的分类效果。此外，我们也可以在一开始就预留一些训练样本，专门用于测试分类的效果。
2. 预处理自然语言
在水果的案例中，当我们把这些水果的特征值提取出来后，能很容易地将它们的属性转化成计算机所能处理的数据，可是这一步对于文本而言就没有那么容易了。好在专家们已经发明出了一套相对成熟的方法，包括词包（bag of words）、分词、词干（Stemming）和归一化（Normalization）、停用词（Stopword）、同义词（Synonyms）和扩展词处理。这里你只需要了解有这么些方法就可以了，我们使用这些方法的目的就是让计算机能够理解文本，所以如果你对刚才提到的这些专业词汇比较陌生，完全不用担心，这并不会影响对后面知识的理解。
3. 训练模型
训练模型就是算法通过训练数据进行模型拟合的过程。对于朴素贝叶斯方法而言，训练的过程就是要获取每个分类的先验概率、每个属性的先验概率以及给定某个分类时，出现某个属性的条件概率。
4. 实时分类预测
算法模型在训练完毕后，根据新数据的属性来预测它属于哪个分类的过程。对于朴素贝叶斯方法而言，分类预测的过程就是根据训练阶段所获得的先验概率和条件概率，来预估给定一系列属性的情况下属于某个分类的后验概率。
整个流程大致可以用下图来描述：
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这四个步骤你大致了解就可以了，这里面有两点我会重点讲一下，一是对文本中的自然语言进行预处理，并从文本集合建立字典；另一个是如何使用建好的字典，统计朴素贝叶斯方法所需的数据。自然语言的预处理是让计算机“理解”人类语言的关键步骤，如果没有这一步，计算机就无法将大量的自然语言转换成自己可以处理的数据。而条件概率和先验概率是朴素贝叶斯方法所必须的，因此如何准确地统计它们也是需要详细解释的。
基于自然语言的预处理
和之前的水果案例相比，新闻这种文本数据最大的区别在于，它包含了大量的自然语言。那么如何让计算机理解自然语言呢？我们的计算机体系没有思维，要理解人类的语言在现阶段是不现实的。但是，我们仍然可以对自然语言进行适当的处理，将其变为机器所能处理的数据。
首先，我们要知道，文本的的重要属性是什么，这样我们才能提取出它的特征。怎么才能知道哪些属性是重要的呢？
我举个例子，假如说，有人给你一篇几千字的文章，让你在 10 秒钟之内说出文章大意，你会怎么办？我想大部分人的解决方案是“找关键词”！没错，我们也可以交给计算机用同样的办法。而计算机处理文本的基本单位就是字和单词，这就是人们最常用的方法：词袋（Bag  of words）模型。
这种模型会忽略文本中的词语出现的顺序以及相应的语法，将整篇文章仅仅看做是一个大量单词的组合。文本中每个词的出现都是独立的，不依赖于其他词的出现情况。讲到这里，你有没有发现在词包模型中，所有单词相互之间是独立的，这个假设和朴素贝叶斯模型的独立假设是不是一致呀？
没错！这里我们就可以很巧妙地将朴素贝叶斯和文本处理结合起来了。不过先不要急，我们还要掌握一些方法，才能将文本中的长篇大论处理成关键词。
1. 分词
计算机处理自然语言的基本单位是单词和词组。对于英语等拉丁语系的语言来说，单词之间是以空格作为自然分界符的，所以我们可以直接使用空格对句子进行分割，然后来获取每个单词。但是，中文、日文、韩文这些语言在书写的时候，词和词之间并没有空格可以进行自然分界，所以我们就需要使用一些算法，来估计词语之间的划分，我们将这个过程称为分词。
这里有一个给中文句子分词的例子，你可以看一看。
分词前：今天我们一起来学习计算机学科中的数学知识
分词后：今天 我们 一起 来 学习 计算机 学科 中 的 数学 知识

是不是觉得给句子分词很简单？这是因为你的中文水平比较高，你想想，计算机怎么才能知道如何分词呢？我们有很多现成的分词模型可以使用。我这里介绍两种目前比较主流的分词模型，你只需要了解就行。
第一种是基于字符串匹配。其实就是扫描字符串。如果发现字符串的子串和词相同，就算匹配成功。匹配规则通常是“正向最大匹配”“逆向最大匹配”“长词优先”。这些算法的优点是只需使用基于字典的匹配，因此计算复杂度低；缺点是处理歧义词效果不佳。
第二种是基于统计和机器学习。这类分词基于人工标注的词性和统计特征，对中文进行建模。训练阶段，根据标注好的语料对模型参数进行估计。 在分词阶段再通过模型计算各种分词出现的概率，将概率最大的分词作为最终结果。常见的序列标注模型有隐马尔科夫模型（HMM，Hidden Markov Model）和条件随机场（CRF，Conditional Random Field），我们后面章节会讲到，这里我先不展开。
2. 取词干和归一化
我们刚才说了，相对中文而言，英文完全不需要考虑分词。不过它也有中文不具有的单复数、各种时态，因此它需要考虑取词干（stemming）。取词干的目标就是为了减少词的变化形式，将派生词转化为基本形式，就像下面这样：
将 am，is，are，was，were 全部转换为 be
将 car，cars，car’s，cars’全部转换为 car

最后，我们还要考虑大小写转化和多种拼写（例如 color 和 colour）这样的统一化，我们把这种做法称为归一化。
3. 停用词
无论何种语言，都会存在一些不影响（或基本不影响）相关性的词。有的时候干脆可以指定一个叫停用词（stop word）的字典，直接将这些词过滤，不予以考虑。例如英文中的 a、an、the、that、is、good、bad 等。中文“的、个、你、我、他、好、坏”等。
如此一来，我们可以在基本不损失语义的情况下，减少数据文件的大小，提高计算机处理的效率。当然，也要注意停用词的使用场景，例如用户观点分析，good 和 bad 这样的形容词反而成为了关键。不仅不能过滤，反而要加大它们的权重。
4. 同义词和扩展词
不同的地域或者不同时代，会导致人们对于同样的物品叫法也不同。例如，在中国北方“番茄“应该叫“西红柿”，而台湾地区将“菠萝”称为“凤梨”。对于计算机而言，需要意识到这两个词是等价的。添加同义词就是一个很好的手段。我们可以维护如下一个同义词的词典：
番茄，西红柿
菠萝，凤梨
洋山芋，土豆
泡面，方便面，速食面，快餐面
山芋，红薯
鼠标，滑鼠
……

有了这样的词典，当看到文本中出现“番茄”关键词的时候，计算机系统就会将其等同于“西红柿”这个词。有的时候我们还需要扩展词。如果简单地将 Dove 分别和多芬、德芙简单地等价，那么多芬和德芙这两个完全不同的品牌也变成了同义词，这样做明显是有问题的。那么我们可以采用扩展关系，当系统看到文本中的“多芬”时将其等同于“Dove”，看到“德芙”时将其等同于“Dove”。但是看到“Dove”的时候并不将其等同于“多芬”或“德芙”。
通过词包模型的假设，以及上述这些自然语言处理的方法，我们可以将整篇的文字，切分为一个个的单词，这些是表示文章的关键属性。你不难发现，每个单词可以作为文章的属性，而通过这些单词的词频（出现的频率），我们很容易进行概率的统计。下面我对分类的先验概率、单词的先验概率、某个分类下某个单词的条件概率分别给出了示例。
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在上表中，你会发现某些单词从未在某个分类中出现，例如“航母”这个词从未在“体育”和“娱乐”这两个分类中出现。对于这种情况，我们可以使用平滑（smoothing）的技术，将其词频或条件概率设置为一个极小的值。这里，我设置了最小的词频，也就是 1。
有了这些单词属性以及相应的概率统计，下一步就是如何使用朴素贝叶斯模型进行文本的分类了。
运用朴素贝叶斯模型
首先我们先来回顾下，上一节推导的朴素贝叶斯公式。
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在新闻分类中，o就表示一篇文章，而c表示新闻的种类（包括政治、军事、财经等等）。而属性字段f就是我们从文档集而建立的各种单词。公式等号左边的P(c|f)就是待分类新闻中，出现单词 f 时，该新闻属于类别 c 的概率。而等号右边的 P(f|c) 是根据训练数据统计，得到分类 c 中出现单词 f 的概率。P( c ) 是分类 c 在新闻训练数据中出现的概率，P(f) 是单词 f 在训练样本中出现的概率。
我们用刚才表格中的数据来计算下“中国航母”这个短语属于每个分类的概率。
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可以看出来，“中国航母”这个短语本身属于“政治”和“军事”分类的可能性最高，而属于“财经”的可能性最低。需要注意的是，我在上述公式使用了中文词便于你的理解，在真正的实现中，我们需要将中文词和中文分类名称转换为数字型的 ID，以提高系统的效率。
当然，一篇文章所包含的不同的单词数量要远远大于 2 个，之前如果我们只看“中国航母”这个短语，那么它属于“政治”和“军事”的概率基本一致。如果我们考虑更长的文章（也就是更多的单词），那么这个情况也许就会发生变化。为了支持更多的单词，我们将上述公式扩展为：
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这里需要注意一个很实际的问题：文章的篇幅很长，常常会导致非常多的 P(f|c) 连续乘积。而 P(f|c) 通常是非常小的数值，因此最后的乘积将快速趋近于 0 以至于计算机无法识别。这里可以使用我们之前提到的一些数学手法进行转换，比如取 log，将小数转换为绝对值大于 1 的负数。这样的转换，虽然会改变每篇文章属于每个分类的概率之绝对值，但是并不会改变这些概率的相对大小。
总结
在这一讲中，我讲了一个文本分类系统的几个关键步骤，其中最重要的是自然语言的处理和分类模型的训练和预测。
自然语言的处理是关键的预处理步骤，它将文本转换成计算机所能处理的数据。常见方法包括中文分词，英文的取词干和归一化，还有适用于各种语言的停用词、同义词和扩展词等。如果不考虑这些词出现的先后顺序，以及表达的深层次语义，那么我们就可以使用词包的方法，将大段的文章和语句转化成单词所组成的集合。之后，我们就能统计每个单词属于每个分类的条件概率，以及分类和单词的先验概率。
一旦将文章表示为单词的集合，我们就会发现，朴素贝叶斯的模型非常适合文章的分类。因为所有单词出现的词频都是离散值，非常适合统计概率。此外，许多新闻之类的文章本身也是跨了多个领域，因此有可能属于多个分类，朴素贝叶斯也能支持这点。我们针对“中国航母”这个短语进行了测试，发现其属于“政治”和“军事”分类的可能性最高。不过要注意的是，文章可能包含非常多的单词，朴素贝叶斯模型中的连续乘积会导致过小的值，甚至计算机都无法处理。为了避免这种情况，我们可以使用 log 的数学变换。
思考题
你也许已经通过“中国航母”这个简单的例子，见识到了计算机自动分类的神奇功效。使用同样的分类模型和概率分布，你能否计算一下“美国电影”属于政治、军事、财经、体育和娱乐分类的概率，分别是多少？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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24 | 语言模型：如何使用链式法则和马尔科夫假设简化概率模型？


你好，我是黄申。
之前我给你介绍了用于分类的朴素贝叶斯算法。我们讲了，朴素贝叶斯算法可以利用贝叶斯定理和变量之间的独立性，预测一篇文章属于某个分类的概率。除了朴素贝叶斯分类，概率的知识还广泛地运用在其他机器学习算法中，例如语言模型、马尔科夫模型、决策树等等。
今天我就来说说，基于概率和统计的语言模型。语言模型在不同的领域、不同的学派都有不同的定义和实现，因此为了避免歧义，我这里先说明一下，我们谈到的语言模型，都是指基于概率和统计的模型。
语言模型是什么？
在解释语言模型之前，我们先来看两个重要的概念。第一个是链式法则，第二个是马尔科夫假设及其对应的多元文法模型。为什么要先说这两个概念呢？这是因为链式法则可以把联合概率转化为条件概率，而马尔科夫假设通过变量间的独立性来减少条件概率中的随机变量，两者结合就可以大幅简化计算的复杂度。
1. 链式法则
链式法则是概率论中一个常用法则。它使用一系列条件概念率和边缘概率，来推导联合概率，我用一个公式来给你看看它的具体表现形式。
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其中，x1x1
 到 xnxn
 表示了 n 个随机变量。
这个公式是怎么来的呢？你还记得联合概率、条件概率和边缘概率之间的“三角”关系吗？我们用这三者的关系来推导一下，最终我们可以得到链式法则。
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推导的每一步，都是使用了三种概率之间的关系，这个应该不难理解。
2. 马尔科夫假设
理解了链式法则，我们再来看看马尔可夫假设。这个假设的内容是：任何一个词 wiwi
 出现的概率只和它前面的 1 个或若干个词有关。基于这个假设，我们可以提出多元文法（Ngram）模型。Ngram 中的“N”很重要，它表示任何一个词出现的概率，只和它前面的 N-1 个词有关。
我以二元文法模型为例，来给你解释。按照刚才的说法，二元文法表示，某个单词出现的概率只和它前面的 1 个单词有关。也就是说，即使某个单词出现在一个很长的句子中，我们也只需要看前面那 1 个单词。用公式来表示出来就是这样：
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如果是三元文法，就说明某个单词出现的概率只和它前面的 2 个单词有关。即使某个单词出现在很长的一个句子中，它也只看相邻的前 2 个单词。用公式来表达就是这样：
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你也许会好奇，那么一元文法呢？按照字面的意思，就是每个单词出现的概率和前面 0 个单词有关。这其实说明，每个词的出现都是相互独立的。用公式来表达就是这样的：
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弄明白链式法则和马尔科夫假设之后，我们现在来看语言模型。
假设我们有一个统计样本文本 dd
，ss
 表示某个有意义的句子，由一连串按照特定顺序排列的词 w1，w2,…,wnw1，w2,…,wn
 组成，这里 nn
 是句子里单词的数量。现在，我们想知道根据文档 d 的统计数据，ss
 在文本中出现的可能性，即 P(s|d)P(s|d)
，那么我们可以把它表示为 P(s|d)=P(w1,w2,…,wn|dP(s|d)=P(w1,w2,…,wn|d
)。假设我们这里考虑的都是在集合 d 的情况下发生的概率，所以可以忽略 dd
，写为 P(s)=P(w1,w2,…,wn)P(s)=P(w1,w2,…,wn)
。
到这里，我们碰到了第一个难题，就是如何计算 P(w1,w2,…,wn)P(w1,w2,…,wn)
 要在集合中找到一模一样的句子，基本是不可能的。这个时候，我们就需要使用链式法则。我们可以把这个式子改写为：
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咋一看，问题似乎是解决了。因为通过文档集合 C，你可以知道 P(w1)P(w1)
，P(w2|w1)P(w2|w1)
 这种概率。不过，再往后看，好像 P(w3|w1,w2)P(w3|w1,w2)
 出现概率很低，P(w4|w1,w2,w3)P(w4|w1,w2,w3)
 出现的概率就更低了。一直到 P(wn|w1,w2,…,wn−1)P(wn|w1,w2,…,wn−1)
，基本上又为 0 了。我们可以使用上一节提到的平滑技巧，减少 0 概率的出现。不过，如果太多的概率都是通过平滑的方式而得到的，那么模型和真实的数据分布之间的差距就会加大，最终预测的效果也会很差，所以平滑也不是解决 0 概率的最终办法。
除此之外，P(w1,w2,…,wn)和P(wn|w1,w2,…,wn−1)P(w1,w2,…,wn)和P(wn|w1,w2,…,wn−1)
 还不只会导致 0 概率，它还会使得模型存储空间的急速增加。
为了统计现有文档集合中 P(w1,w2,…,wn)P(w1,w2,…,wn)
 这类值，我们就需要生成很多的计数器。我们假设文档集合中有 m 个不同的单词，那么从中挑出 nn
 个单词的可重复排列，数量就是 mnmn
。此外，还有 mn−1mn−1
, mn−2mn−2
 等等。这也意味着，如果要统计并存储的所有 P(w1,w2,…,wn)P(w1,w2,…,wn)
 或 P(wn|w1,w2,…,wn−1)P(wn|w1,w2,…,wn−1)
 这类概率，就需要大量的内存和磁盘空间。当然，你可以做一些简化，不考虑单词出现的顺序，那么问题就变成了可重复组合，但是数量仍然非常巨大。
如何解决 0 概率和高复杂度的问题呢？马尔科夫假设和多元文法模型能帮上大忙了。如果我们使用三元文法模型，上述公式可以改写为：
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这样，系统的复杂度大致在 (C(m, 1) + C(m, 2) + C(m, 3)) 这个数量级，而且 P(wn|wn−2,wn−1)P(wn|wn−2,wn−1)
 为 0 的概率也会大大低于 P(wn|w1,w2,…,wn−1)P(wn|w1,w2,…,wn−1)
 （其中 n>>3n>>3
）为 0 的概率。当然，多元文法模型中的 N 还是不能太大。随着 N 的增大，系统复杂度仍然会快递升高，就无法体现出多元文法的优势了。
语言模型的应用
基于概率的语言模型，本身不是新兴的技术。它已经在机器翻译、语音识别和中文分词中得到了成功应用。近几年来，人们也开始在信息检索领域中尝试语言模型。下面我就来讲讲语言模型在信息检索和中文分词这两个方面里是如何发挥作用的。
1. 信息检索
信息检索很关心的一个问题就是相关性，也就是说，给定一个查询，哪篇文档是更相关的呢？为了解决相关性问题，布尔模型和向量空间检索模型都是从查询的角度出发，观察查询和文档之间的相似程度，并以此来决定如何找出相关的文档。这里的“相似程度”，你可以理解为两者长得有多像。那么，语言模型如何来刻画查询和文档之间的相关度呢？
它不再使用相似度定义，而是采用了概率。一种常见的做法是计算 P(d|q)P(d|q)
，其中 qq
 表示一个查询，dd
 表示一篇文档。P(d|q)P(d|q)
 表示用户输入查询 qq
 的情况下，文档 dd
 出现的概率是多少？如果这个概率越高，我们就认为 qq
 和 dd
 之间的相关性越高。
通过我们手头的文档集合，并不能直接获得 P(d|q)P(d|q)
。好在我们已经学习过了贝叶斯定理，通过这个定理，我们可以将 P(d|q)P(d|q)
 重写如下：
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对于同一个查询，其出现概率 P(q)P(q)
 都是相同的，同一个文档 dd
 的出现概率 P(d)P(d)
 也是固定的。因此它们可以忽略，我们只要关注如何计算 P(q|d)P(q|d)
。而语言模型，为我们解决了如何计算 P(q|d)P(q|d)
 的问题，让 k1,k2,…,knk1,k2,…,kn
 表示查询 q 里包含的 nn
 个关键词。那么根据之前的链式法则公式，可以重写为这样：
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为了提升效率，我们也使用马尔科夫假设和多元文法。假设是三元文法，那么我们可以写成这样：
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最终，当用户输入一个查询 qq
 之后，对于每一篇文档 dd
，我们都能获得 P(d|q)P(d|q)
 的值。根据每篇文档所获得的 P(d|q)P(d|q)
 这个值，由高到低对所有的文档进行排序。这就是语言模型在信息检索中的常见用法。
2. 中文分词
和拉丁语系不同，中文存在分词的问题。如果想进行分词，你就可以实用语言模型。我举个例子给你解释一下，你就明白了。
最普遍的分词方法之一是基于常用词的词典。如果一个尚未分词的句子里发现了存在于字典里的词，我们就认为找到一个新的词，并把它切分出来。这种切分不会出现完全离谱的结果，但是无法解决某些歧义。我下面来举个例子，原句是“兵乓球拍卖完了”。我在读的时候，会有所停顿，你就能理解分词应该如何进行。可是，仅仅从书面来看，至少有以下几种分词方式：
第一种，兵乓|球|拍卖|完了
第二种，兵乓球|拍卖|完了
第三种，兵乓|球拍|卖完|了
第四种，兵乓|球拍|卖|完了

上面分词的例子，从字面来看都是合理的，所以这种歧义无法通过这句话本身来解决。那么这种情况下，语言模型能为我们做什么呢？我们知道，语言模型是基于大量的语料来统计的，所以我们可以使用这个模型来估算，哪种情况更合理。
假设整个文档集合是 D，要分词的句子是 ss
，分词结果为 w1w1
, … wnwn
，那么我们可以求 P(s)P(s)
 的概率为：
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请注意，在信息检索中，我们关心的是每篇文章产生一个句子（也就是查询）的概率，而这里可以是整个文档集合 D 产生一个句子的概率。
根据链式法则和三元文法模型，那么上面的式子可以重写为：
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也就是说，语言模型可以帮我们估计某种分词结果，在文档集合中出现的概率。但是由于不同的分词方法，会导致 w1w1
 到 wnwn
 的不同，因此就会产生不同的 P(s)P(s)
。接下来，我们只要取最大的 P(s)P(s)
，并假设这种分词方式是最合理的，就可以在一定程度上解决歧义。我们可以使用这个公式来求解：
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其中，WiWi
 表示第 ii
 种分词方法。
回到“兵乓球拍卖完了”这句话，如果文档集合都是讲述的有关体育用品的销售，而不是拍卖行，那么“兵乓|球拍|卖完|了”这种分词的可能性应该更高。
小结
这一节，我介绍了基于概率论的语言模型，以及它在信息检索和中文分词领域中的应用。这一节的公式比较多，你刚开始看可能觉得有点犯晕。不用急，我给你梳理了几个要点，你只要掌握这几个要点，依次再进行细节学习，就会事半功倍。
第一，使用联合概率，条件概率和边缘概率的“三角”关系，进行相互推导。链式法则就是很好的体现。
第二，使用马尔科夫假设，把受较多随机变量影响的条件概率，简化为受较少随机变量影响的条件概率，甚至是边缘概率。
第三，使用贝叶斯定理，通过先验概率推导后验概率。在信息检索中，给定查询的情况下推导文档的概率，就需要用到这个定理。
如果你记住了这几点，那么不仅能很快的理解本篇的内容，还能根据实际需求，设计出满足自己需要的语言模型。
思考题
在中文分词的时候，我们也可以考虑文章的分类。比如，这样一句话“使用纯净水源浇灌的大米”，正确的切分应该是：
使用|纯净|水源|浇灌|的|大米

如果我们知道这句描述来自于“大米”类商品，而不是“纯净水”类商品，那么就不会错误地切分为：
使用|纯净水|源|浇灌|的|大米

想想看，如何对我介绍的语言模型加以改进，把分类信息也包含进去？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
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你好，我是黄申。
上一节，我们介绍了基于概率的语言模型。概率语言模型的研究对象其实是一个词的序列，以及这个词序列出现的概率有多大。那语言模型是不是也可以用于估算其他序列出现的概率呢？答案是肯定的。
通过上一节我们知道，语言模型中有个重点：马尔科夫假设及对应的多元文法模型。如果我们把这一点进一步泛化，就能引出马尔科夫模型。也就是说，只要序列的每个状态之间存在转移的概率，那么我们就可以使用马尔科夫模型。有时候情况会更复杂，不仅每个状态之间的转移是按照一定概率进行的，就连每个状态本身也是按照一定概率分布出现的，那么还需要用到隐马尔科夫模型。
今天这一节，我们就来学习马尔科夫模型、隐马尔科夫模型，以及它们在 PageRank 和中文分词中的应用。
马尔科夫模型
在介绍语言模型的时候，我们提到了马尔科夫假设，这个假设是说，每个词出现的概率和之前的一个或若干个词有关。我们换个角度思考就是，每个词按照一定的概率转移到下一个词。怎么个转移呢？我来解释一下。
如果把词抽象为一个状态，那么我们就可以认为，状态到状态之间是有关联的。前一个状态有一定的概率可以转移到到下一个状态。如果多个状态之间的随机转移满足马尔科夫假设，那么这类随机过程就是一个马尔科夫随机过程。而刻画这类随机过程的统计模型，就是马尔科夫模型（Markov Model）。
前面讲多元文法的时候，我提到了二元文法、三元文法。对于二元文法来说，某个词出现的概率只和前一个词有关。对应的，在马尔科夫模型中，如果一个状态出现的概率只和前一个状态有关，那么我们称它为一阶马尔科夫模型或者马尔科夫链。对应于三元、四元甚至更多元的文法，我们也有二阶、三阶等马尔科夫模型。
我们先从最简单的马尔科夫模型 - 马尔科夫链开始看。我画了一张示意图，方便你理解马尔科夫链中各个状态的转移过程。
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在这张图中，你可以看到，从状态 A 到 B 的概率是 0.1，从状态 B 到状态 C 的概率是 0.2 等等。我们也可以使用状态转移表来表示这张图。
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我们可以根据某个应用的需要，把上述状态转移表具体化。例如，对于语言模型中的二元文法模型，我这里列出了一个示意表。
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当然，除了二元文法模型，马尔科夫链还有很多应用的场景。
Google 公司最引以为傲的 PageRank 链接分析算法，它的核心思想就是基于马尔科夫链。这个算法假设了一个“随机冲浪者”模型，冲浪者从某张网页出发，根据 Web 图中的链接关系随机访问。在每个步骤中，冲浪者都会从当前网页的链出网页中随机选取一张作为下一步访问的目标。在整个 Web 图中，绝大部分网页节点都会有链入和链出。那么冲浪者就可以永不停歇地冲浪，持续在图中走下去。
在随机访问的过程中，越是被频繁访问的链接，越是重要。可以看出，每个节点的 PageRank 值取决于 Web 图的链接结构。假如一个页面节点有很多的链入链接，或者是链入的网页有较高的被访问率，那么它也将会有更高的被访问概率。
那么，PageRank 的公式和马尔科夫链有什么关系呢？我先给你看一张 Web 的拓扑图。
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其中 A、B、C 等结点分别代表了页面，而结点之间的有向边代表了页面之间的超链接。看了这张图中，你是不是觉得 Web 拓扑图和马尔科夫链的模型图基本上是一致的？我们可以假设每张网页就是一个状态，而网页之间的链接表明了状态转移的方向。这样，我们很自然地就可以使用马尔科夫链来刻画“随机冲浪者”。
另外，在最基本的 PageRank 算法中，我们可以假设每张网页的出度是 nn
，那么从这张网页转移到任何下一张相连网页的概率都是 1n1n
，因此这个转移的概率只和当前页面有关，满足一阶马尔科夫模型的假设。我在之前的拓扑结构中添加了转移的概率。
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PageRank 在标准的马尔科夫链上，引入了随机的跳转操作，也就是假设冲浪者不按照 Web 图的拓扑结构走下去，只是随机挑选了一张网页进行跳转。这样的处理是类比人们打开一张新网页的行为，也是符合实际情况的，避免了信息孤岛的形成。最终，根据马尔科夫链的状态转移和随机跳转，可以得到如下的 PageRank 公式。
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其中，pipi
 表示第 ii
 张网页，MiMi
 是 pipi
 的入链接集合，pjpj
 是 MiMi
 集合中的第 jj
 张网页。PR(pj)PR(pj)
 表示网页 pjpj
 的 PageRank 得分，L(pj)L(pj)
 表示网页 pjpj
 的出链接数量，1L(pj)1L(pj)
 就表示从网页 pjpj
 跳转到 pipi
 的概率。αα
 是用户不进行随机跳转的概率，NN
 表示所有网页的数量。
从最简单的马尔科夫链，到多阶的马尔科夫模型，它们都可以刻画基于马尔科夫假设的随机过程，例如概率语言模型中的多元文法和 PageRank 这类链接分析算法。但是，这些模型都是假设每个状态对我们都是已知的，比如在概率语言模型中，一个状态对应了单词“上学”，另一个状态对应了单词“书包”。可是，有没有可能某些状态我们是未知的呢？下面我们就来详细说说这种情况。
隐马尔科夫模型
在某些现实的应用场景中，我们是无法确定马尔科夫过程中某个状态的取值的。这种情况下，最经典的案例就是语音识别。使用概率对语音进行识别的过程，和语言模型类似，因此我们可以把每个等待识别的词对应为马尔科夫过程中的一个状态。不过，语音识别所面临的困难更大。为什么呢？你先看看下面这个句子。这个句子里全都是拼音，你能看出它表示什么意思吗？
ni(三声) zhi(一声) dao(四声) wo(三声) zai(四声) deng(三声) ni(三声) ma(一声)

中国有句古话说得好，“白纸黑字”，写在文档里的文字对于计算机是确定的，“嘛”“吗”  “妈”不会弄错。可是，如果你说一句“你知道我在等你吗”，听众可能一直弄不明白为什么要等别人的妈妈，除非你给他们看到文字版的内容，证明最后一个字是口字旁的“吗”。另外，再加上各种地方的口音、唱歌的发音或者不标准的拼读，情况就更糟糕了。
计算机只知道某个词的发音，而不知道它具体怎么写，对于这种情况，我们就认为计算机只能观测到每个状态的部分信息，而另外一些信息被“隐藏”了起来。这个时候，我们就需要用隐马尔科夫模型来解决这种问题。隐马尔科夫模型有两层，一层是我们可以观测到的数据，称为“输出层”，另一层则是我们无法直接观测到的状态，称为“隐藏状态层”。我画了一张图方便你理解。
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其中，x1，x2，x3x1，x2，x3
 等等属于隐藏状态层，a12a12
 表示了从状态 x1x1
 到 x2x2
 的转移概率，a23a23
 表示了从状态 x2x2
 到 x3x3
 的转移概率。这一层和普通的马尔科夫模型是一致的，可惜在隐马尔科夫模型中我们无法通过数据直接观测到这一层。我们所能看到的是，y1，y2，y3y1，y2，y3
 等等代表的“输出层”。另外，b11b11
 表示了从状态 x1x1
 到 y1y1
 的输出概率，b22b22
 表示了从状态 x2x2
 到 y2y2
 的输出概率，b33b33
 表示了从状态 x3x3
 到 y3y3
 的输出概率等等。
那么在这个两层模型示例中，“隐藏状态层”产生“输出层”的概率是多少呢？这是一系列条件概率决定的，具体的公式我列在这里。
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如果你觉得这个两层的模型不太好理解，我来给你说个浅显易懂的例子。假设正在进行普通话语音识别，计算机接受了一个词组的发音。我在下面列出了它的拼音。
xiang(四声)mu(四声) kai(一声)fa(一声) shi(四声)jian(四声)

假设根据我们手头上的语料数据，这个词组有多种可能，我列出两种。
第一种情况
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第一种情况下，三个确定的状态是“项目”“开发”和“时间”这三个词。从“项目”转移到“开发”的概率是 0.25，从“开发”转移到“时间”的概率是 0.3。从“项目”输出“xiang（三声）mu（四声）”的概率是 0.1，输出”xiang（四声）mu（四声）”的概率是 0.8，输出“xiang（四声）mu（一声）”的概率是 0.1，“开发”和“时间”也有类似的输出概率。
这个时候你可能会奇怪，“项目”的普通话发音就是“xiang（四声）mu（四声）”，为什么还会输出其他的发音呢？这是因为，前面说的这些概率都是通过历史语料的数据统计而来。在进行语音识别的时候，我们会通过不同地区、不同性别、不同年龄等等的人群，采集发音的样本。如此一来，影响这个发音的因素就很多了，比如方言，口音、误读等等。当然，在正常情况下，大部分的发音还是标准的，所以“项目”这个词输出到“xiang（四声）mu（四声）”的概率是最高的。
好，有了这些概率的分布，我们来看看“项目开发时间”这个词组最后生成的概率是多少。在两层模型的条件概率公式中，我代入了具体的概率值并使用了如下的推导：
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第二种情况
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在第二种的可能性中，三个确定的状态是“橡木”“开发”和“事件”这三个词。从“橡木”转移到"开发"的概率是 0.015，从“开发”转移到“事件”的概率是 0.05。从“橡木”输出“xiang（一声）mu（四声）”的概率是 0.2，输出“xiang（四声）mu（四声）”的概率是 0.8，“开发”和“事件”也有类似的输出概率。和第一种情况类似，我们可以计算“橡木开发事件”这个词组最后生成的概率是多少，我用下面这个公式来推导：
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最后比较第一种和第二种情况产生的概率，分别是 P(项目)x0.0027 和 P(橡木)x0.000459。假设 P(项目) 和 P(橡木) 相等，那么“项目开发时间”这个词组的概率更高。所以“xiang（四声）mu（四声）kai（一声）fa（一声）shi（四声）jian（四声）”这组发音，计算机会识别为“项目开发时间”。从中我们可以看出，尽管“事件”这个词产生“shi（四声）jian（四声）”这个发音的可能性更高，但是“橡木开发事件”这个词组出现的概率极低，因此最终计算机还是选择了“项目开发时间”，隐藏的状态层起到了关键的作用。
总结
马尔科夫模型考虑了 n 个状态之间的转移及其对应的关系。这个状态是比较抽象的含义，在不同的应用领域代表不同的含义。在概率语言模型中，状态表示不同的词，状态之间的转移就代表了词按照一定的先后顺序出现。在 PageRank 这种链接分析中，状态表示不同的网页，状态之间的转移就代表了人们在不同网页之间的跳转。
在马尔科夫模型中，我们知道了每种状态及其之间转移的概率，然后求解序列出现的概率。然而，有些现实的场景更为复杂，比如说我们观测到的不是状态本身，而是状态按照一定概率分布所产生的输出。针对这种情况，隐马尔科夫模型提出了一种两层的模型，同时考虑了状态之间转移的概率和状态产生输出的概率，为语音识别、手写识别、机器翻译等提供了可行的解决方案。
隐马尔科夫模型需要回答的最主要问题是：给定一个模型和某个特定的输出序列，如何找到最可能产生这个输出的状态序列？在本节中，我使用了“项目开发时间”这个例子展示隐马尔科夫模型是如何工作的。不过这个例子很简单，我只比较了两种可能性。但是，实际中可能性是非常多的，如果我们使用穷举法，那么复杂度一定很高。
我们可以把两层的模型看作图结构。其中，状态和输出是结点，转移和输出关系是边，相应的概率是边的权重，这个时候我们就可以对 Dijkstra 算法稍加修改，来找出权重乘积最大的最优路径，提升查找的效率。我们还可以利用状态序列之间存在的先后关系，使用基于动态规划的维特比（Viterbi）算法来找出最优路径。
思考题
机器翻译会使用大量的语料，自动学习不同语言之间词和词的匹配。如果在机器翻译中使用隐马尔科夫进行建模，你认为“隐藏状态层”表示的是什么？“输出层”表示的又是什么？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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26 | 信息熵：如何通过几个问题，测出你对应的武侠人物？


你好，我是黄申。
之前和你聊了概率在朴素贝叶斯分类算法中的应用。其实，概率在很多像信息论这样的应用数学领域都有广泛的应用。信息论最初就是运用概率和统计的方法，来研究信息传递的。最近几十年，人们逐步开始使用信息论的概念和思想，来描述机器学习领域中的概率分布，并衡量概率分布之间的相似性。随之而来的是，人们发明了不少相关的机器学习算法。所以接下来的几节，我来介绍一些基于信息论知识的内容。
信息论的概念比较枯燥，为了让你更轻松地学习，让我从一个生动的案例开始。最近我在朋友圈看到一个小游戏，叫“测一测你是金庸笔下的哪个人物？”。玩这个游戏的步骤是，先做几道题，然后根据你的答案，生成对应的结果。下面是我几位朋友答题之后得到的结果。
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这种测试挺好玩的，而且好像有很多类似的，比如测星座啊、测运势啊等等。那你知道这种心理或者性格测试的题目是怎么设计的吗？
通常，这种心理测试会有一个题库，包含了许多小题目，也就是从不同的方面，来测试人的性格。不过，针对特定的测试目标，我们可能没必要让被测者回答所有的问题。那么，问卷设计者应该如何选择合适的题目，才能在读者回答尽量少的问题的同时，相对准确地测出自己是什么“性格”呢？这里，我们就需要引入基于概率分布的信息熵的概念，来解决这个问题。
什么是信息熵？
我还是拿刚刚那个“测测你是哪个武侠人物”的小游戏举例子。我设计了一个测试题，你可以看看下面这个图表。这个表里一共有 10 个人物。每个人物都有性别、智商、情商、侠义和个性共 5 个属性。相应地，我会设计 5 道题目分别测试这 5 个属性所占的比例。最后，将测出的 5 个属性和答案中的武侠人物对照，就可以找到最接近的答案，也就是被测者对应的武侠人物。
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这个过程非常简单，你应该很容易就能理解。在这个设计过程中，起决定性作用的环节其实就是，如何设计这 5 道题目。比如，题目的先后顺序会不会直接影响要回答问题的数量？每个问题在人物划分上，是否有着不同的区分能力？这些都是信息熵要解决的问题。
我们先来看，这里的区分能力指的是什么呢？每一个问题都会将被测试者划分为不同的人物分组。如果某个问题将属于不同人物分组的被测者，尽可能地划分到了相应的分组，那么我们认为这个问题的区分能力较强。相反，如果某个问题无法将属于不同人物分组的被测者划分开来，那么我们认为这个问题的区分能力较弱。为了帮你进一步理解，我们先来比较一下“性别”和“智商”这两个属性。
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首先，性别属性将武侠人物平均地划分为一半一半，也就是说“男”和“女”出现的先验概率是各 50%。如果我们假设被测试的人群，其男女性别的概率分布也是 50% 和 50%，那么关于性别的测试题，就能将被测者的群体大致等分。
我们再来看智商属性。我们也将武侠人物划分为 2 个小集合，不过“智商高”的先验概率是 80%，而“智商中等”的先验概率只有 20%。同样，我们假设被测试的人群，其智商的概率分布也是类似地，那么经过关于智商的测试题之后，仍然有 80% 左右的不同人物还是属于同一个集合，并没有被区分开来。因此，我们可以认为关于“智商”的测试题，在对人物进行分组这个问题上，其能力要弱于“性别”的测试题。
上述这些是不是都很简单？这些都是我们按照感觉，或者说经验来划分的。现在，我们试着用两个科学的度量指标，信息熵（Entropy）和信息增益（Information Gain），来衡量每道题目的区分能力。
首先，怎么来理解信息熵呢？信息熵，我们通常简称为熵，其实就是用来刻画给定集合的纯净度的一个指标。你可能要问了，那纯净度是啥呢？我举个例子给你解释一下。比如说，一个集合里的元素全部是属于同一个分组，这个时候就表示最纯净，我们就说熵为 0；如果这个集合里的元素是来自不同的分组，那么熵是大于 0 的值。其具体的计算公式如下：
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其中，nn
 表示集合中分组的数量，pipi
 表示属于第 ii
 个分组的元素在集合中出现的概率。
你可能要问了，这个公式是怎么来的呢？想要解释这个，我们还要从信息量说起。熵的公式是用来计算某个随机变量的信息量之期望，而信息量是信息论中的一个度量，简单来说就是，当我们观察到某个随机变量的具体值时，接收到了多少信息。而我们接收到的信息量跟发生事件的概率有关。事情发生的概率越大，产生的信息量越小；事情发生的概率越小，产生的信息量越大。
因此，我们想要设计一个能够描述信息量的函数，就要同时考虑到下面这三个特点：

	
信息量应该为正数；



	
一个事件的信息量和它发生的概率成反比；



	
H(x)H(x)
 与 P(x)P(x)
 的对数有关。其中 H(x)H(x)
 表示 xx
 的信息量，P(x)P(x)
 表示 xx
 出现的概率。假设有两个不相关的事件 xx
 和 yy
，我们观察到这两个事件同时发生时获得的信息量，应该等于这两个事件各自发生时获得的信息量之和，用公式表达出来就是 H(x,y)=H(x)+H(y)H(x,y)=H(x)+H(y)
。之前我们说过，如果 x，yx，y
 是两个不相关的事件，那么就有 P(x,y)=P(x)∗P(y)P(x,y)=P(x)∗P(y)
。




依照上述这三点，我们可以设计出信息量公式：H(x)=−log(P(x),2)H(x)=−log(P(x),2)
。函数 log 的使用是体现了 H(x)H(x)
 和 P(x)P(x)
 的对数关系（我们可以使用其他大于 1 的数字作为对数的底，我这里使用 2 只是约定俗成。而最开始的负号是为了保证信息量为正）。这个公式可以量化随机变量某种取值时，所产生的信息量。最后，加上计算随机变量不同可能性所产生的信息量之期望，我们就得到了熵的公式。
从集合和分组的角度来说，如果一个集合里的元素趋向于落在同一分组里，那么告诉你某个元素属于哪个分组的信息量就越小，整个集合的熵也越小，换句话说，整个集合就越“纯净”。相反，如果一个集合里的元素趋向于分散在不同分组里，那么告诉你某个元素属于哪个分组的信息量就越大，整个集合的熵也越大，换句话说，整个集合就越“混乱”。
为了帮你理解运用，这里我再举几个例子帮助你更好地消化这个公式。我们首先来看一个集合，它只包含了来自 A 组的元素。
[image: ]
那么集合中分组的数量 nn
 为 1，A 分组的元素在集合中出现的概率为 100%，所以这个集合的熵为 -100%*log(100%, 2) = 0。
我们再来看另一个集合，它只包含了来自 A 组和 B 组的元素，其中 A、B 两组元素数量一样多，各占一半。
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那么集合中分组的数量 nn
 为 2，A 和 B 分组的元素在集合中出现的概率各为 50%，所以这个集合的熵为 2*(-50%*log(50%, 2)) = 1，高于刚才那个集合。
从上述两个集合的对比可以看出，一个集合中所包含的分组越多、元素在这些分组里分布得越均匀，熵值也越大。而熵值表示了纯净的程度，或者从相反的角度来说，是混乱的程度。
好了，你已经知道单个集合的熵是如何计算的了。那么，如果将一个集合划分成多个更小的集合之后，又该如何根据这些小集合，来计算整体的熵呢？之前我们提到了信息量和熵具有加和的性质，所以对于包含多个集合的更大集合，它的信息量期望值是可以通过每个小集合的信息量期望值来推算的。具体来说，我们可以使用如下公式：
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其中，TT
 表示一种划分，PvPv
 表示划分后其中某个小集合，Entropy(Pv)Entropy(Pv)
 表示某个小集合的熵， 而 |Pv||P||Pv||P|
 表示某个小集合出现的概率。所以这个公式其实就表示，对于多个小集合而言，其整体的熵等于各个小集合之熵的加权平均。而每个小集合的权重是其在整体中出现的概率。
我用个例子进一步解释这个公式。假设 A、B、C 三个集合是一个大的整体，我们现在将 C 组的元素和 A、B 组分开。
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根据之前单个集合的熵计算，A 和 B 组元素所组成的小集合，它的熵是 1。而 C 组没有和其他组混合，所形成的小集合其熵为 0。在计算前两个小集合的整体熵时，A 组和 B 组形成的集合出现的概率为 2323
，而 C 组形成的集合出现概率为 1313
，所有整体熵 =23∗1+13∗0=0.67=23∗1+13∗0=0.67
。
什么是信息增益？
如果我们将划分前后的整体熵做个对比，你会发现划分后的整体熵要小于划分之前的整体熵。这是因为每次划分，都可能将不同分组的元素区分开来，降低划分后每个小集合的混乱程度，也就是降低它们的熵。我们将划分后整体熵的下降，称为信息增益（Information Gain）。如果划分后整体熵下降的越多，信息增益就越大。我列出公式便于你的理解。
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其中 T 表示当前选择的特征，Entropy§Entropy§
 表示选择特征 TT
 之前的熵，Entropy(Pv)Entropy(Pv)
 表示特征 TT
 取值为 vv
 分组的熵。减号后面的部分表示选择 T 做决策之后，各种取值加权平均后整体的熵。
Gain(P,T)Gain(P,T)
 表示两个熵值之差，越大表示信息增益越多，应该选择这维特征 TT
。
我们把这个概念放到咱们的小游戏里就是，如果一个测试问题能够将来自不同分组的人物尽量的分开，也就是该划分对应的信息增益越高，那么我们就认为其区分能力越高，提供的信息含量也越多。好，说到这里，让我们从游戏的最开始出发，比较一下有关性别和智商的两个测试题。
在提出任何问题之前，我们无法知道被测者属于哪位武侠人物，因此所有被测者属于同一个集合。假设被测者的概率分布和这 10 位武侠人物的先验概率分布相同，那么被测者集合的熵为 10*(-1 * 0.1 * log(0.1, 2))=3.32。
通过性别的测试问题对人物进行划分后，我们得到了两个更小的集合，每个小集合都包含 5 种不同的人物分组，因此每个小集合的熵是 (-1 * 5 * 0.2 * log(0.2, 2)) = 2.32，两个小集合的整体熵是 0.5 * 2.32 + 0.5 * 2.32 = 2.32。因此使用性格的测试题后，信息增益是 3.32 - 2.32 = 1。
而通过智商的测试问题对人物分组后，我们也得到了两个小集合，一个包含了 8 种人物，另一个包含了 2 种人物。包含 8 种人物的小集合其熵是 (-1* 8 * 0.125 * log(0.125, 2)) = 3，包含 2 种人物的小集合其熵是 (-1* 2 * 0.5 * log(0.5, 2)) = 1。两个小集合的整体熵是 0.8 * 3 + 0.2 * 1 = 2.6。因此使用智商的测试题后，信息增益是 3.32 - 2.6 = 0.72，低于基于性别的测试。所以，我们可以得出结论，有关性别的测试题比有关智商的测试题更具有区分能力。
信息增益和信息熵是紧密相关的。如果说信息熵衡量了某个状态下，每个分组的纯净程度或者说混乱程度，那么信息增益就是比较了不同状态下，信息熵的差异程度。
总结
这一讲中，我们从一个有趣的人物性格测试开始，探讨了如何高效率地进行问卷调查。其中主要包含了两个要点：信息熵和信息增益。熵的计算是基于集合内各组元素分布的概率来进行的。而信息增益是集合划分前后整体熵的差值。对某个集合进行划分，都会将其中元素细分到更小的集合，而每个细分的集合纯净度就会提高，整体熵就会下降，其中下降的部分就是信息增益。
了解信息熵和信息增益的定义之后，我们可以用它们来安排测试问题的先后顺序。其核心的思路是，利用信息增益找出区分力最强的测试题。如果一道测试题可以将来自不同分组的元素分隔开来，那么就说它是有区分力的。如果分隔后，每个细分的集合其熵越趋近于 0，那么我们说这个测试题的区分力越强。
思考题
假设一个集合包含了 64 个元素，而每个元素的分类都互不相同，那么这个集合的信息熵是多少？仔细观察一下你所计算的结果，和二进制有没有什么联系？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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27 | 决策树：信息增益、增益比率和基尼指数的运用


你好，我是黄申。
上一节，我通过问卷调查的案例，给你解释了信息熵和信息增益的概念。被测者们每次回答一道问题，就会被细分到不同的集合，每个细分的集合纯净度就会提高，而熵就会下降。在测试结束的时候，如果所有被测者都被分配到了相应的武侠人物名下，那么每个人物分组都是最纯净的，熵值都为 0。于是，测试问卷的过程就转化为“如何将熵从 3.32 下降到 0”的过程。
由于每道问题的区分能力不同，而我们对问题的选择会影响熵下降的幅度。这个幅度就是信息增益。如果问卷题的顺序选择得好，我们可以更快速地完成对用户性格的判定。这一节我们就继续这个话题，看看如何获得一个更简短的问卷设计，把这个核心思想推广到更为普遍的决策树分类算法中。
如何通过信息熵挑选合适的问题？
为了实现一个更简短的问卷，你也许很自然地就想到，每次选择问题的时候，我们可以选择信息增益最高的问题，这样熵值下降得就最快。这的确是个很好的方法。我们来试一试。
我们现在开始选择第一个问题。首先，依次计算“性别”“智商”“情商”“侠义”和“个性”对人物进行划分后的信息增益。我们得到如下结果：
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显然，第一步我们会选择“侠义”，之后用户就会被细分为 3 组。
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针对第一组，我们继续选择在当前这组中，区分力最强、也是就信息增益最高的问题。根据计算的结果我们应该选择有关“性别”的问题，然后进一步地细分。后续的步骤依次类推，直到所有人物都被分开，对于第二组和第三组我们也进行同样地操作。整个过程稍微有点复杂，为了帮你理解，我把它画成了一个图。
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从这个图可以看出来，对于每种人物的判断，我们至多需要问 3 个问题，没有必要问全 5 个问题。比如，对于人物 J 和 C，我们只需要问 2 个问题。假设读者属于 10 种武侠人物的概率是均等的，那么我们就可以利用之前介绍的知识，来计算读者需要回答的问题数量之期望值。每种人物出现的概率是 0.1，8 种人物需要问 3 个问题，2 种人物需要问 2 个问题，那么回答问题数的期望值是 0.8 * 3 + 0.2 * 2 = 2.8（题）。
如果我们每次不选熵值最高的问题，而选择熵值最低的问题呢？
我计算了一下，最差的情况下，我们要问完全部 5 个问题，才能确定被测者所对应的武侠人物。而且问 4 个问题的情况也不少，回答问题数的期望值会在 4 到 5 之间，明显要多于基于最高熵来选择题目的方法。当然，如果测试的目标和问题很多，基于熵的问题选择其运算量就会比较大，我们就可以通过编程来自动化整个过程，最终达到优化问卷设计的目的。
好了，现在我们总结一下，如何才能进行高效的问卷调查。最核心的思想是，根据当前的概率分布，挑选在当前阶段区分能力更强的那些问题。具体的步骤有三个。
第一步，根据分组中的人物类型，为每个集合计算信息熵，并通过全部集合的熵之加权平均，获得整个数据集的熵。注意，一开始集合只有一个，并且包含了所有的武侠人物。
第二步，根据信息增益，计算每个问卷题的区分能力。挑选区分能力最强的题目，并对每个集合进行更细的划分。
第三步，有了新的划分之后，回到第一步，重复第一和第二步，直到没有更多的问卷题，或者所有的人物类型都已经被区分开来。这一步也体现了递归的思想。
其实，上述这个过程就体现了训练决策树（Decision Tree）的基本思想。决策树学习属于归纳推理算法之一，适用于分类问题。在前面介绍朴素贝叶斯的时候，我说过，分类算法主要包括了建立模型和分类新数据两个阶段。决定问卷题出现顺序的这个过程，其实就是建立决策树模型的过程。
你可以看到，整个构建出来的图就是一个树状结构，这也是“决策树”这个名字的由来。而根据用户对每个问题的答案，从决策树的根节点走到叶子节点，最后来判断其属于何种人物类型，这个过程就是分类新数据的过程。
让我们把问卷案例泛化一下，将武侠人物的类型变为机器学习中的训练样本，将问卷中的题目变为机器学习中的特征，那么问卷调查的步骤就可以泛化为决策树构建树的步骤。
第一步，根据集合中的样本分类，为每个集合计算信息熵，并通过全部集合的熵之加权平均，获得整个数据集的熵。注意，一开始集合只有一个，并且包含了所有的样本。
第二步，根据信息增益，计算每个特征的区分能力。挑选区分能力最强的特征，并对每个集合进行更细的划分。
第三步，有了新的划分之后，回到第一步，重复第一步和第二步，直到没有更多的特征，或者所有的样本都已经被分好类。
有点需要注意的是，问卷案例中的每类武侠人物。都只有一个样本，而在泛化的机器学习问题中，每个类型对应了多个样本。也就是说，我们可以有很多个郭靖，而且每个人的属性并不完全一致，但是它们的分类都是“郭靖”。正是因为这个原因，决策树通常都只能把整体的熵降低到一个比较低的值，而无法完全降到 0。这也意味着，训练得到的决策树模型，常常无法完全准确地划分训练样本，只能求到一个近似的解。
几种决策树算法的异同
随着机器学习的快速发展，人们也提出了不少优化版的决策树。采用信息增益来构建决策树的算法被称为ID3（Iterative Dichotomiser 3，迭代二叉树 3 代）。但是这个算法有一个缺点，它一般会优先考虑具有较多取值的特征，因为取值多的特征会有相对较大的信息增益。这是为什么呢？
你仔细观察一下信息熵的定义，就能发现背后的原因。更多的取值会把数据样本划分为更多更小的分组，这样熵就会大幅降低，信息增益就会大幅上升。但是这样构建出来的树，很容易导致机器学习中的过拟合现象，不利于决策树对新数据的预测。为了克服这个问题，人们又提出了一个改进版，C4.5 算法。
这个算法使用信息增益率（Information Gain Ratio）来替代信息增益，作为选择特征的标准，并降低决策树过拟合的程度。信息增益率通过引入一个被称作分裂信息（Split Information）的项来惩罚取值较多的特征，我把相应的公式给你列出来了。
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其中，训练数据集 PP
 通过属性 TT
 的属性值，划分为 nn
 个子数据集，|Pi||Pi|
 表示第 ii
 个子数据集中样本的数量，|P||P|
 表示划分之前数据集中样本总数量。 这个公式看上去和熵很类似，其实并不相同。
熵计算的时候考虑的是，集合内数据是否属于同一个类，因此即使集合数量很多，但是集合内的数据如果都是来自相同的分类（或分组），那么熵还是会很低。而这里的分裂信息是不同的，它只考虑子集的数量。如果某个特征取值很多，那么相对应的子集数量就越多，最终分裂信息的值就会越大。正是因为如此，人们可以使用分裂信息来惩罚取值很多的特征。具体的计算公式如下：
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其中 Gain(P,T)Gain(P,T)
 是数据集 PP
 使用特征 TT
 之后的信息增益，GainRatio(P,T)GainRatio(P,T)
 是数据集 PP
 使用特征 TT
 之后的信息增益率。
另一种常见的决策树是 CART 算法（Classification and Regression Trees，分类与回归树）。这种算法和 ID3、C4.5 相比，主要有两处不同：

	
在分类时，CART 不再采用信息增益或信息增益率，而是采用基尼指数（Gini）来选择最好的特征并进行数据的划分；



	
在 ID3 和 C4.5 决策树中，算法根据特征的属性值划分数据，可能会划分出多个组。而 CART 算法采用了二叉树，每次把数据切成两份，分别进入左子树、右子树。




当然，CART 算法和 ID3、C4.5 也有类似的地方。首先，CART 中每一次迭代都会降低基尼指数，这类似于 ID3、C4.5 降低信息熵的过程。另外，基尼指数描述的也是纯度，与信息熵的含义相似。我们可以用下面这个公式来计算每个集合的纯度。
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其中，nn
 为集合 PP
 中所包含的不同分组（或分类）数量。如果集合 PP
 中所包含的不同分组越多，那么这个集合的基尼指数越高，纯度越低。
然后，我们需要计算整个数据集的基尼指数。
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其中，mm
 为全集使用特征 TT
 划分后，所形成的子集数量。PjPj
 为第 jj
 个集合。
无论是何种决策树算法，来自信息论的几个重要概念：信息熵、信息增益、信息增益率、基尼指数都起到了重要的作用。如果你能很好的学习并运用这些概念，那么决策树这种类型的算法就不难理解了。
总结
通过这两节的介绍，我想你对信息熵、信息增益、基尼指数等信息论的概念，以及基于这些概念的决策树分类算法应该有了一定了解。决策树算法的优势在于，容易理解和实现。此外，对于通过样本训练所得的树结构，其每个结点都是基于某个数据特征的判定，对于我们的阅读和解释来说都是很方便的。
当然，决策树也有不足。之前我已经提到，这类算法受训练样本的影响很大，比较容易过拟合。在预测阶段，如果新的数据和原来的训练样本差异较大，那么分类效果就会比较差。为此人们也提出了一些优化方案，比如剪枝和随机森林。如果感兴趣，你可以自己去研究一下。
思考题
刚刚我提到了，如果每次都选择使得信息增益最小的问题，那么构建出来的答题路径就相对冗长。你可以自己动手计算一下用户要回答问题数的期望。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。如果你有朋友对决策树感兴趣，你可以点击“请朋友读”，把今天的内容分享给他，说不定就帮他解决一个问题。
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28 | 熵、信息增益和卡方：如何寻找关键特征？


你好，我是黄申。今天我们来说说特征选择。
我们已经讨论过信息熵和信息增益在决策树算法中的重要作用。其实，它们还可以运用在机器学习的其他领域，比如特征选择。你可能对“特征选择”这个名词不太熟悉，没有关系，我先花点时间，给你介绍一下什么是特征选择，以及机器学习为什么需要这个步骤。
什么是特征选择？
在编程领域中，机器学习已经有了十分广泛的应用，它主要包括监督式学习（Supervised Learning）和非监督式的学习（Unsupervised Learning）。监督式学习，是指通过训练资料学习并建立一个模型，并依此模型推测新的实例，主要包括分类（Classification）和回归（Regression）。
无论是在监督学习还是非监督学习中，我们都可以使用特征选择。不过，我今天要聊的特征选择，会聚焦在监督式学习中的特征处理方法。因此，为了说清楚特征选择是什么，以及为什么要进行这个步骤，我们先来看看监督式机器学习的主要步骤。
机器学习的步骤主要包括数据的准备、特征工程、模型拟合、离线和在线测试。测试过程也许会产生新的数据，用于进一步提升模型。在这些处理中，特征工程是非常重要的一步。
“特征”（Feature），是机器学习非常常用的术语，它其实就是可用于模型拟合的各种数据。前面讲朴素贝叶斯分类时，我解释了如何把现实世界中水果的各类特征转化为计算机所能理解的数据，这个过程其实就是最初级的特征工程。当然，特征工程远不止原始特征到计算机数据的转化，还包括特征选择、缺失值的填补和异常值的去除等等。这其中非常重要的一步就是特征选择。
越来越多的数据类型和维度的出现，会加大机器学习的难度，并影响最终的准确度。针对这种情形，特征选择尝试发掘和预定义任务相关的特征，同时过滤不必要的噪音特征。它主要包括特征子集的产生、搜索和评估。我们可以使用穷举法来找到最优的结果，但是如果特征有 NN
 个，那么复杂度会达到 O(2N)O(2N)
。所以穷举法并不适合特征数量庞大的问题，比如我们之前讲过的文本分类。
因此，在这个领域诞生了一类基于分类标签的选择方法，它们通过信息论的一些统计度量，看特征和类标签的关联程度有多大。这里我还是使用文本分类的案例，来展示如何基于信息论，来进行特征选择。
利用信息熵进行特征选择
我们之前讲过如何为文本数据提取特征。对于一篇自然语言的文章，我们主要使用词包（Bag of Words）模型和分词，把完整的文章切分成多个单词或词组，而它们就表示了文章的关键属性，也就是用于机器学习的特征。
你会发现有些文本预处理的步骤已经在做特征选择的事情了，比如“停用词”。它会直接过滤一些不影响或基本不影响文章语义的词，这就是在减少噪音特征。不过，我之前也提到了，停用词的使用过于简单粗暴，可能会产生适得其反的效果。例如在进行用户观点分类时，“good”和“bad”这样的停用词反而成为了关键。不仅不能过滤，反而要加大它们的权重。
那么，我们怎么能知道哪些特征是更重要的呢？对于分类问题，我们更关心的是如何正确地把一篇文章划分到正确的分类中。一个好的特征选择，应该可以把那些对分类有价值的信息提取出来，而过滤掉那些对分类没有什么价值的信息。既然如此，我们能不能充分利用分类标签来进行挑选呢？答案是肯定的。前两节，我描述了信息熵和信息增益的工作原理。这里，我就可以使用它们来进行特征选择。
首先，我们来看这个问题，什么是对分类有价值的特征？
如果一个特征，经常只在某个或少数几个分类中出现，而很少在其他分类中出现，那么说明这个特征具有较强的区分力，它的出现很可能预示着整个数据属于某个分类的概率很高或很低。
这个时候，对于一个特征，我们可以看看包含这个特征的数据，是不是只属于少数几个类。举个例子，出现“电影”这个词的文章，经常出现在“娱乐”这个分类中，而很少出现在“军事”“政治”等其他分类中。
是否属于少数几个类这一点，可以使用信息熵来衡量。我用 DfiDfi
 来表示所有出现特征 fifi
 的数据集合，这个集合一共包含了 nn
 个分类 CC
，而 cjcj
 表示这 nn
 个分类中的第 jj
 个。然后我们就可以根据 DfiDfi
 中分类 CC
 的分布，来计算熵。我们用这个公式来计算：
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如果熵值很低，说明包含这个特征的数据只出现在少数分类中，对于分类的判断有价值。计算出每个特征所对应的数据集之熵，我们就可以按照熵值由低到高对特征进行排序，挑选出排列靠前的特征。
当然，这个做法只考虑了单个特征出现时，对应数据的分类情况，而并没有考虑整个数据集的分类情况。比如，虽然出现“电影”这个词的文章，经常出现在“娱乐”这个分类中，很少出现在其他分类中，但是可能整个样本数据中，“娱乐”这个分类本来就已经占绝大多数，所以“电影”可能并非一个很有信息含量的特征。
为了改进这一点，我们可以借用决策树中信息增益的概念。我们把单个特征 f 是不是出现作为一个决策条件，将数据集分为 DfiDfi
 和 Dfi¯Dfi¯
 ，DfiDfi
 表示出现了这个特征的数据，而 Dfi¯Dfi¯
 表示没有出现这个特征的数据。那么使用特征 fifi
 进行数据划分之后，我们就能得到基于两个新数据集的熵，然后和没有划分之前的熵进行比较，得出信息增益。
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如果基于某个特征的划分，所产生的信息增益越大，说明这个特征对于分类的判断越有价值。所以，我们可以为计算基于每个特征的划分，所产生的信息增益，然后按照增益值由高到低对特征进行排序，挑选出排列靠前的特征。
利用卡方检验进行特征选择
在统计学中，我们使用卡方检验来检验两个变量是否相互独立。把它运用到特征选择，我们就可以检验特征与分类这两个变量是否独立。如果两者独立，证明特征和分类没有明显的相关性，特征对于分类来说没有提供足够的信息量。反之，如果两者有较强的相关性，那么特征对于分类来说就是有信息量的，是个好的特征。为了检验独立性，卡方检验考虑了四种情况的概率：P(fi,cj)P(fi,cj)
  、P(fi¯,cj¯)P(fi¯,cj¯)
、P(fi,cj¯)P(fi,cj¯)
 和 P(fi¯,cj)P(fi¯,cj)
。
在这四种概率中，P(fi,cj)P(fi,cj)
 和 P(fi¯,cj¯)P(fi¯,cj¯)
 表示特征 fifi
 和分类 cjcj
 是正相关的。如果 P(fi,cj)P(fi,cj)
 很高，表示特征 fi 的出现意味着属于分类 cjcj
 的概率更高；如果 P(fi¯,cj¯)P(fi¯,cj¯)
 很高，表示特征 fifi
 不出现意味着不属于分类 cjcj
 的概率更高。
类似地，P(fi,cj¯)P(fi,cj¯)
 和 P(fi¯,cj)P(fi¯,cj)
 表示特征 fifi
 和分类 cjcj
 是负相关的。如果 P(fi,cj¯)P(fi,cj¯)
 很高，表示特征 fifi
 的出现意味着不属于分类 cjcj
 的概率更高；如果 P(fi¯,cj)P(fi¯,cj)
 很高，表示特征 fifi
 不出现意味着属于分类 cjcj
 的概率更高。
如果特征和分类的相关性很高，要么是正向相关值远远大于负向相关值，要么是负向相关值远远大于正向相关值。如果特征和分类相关性很低，那么正向相关值和负向相关的值就会很接近。卡方检验就是利用了正向相关和负向相关的特性。
[image: ]
其中，NN
 表示数据的总个数。通过这个公式，你可以看到，如果一个特征和分类的相关性很高，无论是正向相关还是负向相关，那么正向相关和负向相关的差值就很大，最终计算的值就很高。最后，我们就可以按照卡方检验的值由高到低对特征进行排序，挑选出排列靠前的特征。
总结
在之前水果的案例中，可用的特征并不是很多，每种特征都是有价值的。对于文本分类，每种单词或词组都是特征，再加上多元文法，特征的数量会成倍的增加。过多的特征会影响模型分析的速度和准确度。
对于监督式学习而言，我们没有必要进行 O(2N)O(2N)
 这种数量级的特征子集搜索，而是直接考虑特征和分类标签直接的关系。这个时候信息论等统计度量就可以帮上忙了，它们可以衡量特征和分类之间的关联程度，从而判断哪些特征对于分类来说更重要。
无论是使用何种统计度量，我们都可以计算相应的数值、排序、并得到排名靠前的若干特征。从文本分类的角度来说，我们只会挑选对分类最有价值的那些单词或词组，而去除其他不重要的那些词。如果特征选择得当，我们既可以减少模型存储的空间，还可以提升分类的准确度。当然，过度的减少特征最终会导致准确度的下降，所以对于不同的数据集要结合实验，要把握一个合理的度。
思考题
在之前介绍决策树的时候，我除了解释信息增益，还阐述了基尼指数的概念。既然信息增益可用于特征选择，那么基尼指数是不是也可以呢？你可以试着写出相应的公式。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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29 | 归一化和标准化：各种特征如何综合才是最合理的？


你好，我是黄申，今天我来说说特征值的变换。
上一节我讲了如何在众多的特征中，选取更有价值的特征，以提升模型的效率。特征选择是特征工程中的重要步骤，但不是全部。今天，我来说说特征工程中的另一块内容，数值变换。也就是说，我们可以使用统计中的数据分布，对连续型的数值特征进行转换，让多个特征的结合更有效。具体怎么理解呢？我下面就来详细讲一讲。
为什么需要特征变换？
我们在很多机器学习算法中都会使用特征变换。我使用其中一种算法线性回归作为例子，来解释为什么要进行数值型特征的变换。
我们之前介绍的监督式学习会根据某个样本的一系列特征，最后判定它应该属于哪个分类，并给出一个离散的分类标签。除此之外，还有一类监督式学习算法，会根据一系列的特征输入，给出连续的预测值。
举个例子，房地产市场可以根据销售的历史数据，预估待售楼盘在未来的销售情况。如果只是预估卖得“好”还是“不好”，那么这个粒度明显就太粗了。如果我们能做到预估这些房屋的售价，那么这个事情就变得有价值了。想要达成这个预测目的的过程，就需要最基本的因变量连续回归分析。
因变量连续回归的训练和预测，和分类的相应流程大体类似，不过具体采用的技术有一些不同。它采用的是研究一个或多个随机变量 y1y1
，y2y2
，…，yiyi
 与另一些变量 x1x1
，x2x2
，…，xkxk
 之间关系的统计方法，又称多重回归分析。
我们将 y1y1
，y2y2
，…，yiyi
 称为因变量，x1x1
，x2x2
，…，xkxk
 称为自变量。通常情况下，因变量的值可以分解为两部分，一部分是受自变量影响的，即表示为自变量相关的函数，其中函数形式已知，可能是线性也可能是非线性函数，但包含一些未知参数；另一部分是由于其他未被考虑的因素和随机性的影响，即随机误差。
如果因变量和自变量为线性关系时，就称为线性回归模型；如果因变量和自变量为非线性关系，则称为非线性回归分析模型。今天我们要说的是回归中常用的多元线性回归，它的基本形式是：
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其中，x1x1
，x2x2
，…，xnxn
 是自变量，yy
 是因变量，εε
 是随机误差，通常假定随机误差的均值为 0。而 w0 是截距，w1w1
，w_{2w_{2
，…，wnwn
 是每个自变量的系数，表示每个自变量对最终结果的影响是正面还是负面，以及影响的程度。如果某个系数大于 0，表示对应的自变量对结果是正面影响，这个自变量越大，结果就越大。否则就是负面影响，这个自变量越大，结果就越小。而系数的绝对值表示了影响程度的大小，如果绝对值趋于 0，表示基本没有影响。
线性回归也是统计概率中常用的算法。不过它的实现通常会涉及很多线性代数的知识，所以下一个模块的时候，我会再详细介绍这个算法。这一节，你只需要知道线性回归所要达到的目标，以及怎么使用它就可以了。
线性回归和其他算法相比，有很强的可解释性。我们可以通过回归后为每个自变量确定的系数，来判哪些自变量对最终的因变量影响更大。可是，在正式开始线性回归分析之前，还有一个问题，那就是不同字段的数据没有可比性。
比如，房屋的面积和建造的年份，它们分别代表了不同的含义，也有不一样的取值范围。在线性回归中，如果直接将没有可比性的数字型特征线性加和，那么模型最终的解释肯定会受影响。
这里我用 Boston Housing 数据集对房价数据进行回归分析，这个数据来自 70 年代美国波斯顿周边地区的房价，是用于机器学习的经典数据集，你可以在 Kaggle 的网站（https://www.kaggle.com/c/boston-housing#description）下载到它。这个数据一共有 14 个特征或者说自变量，而有 1 个目标值或者说因变量。
这里，我只使用其中的 train.csv。使用一小段 Python 代码，我们就能很快的得到一个线性回归的结果。
import pandas as pd
from sklearn.linear_model import LinearRegression
 
 
df = pd.read_csv("/Users/shenhuang/Data/boston-housing/train.csv")       # 读取 Boston Housing 中的 train.csv
df_features = df.drop(['medv'], axis=1)     #Dataframe 中除了最后一列，其余列都是特征，或者说自变量
df_targets = df['medv']         #Dataframe 最后一列是目标变量，或者说因变量
 
 
regression = LinearRegression().fit(df_features, df_targets)        # 使用特征和目标数据，拟合线性回归模型
print(regression.score(df_features, df_targets))    # 拟合程度的好坏
print(regression.coef_)            # 各个特征所对应的系

使用上述代码之前，请确保你已经按照了 Python 中的 sklearn 和 pandas 包。运行这段代码，你可以得到如下的结果：
0.735578647853312
[-4.54789253e-03 -5.17062363e-02  4.93344687e-02  5.34084254e-02
  3.78011391e+00 -1.54106687e+01  3.87910457e+00 -9.51042267e-03
 -1.60411361e+00  3.61780090e-01 -1.14966409e-02 -8.48538613e-01
  1.18853164e-02 -6.01842329e-01]

因为不是所有的数据都是可以使用线性回归模型来表示，所以我们需要使用 regression.score 函数，来看拟合的程度。如果完美拟合，这个函数就会输出 1；如果拟合效果很差，这个函数的输出可能就是一个负数。
这里 regression.score 函数的输出大约为 0.74，接近于 1.0。它表示这个数据集使用线性模型拟合的效果还是不错的。如果你还是不理解，不用担心，具体的我们会在线性代数部分详细解答。这里你可以简单的理解为，0.74 仅仅表示我们可以使用线性回归来解决 Boston Housing 这个问题。
这里，你更需要关注的是每个特征所对应的权重，因为它们可以帮助我们解释哪个特征对最终房价的中位值有更大的影响。参看 train.csv 中的数据，你会发现最主要的两个正相关特征是 nox（系数为 3.78011391e+00）和 age（系数为 3.87910457e+00）。其中 nox 表示空气污染浓度，age 表示老房子占比，也就是说空气污染越多、房龄越高，房价中位数越高，这好像不太合乎常理。我们再来看看最主要的负相关特征 rm（系数为 -1.54106687e+01），也就是房间数量。房间数量越多，房价中位数越低，也不合理。
造成这些现象最重要的原因是，不同类型的特征值没有转换到同一个可比较的范围内，所以线性回归后所得到的系数不具有可比性，因此我们无法直接对这些权重加以解释。
两种常见的特征变换方法
该怎么解决这个问题呢？我们就需要对特征值进行转换。今天我介绍两种最常见的变换方法：归一化和标准化。
归一化
我们先来看最常用的方法，归一化（Normalization）。它其实就是获取原始数据的最大值和最小值，然后把原始值线性变换到 [0,1] 之间，具体的变换函数为：
[image: ]
其中 xx
 是原始值，maxmax
 为样本数据的最大值，minmin
 为样本数据的最小值，x′x′
 是变换后的值。这种方法有个不足最大值与最小值非常容易受噪音数据的影响。
这里面需要注意的是，“归一化”这个词在不同的领域的含义可能不同。这里我们特指基于最大和最小值的变换。
接下来，我们来看看在 Python 中如何实现归一化，以及归一化对回归后系数的影响。
from sklearn.preprocessing import StandardScaler
from sklearn.preprocessing import MinMaxScaler
 
 
minMaxScaler = MinMaxScaler()       # 基于 min 和 max 值的归一化
 
 
df_normalized = minMaxScaler.fit_transform(df)  # 对原始数据进行归一化，包括特征值和目标变量
df_features_normalized = df_normalized[:, 0:-1] # 获取归一化之后的特征值
df_targets_normalized = df_normalized[:, -1]    # 获取归一化之后的目标值
 
 
# 再次进行线性回归
regression_normalized = LinearRegression().fit(df_features_normalized, df_targets_normalized)
print(regression_normalized.score(df_features_normalized, df_targets_normalized))
print(regression_normalized.coef

其中，df 还是之前加载的 dataframe。运行这段代码，你可以得到如下结果：
0.7355786478533118
[-0.05103746 -0.08448544  0.10963215  0.03204506  0.08400253 -0.16643522
  0.4451488  -0.01986622 -0.34152292  0.18490982 -0.13361651 -0.16216516
  0.10390408 -0.48468369]

你可以看到，表示拟合程度的分数没有变，但是每个特征对应的系数或者说权重，发生了比较大的变化。仔细观察一下，你会发现，这次最主要的正相关特征是 age（0.4451488）和 tax（0.18490982），也就是老房子占比和房产税的税率，其中至少房产税的税率是比较合理的，因为高房价的地区普遍税率也比较高。而最主要的负相关特征是 rad（-0.34152292）和 lstat（-0.48468369），rad 表示高速交通的便利程度，它的值越大表示离高速越远，房价中位数越低。而 lstat 表示低收入人群的占比，这个值越大房价中位数越低，这两点都是合理的。
标准化
另一种常见的方法是基于正态分布的 z 分数（z-score）标准化（Standardization）。该方法假设数据呈现标准正态分布。
什么是标准正态分布呢？我们之前介绍过，正态分布是连续随机变量概率分布的一种。在现实生活中，大量随机现象的数据分布都近似于正态分布。
我这里再快速回顾一下这种分布的特点。
它以经过平均数的垂线为轴，左右对称展开，中间点最高，然后逐渐向两侧下降，分布曲线和 x 轴组成的面积为 1，表示不同事件出现的概率和为 1。平均数和标准差是正态分布的关键参数，它们会决定分布的具体形态。而标准正态分布是正态分布的一种，平均数为 0，标准差为 1。
理解了什么是标准正态分布，我们来看看 z 分数这个方法是如何运作的。实际上，z 分数标准化是利用标准正态分布的特点，计算一个给定分数距离平均数有多少个标准差。它的具体转换公式如下：
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其中 xx
 为原始值，uu
 为均值，σσ
 为标准差，x′x′
 是变换后的值。
经过 z 分数的转换，高于平均数的分数会得到一个正的标准分，而低于平均数的分数会得到一个负的标准分数。更重要的是，转换后的数据是符合标准正态分布的。你通过理论或者具体的数值来推导一下，就会发现转换后的数据均值为 0，标准差为 1。
和归一化相比，z 分数这样的标准化不容易受到噪音数据的影响，并且保留了各维特征对目标函数的影响权重。
下面我们来看看，在 Python 中如何实现标准化，以及标准化对回归后系数的影响。
standardScaler = StandardScaler()    # 基于 Z 分数的标准化
 
 
standardScaler.fit(df)
df_standardized = standardScaler.transform(df)  # 对原始数据进行标准化，包括特征值和目标变量
 
 
df_features_standardized = df_standardized[:, 0:-1] # 获取标准化之后的特征值
df_targets_standardized = df_standardized[:, -1]    # 获取标准化之后的特征值
 
 
# 再次进行线性回归
regression_standardized = LinearRegression().fit(df_features_standardized, df_targets_standardized)
print(regression_standardized.score(df_features_standardized, df_targets_standardized))
print(regression_standardized.coef

其中，df 还是之前加载的 dataframe。运行这段代码，这次你得到的结果如下：
0.7355786478533118
[-0.07330367 -0.04144107  0.12194378  0.04074345  0.09805446 -0.19311408
  0.29767387 -0.02916672 -0.34642803  0.34477088 -0.21410757 -0.19904179
  0.11218058 -0.46369483]

表示拟合程度的分数任然没有变。再次对比不同特征所对应的系数，你会发现这次最主要的正相关特征还是 age（0.29767387）和 tax（0.34477088），但是相比之前，明显房产税的税率占了更高的权重，更加合理。而最主要的负相关特征还是 rad（-0.34152292）和 lstat（-0.48468369），这两点都是合理的。
总结
今天我介绍了在机器学习领域里，如何使用统计里的数据分布来进行特征值的转换。这里，我帮你梳理了几个要点，便于你的记忆。
第一点，为什么有时候需要转换特征值？因为不同类型的特征取值范围不同，分布也不同，相互之间没有可比性。因此在线性回归中，通过这些原始值分析得到的权重，并不能代表每个特征实际的重要性。
第二点，如何使用归一化进行特征值转换？这里的归一化是指使用特征取值范围中的最大值和最小值，把原始值转换为 0 到 1 之间的值。这样处理的好处在于简单易行，便于理解。不过，它的缺点也很明显，由于只考虑了最大最小值，因此很容易受到异常数据点的干扰。
第三点，如何使用标准化进行转换？经过标准化处理之后，每种特征的取值都会变成一个标准正态分布，以 0 为均值，1 为标准差。和归一化相比，标准化使用了数据是正态分布的假设，不容易受到过大或过小值的干扰。
掌握了上面几个点，你就能很好的理解这一节的内容了。在实际的数据分析或者是统计建模的项目中，对于数值型的特征要保持敏感，看到它们的时候都要考虑一下，是不是需要进行特征值的转换？这样就能避免由于多种特征的不同分布而产生的误导性结论。
思考题
今天我们使用了三种方式处理 Boston Housing 的数据，并训练出三种线性回归的模型。请尝试使用这些模型的 predict 方法，对 test.csv 数据进行预测，看看每种模型的预测效果。（提示：如果你在 train.csv 上使用了某种特征值的转换，那么相应的 test.csv 数据也需要经过同样的处理。）
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你也可以把今天的内容分享给你的好友，和他一起在实战中重新理解数学。
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30 | 统计意义（上）：如何通过显著性检验，判断你的A/B测试结果是不是巧合？


你好，我是黄申，今天我们来聊聊统计意义和显著性检验。
之前我们已经讨论了几种不同的机器学习算法，包括朴素贝叶斯分类、概率语言模型、决策树等等。不同的方法和算法会产生不同的效果。在很多实际应用中，我们希望能够量化这种效果，并依据相关的数据进行决策。
为了使这种量化尽可能准确、客观，现在的互联网公司通常是根据用户的在线行为来评估算法，并比较同类算法的表现，以此来选择相应的算法。在线测试有一个很大的挑战，那就是如何排除非测试因素的干扰。
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从图中可以看出，自 2016 年 1 月 12 日开始，转化率曲线的趋势发生了明显的变化。假如说这天恰好上线了一个新版的技术方案 A，那么转化率上涨一定是新方案导致的吗？不一定吧？很有可能，1 月 12 日有个大型的促销，使得价格有大幅下降，或者有个和大型企业的合作引入了很多优质顾客等，原因有非常多。如果我们取消 12 日上线的技术方案 A，然后用虚线表示在这种情况下的转化率曲线，这个时候得到了另一张图。
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从图中可以发现，不用方案 A，反而获得了更好的转化率表现，所以，简单地使用在线测试的结果往往会导致错误的结论，我们需要一个更健壮的测试方法，A/B 测试。
A/B 测试，简单来说，就是为同一个目标制定两个或多个方案，让一部分用户使用 A 方案，另一部分用户使用 B 方案，记录下每个部分用户的使用情况，看哪个方案产生的结果更好。这也意味着，通过 A/B 测试的方式，我们可以拿到使用多个不同方法之后所产生的多组结果，用于对比。
问题来了，假设我们手头上有几组不同的结果，每组对应一个方案，包含了最近 30 天以来每天的转化率，如何判断哪个方案的效果更好呢？你可能会想，对每一组的 30 个数值取平均数，看看谁的均值大不就好了？但是，这真的就够了吗？
假设有两组结果需要比较，每一组都有 5 个数据，而且这两组都符合正态分布。我用一张图画一下这两个正态分布之间的关系。
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从这张图可以看出，左边的正态分布 A 均值μ1 比较小，右侧的正态分布 B 均值μ2 比较大。可是，如果我们无法观测到 A 和 B 这两个分布的全部，而只根据这两个分布的采样数据来做判断，会发生什么情况？我们很有可能会得出错误的结论。
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比如说，在这张图的采样中，红色的点表示 B 的采样，它们都是来自 B 分布的左侧，而蓝色的点表示 A 的采样，它们都是来自 A 分布的右侧。如果我们仅仅根据这两组采样数据的均值来判断，很可能会得出“B 分布的均值小于 A 分布均值”这样的错误结论。
A/B 测试面临的就是这样的问题。我们所得到的在线测试结果，实际上只是一种采样。所以我们不能简单地根据每个组的平均值，来判断哪个组更优。那有没有更科学的办法呢？在统计学中，有一套成熟的系统和对应的方法，今天我们就来讲讲这种方法。
为了让你能够充分理解这个，我先介绍几个基本概念，显著性差异、统计假设检验和显著性检验、以及 P 值。
显著性差异
从刚刚那两张正态分布图，我们可以分析得出，两组数据之间的差异可能由两个原因引起。
第一，两个分布之间的差异。假设 A 分布的均值小于 B 分布，而两者的方差一致，那么 A 分布随机产生的数据有更高的概率小于 B 分布随机产生的数据。第二，采样引起的差异，也就是说采样数据不能完全体现整体的数据分布。我在之前的图中，用来自 A、B 两组的 10 个数据展示了采样所导致的误差。
如果差异是第一个原因导致的，在统计学中我们就认为这两组“有显著性差异”。如果差异是第二种原因导致的，我们就认为这两组“无显著性差异”。可以看出来，显著性差异（Significant Difference），其实就是研究多组数据之间的差异，是由于不同的数据分布导致的，还是由于采样的误差导致的。通常，我们也把“具有显著性差异”，称为“差异具有统计意义”或者“差异具有显著性”。
这里你还需要注意“差异具有显著性”和“具有显著差异”的区别。如前所说，“差异具有显著性“表示不同的组很可能来自不同的数据分布，也就是说多个组的数据来自同一分布的可能性非常小。而“具有显著差异”，是指差异的幅度很大，比如相差 100 倍。
不过，差异的显著性和显著差异没有必然联系。举两个例子，比如说，两个不同的数据分布，它们的均值分别是 1 和 1.2，这两个均值相差的绝对值很小，也就是没有显著差异，但是由于它们源自不同的数据分布，所以差异是具有显著性的。再比如说，来自同一个数据分布的两个采样，它们的均值分别是 1 和 100，具有显著的差异，但是差异没有显著性。
统计假设检验和显著性检验
统计假设检验是指事先对随机变量的参数或总体分布做出一个假设，然后利用样本信息来判断这个假设是否合理。在统计学上，我们称这种假设为虚无假设（Null Hypothesis），也叫原假设或零假设，通常记作H0。而和虚无假设对立的假设，我们称为对立假设（Alternative Hypothesis），通常记作H1。也就是说，如果证明虚无假设不成立，那么就可以推出对立假设成立。
统计假设检验的具体步骤是，先认为原假设成立，计算其会导致什么结果。若在单次实验中产生了小概率的事件，则拒绝原假设 H0，并接受对立假设 H1。若不会产生小概率的事件，则不能拒绝原假设 H0，从而接受它。因此，统计学中的假设是否成立，并不像逻辑数学中的绝对“真”或“假”，而是需要从概率的角度出发来看。
那么，问题来了，多少才算是“小概率”呢？按照业界的约定俗成，通常我们把概率不超过 0.05 的事件称为“小概率事件”。当然，根据具体的应用，偶尔也会取 0.1 或 0.01 等。在假设检验中，我们把这个概率记为α，并称它为显著性水平。
显著性检验是统计假设检验的一种，顾名思义，它可以帮助我们判断多组数据之间的差异，是采样导致的“偶然”，还是由于不同的数据分布导致的“必然“。当然，这里的“偶然”和“必然”都是相对的，和显著性水平α有关。显著性检验的假设是，多个数据分布之间没有差异。如果样本发生的概率小于显著性水平α，证明小概率事件发生了，所以拒绝原假设，也就是说认为多个分布之间有差异。否则呢，接受原假设，认为多个分布之间没有差异。换句话说，显著性水平α即为拒绝原假设的标准。
P 值
既然已经定义了显著性检验和显著性水平，那么我们如何为多组数据计算它们之间差异的显著性呢？我们可以使用 P 值（P-value）。P 值中的 P 代表 Probability，就是当 H0 假设为真时，样本出现的概率，或者换句话说，其实就是我们所观测到的样本数据符合原假设 H0 的可能性有多大。
如果 P 值很小，说明观测值与假设 H0 的期望值有很大的偏离，H0 发生的概率很小，我们有理由拒绝原假设，并接受对立假设。P 值越小，表明结果越显著，我们越有信心拒绝原假设。反之，说明观测值与假设 H0 的期望值很接近，我们没有理由拒绝 H0。
在显著性检验中，原假设认为多个分组内的数据来自同一个数据分布，如果 P 值足够小，我们就可以拒绝原假设，认为多个分组内的数据来自不同的数据分布，它们之间存在显著性的差异。所以说，只要能计算出 P 值，我们就能把 P 值和显著性水平α进行比较，从而决定是否接受原假设。
总结
今天我从互联网公司常见的 A/B 测试实验入手，给你讲解了一个更科学的方法来比较不同算法的效果，它就是统计学里的差异显著性检验。这个方法包含了一些你平时可能不太接触的概念，你首先需要理解显著性差异、统计假设检验和 P 值。其中最为重要的就是显著性差异的概念，因为这是差异显著性检验区别于简单的平均值方法的关键。
为了便于你的记忆，我这里再用一个形象的比喻来带你复习一遍。
儿子考了 90 分，我问他：“你比班上平均分高多少？”如果他回答：“我不太确定，我只看到了周围几个人的分数，我猜大概高出了 10 分吧”，那么说明他对“自己分数比平均分高出 10 分”这个假设信心不足，结论有较大的概率是错误的，所以即使可能高了 10 分，我也高兴不起来。
如果他回答：“老师说了，班级平均分是 88 分，我比平均分高出了 2 分”，那我就很开心了，因为老师掌握了全局的信息，她说的话让儿子对“自己分数比平均分高出 2 分”的假设是非常有信心的。即使只高出了 2 分，但是结论有很大的概率是正确的。
理解了概念之后，我们就要进入实战环节了。其实显著性检验的具体方法有很多，例如方差分析（F 检验）、t 检验、卡方检验等等。不同的方法计算 P 值的方法也不同，在下一节，我会用 A/B 测试的案例来详细解释。
思考题
在对比两组数据的差异时，如果不断增加采样次数，也就是样本的数量，使用平均值和使用显著性检验这两者的结论，会不会逐渐变得一致？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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31 | 统计意义（下）：如何通过显著性检验，判断你的A/B测试结果是不是巧合？


你好，我是黄申，今天我们接着来聊显著性检验。
上一节，我介绍了差异显著性检验的概念，它是指从统计的角度来说，差异的产生有多大的概率、是不是足够可信。这点和数值差异的大小是有区别的。既然我们不能通过差异的大小来推断差异是否可信，那么有没有什么方法，可以帮助我们检验不同数据分布之间，是否存在显著差异呢？具体的方法有不少，比如方差分析（F 检验）、t 检验、卡方检验等等。我这里以方差分析为例，来讲这个方法是如何帮助我们解决 AB 测试中的问题。
方差分析
方差分析（Analysis of Variance, ANOVA），也叫F 检验。这种方法可以检验两组或者多组样本的均值是否具备显著性差异。它有四个前提假设，分别是：

	
随机性：样本是随机采样的；



	
独立性：来自不同组的样本是相互独立的；



	
正态分布性：组内样本都来自一个正态分布；



	
方差齐性：不同组的方差相等或相近。




根据第三个前提，我们假设数据是正态分布，那么分布就有两个参数，一个是平均数，一个是方差。如果我们仅仅知道两个分组的平均值，但并不知道它们的方差相差多大，那么我们所得出的两个分布是否有显著差异的结论就不可靠了。
为了突出重点，我们先假设咱们的数据都符合上述四个前提，然后我来详细讲解一下方差分析的主要思想。最后，我会通过 Python 语言来验证各个假设和最终的 F 检验结果。
这里，我使用之前提到的 A/B 测试案例，通过方差分析来检验多种算法所产生的用户转化率有没有显著性差异。我们把“转化率”称为“因变量”，把“算法”称为“因素”。这里我们只有算法一个因素，所以所进行的方差分析是单因素方差分析。在方差分析中，因素的取值是离散型的，我们称不同的算法取值为“水平”。如果我们比较算法 a 和 b，那么 a 和 b 就是算法这个因素的两个水平。
我们假设只有两种算法 a 和 b 参与了 A/B 测试。为了检验这些算法导致的转化率，是不是存在显著的差异，我们进行一个为期 10 天的测试，每天都为每种算法获取一个转化率。具体的数据我列在下面这张表格中。
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我使用 YijYij
 来表示这种表格中的数据，ii
 表示第 ii
 次采样（或第 ii
 天），jj
 表示第 jj
 种水平（或第 jj
 种算法）。以上面这张表格为例，Y51=0.34Y51=0.34
。
如果我们把每种算法导致的转化率看作一个数据分布，那么方差分析要解决的问题就是：这两个转化率分布的均值，是不是相等。如果我把两种数据分布的均值记做μ1 和μ2，那么原假设 H0 就是μ1=μ2。而对立假设 H1 就是μ1 <> μ2。
之前我们提到，差异是不是显著性，关键要看这个差异是采样的偶然性引起的，还是分布本身引起的。方差分析的核心思想也是围绕这个展开的，因此它计算了三个数值：SST、SSM 和 SSE。SST 表示所有采样数据的因变量方差（Total Sum of Squares），我把它的计算公式列在这里。
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在这个公式中， YijYij
 如前所说，表示了第 ii
 天第 jj
 种算法所导致的转化率。而 Y¯¯¯¯¯¯¯¯¯Y¯¯
 表示了 10 天里，2 种算法全部 20 个数据的平均值。SSM 表示数据分布所引起的方差，我们称它为模型平方和（Sum Of Squares for Model），它的计算公式如下：
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在这个公式中，njnj
 为水平 jj
 下的观测数量，在我们的案例中为 10。Y¯¯¯¯jY¯j
 为第 jj
 个水平的平均值，在案例中为算法 a 或算法 b 在这 10 天的平均值。Y¯¯¯¯j−Y¯¯¯¯¯¯¯¯¯Y¯j−Y¯¯
 表示的是某个算法的采样均值和所有采样均值之间的差异，njnj
 是相应的权重。我们这里的两个算法都被测试了 10 天，所以权重相同。根据我们的案例，SSM 是 0.00018。SSE 表示采样引起的方差，我们称它为误差平方和（Sum of Squaress for Error）。它的计算公式如下：
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根据我们的案例，SSE 是 0.01652。我们刚刚介绍的三个统计量，SST、SSM 和 SSE 这三者的关系其实是这样的：
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你可以把这三者的公式代入，自己证明一下等式是否成立。由此可以看出，SST 是由 SSM 和 SSE 构成的。如果在 SST 中，SSM 的占比更大，那么说明因素对因变量的差异具有显著的影响；如果 SSE 的占比更大，那么说明采样误差对因变量的差异具有更显著的影响。我们使用这两部分的比例来衡量显著性，并把这个比例称为 F 值。具体公式如下：
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在这个公式中，s 是水平的个数，n 为所有样本的总数量，s-1 为分布的自由度，n-s 为误差的自由度。你可能对自由度这个概念比较陌生，这里我稍微解释一下。
自由度（degree of freedom），英文缩写是 df，它是指采样中能够自由变化的数据个数。对于一组包含 n 个数据的采样来说，如果方差是一个固定值，那么只有 n-1 个数据可以自由变化，最后一个数的取值是给定的方差和其他 n-1 个数据决定的，而不由它自己随意变化，所以自由度就是 n-1。这也是为什么在计算一组数的方差时，我们在下面这个公式中使用的除数是 n-1，而不是 n。
回到方差分析，对于 SSM 来说，如果 SSM 是固定的，那么对于 s 个水平来说，只能有 s-1 个组数据自由变化，而最后一组数据必须固定，所以对应于 SSM 的自由度为 s-1。对于 SSE 来说，如果 SSE 是固定的，那么对于 n 个采样、s 个水平数据来说，只有 n-s 个数据是可以自由变化的。因为每个水平中，都要有一个数据需要保证该组的平均值 Y¯¯¯¯jY¯j
 而无法自由变化。
在我们的案例中，s 为不同算法的个数，也就是水平的个数 s 为 2，采样数据的个数 n 为 20，所以分布的自由度为 2-1=1，误差的自由度为 20-2=18。
在我们的案例中，F=(0.00018/(2-1))/(0.01652/(20-2))=0.196125908。有了 F 值，我们需要根据 F 检验值的临界表来查找对应的 P 值。我列出了这张表的常见内容，你可以看看。
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通过这张表以及 n 和 m 的值，我们可以找到，在显著性水平α为 0.05 的时候，F 值的临界值。如果大于这个临界值，那么 F 检验的 P 值就会小于显著性水平α，证明差异具有显著性。
在咱们的案例中，n=20，m=s-1=1，所以对应的 F 值为 4.414。而我们计算得到的 F 值为 0.196，远远小于 4.414，因此说明差异没有显著性。虽然算法 a 所导致的平均转化率要比算法 b 的相对高出约 2%（要注意，2% 的相对提升在转化率中已经算很高了），但是由于差异没有显著性，所以这个提升的偶然性很大，并不意味着算法 a 比算法 b 更好。
如果需要，你可以在网上相关的统计资料里查找到完整的 F 检验临界值表。
使用 Python 代码进行验证
除了手动的计算，我们还可以用一些 Python 的代码来验证手动计算是不是准确。
首先，我们要确保自己安装了 Python 的扩展包 statsmodels。如果没有安装，你可以在命令行中输入下面这行：
pip install -U statsmodels

我们可以把下列数据输入一个 oneway.csv 文件。
algo,ratio
a,0.29
a,0.36
a,0.32
a,0.29
a,0.34
a,0.24
a,0.27
a,0.29
a,0.31
a,0.27
b,0.29
b,0.33
b,0.31
b,0.30
b,0.31
b,0.26
b,0.25
b,0.30
b,0.28
b,0.29

安装完了 statsmodels，并建立了数据文件 oneway.csv，我们就可以运行下面这段 Python 代码来进行 F 检验了。
import pandas as pd
from statsmodels.formula.api import ols
from statsmodels.stats.anova import anova_lm
import scipy.stats as ss
 
 
# 读取数据，d1 对应于算法 a，d2 对应于算法 b
df = pd.read_csv("/Users/shenhuang/Data/oneway.csv") # 设置为你自己的文件路径
d1 = df[df['algo'] == 'a']['ratio']
d2 = df[df['algo'] == 'b']['ratio']
 
 
# 检测两个水平的正态性
print(ss.normaltest(d1))
print(ss.normaltest(d2))
 
 
# 检测两个水平的方差齐性
args = [d1, d2]
print(ss.levene(*args))
 
 
# F 检验的第一种方法
print(ss.f_oneway(*args))
 
 
# F 检验的第二种方法
model = ols('ratio ~ algo', df).fit()
anovat = anova_lm(model)
print(ano

我们假设用于 A/B 测试的两个算法是相互独立且随机的，所以这里只检测了正态分布性和方差齐性。
其中，ss.normaltest 分别测试了两个水平的正态分布性，两次结果如下：
NormaltestResult(statistic=0.16280747339563784, pvalue=0.9218214431590781)
NormaltestResult(statistic=0.4189199849120419, pvalue=0.8110220857858036)

ss.normaltest 的原假设是数据符合正态分布，两次检验 P 值都是远远大于 0.05 的，所以原假设成立，这两者都符合正态分布。
而 ss.levene 分析了两者的方差齐性，同样 P 值都是远远大于 0.05，因此符合方差齐的前提。
LeveneResult(statistic=0.7944827586206901, pvalue=0.38450823419725666)

ss.f_oneway 和 anova_lm 都可以进行 F 检验。ss.f_oneway 给出的结果比较简洁。
F_onewayResult(statistic=0.19612590799031476, pvalue=0.663142430745588)

而 anova_lm 提供了更多的信息，但是两种 F 检验函数都证明了我们之前的手动推算结果是正确的。
            df   sum_sq   mean_sq         F    PR(>F)
algo       1.0  0.00018  0.000180  0.196126  0.663142
Residual  18.0  0.01652  0.000918       NaN       NaN

总结
方差分析可以帮助我们检测差异的显著性，它分析的内容是受一个或多个因素影响的因变量在不同水平分组的差异。不过单因素的方差分析要求因变量属于正态分布总体，并具有方差齐性。如果因变量的分布明显的是非正态，或者方差的差异很显著，那么我们就不能直接使用这种方法。对于方差不齐的情况，我们可以选择适当的函数，例如对数、倒数等等，对原始数据进行转换，直到方差齐性变得显著，或者剔除明显属于“均值±标准差”之外的数据。
当然，对于非正态分布的数据，我们也可以使用非参数的分析。非参数检验是在总体的方差知道很少的情况下，利用样本数据对总体分布形态等进行推断的方法。名字中的“非参数”的由来，就是因为这种检验方法在推断过程中不涉及有关总体分布的参数，而只是进行分布位置、分布形状之间的比较，因此不受总体分布的限定，适用范围比较广。常见的非参数检验包括二项分布检验、K-S 检验、卡方检验等等。
思考题
请尝试使用 Python 语言实现你自己的方差分析函数，然后通过测试数据来比较你实现的函数和 Python 扩展包里的函数（例如 statsmodels.stats.anova.anova_lm 或 scipy.stats.f_oneway）。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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32 | 概率统计篇答疑和总结：为什么会有欠拟合和过拟合？


你好，我是黄申。
在概率统计这个模块中，我们讲了很多监督式机器学习相关的概念。你可能对朴素贝叶斯、决策树、线性回归这类监督式算法中的一些概念还是不太清楚。比如说，为什么要使用大量的文档集合或者语料库来训练一个朴素贝叶斯模型呢？这个过程最后得到的结果是什么？为什么训练后的结果可以用于预测新的数据？这里面其实涉及了很多模型拟合的知识。
为了帮助你更好地理解这些内容，今天我就来说说监督式学习中几个很重要的概念：拟合、欠拟合和过拟合，以及如何处理欠拟合和过拟合。
拟合、欠拟合和过拟合
每种学习模型都有自己的假设和参数。虽然朴素贝叶斯和决策树都属于分类算法，但是它们各自的假设和参数都不相同。朴素贝叶斯的假设是贝叶斯定理和变量之间的独立性，而决策树的假设是集合的纯净程度或者混乱程度。我们这里所说的参数，是指根据模型假设和训练样本推导出来的数据，例如朴素贝叶斯中的参数是各种先验概率和条件概率，而决策树的参数是各个树结点以及结点上的决策条件。
了解了什么是模型的假设和参数，我们来看看什么是模型的拟合（Model Fitting）。在监督式学习中，我们经常提到“训练一个模型”，其实更学术的说法应该是“拟合一个模型”。
拟合模型其实就是指通过模型的假设和训练样本，推导出具体参数的过程。有了这些参数，我们就能对新的数据进行预测。这样说有些抽象，我画了张一元回归的图来帮助你理解。假设我们的数据点分布在一个二维空间。
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其中黑色的点表示训练数据所对应的点，x 轴表示唯一的自变量，y 轴表示因变量。根据这些训练数据，拟合回归模型之后，所得到的模型结果是一条黑色的曲线。
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有了这条曲线，我们就能根据测试数据的 x 轴取值（如图中的 x’）来获取 y 轴的取值（如图中的 y’），也就是根据自变量的值来获取因变量的值，达到预测的效果。这种情况就是适度拟合（right fitting）。
可是，有的时候拟合得到的模型过于简单，和训练样本之间的误差非常大，这种情况就是欠拟合（Under Fitting）。比如下面这根黑色的曲线，和第一根曲线相比，它离数据点的距离更大。这种拟合模型和训练样本之间的差异，我们就称为偏差（Bias）。
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欠拟合说明模型还不能很好地表示训练样本，所以在测试样本上的表现通常也不好。例如图中预测的值 y’’和测试数据 x’对应的真实值 y’相差很大。
相对于欠拟合，另一种情况是，拟合得到的模型非常精细和复杂，和训练样本之间的误差非常小，我们称这种情况为过拟合（Over Fitting）。比如下面这根黑色的曲线，和第一根曲线相比，离数据点的距离更近，也就是说偏差更小。
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初学者通常都会觉得过拟合很好，其实并不是这样。过拟合的模型虽然在训练样本中表现得非常优越，但是在测试样本中可能表现不理想。为什么会这样呢？这主要是因为，有的时候，训练样本和测试样本不太一致。
比如，用于训练的数据都是苹果和甜橙，但是用于测试的数据都是西瓜。在上图中，测试数据 x’所对应的 y 值应该是 y’，而不是预测的 y’’。这种训练样本和测试样本之间存在的差异，我们称为方差（Variance）。在过拟合的时候，我们认为模型缺乏泛化的能力，无法很好地处理新的数据。
类似地，我以二维空间里的分类为例，展示了适度拟合、欠拟合和过度拟合的情况。仍然假设训练数据的点分布在一个二维空间，我们需要拟合出一个用于区分两个类的分界线。我分别用三张图展示了这三种情况下的分界线。
首先，第一张是适度拟合的情况。
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这张图中，蓝色的点表示分类 1 的训练数据点，红色的点表示分类 2 的训练数据点。在适度拟合的时候，分界线比较好的区分了蓝色和红色的点。
在欠拟合的时候，模型过于简单，分界线区分训练样本中蓝色和红色点的能力比较弱，存在比较多的错误分类。
[image: ]
在过拟合的时候，模型过于复杂，分界线区分训练样本中蓝色和红色点的能力近乎完美，基本上没有错误的分类。但是，如果测试样本和这个训练样本不太一样，那么这个模型就会产生比较大的误差。
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在常见的监督式学习过程中，适度拟合、欠拟合和过拟合，这三种状态是逐步演变的。我也用一张图来解释这个过程。
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在这个图中，x 轴表示模型的复杂程度，y 轴表示预测的误差。蓝色曲线表示模型在训练样本上的表现，它和 x 轴之间的距离表示了偏差。而红色曲线表示模型在测试样本上的表现，它和蓝色曲线之间的距离表示了方差。
从图的左侧往右侧看，模型的复杂度由简单逐渐复杂。越复杂的模型，越近似训练样本，所以偏差就不断下降。可是，由于过于近似训练样本，模型和测试样本的差距就会加大，因此在模型复杂度达到一定程度之后，在训练样本上的预测误差反而会开始增加，这样就会导致训练和测试样本之间的方差不断增大。
在这个图中，最左边是高偏差、低方差，就是我们所说的欠拟合，最右边是低偏差、高方差，就是我们所说的过拟合。在靠近中间的位置，我们希望能找到一个偏差和方差都比较均衡的区域，也就是适度拟合的情况。
如何处理欠拟合和过拟合？
解释了什么是模型拟合、欠拟合和过拟合，我们下面来说说，有哪些常见的处理过拟合和欠拟合的方法。
想要解决一个问题，我们先要搞清楚产生这个问题的原因。欠拟合问题，产生的主要原因是特征维度过少，拟合的模型不够复杂，无法满足训练样本，最终导致误差较大。因此，我们就可以增加特征维度，让输入的训练样本具有更强的表达能力。
之前讲解朴素贝叶斯的时候，我提到“任何两个变量是相互独立的假设”，这种假设和马尔科夫假设中的一元文法的作用一致，是为了降低数据稀疏程度、节省计算资源所采取的措施。可是，这种假设在现实中往往不成立，所以朴素贝叶斯模型的表达能力是非常有限的。当我们拥有足够的计算资源，而且希望建模效果更好的时候，我们就需要更加精细、更加复杂的模型，朴素贝叶斯可能就不再适用了。
比如，在最近非常火的电影《流浪地球》中，计算机系统莫斯拥有全人类文明的数字资料库。假设我们手头也有一个庞大的资料库，也有莫斯那么强大的计算能力，那么使用一元文法来处理数据就有点大材小用了。我们完全可以放弃朴素贝叶斯中关于变量独立性的假设，而使用二元、三元甚至更大的 N 元文法来处理这些数据。这就是典型的通过增加更多的特征，来提升模型的复杂度，让它从欠拟合阶段往适度拟合阶段靠拢。
相对应的，过拟合问题产生的主要原因则是特征维度过多，导致拟合的模型过于完美地符合训练样本，但是无法适应测试样本或者说新的数据。所以我们可以减少特征的维度。之前在介绍决策树的时候，我提到了这类算法比较容易过拟合，可以使用剪枝和随机森林来缓解这个问题。
剪枝，顾名思义，就是删掉决策树中一些不是很重要的结点及对应的边，这其实就是在减少特征对模型的影响。虽然去掉一些结点和边之后，决策树对训练样本的区分能力变弱，但是可以更好地应对新数据的变化，具有更好的泛化能力。至于去掉哪些结点和边，我们可以使用前面介绍的特征选择方法来进行。
随机森林的构建过程更为复杂一些。“森林”表示有很多决策树，可是训练样本就一套，那这些树都是怎么来的呢？随机森林算法采用了统计里常用的可重复采样法，每次从全部 n 个样本中取出 m 个（m<n），然后构建一个决策树。重复这种采样并构建决策树的过程若干次，我们就能获得多个决策树。对于新的数据，每个决策树都会有自己的判断结果，我们取大多数决策树的意见作为最终结果。由于每次采样都是不完整的训练集合，而且有一定的随机性，所以每个决策树的过拟合程度都会降低。
从另一个角度来看，过拟合表示模型太复杂，而相对的训练数据量太少。因此我们也可以增加训练样本的数据量，并尽量保持训练数据和测试数据分布的一致性。如果我们手头上有大量的训练数据，则可以使用交叉验证（Cross Validation）的划分方式来保持训练数据和测试数据的一致性。其核心思想是在每一轮中，拿出大部分数据实例进行建模，然后用建立的模型对留下的小部分实例进行预测，最终对本次预测结果进行评估。这个过程反复进行若干轮，直到所有的标注样本都被预测了一次而且仅一次。如果模型所接受的数据总是在变化，那么我们就需要定期更新训练样本，重新拟合模型。
总结
第二模块中，我介绍了很多概率统计中常用的概念。随机变量和它的概率分布体现了事物发生的不确定性。而条件概率、联合概率和边缘概率体现了多个随机变量之间的关系以及是不是相互独立，通过这三者的关系，我们可以推导出贝叶斯定理。在贝叶斯定理和变量独立性假设的基础之上，我讲了朴素贝叶斯算法中的公式推导，以及如何使用先验概率来预测后验概率。由于朴素贝叶斯假定多个变量之间相互独立，因此特别适合特征维度很多、特征向量和矩阵很稀疏的场景。基于词包方法的文本分类就是个非常典型的例子。
文本分类涉及了词与词之间相互独立的假设，然后延伸出多元文法，而多元文法也广泛应用在概率语言模型中。语言模型是马尔科夫模型的一种，而隐马尔科夫模型在马尔科夫模型的基础之上，提出了两层的结构，解决了我们无法直接观测到转移状态的问题。
由概率知识派生而来的信息论，也能帮助我们设计机器学习的算法，比如决策树和特征选择。统计中的数据分布可以让特征值转换更合理，而假设检验可以告诉我们哪些结论是更可靠的。
由于很多监督式学习都是基于概率统计的，所以我使用了一些学习算法来进行讲解。你会发现，概率和统计可以帮助这些算法学习训练样本中的特征，并可以对新的数据进行预测，这就是模型拟合的过程。
思考题
学习完了概率和统计模块，你觉得自己最大的收获和感触是什么？
欢迎留言和我分享。你可以把今天的内容分享给你的好友，和他一起精进。
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33 | 线性代数：线性代数到底都讲了些什么？


你好，我是黄申。
通过第二模块的学习，我想你对概率统计在编程领域，特别是机器学习算法中的应用，已经有了一定理解。概率统计关注的是随机变量及其概率分布，以及如何通过观测数据来推断这些分布。可是，在解决很多问题的时候，我们不仅要关心单个变量之间的关系，还要进一步研究多个变量之间的关系，最典型的例子就是基于多个特征的信息检索和机器学习。
在信息检索中，我们需要考虑多个关键词特征对最终相关性的影响，而在机器学习中，无论是监督式还是非监督式学习，我们都需要考虑多个特征对模型拟合的影响。在研究多个变量之间关系的时候，线性代数成为了解决这类问题的有力工具。
另一方面，在我们日常生活和工作中，很多问题都可以线性化，小到计算两个地点之间的距离，大到计算互联网中全部网页的 PageRank。所以，为了使用编程来解决相应的问题，我们也必须掌握一些必要的线性代数基础知识。因此，我会从线性代数的基本概念出发，结合信息检索和机器学习领域的知识，详细讲解线性代数的运用。
关于线性代数，究竟都需要掌握哪些方面的知识呢？我们今天就来看一看，让你对之后一段时间所要学习的知识有个大体的了解。
向量和向量空间
我们之前所谈到的变量都属于标量（Scalar）。它只是一个单独的数字，而且不能表示方向。从计算机数据结构的角度来看，标量就是编程中最基本的变量。这个很好理解，你可以回想一下刚开始学习编程时接触到的标量类型的变量。
和标量对应的概念，就是线性代数中最常用、也最重要的概念，向量（Vector），也可以叫作矢量。它代表一组数字，并且这些数字是有序排列的。我们用数据结构的视角来看，向量可以用数组或者链表来表达。
后面的文章里，我会用加粗的小写字母表示一个向量，例如 xx
，而 x1，x2，x3，…，xnx1，x2，x3，…，xn
 等等，来表示向量中的每个元素，这里面的 n 就是向量的维。
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向量和标量最大的区别在于，向量除了拥有数值的大小，还拥有方向。向量或者矢量中的“向”和“矢”这两个字，都表明它们是有方向的。你可能会问，为什么这一串数字能表示方向呢？
这是因为，如果我们把某个向量中的元素看作坐标轴上的坐标，那么这个向量就可以看作空间中的一个点。以原点为起点，以向量代表的点为终点，就能形成一条有向直线。而这样的处理其实已经给向量赋予了代数的含义，使得计算的过程中更加直观。在后面讨论向量空间、向量夹角、矩阵特征值等概念的时候，我会进一步展示给你看。
由于一个向量包含了很多个元素，因此我们自然地就可以把它运用在机器学习的领域。上一个模块，我讲过如何把自然界里物体的属性，转换为能够用数字表达的特征。由于特征有很多维，因此我们可以使用向量来表示某个物体的特征。其中，向量的每个元素就代表一维特征，而元素的值代表了相应特征的值，我们称这类向量为特征向量（Feature Vector）。
需要注意的是，这个特征向量和矩阵的特征向量（Eigenvector）是两码事。那么矩阵的特征向量是什么意思呢？矩阵的几何意义是坐标的变换。如果一个矩阵存在特征向量和特征值，那么这个矩阵的特征向量就表示了它在空间中最主要的运动方向。如果你对这几个概念还不太理解，也不用担心，在介绍矩阵的时候，我会详细说说什么是矩阵的特征向量。
向量的运算
标量和向量之间可以进行运算，比如标量和向量相加或者相乘时，我们直接把标量和向量中的每个元素相加或者相乘就行了，这个很好理解。可是，向量和向量之间的加法或乘法应该如何进行呢？我们需要先定义向量空间。向量空间理论上的定义比较繁琐，不过二维或者三维的坐标空间可以很好地帮助你来理解。这些空间主要有几个特性：

	
空间由无穷多个的位置点组成；



	
这些点之间存在相对的关系；



	
可以在空间中定义任意两点之间的长度，以及任意两个向量之间的角度；



	
这个空间的点可以进行移动。




有了这些特点，我们就可以定义向量之间的加法、乘法（或点乘）、距离和夹角等等。
两个向量之间的加法，首先它们需要维度相同，然后是对应的元素相加。
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所以说，向量的加法实际上就是把几何问题转化成了代数问题，然后用代数的方法实现了几何的运算。我下面画了一张图，来解释二维空间里，两个向量的相加，看完你就能理解了。
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在这张图中，有两个向量 x 和 y，它们的长度分别是 x’和 y’，它们的相加结果是 x+y，这个结果所对应的点相当于 x 向量沿着 y 向量的方向移动 y’，或者是 y 向量沿着 x 向量的方向移动 x’。
向量之间的乘法默认是点乘，向量 x 和 y 的点乘是这么定义的：
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点乘的作用是把相乘的两个向量转换成了标量，它有具体的几何含义。我们会用点乘来计算向量的长度以及两个向量间的夹角，所以一般情况下我们会默认向量间的乘法是点乘。至于向量之间的夹角和距离，它们在向量空间模型（Vector Space Model）中发挥了重要的作用。信息检索和机器学习等领域充分利用了向量空间模型，计算不同对象之间的相似程度。在之后的专栏里，我会通过向量空间模型，详细介绍向量点乘，以及向量间夹角和距离的计算。
矩阵的运算
矩阵由多个长度相等的向量组成，其中的每列或者每行就是一个向量。因此，我们把向量延伸一下就能得到矩阵（Matrix）。
从数据结构的角度看，向量是一维数组，那矩阵就是一个二维数组。如果二维数组里绝大多数元素都是 0 或者不存在的值，那么我们就称这个矩阵很稀疏（Sparse）。对于稀疏矩阵，我们可以使用哈希表的链地址法来表示。所以，矩阵中的每个元素有两个索引。
我用加粗的斜体大写字母表示一个矩阵，例如 XX
，而 X12，X22，…，XnmX12，X22，…，Xnm
 等等，表示矩阵中的每个元素，而这里面的 n 和 m 分别表示矩阵的行维数和列维数。
我们换个角度来看，向量其实也是一种特殊的矩阵。如果一个矩阵是 n × m 维，那么一个 n × 1 的矩阵也可以称作一个 n 维列向量；而一个 1 × m 矩阵也称为一个 m 维行向量。
同样，我们也可以定义标量和矩阵之间的加法和乘法，我们只需要把标量和矩阵中的每个元素相加或相乘就可以了。剩下的问题就是，矩阵和矩阵之间是如何进行加法和乘法的呢？矩阵加法比较简单，只要保证参与操作的两个矩阵具有相同的行维度和列维度，我们就可以把对应的元素两两相加。而乘法略微繁琐一些，如果写成公式就是这种形式：
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其中，矩阵 ZZ
 为矩阵 XX
 和 YY
 的乘积，XX
 是形状为 i x k 的矩阵，而 YY
 是形状为 k × j 的矩阵。XX
 的列数 k 必须和 YY
 的行数 k 相等，两者才可以进行这样的乘法。
我们可以把这个过程看作矩阵 XX
 的行向量和矩阵 YY
 的列向量两两进行点乘，我这里画了张图，你理解了这张图就不难记住这个公式了。
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两个矩阵中对应元素进行相乘，这种操作也是存在的，我们称它为元素对应乘积，或者 Hadamard 乘积。但是这种乘法咱们用得比较少，所以你只要知道有这个概念就可以了。
除了加法和乘法，矩阵还有一些其他重要的操作，包括转置、求逆矩阵、求特征值和求奇异值等等。
转置（Transposition）是指矩阵内的元素行索引和纵索引互换，例如 XijXij
 就变为 XjiXji
，相应的，矩阵的形状由转置前的 n × m 变为转置后的 m × n。从几何的角度来说，矩阵的转置就是原矩阵以对角线为轴进行翻转后的结果。下面这张图展示了矩阵 XX
 转置之后的矩阵 X′X′
：
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除了转置矩阵，另一个重要的概念是逆矩阵。为了理解逆矩阵或矩阵逆（Matrix Inversion），我们首先要理解单位矩阵（Identity Matrix）。单位矩阵中，所有沿主对角线的元素都是 1，而其他位置的所有元素都是 0。通常我们只考虑单位矩阵为方阵的情况，也就是行数和列数相等，我们把它记做 InIn
，nn
 表示维数。我这里给出一个 I5I5
 的示例。
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如果有矩阵 XX
，我们把它的逆矩阵记做 X−1X−1
，两者相乘的结果是单位矩阵，写成公式就是这种形式：
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特征值和奇异值的概念以及求解比较复杂了，从大体上来理解，它们可以帮助我们找到矩阵最主要的特点。通过这些操作，我们就可以在机器学习算法中降低特征向量的维度，达到特征选择和变换的目的。我会在后面的专栏，结合案例给你详细讲解。
总结
相对于概率统计，线性代数中的基本概念和知识点可能没有那么多。但是对于刚入门的初学者，这些内容理解起来会比较费力。在这一节里，我进行了大致的梳理，帮助你学习。
标量和向量的区别，标量只是单独的一个数，而向量是一组数。矩阵是向量的扩展，就是一个二维数组。我们可以使用哈希表的链地址法表示稀疏矩阵。
标量和向量或矩阵的加法、乘法比较简单，就是把这个标量和向量或矩阵中所有的元素轮流进行相加或相乘。向量之间的加法和矩阵之间的加法，是把两者对应的元素相加。向量之间的相乘分为叉乘和点乘，我在专栏里默认向量乘法为点乘。而矩阵的乘法默认为左矩阵的行向量和右矩阵的列向量两两点乘。
说到这里，你可能还是不太理解线性代数对于编程有什么用处。在这个模块之后的内容中，我会详细介绍向量空间模型、线性方程组、矩阵求特征值和奇异值分解等，在信息检索和机器学习领域中，有怎样的应用场景。
思考题
之前你对线性代数的认识是什么样的呢？对这块内容，你觉得最难的是什么？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

34 | 向量空间模型：如何让计算机理解现实事物之间的关系？


你好，我是黄申。
之前我们讲过如何让计算机理解现实世界中的事物，方法是把事物的各种特性转为机器所能理解的数据字段。而这些数据字段，在机器学习里通常被称为特征。有了特征，我们不仅可以刻画事物本身，还能刻画不同事物之间的关系。
上一个模块我们只是了解了监督式学习，重点考察了特征和分类标签之间的关系。但是在信息检索和非监督式学习中，我们更关注的是不同事物之间的相似程度。这就需要用到线性代数中的向量空间模型了。
提到向量空间模型，你可能对其中的概念有点陌生，所以我会从向量空间的基本概念开始说起，讲到向量空间模型的相关知识，最后再讲讲它是如何应用在不同的编程中的。
什么是向量空间？
上一节，我讲到了向量和向量空间的一些基本概念。为了帮助你更好地理解向量空间模型，我这里给出向量和向量空间的严格定义。
首先假设有一个数的集合 FF
，它满足“FF
 中任意两个数的加减乘除法（除数不为零）的结果仍然在这个 FF
 中”，我们就可以称 FF
 为一个“域”。我们处理的数据通常都是实数，所以这里我只考虑实数域。而如果域 FF
 里的元素都为实数，那么 FF
 就是实数域。
如果 x1，x2，……，xn∈Fx1，x2，……，xn∈F
，那么 FF
 上的 nn
 维向量就是：
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或者写成转置的形式：
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向量中第 ii
 个元素，也称为第 ii
 个分量。FnFn
 是由 FF
 上所有 nn
 维向量构成的集合。
我们已经介绍过向量之间的加法，以及标量和向量的乘法。这里我们使用这两个操作来定义向量空间。
假设 VV
 是 FnFn
 的非零子集，如果对任意的向量 xx
、向量 y∈Vy∈V
，都有 (x+y)∈V(x+y)∈V
，我们称为 VV
 对向量的加法封闭；对任意的标量 k∈Vk∈V
，向量 x∈Vx∈V
，都有 kxkx
 属于 VV
，我们称 VV
 对标量与向量的乘法封闭。
如果 VV
 满足向量的加法和乘法封闭性，我们就称 VV
 是 FF
 上的向量空间。向量空间除了满足这两个封闭性，还满足基本运算法则，比如交换律、结合律、分配律等等。这里介绍的定义和法则有点多，不过你可以不用都死记硬背下来。只要用的时候，知道有这些东西就可以了。
向量空间的几个重要概念
有了刚才的铺垫，接下来我们来看几个重要的概念：向量的长度、向量之间的距离和夹角。
向量之间的距离
有了向量空间，我们就可以定义向量之间的各种距离。我们之前说过，可以把一个向量想象为 n 维空间中的一个点。而向量空间中两个向量的距离，就是这两个向量所对应的点之间的距离。距离通常都是大于 0 的，这里我介绍几种常用的距离，包括曼哈顿距离、欧氏距离、切比雪夫距离和闵可夫斯基距离。

	曼哈顿距离（Manhattan Distance）


这个距离度量的名字由来非常有趣。你可以想象一下，在美国人口稠密的曼哈顿地区，从一个十字路口开车到另外一个十字路口，驾驶距离是多少呢？当然不是两点之间的直线距离，因为你无法穿越挡在其中的高楼大厦。你只能驾车绕过这些建筑物，实际的驾驶距离就叫作曼哈顿距离。由于这些建筑物的排列都是规整划一的，形成了一个个的街区，所以我们也可以形象地称把它为“城市街区”距离。我这里画了张图方便你理解这种距离。
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从图中可以看出，从 A 点到 B 点有多条路径，但是无论哪条，曼哈顿距离都是一样的。
在二维空间中，两个点（实际上就是二维向量）x(x1,x2)x(x1,x2)
 与 y(y1,y2)y(y1,y2)
 间的曼哈顿距离是：
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推广到 nn
 维空间，曼哈顿距离的计算公式为：
[image: ]
其中 nn
 表示向量维度，xixi
 表示第一个向量的第 ii
 维元素的值，yiyi
 表示第二个向量的第 ii
 维元素的值。

	欧氏距离（Euclidean Distance）


欧氏距离，其实就是欧几里得距离。欧氏距离是一个常用的距离定义，指在 n 维空间中两个点之间的真实距离，在二维空间中，两个点 x(x1,x2)x(x1,x2)
 与 y(y1,y2)y(y1,y2)
 间的欧氏距离是：
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推广到 n 维空间，欧氏距离的计算公式为：
[image: ]

	切比雪夫距离（Chebyshev Distance）


切比雪夫其实是在模拟国际象棋里国王的走法。国王可以走临近 8 个格子里的任何一个，那么国王从格子 (x1,x2)(x1,x2)
 走到格子 (y1,y2)(y1,y2)
 最少需要多少步呢？其实就是二维空间里的切比雪夫距离。
一开始，为了走尽量少的步数，国王走的一定是斜线，所以横轴和纵轴方向都会减 1，直到国王的位置和目标位置在某个轴上没有差距，这个时候就改为沿另一个轴每次减 1。所以，国王走的最少格子数是 |x1−y1||x1−y1|
 和 |x2−y2||x2−y2|
 这两者的较大者。所以，在二维空间中，两个点 x(x1,x2)x(x1,x2)
 与 y(y1,y2)y(y1,y2)
 间的切比雪夫距离是：
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推广到 n 维空间，切比雪夫距离的计算公式为：
[image: ]
上述三种距离，都可以用一种通用的形式表示，那就是闵可夫斯基距离，也叫闵氏距离。在二维空间中，两个点 x(x1,x2)x(x1,x2)
 与 y(y1,y2)y(y1,y2)
 间的闵氏距离是：
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两个 nn
 维变量 x(x1,x2,…,xn)x(x1,x2,…,xn)
 与 y(y1,y2,…,yn)y(y1,y2,…,yn)
 间的闵氏距离的定义为：
[image: ]
其中 pp
 是一个变参数，尝试不同的 p 取值，你就会发现：

	
当 p=1p=1
 时，就是曼哈顿距离；



	
当 p=2p=2
 时，就是欧氏距离；



	
当 pp
 趋近于无穷大的时候，就是切比雪夫距离。这是因为当 pp
 趋近于无穷大的时候，最大的 |xi−yi||xi−yi|
 会占到全部的权重。




距离可以描述不同向量在向量空间中的差异，所以可以用于描述向量所代表的事物之差异（或相似）程度。
向量的长度
有了向量距离的定义，向量的长度就很容易理解了。向量的长度，也叫向量的模，是向量所对应的点到空间原点的距离。通常我们使用欧氏距离来表示向量的长度。
当然，我们也可以使用其他类型的距离。说到这里，我也提一下“范数”的概念。范数满足非负性、齐次性、和三角不等式。你可以不用深究这三点的含义，不过你需要知道范数常常被用来衡量某个向量空间中向量的大小或者长度。
L1L1
 范数 ||x||||x||
 ，它是为 xx
 向量各个元素绝对值之和，对应于向量 xx
 和原点之间的曼哈顿距离。
L2L2
 范数 ||x||2||x||2
 ，它是 xx
 向量各个元素平方和的 1212
 次方，对应于向量 xx
 和原点之间的欧氏距离。
LpLp
 范数 ||x||p||x||p
 ，为 xx
 向量各个元素绝对值 pp
 次方和的 1/p 次方，对应于向量 xx
 和原点之间的闵氏距离。
L∞L∞
 范数 ||x||∞||x||∞
 ，为 xx
 向量各个元素绝对值最大那个元素的绝对值，对应于向量 xx
 和原点之间的切比雪夫距离。
所以，在讨论向量的长度时，我们需要弄清楚是 L 几范数。
向量之间的夹角
在理解了向量间的距离和向量的长度之后，我们就可以引出向量夹角的余弦，它计算了空间中两个向量所形成夹角的余弦值，具体的计算公式我列在了下面：
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从公式可以看出，分子是两个向量的点乘，而分母是两者长度（或 L2 范数）的乘积，而 L2 范数可以使用向量点乘自身的转置来实现。夹角余弦的取值范围在 [-1,1]，当两个向量的方向重合时夹角余弦取最大值 1，当两个向量的方向完全相反夹角余弦取最小值 -1。值越大，说明夹角越小，两点相距就越近；值越小，说明夹角越大，两点相距就越远。
向量空间模型
理解了向量间距离和夹角余弦这两个概念，你再来看向量空间模型（Vector Space Model）就不难了。
向量空间模型假设所有的对象都可以转化为向量，然后使用向量间的距离（通常是欧氏距离）或者是向量间的夹角余弦来表示两个对象之间的相似程度。我使用下图来展示空间中向量之间的距离和夹角。
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由于夹角余弦的取值范围已经在 -1 到 1 之间，而且越大表示越相似，所以可以直接作为相似度的取值。相对于夹角余弦，欧氏距离 ED 的取值范围可能很大，而且和相似度呈现反比关系，所以通常要进行 1/(1-ED) 这种归一化。
当 ED 为 0 的时候，变化后的值就是 1，表示相似度为 1，完全相同。当 ED 趋向于无穷大的时候，变化后的值就是 0，表示相似度为 0，完全不同。所以，这个变化后的值，取值范围是 0 到 1 之间，而且和相似度呈现正比关系。
早在上世纪的 70 年代，人们把向量空间模型运用于信息检索领域。由于向量空间可以很形象地表示数据点之间的相似程度，因此现在我们也常常把这个模型运用在基于相似度的一些机器学习算法中，例如 K 近邻（KNN）分类、K 均值（K-Means) 聚类等等。
总结
为了让计算机理解现实世界中的事物，我们会把事物的特点转换成为数据，并使用多维度的特征来表示某个具体的对象。多个维度的特征很容易构成向量，因此我们就可以充分利用向量和向量空间，来刻画事物以及它们之间的关系。
我们可以在向量空间中定义多种类型的向量长度和向量间距离，用于衡量向量之间的差异或者说相似程度。此外，夹角余弦也是常用的相似度衡量指标。和距离相比，夹角余弦的取值已经控制在 [-1, 1] 的范围内，不会因为异常点所产生的过大距离而受到干扰。
向量空间模型充分利用了空间中向量的距离和夹角特性，来描述文档和查询之间的相似程度，或者说相关性。虽然向量空间模型来自信息检索领域，但是也被用广泛运用在机器学习领域中。在接下来的文章里，我会结合具体的案例，分别来说说如何在这些领域使用向量空间模型。
思考题
假设在三维空间中有两个点，它们的坐标分别是 (3, -1, 8) 和 (-2, 3, -6)，请计算这两个点之间的欧氏距离和夹角余弦。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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35 | 文本检索：如何让计算机处理自然语言？


你好，我是黄申。
上一节，我详细解释了向量空间和向量空间模型。你也许觉得理论上的内容还是过于抽象，不太好理解。别急，今天我就来具体演示一下如何使用这个模型。由于学者们最初是在信息检索领域使用这个模型的，所以我会结合文本信息检索领域的知识，阐述如何在这个领域使用向量空间模型。
什么是信息检索？
首先，我们先来看一下，什么是信息检索，以及最基本的排序模型有哪些。这样，你就能理解为什么我们需要使用向量空间模型了。
现在的信息检索技术已经相当成熟，并影响我们日常生活的方方面面。搜索引擎就是这项技术的最佳体现，人们输入一个查询，然后系统就能返回相关的信息。
笼统地说，信息检索就是让计算机根据用户信息需求，从大规模、非结构化的数据中，找出相关的资料。这里的“非结构化”其实是针对经典的关系型数据库（Relation Database）而言的，比如 DB2、Oracle DB、MySQL 等等。
数据库里的记录都有严格的字段定义（Schema），是“结构化”数据的典型代表。相反，“非结构化”没有这种严格的定义，互联网世界里所存储的海量文本就是“非结构化“数据的典型代表。因为这些文章如果没有经过我们的分析，对于其描述的主题、写作日期、作者等信息，我们是一无所知的。自然，我们也就无法将其中的内容和已经定义好的数据库字段进行匹配，所以这也是数据库在处理非结构化数据时非常乏力的原因。这时候就需要采用信息检索的技术来帮助我们。
在信息检索中，相关性是个永恒的话题。“这篇文章是否和体育相关？”当被问及这个问题，我们要大致看一下文章的内容，才能做出正确的判断。可是，迄今为止，计算机尚无法真正懂得人类的语言，它们该如何判定呢？好在科学家们设计了很多模型，帮助计算机处理基于文本的相关性。
最简单的模型是布尔模型，它借助了逻辑（布尔）代数的基本思想。如果我想看一篇文章是否关于体育，最简单的方法莫过于看看其中是否提到和体育相关的关键词，比如“足球”“NBA”“奥运会”等等。如果有，就相当于返回值为“真”，我就认为这篇文章就是相关的。如果没有，就相当于返回值为“假”，我就认为这篇文章不相关。这就是布尔模型的核心思想。
这里我列出了要求全部关键词都出现的查询条件。
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当然，我们可以根据具体的需求，在查询条件中加入“OR”，允许进行部分关键词的匹配。
和布尔模型相比，向量空间模型更为复杂，也更为合理。如我之前介绍的，此模型的重点是将文档转换为向量，然后比较向量之间的距离或者相似程度。在转换的时候，我们通常会使用词包（Bag Of Word）的方式，忽略了单词在文章中出现的顺序，简化计算复杂度。类似地，这个模型也会把用户输入的查询转换为向量。如此一来，相关性问题就转化为计算查询向量和文档向量之间的距离或者相似度了。距离越小或者说相似度越高，那么我们就认为相关度越高。
相对于标准的布尔数学模型，向量空间模型的主要优势在于，允许文档和查询之间的部分匹配
连续的相似程度、以及基于这些的的排序。结果不再局限于布尔模型的“真”“假”值。此外，单词或词组的权重可以不再是二元的，而是可以使用例如tf-idf（term frequency–inverse document frequency）的机制。
上面我简要地说明了为什么在信息检索领域，向量空间模型相比布尔模型更具优势。接下来，我来详细讲解如何在一个文档集合上，使用向量空间模型，查找和给定查询相关的文档。
信息检索中的向量空间模型
整个方法从大体上来说，可以分为四个主要步骤。
第一步，把文档集合都转换成向量的形式。
第二步，把用户输入的查询转换成向量的形式，然后把这个查询的向量和所有文档的向量，进行比对，计算出基于距离或者夹角余弦的相似度。
第三步，根据查询和每个文档的相似度，找出相似度最高的文档，认为它们是和指定查询最相关的。
第四步，评估查询结果的相关性。
这一节，我主要侧重讲解和向量空间模型最相关的前两步。
把文档转为特征向量
任何向量都有两个主要的构成要素：维度和取值。这里的维度表示向量有多少维分量、每个分量的含义是什么，而取值表示每个分量的数值是多少。而原始的文本和向量差别很大，我们需要经过若干预处理的步骤。
我们首先来看看如何为文本创建向量的维度。简单地说，我们要把文章中唯一的单词或者词组，作为向量的一个维度。
在概率统计的模块中，我说过如何基于词包（Bag of Word）的方式来预处理文本，包括针对中文等语系的分词操作、针对英文等拉丁语系的词干（Stemming）和归一化（Normalization）处理，以及所有语言都会碰到的停用词（Stopword）、同义词和扩展词处理。完成了前面这些预处理，我们就可以获得每篇文档出现的单词和词组。而通过对所有文档中的单词和词组进行去重，我们就可以构建整个文档集合的词典（Vocabulary）。向量空间模型把词典中的每个词条作为向量的一个维度。
有了向量的维度，我们再来考虑每个维度需要取什么值。最简单的方法是用“1”表示这个词条出现在文档中，“0”表示没有出现。不过这种方法没有考虑每个词的权重。有些词经常出现，它更能表达文章的主要思想，对于计算机的分析能起到更大的作用。对于这点，有两种常见的改进方法，分别是使用词频和词频 x 逆文档频率来实现的。
我们先来看基于词频的方法。假设我们有一个文档集合 c，d 表示 c 中的一个文档，t 表示一个单词，那么我们使用 tf 表示词频（Term Frequency），也就是一个词 t 在文档 d 中出现的次数。这种方法的假设是，如果某个词在文档中的 tf 越高，那么这个词对于这个文档来说就越重要。
另一种改进方法，不仅考虑了 tf，还考虑了 idf。这里 idf 表示逆文档频率（Inverse Document Frequency）。
首先，df 表示文档频率（Document Frequency），也就是文档集合 c 中出现某个词 t 的文档数量。一般的假设是，某个词 t 在文档集合 c 中，出现在越多的文档中，那么其重要性越低，反之则越高。刚开始可能感觉有点困惑，但是仔细想想不难理解。
在讨论体育的文档集合中，“体育”一词可能会出现在上万篇文章中，它的出现并不能使得某篇文档变得和“体育”这个主题更相关。相反，如果只有 3 篇文章讨论到中国足球，那么这 3 篇文章和中国足球的相关性就远远高于其他文章。“中国足球”这个词组在文档集合中就应该拥有更高的权重，用户检索“中国足球”时，这 3 篇文档应该排在更前面。所以，我们通常用 df 的反比例指标 idf 来表示这种重要程度，基本公式如下：
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其中 N 是整个文档集合中文章数量，log 是为了确保 idf 分值不要远远高于 tf 而埋没 tf 的贡献。这样一来，单词 t 的 df 越低，其 idf 越高，t 的重要性越高。那么综合起来，tf-idf 的基本公式表示如下：
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一旦完成了从原始文档到向量的转换，我们就可以接受用户的查询（Query）。
查询和文档的匹配
在计算查询和文档的相似度之前，我们还需要把查询转换成向量。由于用户的查询也是由自然语言组成，所以这个转换的流程和文档的转换流程是基本一致的。不过，查询也有它的特殊性，因此需要注意下面几个问题。
第一，查询和文档长度不一致。人们输入的查询通常都很短，甚至都不是一个句子，而只是几个关键词。这种情况下，你可能会觉得两个向量的维度不同，无法计算它们之间的距离或夹角余弦。对于这种情况，我们可以使用文档字典中所有的词条来构建向量。如果某维分量所对应的词条出现在文档或者查询中，就取 1、tf 或 tf-idf 值，如果没有就取 0。这样，文档向量和查询向量的维度就相同了，只是查询向量更稀疏、拥有多维度的 0。
第二，查询里出现了文档集合里没有的词。简单的做法是直接去除这维分量，也可以使用相对于其他维度来说极小的一个数值，这和分类中的平滑技术类似。
第三，查询里词条的 idf 该如何计算。如果我们使用 tf-idf 机制来计算向量中每个维度的取值，那么就要考虑这个问题。由于查询本身并不存在文档集合的概念，所以也就不存在 df 和 idf。对于这种情况，我们可以借用文档集合里对应词条的 idf。
把查询转换成向量之后，我们就可以把这个查询的向量和所有文档的向量依次对比，看看查询和哪些文档更相似。我们可以结合上一节所说的，计算向量之间的距离或者夹角余弦。由于夹角余弦不用进行归一化，所以这种方法更为流行。需要注意的是，信息检索里，夹角余弦的取值范围通常是 [0,1]，而不再是 [-1,1]。这是因为在进行文本处理的时候，我们根据单词的出现与否，设置 0、1/tf/tf-idf，因此向量每个分量的取值都是正的。
在概率统计模块中，我介绍过特征选择和特征值的转换。由于文本向量往往是非常稀疏的，我们也可能需要对转换后的文档和查询向量，进行这两项操作。
排序和评估
完成了前两步，后面的排序和评估就很直观了。我们按照和输入查询的相似程度，对所有文档进行相似度由高到低的排序，然后取出前面的若干个文档，作为相关的信息返回。当然，这里你需要注意，这里所说的“相关性”是从向量空间模型的角度出发，不代表所返回的信息一定满足用户的需求。因此，我们还需要设计各种离线或者在线的评估，来衡量向量空间模型的效果。由于这些内容不是线性代数的关注点，我就不展开了。如果你有兴趣，可以自己去研究一下。
总结
今天我从文本的信息检索出发，介绍如何使用向量空间模型。在使用这个模型之前，很重要的处理步骤，就是要把原始数据转换成向量。这里所说的数据类型是文本，所以我们要进行分词等操作，然后构建文档的字典，并使用字典的词条来构建向量。如果是其他类型的数据，我们则需要提取相应的特征，并利用这些特征来构建向量。
如果我们把查询也转换成向量，那么就可以计算查询向量和文档向量之间的相似度。通过这种相似度，我们就能对所有的文档进行排序，找出向量空间模型认为“最相关”的文章。
不过，我今天介绍的计算相似度并排序的过程，只是最基本的实现，而这种实现并没有考虑效率的问题。我们这里可以简单分析一下时间复杂度。
假设查询的平均长度（或词条数量）远远小于文档的平均长度，我们把查询的平均长度记做 m，那么对于每次计算查询向量和文档向量的相似度，时间复杂度都是 O(m)。假设文档集中文档的数量平均是 n，那么根据时间复杂度的四则运算法则，把查询和所有文档比较的时间复杂度是 O(m*n)。
其实，在第 17 讲我曾经提到过了倒排索引的案例，我们可以把倒排索引和向量空间模型相结合。倒排索引可以快速找到包含查询词的候选文档，这样就避免了不必要的向量计算。更多具体的内容，我会在之后的实战模块为你详细讲解。
思考题
假设你使用了 tf-idf 的机制来构造向量，那么当文档集合中新增了文档之后，你是不是只需要为新增文档构建向量？原有文档的向量是否需要更新？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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36 | 文本聚类：如何过滤冗余的新闻？


你好，我是黄申。
前两节，我讲了向量空间模型，以及如何在信息检索领域中运用向量空间模型。向量空间模型提供了衡量向量之间的距离或者相似度的机制，而这种机制可以衡量查询和被查询数据之间的相似程度，而对于文本检索来说，查询和文档之间的相似程度可作为文档的相关性。
实际上，除了文档的相关性，距离或者相似度还可以用在机器学习的算法中。今天，我们就来聊聊如何在聚类算法中使用向量空间模型，并最终实现过滤重复文章。
聚类算法
在概率统计模块中，我们介绍了分类（Classification/Categorization）和回归（Regression）这两种监督式学习（Supervised Learning）。监督式学习通过训练资料学习并建立一个模型，并依此模型对新的实例进行预测。
不过，在实际场景中，我们常常会遇到另一种更为复杂的情况。这时候不存在任何关于样本的先验知识，而是需要机器在没人指导的情形下，去将很多东西进行归类。由于缺乏训练样本，这种学习被称为“非监督学习”（Unsupervised Learning），也就是我们通常所说的聚类（Clustering）。在这种学习体系中，系统必须通过一种有效的方法发现样本的内在相似性，并把数据对象以群组（Cluster）的形式进行划分。
谈到相似性，你可能已经想到了利用特征向量和向量空间模型，这确实是可行的方法。不过，为了让你全面了解在整个非监督式学习中，如何运用向量空间，让我先从一个具体的聚类算法开始。
这个算法的名称是 K 均值（K-Means）聚类算法，它让我们可以在一个任意多的数据上，得到一个事先定好群组数量（K）的聚类结果。这种算法的中心思想是：尽量最大化总的群组内相似度，同时尽量最小化群组之间的相似度。群组内或群组间的相似度，是通过各个成员和群组质心相比较来确定的。想法很简单，但是在样本数量达到一定规模后，希望通过排列组合所有的群组划分，来找到最大总群组内的相似度几乎是不可能的。于是人们提出如下的求近似解的方法。

	
从 N 个数据对象中随机选取 k 个对象作为质心，这里每个群组的质心定义是，群组内所有成员对象的平均值。因为是第一轮，所以第 i 个群组的质心就是第 i 个对象，而且这时候我们只有这一个组员。



	
对剩余的对象，测量它和每个质心的相似度，并把它归到最近的质心所属的群组。这里我们可以说距离，也可以说相似度，只是两者呈现反比关系。



	
重新计算已经得到的各个群组的质心。这里质心的计算是关键，如果使用特征向量来表示的数据对象，那么最基本的方法是取群组内成员的特征向量，将它们的平均值作为质心的向量表示。



	
迭代上面的第 2 步和第 3 步，直至新的质心与原质心相等或相差之值小于指定阈值，算法结束。




我以二维空间为例子，画张图来展示一下数据对象聚类的过程。
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在这张图中，( a )、( b )、( c ) 三步分别展示了质心和群组逐步调整的过称。我们一一来看。(a) 步骤是选择初始质心，质心用不同颜色的 x 表示；( b ) 步骤开始进行聚类，把点分配到最近的质心所在的组；( c ) 步骤重新计算每个群组的质心，你会发现 x 的位置发生了改变。之后就是如此重复，进入下一轮聚类。
总的来说，K 均值算法是通过不断迭代、调整 K 个聚类质心的算法。而质心或者群组的中心点，是通过求群组所包含的成员之平均值来计算的。
使用向量空间进行聚类
明白了 K 均值聚类算法的核心思想，再来理解向量空间模型在其中的运用就不难了。我还是以文本聚类为例，讲讲如何使用向量空间模型和聚类算法，去除重复的新闻。
我们在看新闻的时候，一般都希望不断看到新的内容。可是，由于现在的报道渠道非常丰富，经常会出现热点新闻霸占版面的情况。假如我们不想总是看到重复的新闻，应该怎么办呢？有一种做法就是对新闻进行聚类，那么内容非常类似的文章就会被聚到同一个分组，然后对每个分组我们只选择 1 到 2 篇显示就够了。
基本思路确定后，我们可以把整个方法分为三个主要步骤。
第一步，把文档集合都转换成向量的形式。这块我上一节讲过了，你要是不记得了，可以自己回去复习一下。
第二步，使用 K 均值算法对文档集合进行聚类。这个算法的关键是如何确定数据对象和分组质心之间的相似度。针对这点，我们有两个点需要关注。

	
使用向量空间中的距离或者夹角余弦度量，计算两个向量的相似度。



	
计算质心的向量。K 均值里，质心是分组里成员的平均值。所以，我们需要求分组里所有文档向量的平均值。求法非常直观，就是分别为每维分量求平均值，我把具体的计算公式列在这里：
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其中，xixi
 表示向量的第 i 个分量，xijxij
 表示第 j 格向量的第 ii
 个分量，而 j=1,2,…,nj=1,2,…,n
 表示属于某个分组的所有向量。
第三步，在每个分类中，选出和质心最接近的几篇文章作为代表。而其他的文章作为冗余的内容过滤掉。
下面，我使用 Python 里的 sklearn 库，来展示使用欧氏距离的 K 均值算法。
Python 中的 K 均值算法
在尝试下面的代码之前，你需要看看自己的机器上是不是已经安装了 scikit-learn。Scikit-learn 是 Python 常用的机器学习库，它提供了大量的机器学习算法的实现和相关的文档，甚至还内置了一些公开数据集，是我们实践机器学习算法的好帮手。
首先，我使用 sklearn 库中的 CountVectorizer，对一个测试的文档集合构建特征，也就是词典。这个测试集合有 7 句话，2 句关于篮球，2 句关于电影，还有 3 句关于游戏。具体代码如下：
from sklearn.feature_extraction.text import CountVectorizer
 
# 模拟文档集合
corpus = ['I like great basketball game',
          'This video game is the best action game I have ever played',
          'I really really like basketball',
          'How about this movie? Is the plot great?',
          'Do you like RPG game?',
          'You can try this FPS game',
          'The movie is really great, so great! I enjoy the plot']
 
# 把文本中的词语转换为词典和相应的向量
vectorizer = CountVectorizer()
vectors = vectorizer.fit_transform(corpus)
 
# 输出所有的词条（所有维度的特征）
print('所有的词条（所有维度的特征）')
print(vectorizer.get_feature_names())
print('\n')
 
# 输出 (文章 ID, 词条 ID) 词频
print('(文章 ID, 词条 ID) 词频')
print(vectors)
print('\n')

从运行的结果中，你可以看到，整个词典里包含了哪些词，以及每个词在每个文档里的词频。
这里，我们希望使用比词频 tf 更好的 tf-idf 机制，TfidfTransformer 可以帮助我们做到这点，代码和注释如下：
from sklearn.feature_extraction.text import TfidfTransformer
 
# 构建 tfidf 的值
transformer = TfidfTransformer()
tfidf = transformer.fit_transform(vectorizer.fit_transform(corpus))
 
# 输出每个文档的向量
tfidf_array = tfidf.toarray()
words = vectorizer.get_feature_names()
 
for i in range(len(tfidf_array)):
    print ("********* 第 ", i + 1, " 个文档中，所有词语的 tf-idf*********")
    # 输出向量中每个维度的取值
    for j in range(len(words)):
        print(words[j], ' ', tfidf_array[i][j])
    print('\n')

运行的结果展示了每个文档中，每个词的 tfidf 权重，你可以自己手动验算一下。
最后，我们就可以进行 K 均值聚类了。由于有篮球、电影和游戏 3 个类别，我选择的 K 是 3，并在 KMeans 的构造函数中设置 n_clusters 为 3。
from sklearn.cluster import KMeans
 
# 进行聚类，在我这个版本里默认使用的是欧氏距离
clusters = KMeans(n_clusters=3)
s = clusters.fit(tfidf_array)
 
# 输出所有质心点，可以看到质心点的向量是组内成员向量的平均值
print('所有质心点的向量')
print(clusters.cluster_centers_)
print('\n')
 
# 输出每个文档所属的分组
print('每个文档所属的分组')
print(clusters.labels_)
 
# 输出每个分组内的文档
dict = {}
for i in range(len(clusters.labels_)):
    label = clusters.labels_[i]
    if label not in dict.keys():
        dict[label] = []
        dict[label].append(corpus[i])
    else:
        dict[label].append(corpus[i])
print(dict)

为了帮助你的理解，我输出了每个群组的质心，也就是其中成员向量的平均值。最后，我也输出了 3 个群组中所包含的句子。在我机器上的运行结果显示，系统可以把属于 3 个话题的句子区分开来。如下所示：
{2: ['I like great basketball game', 'I really really like basketball'], 0: ['This video game is the best action game I have ever played', 'Do you like RPG game?', 'You can try this FPS game'], 1: ['How about this movie? Is the plot great?', 'The movie is really great, so great! I enjoy the plot']}

不过，由于 KMeans 具体的实现可能不一样，而且初始质心的选择也有一定随机性，所以你看到的结果可能稍有不同。
总结
这一节，我介绍了如何在机器学习的聚类算法中，使用向量空间模型。在聚类中，数据对象之间的相似度时很关键的。如果我们把样本转换为向量，然后使用向量空间中的距离或者夹角余弦，就很自然的能获得这种相似度，所以向量空间模型和聚类算法可以很容易的结合在一起。
为了给你加深印象，我介绍了一个具体的 K 均值算法，以及向量空间模型在其中所起到的作用，并通过 Python 的 sklearn 代码演示了几个关键的步骤。
向量空间模型和 K 均值算法的结合，虽然简单易懂，但是一开始怎样选择这个群组的数量，是个关键问题。我今天演示的测试数据很小，而且主题划分的也非常明显。所以我选择聚类的数量为 3。
可是在实际项目中，对于一个新的数据集合，选择多少比较合适呢？如果这个 K 值取得太小，群组可能切分太细，每个之间区别不大。如果 K 值取得太大，群组的粒度又太粗，造成群组内差异比较明显。对非监督式的学习来说，这个参数确实难以得到准确预估。我们可以事先在一个较小的数据集合上进行尝试，然后根据结果和应用场景确定一个经验值。
思考题
今天我使用的是 sklearn 里的 KMeans 包，它使用了向量间的欧氏距离来进行聚类。你可以尝试实现自己的 K 均值聚类，并使用向量间的夹角余弦作为相似度的度量。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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37 | 矩阵（上）：如何使用矩阵操作进行PageRank计算？


你好，我是黄申。今天我来说说矩阵。
前面我说过，矩阵由多个长度相等的向量组成，其中的每列或者每行就是一个向量。从数据结构的角度来看，我们可以把向量看作一维数组，把矩阵看作二维数组。
具有了二维数组的特性，矩阵就可以表达二元关系了，例如图中结点的邻接关系，或者是用户对物品的评分关系。而通过矩阵上的各种运算操作，我们就可以挖掘这些二元关系，在不同的应用场景下达到不同的目的。今天我就从图的邻接矩阵出发，展示如何使用矩阵计算来实现 PageRank 算法。
回顾 PageRank 链接分析算法
在讲马尔科夫模型的时候，我已经介绍了 PageRank 链接分析算法。所以，在展示这个算法和矩阵操作的关系之前，我们快速回顾一下它的核心思想。
PageRank 是基于马尔科夫链的。它假设了一个“随机冲浪者”模型，冲浪者从某张网页出发，根据 Web 图中的链接关系随机访问。在每个步骤中，冲浪者都会从当前网页的链出网页中，随机选取一张作为下一步访问的目标。此外，PageRank 还引入了随机的跳转操作，这意味着冲浪者不是按 Web 图的拓扑结构走下去，只是随机挑选了一张网页进行跳转。
基于之前的假设，PageRank 的公式定义如下：
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其中，pipi
 表示第 ii
 张网页，MiMi
 是 pipi
 的入链接集合，pjpj
 是 MiMi
 集合中的第 jj
 张网页。PR(pj)PR(pj)
 表示网页 pjpj
 的 PageRank 得分，L(pj)L(pj)
 表示网页 pjpj
 的出链接数量，1L(pj)1L(pj)
 就表示从网页 pjpj
 跳转到 pipi
 的概率。αα
 是用户不进行随机跳转的概率，NN
 表示所有网页的数量。
PageRank 的计算是采样迭代法实现的：一开始所有网页结点的初始 PageRank 值都可以设置为某个相同的数，例如 1，然后我们通过上面这个公式，得到每个结点新的 PageRank 值。每当一张网页的 PageRank 发生了改变，它也会影响它的出链接所指向的网页，因此我们可以再次使用这个公式，循环地修正每个网页结点的值。由于这是一个马尔科夫过程，所以我们能从理论上证明，所有网页的 PageRank 最终会达到一个稳定的数值。整个证明过程很复杂，这里我们只需要知道这个迭代计算的过程就行了。
简化 PageRank 公式
那么，这个计算公式和矩阵操作又有什么联系呢？为了把问题简化，我们暂时不考虑随机跳转的情况，而只考虑用户按照网页间链接进行随机冲浪。那么 PageRank 的公式就简化为：
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这个公式只包含了原公式中的 ΣPR(pj)L(pj))ΣPR(pj)L(pj))
 部分。我们再来对比看看矩阵点乘的计算公式。
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以上两个公式在形式上是基本一致的。因此，我们可以把 ΣPR(pj)L(pj))ΣPR(pj)L(pj))
 的计算，分解为两个矩阵的点乘。一个矩阵是当前每张网页的 PageRank 得分，另一个矩阵就是邻接矩阵。所谓邻接矩阵，其实就是表示图结点相邻关系的矩阵。
假设 xi,jxi,j
 是矩阵中第 ii
 行、第 jj
 列的元素，那么我们就可以使用 xi,jxi,j
 表示从结点 ii
 到结点 jj
 的连接，放到 PageRank 的应用场景，xi,jxi,j
 就表示网页 pipi
 到网页 pjpj
 的链接。最原始的邻接矩阵所包含的元素是 0 或 1，0 表示没有链接，而 1 表示有链接。
考虑到 PageRank 里乘积是 1L(pj)1L(pj)
，我们可以对邻接矩阵的每一行进行归一化，用原始的值（0 或 1）除以 L(pj)L(pj)
，而 L(pj)L(pj)
 表示有某张网页 pjpj
 的出链接，正好是矩阵中 pjpj
 这一行的和。所以，我们可以对原始的邻接矩阵，进行基于行的归一化，这样就能得到每个元素为 1L(pj)1L(pj)
 的矩阵，其中 jj
 表示矩阵的第 jj
 行。注意，这里的归一化是指让所有元素加起来的和为 1。
为了方便你理解，我用下面这个拓扑图作为例子给你详细解释。
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基于上面这个图，原始矩阵为：
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其中第 i 行、第 j 列的元素值表示从结点 i 到 j 是不是存在链接。如果是，那么这个值为 1；否则就为 0。
按照每一行的和，分别对每一行进行归一化之后的矩阵就变为：
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有了上述这个邻接矩阵，我们就可以开始最简单的 PageRank 计算。PageRank 的计算是采样迭代法实现的。这里我把初始值都设为 1，并把第一次计算的结果列在这里。
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好了，我们已经成功迈出了第一步，但是还需要考虑随机跳转的可能性。
考虑随机跳转
经过上面的步骤，我们已经求得 ΣPR(pj)L(pj))ΣPR(pj)L(pj))
 部分。不过，PageRank 引入了随机跳转的机制。这一部分其实也是可以通过矩阵的点乘来实现的。我们把 ΣPR(pj)L(pj))ΣPR(pj)L(pj))
 部分用 AA
 表示，那么完整的 PageRank 公式就可以表示为：
PR(Pi)=αA+1−αNPR(Pi)=αA+1−αN


于是，我们可以把上述公式分解为如下两个矩阵的点乘：
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我们仍然使用前面的例子，来看看经过随机跳转之后，PageRank 值变成了多少。这里 αα
 取 0.9。
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我们前面提到，PageRank 算法需要迭代式计算。为了避免计算后的数值越来越大甚至溢出，我们可以进行归一化处理，保证所有结点的数值之和为 1。经过这个处理之后，我们得到第一轮的 PageRank 数值，也就是下面这个行向量：
[0.37027027 0.24864865 0.37027027 0.00540541 0.00540541]
接下来，我们只需要再重复之前的步骤，直到每个结点的值趋于稳定就可以了。
使用 Python 进行实现
说到这里，我已经把如何把整个 PageRank 的计算，转换成多个矩阵的点乘这个过程讲完了。这样一来，我们就可以利用 Python 等科学计算语言提供的库，来完成基于 PageRank 的链接分析。为了展示具体的代码，我以之前的拓扑图为例，给你详细讲述每一步。
首先，我们要进行一些初始化工作，包括设置结点数量、确定随机跳转概率的 αα
、代表拓扑图的邻接矩阵以及存放所有结点 PageRank 值的数组。下面是一段示例代码，在代码中我提供了注释供你参考。
import numpy as np
 
# 设置确定随机跳转概率的 alpha、网页结点数
alpha = 0.9
N = 5
 
# 初始化随机跳转概率的矩阵
jump = np.full([2,1], [[alpha], [1-alpha]], dtype=float)
 
# 邻接矩阵的构建
adj = np.full([N,N], [[0,0,1,0,0],[1,0,1,0,0],[1,0,0,0,0],[0,0,0,0,0],[0,1,0,0,0]], dtype=float)
 
# 对邻接矩阵进行归一化
row_sums = adj.sum(axis=1)      # 对每一行求和
row_sums[row_sums == 0] = 0.1   # 防止由于分母出现 0 而导致的 Nan
adj = adj / row_sums[:, np.newaxis] # 除以每行之和的归一化
 
# 初始的 PageRank 值，通常是设置所有值为 1.0
pr = np.full([1,N], 1, dtype=float)

之后，我们就能采用迭代法来计算 PageRank 值。一般我们通过比较每个结点最近两次计算的值是否足够接近，来确定数值是不是已经稳定，以及是不是需要结束迭代。这里为简便起见，我使用了固定次数的循环来实现。如果你的拓扑图比较复杂，需要更多次迭代，我把示例代码和注释列在这里。
# PageRank 算法本身是采样迭代方式进行的，当最终的取值趋于稳定后结束。
for i in range(0, 20):
 
    # 进行点乘，计算Σ(PR(pj)/L(pj))
    pr = np.dot(pr, adj)
 
    # 转置保存Σ(PR(pj)/L(pj)) 结果的矩阵，并增加长度为 N 的列向量，其中每个元素的值为 1/N，便于下一步的点乘。
    pr_jump = np.full([N, 2], [[0, 1/N]])
    pr_jump[:,:-1] = pr.transpose()
 
    # 进行点乘，计算α(Σ(PR(pj)/L(pj))) + (1-α)/N)
    pr = np.dot(pr_jump, jump)
 
    # 归一化 PageRank 得分
    pr = pr.transpose()
    pr = pr / pr.sum()
 
    print("round", i + 1, pr)

如果成功运行了上述两段代码，你就能看到每个结点最终获得的 PageRank 分数是多少。
Python 中还有一些很不错的库，提供了直接构建拓扑图和计算 PageRank 的功能，例如 networkx（https://networkx.github.io/）。你可以尝试使用这种库，构建样例拓扑图并计算每个结点的 PageRank 得分，最后和上述代码所计算的 PageRank 得分进行比较，验证一下上述代码的结果是不是合理。
总结
我们可以把向量看作一维数组，把矩阵看作二维数组。矩阵的点乘，是由若干个向量的点乘组成的，所以我们可以通过矩阵的点乘操作，挖掘多组向量两两之间的关系。
今天我们讲了矩阵的点乘操作在 PageRank 算法中的应用。通过表示网页的邻接二元关系，我们可以使用矩阵来计算 PageRank 的得分。在这个应用场景下，矩阵点乘体现了多个马尔科夫过程中的状态转移。
矩阵点乘和其他运算操作，还可以运用在很多其他的领域。例如，我在上一节介绍 K 均值聚类算法时，就提到了需要计算某个数据点向量、其他数据点向量之间的距离或者相似度，以及使用多个数据点向量的平均值来获得质心点的向量，这些都可以通过矩阵操作来完成。
另外，在协同过滤的推荐中，我们可以使用矩阵点乘，来实现多个用户或者物品之间的相似程度，以及聚集后的相似程度所导致的最终推荐结果。下一节，我会使用矩阵来表示用户和物品的二元关系，并通过矩阵来计算协同过滤的结果。
思考题
在介绍 PageRank 算法时，我提到了它的计算是一个迭代的过程。这一节我使用了固定次数的循环来实现这一点。请尝试使用计算前后两次 PageRank 数值的差，来判断是否需要结束迭代。（提示：你可以使用矩阵元素对应的减法，以及在第 3 讲和加餐 2 中提到的相对误差。）
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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38 | 矩阵（下）：如何使用矩阵操作进行协同过滤推荐？


你好，我是黄申。今天我们来聊聊矩阵操作和推荐算法的关系。
我这里说的推荐，是指为用户提供可靠的建议、并协助用户挑选物品的一种技术。一个好的推荐系统需要建立在海量数据挖掘基础之上，并根据用户所处的情景和兴趣特点，向用户推荐可能感兴趣的信息和商品。
协同过滤（Collaborative Filtering）是经典的推荐算法之一，它充分利用了用户和物品之间已知的关系，为用户提供新的推荐内容。我会从这种二元关系出发，给你讲讲如何使用矩阵计算，来实现协同过滤推荐算法。
用矩阵实现推荐系统的核心思想
矩阵中的二维关系，除了可以表达图的邻接关系，还可以表达推荐系统中用户和物品的关系。如果你不懂推荐系统，不用急，我这里先给你简单讲讲它的核心思想。
简单地理解就是，推荐系统会根据用户所处的场景和个人喜好，推荐他们可能感兴趣的信息和商品。比如，你在阅读一部电影的影评时，系统给你推荐了其他“你可能也感兴趣的电影”。可以看出来，推荐系统中至少有 2 个重要的角色：用户和物品。用户是系统的使用者，物品就是将要被推荐的候选对象。
例如，亚马逊网站的顾客就是用户，网站所销售的商品就是物品。需要注意的是，除了用户角色都是现实中的自然人，某些场景下被推荐的物品可能也是现实中的自然人。例如，一个招聘网站会给企业雇主推荐合适的人才，这时候应聘者承担的是物品角色。
而一个好的推荐算法，需要充分挖掘用户和物品之间的关系。我们可以通过矩阵来表示这种二元关系。我这里有一个例子，我们用矩阵 XX
 来表示用户对物品喜好程度。
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其中第 ii
 行是第 ii
 个用户的数据，而第 j 列是用户对第 j 格物品的喜好程度。我们用 xi,jxi,j
 表示这个数值。这里的喜好程度可以是用户购买商品的次数、对书籍的评分等等。
假设我们用一个 0 到 1 之间的小数表示。有了这种矩阵，我们就可以通过矩阵的操作，充分挖掘用户和物品之间的关系。下面，我会使用经典的协同过滤算法，来讲解矩阵在其中的运用。
在此之前，我们先来看什么是协同过滤。你可以把它理解为最直观的“口口相传”。假设我们愿意接受他人的建议，尤其是很多人都向你建议的时候。其主要思路就是利用已有用户群过去的行为或意见，预测当前用户最可能喜欢哪些东西。根据推荐依据和传播的路径，又可以进一步细分为基于用户的过滤和基于物品的过滤。
基于用户的过滤
首先，我们来看基于用户的协同过滤。它是指给定一个用户访问（我们假设有访问就表示有兴趣）物品的数据集合，找出和当前用户历史行为有相似偏好的其他用户，将这些用户组成“近邻”，对于当前用户没有访问过的物品，利用其近邻的访问记录来预测。我画了一张图方便你理解。
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根据这张图的访问关系来看，用户 A 访问了物品 A 和 C，用户 B 访问了物品 B，用户 C 访问了物品 A，C 和 D。我们计算出来，用户 C 是 A 的近邻，而 B 不是。因此系统会更多地向用户 A 推荐用户 C 访问的物品 D。
理解了这个算法的基本概念，我们来看看如何使用公式来表述它。假设有 m 个用户，n 个物品，那么我们就能使用一个 m×n 维的矩阵 XX
 来表示用户对物品喜好的二元关系。基于这个二元关系，我们可以列出下面这两个公式：
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其中，第一个公式比较容易理解，它的核心思想是计算用户和用户之间的相似度。完成了这一步我们就能找到给定用户的“近邻”。
我们可以使用向量空间模型中的距离或者是夹角余弦来处理，在这里我使用了夹角余弦，其中 usi1usi1
,i2i2
 表示用户 i1i1
 和 i2i2
 的相似度，而 Xi1Xi1
, 表示矩阵中第 i1i1
 行的行向量，Xi2Xi2
, 表示矩阵中第 i2i2
 行的行向量。分子是两个表示用户的行向量之点乘，而分母是这两个行向量 L2L2
 范数的乘积。
第二个公式利用第一个公式所计算的用户间相似度，以及用户对物品的喜好度，预测任一个用户对任一个物品的喜好度。其中 pi,jpi,j
 表示第 ii
 用户对第 jj
 个物品的喜好度，usi,kusi,k
 表示用户 ii
 和 kk
 之间的相似度，xk,jxk,j
 表示用户 kk
 对物品 jj
 的喜好度。注意这里最终需要除以 Σusi,kΣusi,k
，是为了进行归一化。
从这个公式可以看出，如果 usi,kusi,k
 越大，xk,jxk,j
 对最终 pi,jpi,j
 的影响越大，反之如果 usi,kusi,k
 越小，xk,jxk,j
 对最终 pi,jpi,j
 的影响越小，充分体现了“基于相似用户”的推荐。
如果你无法理解如何把这两个公式对应为矩阵操作，没关系，我下面会通过之前介绍的喜好度矩阵 XX
 的示例，把这两个公式逐步拆解，并对应到矩阵上的操作，你一看就能明白了。
首先，我们来看第一个关于夹角余弦的公式。
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在介绍向量空间模型的时候，我提到夹角余弦可以通过向量的点乘来实现。这对矩阵同样适用，我们可以采用矩阵点乘自身的转置来实现，也就是 XX′XX′
。矩阵 XX
 的每一行是某个用户的行向量，每个分量表示用户对某个物品的喜好程度。而矩阵 X′X′
 的每一列是某个用户的列向量，每个分量表示用户对某个物品的喜好程度。
我们假设 XX′XX′
 的结果为矩阵 YY
，那么 yi,jyi,j
 就表示用户 ii
 和用户 jj
 这两者喜好度向量的点乘结果，它就是夹角余弦公式中的分子。如果 ii
 等于 jj
，那么这个计算值也是夹角余弦公式分母的一部分。从矩阵的角度来看，YY
 中任何一个元素都可能用于夹角余弦公式的分子，而对角线上的值会用于夹角余弦公式的分母。这里我们仍然使用之前的喜好度矩阵示例，来计算矩阵 YY
 和矩阵 USUS
。
首先我们来看 YY
 的计算。
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然后我们使用 YY
 来计算 USUS
。我用下面这张图表示矩阵中的元素和夹角余弦计算的对应关系。
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明白了上面这个对应关系，我们就可以利用矩阵 YY
，获得任意两个用户之间的相似度，并得到一个 m×m 维的相似度矩阵 USUS
。矩阵 USUS
 中 usi,jusi,j
 的取值为第 ii
 个用户与第 jj
 个用户的相似度。这个矩阵是一个沿对角线对称的矩阵。根据夹角余弦的定义，usi,jusi,j
 和 usj,iusj,i
 是相等的。通过示例的矩阵 YY
，我们可以计算矩阵 USUS
。我把相应的结果列在了下方。
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接下来，我们再来看第二个公式。
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从矩阵的角度来看，现在我们已经得到用户相似度矩阵 USUS
，再加上用户对物品的喜好度矩阵 XX
，现在需要计算任意用户对任意物品的喜好度推荐矩阵 PP
。
为了实现上面这个公式的分子部分，我们可以使用 USUS
 和 XX
 的点乘。我们假设点乘后的结果矩阵为 USPUSP
。这里我列出了根据示例计算得到的矩阵 USPUSP
。
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分母部分可以使用 USUS
 矩阵的按行求和来实现。我们假设按行求和的矩阵为 USRUSR
。根据示例计算就可以得到 USRUSR
。
[image: ]
最终，我们使用 USPUSP
 和 *USRUSR
 的元素对应除法，就可以求得矩阵 PP
。
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既然已经有 XX
 这个喜好度矩阵了，为什么还要计算 PP
 这个喜好度矩阵呢？实际上，XX
 是已知的、有限的喜好度。例如用户已经看过的、购买过的、或评过分的物品。而 PP
 是我们使用推荐算法预测出来的喜好度。
即使一个用户对某个物品从未看过、买过、或评过分，我们依然可以通过矩阵 PP
，知道这位用户对这个物品大致的喜好程度，从而根据这个预估的分数进行物品的推荐，这也是协同过滤的基本思想。从根据示例计算的结果也可以看出这点，在原始矩阵 XX
 中第 1 个用户对第 3 个物品的喜好度为 0。可是在最终的喜好度推荐矩阵 P 中，第 1 个用户对第 3 个物品的喜好度为 0.278，已经明显大于 0 了，因此我们就可以把物品 3 推荐给用户 1。
上面这种基于用户的协同过滤有个问题，那就是没有考虑到用户的喜好程度是不是具有可比性。假设用户的喜好是根据对商品的评分来决定的，有些用户比较宽容，给所有的商品都打了很高的分，而有些用户比较严苛，给所有商品的打分都很低。分数没有可比性，这就会影响相似用户查找的效果，最终影响推荐结果。这个时候我们可以采用之前介绍的特征值变化，对于原始的喜好度矩阵，按照用户的维度对用户所有的喜好度进行归一化或者标准化处理，然后再进行基于用户的协同过滤。
基于物品的过滤
基于物品的协同过滤是指利用物品相似度，而不是用户间的相似度来计算预测值。我同样用图来帮助你理解。
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在这张图中，物品 A 和 C 因为都被用户 A 和 B 同时访问，因此它们被认为相似度更高。当用户 C 访问过物品 A 后，系统会更多地向用户推荐物品 C，而不是其他物品。
基于用户的协同过滤同样有两个公式，你可以看一下。
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如果你弄明白了基于用户的过滤，那么这两个公式也就不难理解了。第一个公式的核心思想是计算物品和物品之间的相似度，在这里我仍然使用夹角余弦。其中 isj1isj1
,j2j2
 表示物品 j1j1
 和 j2j2
 的相似度，而 Xj1Xj1
 表示了 XX
 中第 j1j1
 列的列向量，而 Xj2Xj2
 表示了 XX
 中第 j2j2
 列的列向量。分子是两个表示物品的列向量之点乘，而分母是这两个列向量 L2L2
 范数的乘积。
第二个公式利用第一个公式所计算的物品间相似度，和用户对物品的喜好度，预测任一个用户对任一个物品的喜好度。其中 pi,jpi,j
 表示第 ii
 用户对第 jj
 个物品的喜好度，xi,kxi,k
 表示用户 ii
 对物品 kk
 的喜好度，isk,jisk,j
 表示物品 kk
 和 jj
 之间的相似度，注意这里除以 Σisk,jΣisk,j
 是为了进行归一化。从这个公式可以看出，如果 isk,jisk,j
 越大，xi,kxi,k
 对最终 pi,jpi,j
 的影响越大，反之如果 isk,jisk,j
 越小，xi,kxi,k
 对最终 pi,jpi,j
 的影响越小，充分体现了“基于相似物品”的推荐。
类似地，用户喜好程度的不一致性，同样会影响相似物品查找的效果，并最终影响推荐结果。我们也需要对于原始的喜好度矩阵，按照用户的维度对用户的所有喜好度，进行归一化或者标准化处理。
总结
今天我首先简要地介绍了推荐系统的概念和主要思想。为了给用户提供可靠的结果，推荐系统需要充分挖掘历史数据中，用户和物品之间的关系。协同过滤的推荐算法就很好地体现了这一点。
一旦涉及用户和物品的这种二元关系，矩阵就有用武之地了。我通过矩阵来表示用户和物品的关系，并通过矩阵计算来获得协同过滤的结果。协同过滤分为基于用户的过滤和基于物品的过滤两种，它们的核心思想都是相同的，因此矩阵操作也是类似的。在这两个应用场景下，矩阵点乘体现了多个用户或者物品之间的相似程度，以及聚集后的相似程度所导致的最终推荐结果。
当然，基于用户和物品间关系的推荐算法有很多，对矩阵的操作也远远不止点乘、按行求和、元素对应乘除法。我后面会介绍如何使用矩阵的主成分分析或奇异值分解，来进行物品的推荐。
思考题
我在介绍推荐算法时，提到了基于物品的协同过滤。请参照基于用户的协同过滤，写出相应的矩阵操作步骤。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

39 | 线性回归（上）：如何使用高斯消元求解线性方程组？


你好，我是黄申。
之前我使用 Boston Housing 的数据，阐述了如何使用多元线性回归。可是，计算机系统究竟是如何根据观测到的数据，来拟合线性回归模型呢？这两节，我就从最简单的线性方程组出发，来说说如何求解线性回归的问题。
在第 29 讲中，我讲过机器学习中两类很重要的方法：回归分析以及线性回归。回归分析属于监督式学习算法，主要研究一个或多个随机变量 y1y1
，y2y2
，…，yiyi
 与另一些变量 x1x1
，x2x2
，…，xkxk
 之间的关系。其中，我们将 y1，y2、…，yiy1，y2、…，yi
 称为因变量，x1，x2，…，xkx1，x2，…，xk
 称为自变量。按照不同的维度，我们可以把回归分为三种。

	
按照自变量数量，当自变量 xx
 的个数大于 1 时就是多元回归。



	
按照因变量数量，当因变量 yy
 个数大于 1 时就是多重回归。



	
按照模型种类，如果因变量和自变量为线性关系时，就是线性回归模型；如果因变量和自变量为非线性关系时时，就是非线性回归分析模型。




高斯消元法
对于回归分析来说，最简单的情形是只有一个自变量和一个因变量，且它们大体上是有线性关系的，这就是一元线性回归。对应的模型很简单，就是 Y=a+bX+εY=a+bX+ε
。这里的 XX
 是自变量，YY
 是因变量，aa
 是截距，b 是自变量的系数。前面这些你估计都很熟悉，最后还有个 εε
，这表示随机误差，只不过我们通常假定随机误差的均值为 00
。进一步来说，如果我们暂时不考虑 a 和ε，把它扩展为多元的形式，那么就可以得到类似下面这种形式的方程：
b1⋅x1+b2⋅x2+…+bn−1⋅xn−1+bn⋅xn=yb1·x1+b2·x2+…+bn−1·xn−1+bn·xn=y

假设我们有多个这样的方程，就能构成线性方程组，我这里列出一个例子。
2x1+x2+x3=02x1+x2+x3=0


4x1+2x2+x3=564x1+2x2+x3=56


2x1−x2+4x3=42x1−x2+4x3=4

对于上面这个方程组，如果存在至少一组 x1、x2x1、x2
 和 x3x3
 使得三个方程都成立，那么就叫方程有解；如果没有，那么我们就说方程无解。如果方程有解，那么解可能是唯一，也可能是多个。我们通常关心的是，方程组是不是有解，以及 x1x1
 一直到 xnxn
 分别是多少。
为了实现这个目的，人们想了很多方法来求解方程组，这些方法看起来多种多样，其实主要就是两大类，直接法和迭代法。
直接法就是通过有限次的算术运算，计算精确解。而迭代法，我们在第 3 讲就提到过，它是一种不断用变量的旧值递推新值的过程。我们可以用迭代法不断地逼近方程的精确解。
这里，我就从上面这个方程组的例子出发，阐述最常见的高斯消元法，以及如何使用矩阵操作来实现它。
高斯消元法主要分为两步，消元（Forward Elimination）和回代（Back Substitution）。所谓消元，就是要减少某些方程中元的数量。如果某个方程中的元只剩一个了 xmxm
 了，那么这个自变量 xmxm
 的解就能知道了。所谓的回代，就是把已知的解 xmxm
 代入到方程式中，求出其他未知的解。
我们先从消元开始，来看这个方程组。
2x1+x2+x3=02x1+x2+x3=0


4x1+2x2+x3=564x1+2x2+x3=56


2x1−x2+4x3=42x1−x2+4x3=4

首先保持第一个方程不变，然后消除第二个和第三个方程中的 x1x1
。对于第二个方程，方法是让第二个方程式减去第一个方程式的两倍，方程的左侧为：
(4x1+2x2+x3)−2(2x1+x2+x3)=−x3(4x1+2x2+x3)−2(2x1+x2+x3)=−x3

方程的右侧变为：
56−2⋅0=5656−2·0=56

所以第二个方程变为：
−x3=56−x3=56

这样三个方程式就变为：
2x1+x2+x3=02x1+x2+x3=0


−x3=56−x3=56


2x1−x2+4x3=42x1−x2+4x3=4

对于第三个方程同样如此，我们需要去掉其中的 x1x1
。方法是让第三个方程减去第一个方程，之后三个方程式变为：
2x2+x2+x3=02x2+x2+x3=0


−x3=56−x3=56


−2x2+3x3=4−2x2+3x3=4

至此，我们使用第一个方程式作为参照，消除了第二个和第三个方程式中的 x1x1
，我们称这里的第一个方程式为“主元行”。
接下来，我们要把第二个方程式作为“主元行”，来消除第三个方程中的 x2x2
。你应该能发现，第二个方程中的 x2x2
 已经没有了，失去了参照，这个时候我们需要把第二个方程和第三个方程互换，变为：
2x1+x2+x3=02x1+x2+x3=0


−2x1+3x3=4−2x1+3x3=4


−x3=56−x3=56

到了这个时候，由于第三个方程以及没有 x2x2
 了，所以无需再消元。如果还有 x2x2
，那么就需要参照第二个方程式来消除第三个方程中的 x2x2
。
观察一下现在的方程组，第一个方程有 3 个自变量，第二个方程有 2 个自变量，第三个方程只有 1 个自变量。这个时候，我们就可以从第三个方程开始，开始回代的过程了。通过第三个方程，显然我们可以得到 x3=−56x3=−56
，然后把这个值代入第二个方程，就可以得到 x2=−86x2=−86
。最后把 x2x2
 和 x3x3
 的值代入第一个方程式，我们可以得到 x1=71x1=71
。
使用矩阵实现高斯消元法
如果方程和元的数量很小，那么高斯消元法并不难理解。可是如果方程和元的数量很多，整个过程就变得比较繁琐了。实际上，我们可以把高斯消元法转为矩阵的操作，便于自己的理解和记忆。
为了进行矩阵操作，首先我们要把方程中的系数 bibi
 转成矩阵，我们把这个矩阵记作 BB
。对于上面的方程组示例，系数矩阵为：
[image: ]
那么，最终我们通过消元，把系数矩阵 B 变为：
[image: ]
从次可以看出，消元的过程就是把原始的系数矩阵变为上三角矩阵。这里的上三角矩阵表示，矩阵中只有主对角线以及主对角线以上的三角部分里有数字。我们用 UU
 表示上三角矩阵。
而回代呢，我们最终得到的结果是：
x1=71x1=71


x2=−86x2=−86


x3=−56x3=−56

我们可以把这几个结果看作：
1⋅x1+0⋅x2+0⋅x3=711·x1+0·x2+0·x3=71


0⋅x1+1⋅x2+0⋅x3=−860·x1+1·x2+0·x3=−86


0⋅x1+0⋅x2+1⋅x3=−560·x1+0·x2+1·x3=−56

再把系数写成矩阵的形式，就是：
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发现没？这其实就是单位矩阵。所以说，回代的过程是把上三角矩阵变为单位矩阵的过程。
为了便于后面的回代计算，我们也可以把方程式等号右边的值加入到系数矩阵，我们称这个新的矩阵为增广矩阵，我把这个矩阵记为 AA
。
好，现在让我们来观察一下这个增广矩阵 AA
。
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对于这个矩阵，我们的最终目标是，把除了最后一列之外的部分，变成单位矩阵，而此时最后一列中的每个值，就是每个自变量所对应的解了。
之前我已经讲过矩阵相乘在向量空间模型、PageRank 算法和协同过滤推荐中的应用。这里，我们同样可以使用这种操作来进行消元。为了方便你理解，我们可以遵循之前消元的步骤一步步来看。
还记得这个方程组消元的第一步吗？对，首先保持第一个方程不变，然后消除第二个和第三个方程中的 x1x1
。这就意味着要把 A2，1A2，1
 和 A3A3
，11
 变为 00
。
对于第一个方程式，如果要保持它不变，我们可以让向量 [1,0,0][1,0,0]
 左乘 AA
。对于第二个方程，具体操作是让第二个方程式减去第一个方程式的两倍，达到消除 x1x1
 的目的。我们可以让向量 [−2,1,0][−2,1,0]
 左乘 AA
。对于第三个方程式，具体操作是让第三个方程式减去第一个方程式，达到消除 x1x1
 的目的。我们可以让向量 [−1,0,1][−1,0,1]
 左乘 AA
。我们使用这三个行向量组成一个矩阵 E1E1
。
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因此，我们可是用下面这个矩阵 E1E1
 和 AA
 的点乘，来实现消除第二个和第三个方程式中 x1x1
 的目的。
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你会发现，由于使用了增广矩阵，矩阵中最右边的一列，也就是方程等号右边的数值也会随之发生改变。
下一步是消除第三个方程中的 x2x2
。依照之前的经验，我们要把第二个方程式作为“主元行”，来消除第三个方程中的 x2x2
。可是第二个方程中的 x2x2
 已经没有了，失去了参照，这个时候我们需要把第二个方程和第三个方程互换。这种互换的操作如何使用矩阵来实现呢？其实不难，例如使用下面这个矩阵 E2E2
 左乘增广矩阵 AA
。
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上面这个矩阵第一行 [100][100]
 的意思就是我们只取第一行的方程，而第二行 [001][001]
 的意思是只取第三个方程，而第三行 [010][010]
 表示只取第二个方程。
我们先让 E1E1
 左乘 AA
，然后再让 E2E2
 左乘 E1AE1A
 的结果，就能得到消元后的系数矩阵。
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我们把 E1E1
 点乘 E2E2
 的结果记作 E3E3
，并把 E3E3
 称为消元矩阵。
[image: ][image: ]
对于目前的结果矩阵来说，除了最后一列，它已经变成了一个上三角矩阵，也就是说消元步骤完成。接下来，我们要使得最后一列之外的部分变成一个单位矩阵，就能得到最终的方程组解。和消元不同的是，我们将从最后一行开始。对于最后一个方程，我们只需要把所有系数取反就行了，所以会使用下面这个矩阵 S1S1
 实现。
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接下来要去掉第二个方程中的 x3x3
，我们要把第二个方程减去 3 倍的第三个方程，然后除以 -2。首先是减去 3 倍的第三个方程。
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然后把第二个方程除以 -2。
[image: ]
最后，对于第一个方程，我们要把第一个方程减去第二个和第三个方程，最后除以 2，我把这几步合并了，并列在下方。
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最终，结果矩阵的最后一列就是方程组的解。我们把回代部分的矩阵，都点乘起来。
[image: ]
而消元矩阵 E3E3
 为：
[image: ]
我们可以让矩阵 SS
 左乘矩阵 E3E3
，就会得到下面的结果。
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我们把这个矩阵记作 SESE
，把乘以最初的系数矩阵 BB
，就得到了一个单位矩阵。根据逆矩阵的定义，SESE
 就是 BB
 的逆矩阵。换个角度来思考，使用消元法进行线性方程组求解的过程，就是在找系数矩阵的逆矩阵的过程。
总结
今天我们一起探讨了求解线性方程组最常见的方法之一，高斯消元法。这个方法主要包含了消元和回代两个步骤。这些步骤都可以使用矩阵的操作来进行。从矩阵的角度来说，消元就是把系数矩阵变为上三角矩阵，而回代是把这个上三角矩阵变为单位矩阵。我们可以直接把用于消元和回代的矩阵，用于由系数和因变量值组成的增广矩阵，并获得最终的方程解。
线性方程组的概念，也是线性回归分析的基础。在线性回归时，我们也能获得由很多观测数据值所组成的方程组。但是，在进行线性回归分析时，方程组的处理方式和普通的方程组求解有一些不同。其中有两个最主要的区别。
第一个区别是，在线性回归分析中，样本数据会告诉我们自变量和因变量的值，要求的是系数。而在线性方程组中，我们已知系数和因变量的值，要求的是自变量的值。
第二个区别是，在线性回归分析中，方程的数量要远远大于自变量的数量，而且我们不要求每个方程式都是完全成立。这里，不要求完全成立的意思是，拟合出来的因变量值可以和样本数据给定的因变量值存在差异，也就允许模型拟合存在误差。模型拟合的概念我在上一模块的总结篇中重点讲解了，所以你应该能理解，模型的拟合不可能 100% 完美，这和我们求解线性方程组精确解的概念是不同的。
正是因为这两点差异，我们无法直接使用消元法来求解线性回归。下一节，我会来详细解释，如何使用最小二乘法来解决线性回归的问题。
思考题
请分别写出下面这个方程组的消元矩阵和回代矩阵，并求出最终的解。
x1−2x2+x3−4x4=4x1−2x2+x3−4x4=4


x2−x3+x4=−3x2−x3+x4=−3


x1+3x2+x4=1x1+3x2+x4=1


−7x2+3x3+x4=−3−7x2+3x3+x4=−3

欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

40 | 线性回归（中）：如何使用最小二乘法进行直线拟合？


你好，我是黄申。
上一节，我提到了，求解线性回归和普通的线性方程组最大的不同在于误差ε。在求解线性方程组的时候，我们并不考虑误差的存在，因此存在无解的可能。而线性回归允许误差ε的存在，我们要做的就是尽量把ε最小化，并控制在一定范围之内。这样我们就可以求方程的近似解。而这种近似解对于海量的大数据分析来说是非常重要的。
但是现实中的数据一定存在由于各种各样原因所导致的误差，因此即使自变量和因变量之间存在线性关系，也基本上不可能完美符合这种线性关系。总的来说，线性回归分析并不一定需要 100% 精确，而误差ε的存在可以帮助我们降低对精度的要求。通常，多元线性回归会写作：
y=b0+b1⋅x1+b2⋅x2+…+y=b0+b1·x1+b2·x2+…+


bn−1⋅xn−1+bn⋅xn+εbn−1·xn−1+bn·xn+ε

这里的 x1，x2，…，xnx1，x2，…，xn
 是自变量，yy
 是因变量，b0b0
 是截距，b1b1
，b2b2
，…，bnbn
 是自变量的系数，εε
 是随机误差。
在线性回归中，为了实现最小化 εε
 的目标，我们可以使用最小二乘法进行直线的拟合。最小二乘法通过最小化误差的平方和，来寻找和观测数据匹配的最佳函数。由于这些内容有些抽象，下面我会结合一些例子来解释最小二乘法的核心思想，以及如何使用这种方法进行求解。
使用观测值拟合
在详细阐述最小二乘法之前，我们先来回顾一下第 32 讲介绍的模型拟合。在监督式学习中，拟合模型其实是指通过模型的假设和训练样本，推导出具体参数的过程。有了这些参数，我们就能对新的数据进行预测。而在线性回归中，我们需要找到观测数据之间的线性关系。
假设我们有两个观测数据，对应于二维空间中的两个点，这两个点可以确定唯一的一条直线，两者呈现线性关系。你可以参考下面这张图。
[image: ]
之后，我们又加入了一个点。这个点不在原来的那条直线上。
[image: ]
这个时候，从线性方程的角度来看，就不存在精确解了。因为没有哪条直线能同时穿过这三个点。这张图片也体现了线性回归分析和求解线性方程组是不一样的，线性回归并不需要求精确解。
如果我们加入更多的观察点，就更是如此了。比如下面这张图。
[image: ]
从上图中你应该可以看出，这根直线不是完全精准地穿过这些点，而只是经过了其中两个，大部分点和这根直线有一定距离。这个时候，线性回归就有用武之地了。
由于我们假设ε的存在，因此在线性回归中，我们允许某条直线只穿过其中少量的点。不过，既然我们允许这种情况发生，那么就存在无穷多这样的直线。比如下面我随便画了几条，都是可以的。
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当然，我们从直觉出发，一定不会选取那些远离这些点的直线，而是会选取尽可能靠近这些点的那些线。比如下面这张图里展示的这两条。
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好了，即然这样，我们就需要定义哪根线是最优的，以及在给出了最优的定义之后，如何能求解出这条最优的直线呢？最小二乘法可以回答这两个问题，下面我们具体来看。
最小二乘法
最小二乘法的主要思想就是求解未知参数，使得理论值与观测值之差（即误差，或者说残差）的平方和达到最小。我们可以使用下面这个公式来描述。
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其中，yiyi
 表示来自数据样本的观测值，而 yy
^ 是假设的函数的理论值，εε
 就是我们之前提到的误差，在机器学习中也常被称为损失函数，它是观测值和真实值之差的平方和。最小二乘法里的“二乘”就是指的平方操作。有了这个公式，我们的目标就很清楚了，就是要发现使ε最小化时候的参数。
那么最小二乘法是如何利用最小化 εε
 的这个条件来求解的呢？让我们从矩阵的角度出发来理解整个过程。
有了上面的定义之后，我们就可以写出最小二乘问题的矩阵形式。
min||XB−Y||22min||XB−Y||22

其中 BB
 为系数矩阵，XX
 为自变量矩阵，YY
 为因变量矩阵。换句话说，我们要在向量空间中，找到一个 BB
，使向量 XBXB
 与 YY
 之间欧氏距离的平方数最小的 BB
。
结合之前所讲的矩阵点乘知识，我们把上述式子改写为：
||XB−Y||22=tr((XB−Y)′(XB−Y))||XB−Y||22=tr((XB−Y)′(XB−Y))

其中 (XB−Y)′(XB−Y)′
 表示矩阵 (XB−Y)(XB−Y)
 的转置。而 tr()tr()
 函数表示取对角线上所有元素的和，对于某个矩阵 AA
 来说，tr(A)tr(A)
 的值计算如下：
[image: ]
进一步，根据矩阵的运算法则，我们有：
tr((XB−Y)′(XB−Y))tr((XB−Y)′(XB−Y))


=tr(B′X′−Y′)(XB−Y)=tr(B′X′−Y′)(XB−Y)


=tr(B′X′XB−B′X′Y−Y′XB+Y′Y)=tr(B′X′XB−B′X′Y−Y′XB+Y′Y)

因此我们可以得到：
||XB−Y||22||XB−Y||22


=tr((XB−Y)′(XB−Y))=tr((XB−Y)′(XB−Y))


=tr(B′X′−Y′)(XB−Y)=tr(B′X′−Y′)(XB−Y)


=tr(B′X′XB−B′X′Y−Y′XB+Y′Y)=tr(B′X′XB−B′X′Y−Y′XB+Y′Y)

我们知道，求最极值问题直接对应的就是导数为 0，因此我对上述的矩阵形式进行求导，得到如下的式子：
d||XB−Y||22dBd||XB−Y||22dB


=d(tr(B′X′XB−B′X′Y−Y′XB+Y′Y))dB=d(tr(B′X′XB−B′X′Y−Y′XB+Y′Y))dB


=X′XB+X′XB−X′Y−X′Y=X′XB+X′XB−X′Y−X′Y


=2X′XB−2X′Y=2X′XB−2X′Y

如果要 ||XB−Y||22||XB−Y||22
 最小，就要满足两个条件。
第一个条件是 d||XB−Y||22dBd||XB−Y||22dB
 为 0，也就是 2X′XB−2X′Y=02X′XB−2X′Y=0
。
第二个条件是 d(2X′XB−2X′Y)dB>0d(2X′XB−2X′Y)dB>0
。
由于 d(2X′XB−2X′Y)dB=2X′X>0d(2X′XB−2X′Y)dB=2X′X>0
，所以，第二个条件是满足的。只要 2X′XB=2X′Y2X′XB=2X′Y
。
我们就能获得 εε
 的最小值。从这个条件出发，我们就能求出矩阵 BB
：
2X′XB=2X′Y2X′XB=2X′Y


X′XB=X′YX′XB=X′Y


(X′X)−1X′XB=(X′X)−1X′Y(X′X)−1X′XB=(X′X)−1X′Y


IB=(X′X)−1X′YIB=(X′X)−1X′Y


B=(X′X)−1X′YB=(X′X)−1X′Y

其中 II
 为单位矩阵。而 (X′X)−1(X′X)−1
 表示 X′XX′X
 的逆矩阵。所以，最终系数矩阵为：
B=(X′X)−1X′YB=(X′X)−1X′Y

补充证明和解释
为了保持推导的连贯性，在上述的推导过程中，我跳过了几个步骤的证明。下面我会给出详细的解释，供你更深入的学习和研究。
步骤 a：
(XB)′=B′X′(XB)′=B′X′

证明：
对于 XBXB
 中的每个元素 xbi,jxbi,j
，有：
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而对于 (XB)′(XB)′
 中的每个元素 xb′i,jxbi,j′
，有：
[image: ]
对于 B′B′
 中的每个元素有：
$b’{i,k}=b{k,i}$
X′X′
 中的每个元素有：
$x’{k,j}=x{j,k}$
那么，对于 B′X′B′X′
 中的每个元素 b′x′i,jb′xi,j′
，就有：
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所以有 (XB)′=B′X′(XB)′=B′X′
。
步骤 b：
(XB−Y)′=B′X′−Y′(XB−Y)′=B′X′−Y′

证明：
和步骤 a 类似，对于 XB−YXB−Y
 中的每个元素 xb−y′i,jxb−yi,j′
 有：
步骤 c：
d(tr(B′X′Y))dB=X′Yd(tr(B′X′Y))dB=X′Y

证明：
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同理，可以证明：
d(tr(Y′XB))dB=(Y′X)′=X′Yd(tr(Y′XB))dB=(Y′X)′=X′Y

步骤 d：
d(tr(B′X′XB))dB=2X′XBd(tr(B′X′XB))dB=2X′XB

证明：
d(tr(B′X′XB))dBd(tr(B′X′XB))dB


=d(tr(B′(X′XB)))dB+d(tr((B′X′X)B))dB=d(tr(B′(X′XB)))dB+d(tr((B′X′X)B))dB


=(X′XB)+(B′X′X)′=(X′XB)+(B′X′X)′


=X′XB+X′XB=X′XB+X′XB


=2X′XB=2X′XB

步骤 e：
常量对于变量求导为 0，例如：
d(Y′Y)dB=0d(Y′Y)dB=0

好了，弄明白了这些细节上的证明，你就能更好地理解最小二乘法中的推导步骤。不过，你可能还是会奇怪，为什么最终要对矩阵求导数来求ε的最小值。最后，我们就聊聊如何使用求导获取极小值。
极值是一个函数的极大值或极小值。如果一个函数在一点的某个邻域内每个地方都有确定的值，而以该点所对应的值是最大（小）的，那么这函数在该点的值就是一个极大（小）值。而函数的极值可以通过它的一阶和二阶导数来确定。
对于一元可微函数 f(x)f(x)
，它在某点 x0x0
 有极值的充分必要条件是 f(x)f(x)
 在 x0x0
 的邻域上一阶可导，在 x0x0
 处二阶可导，且一阶导数 f′(x0)=0f′(x0)=0
，二阶导数 f′′(x0)≠0f″(x0)≠0
。其中 f′f′
 和 f′′f″
 分别表示一阶导数和二阶导数。
在一阶导数 f′(x0)=0f′(x0)=0
 的情况下，如果 f′′(x0)<0f″(x0)<0
，则 ff
 在 x0x0
 取得极大值；如果 f′′(x0)>0f″(x0)>0
，则 ff
 在 x0x0
 取得极小值。这就是为什么在求矩阵 BB
 的时候，我们要求 2X′XB−2X′Y2X′XB−2X′Y
 为 00
，并且 2X′XB−2X′Y2X′XB−2X′Y
 的导数要大于 00
，这样我们才能确保求得极小值。
总结
今天我们探讨了为什么简单的线性方程组无法满足线性函数拟合的需求，最主要的原因就是现实的观测数据往往不是精确的线性关系，存在一定的误差。我们所要做的就是，在允许一定范围的误差前提下，找到一种线性关系，尽量的满足观察数据，使得我们所定义的误差最小。
最小二乘法通过向量空间的欧氏距离之平方，定义了预测值和真实值之间的误差。在给定自变量和因变量的观测值之后，最小二乘法可以帮助我们推导出所有自变量的系数，并最小化误差。我使用矩阵的形式，为你推导了整个过程。
不过，到目前为止，我们都只是从理论上理解最小二乘法，可能你还没有太深的感触。下一节，我会通过一个具体的例子来逐步进行演算，并使用 Python 代码对最终的结果进行验证。
思考题
还记得在 29 讲的线性回归案例吗？我们使用了 Boston Housing 的数据，拟合出了十多个自变量的系数。请使用这些系数，计算 train.csv 中所有样本因变量预测值和真实值之间的误差。你可以使用 Python 代码来实现一下。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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41 | 线性回归（下）：如何使用最小二乘法进行效果验证？


你好，我是黄申。
上一节我们已经解释了最小二乘法的核心思想和具体推导过程。今天我们就用实际的数据操练一下，这样你的印象就会更加深刻。我会使用几个具体的例子，演示一下如何使用最小二乘法的结论，通过观测到的自变量和因变量值，来推算系数，并使用这个系数来进行新的预测。
基于最小二乘法的求解
假想我们手头上有一个数据集，里面有 3 条数据记录。每条数据记录有 2 维特征，也就是 2 个自变量，和 1 个因变量。
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如果我们假设这些自变量和因变量都是线性的关系，那么我们就可以使用如下这种线性方程，来表示数据集中的样本：
b1⋅0+b2⋅1=1.5b1·0+b2·1=1.5


b1⋅1−b2⋅1=−0.5b1·1−b2·1=−0.5


b1⋅2+b2⋅8=14b1·2+b2·8=14

也就是说，我们通过观察数据已知了自变量 x1x1
、x2x2
 和因变量 _y_ 的值，而要求解的是 b1b1
 和 b2b2
 这两个系数。如果我们能求出 b1b1
 和 b2b2
，那么在处理新数据的时候，就能根据新的自变量 x1x1
 和 x2x2
 的取值，来预测 yy
 的值。
可是我们说过，由实际项目中的数据集所构成的这类方程组，在绝大多数情况下，都没有精确解。所以这个时候我们没法使用之前介绍的高斯消元法，而是要考虑最小二乘法。根据上一节的结论，我们知道对于系数矩阵 BB
，有：
B=(X′X)−1X′YB=(X′X)−1X′Y

既然有了这个公式，要求 BB
 就不难了，让我们从最基本的几个矩阵开始。
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矩阵 (X′X)−1(X′X)−1
 的求解稍微繁琐一点。逆矩阵的求法我还没讲解过，之前我们说过线性方程组之中，高斯消元和回代的过程，就是把系数矩阵变为单位矩阵的过程。我们可以利用这点，来求解 X−1X−1
。我们把原始的系数矩阵 XX
 列在左边，然后把单位矩阵列在右边，像 [X|I][X|I]
 这种形式，
其中 II
 表示单位矩阵。
然后我们对左侧的矩阵进行高斯消元和回代，把左边矩阵 X 变为单位矩阵。同时，我们也把这个相应的矩阵操作运用在右侧。这样当左侧变为单位矩阵之后，那么右侧的矩阵就是原始矩阵 XX
 的逆矩阵 X−1X−1
，具体证明如下：
[X|I][X|I]


[X−1X|X−1I][X−1X|X−1I]


[I|X−1I][I|X−1I]


[I|X−1][I|X−1]

好了，给定下面的 X′XX′X
 矩阵之后，我们使用上述方法来求 (X′X)−1(X′X)−1
 。我把具体的推导过程列在了这里。
[image: ]
求出 (X′X)−1(X′X)−1
 之后，我们就可以使用 B=(X′X)−1X′YB=(X′X)−1X′Y
 来计算矩阵 B。
[image: ]
最终，我们求出系数矩阵为 [11.5][11.5]
，也就是说 b1=1b1=1
, b2=1.5b2=1.5
。实际上，这两个数值是精确解。我们用高斯消元也是能获得同样结果的。接下来，让我稍微修改一下 yy
 值，让这个方程组没有精确解。
b1⋅0+b2⋅1=1.4b1·0+b2·1=1.4


b1⋅1−b2⋅1=−0.48b1·1−b2·1=−0.48


b1⋅2+b2⋅8=13.2b1·2+b2·8=13.2

你可以尝试高斯消元法对这个方程组求解，你会发现只要两个方程就能求出解，但是无论是哪两个方程求出的解，都无法满足第三个方程。
那么通过最小二乘法，我们能不能求导一个近似解，保证 _ε_ 足够小呢？下面，让我们遵循之前求解 (X′X)−1X′Y(X′X)−1X′Y
 的过程，来计算 BB
。
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计算完毕之后，你会发现两个系数的值分别变为 b1=0.938,b2=1.415b1=0.938,b2=1.415
。由于这不是精确解，所以让我们看看有了这系数矩阵 BB
 之后，原有的观测数据中，真实值和预测值的差别。
首先我们通过系数矩阵 BB
 和自变量矩阵 XX
 计算出来预测值。
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然后是样本数据中的观测值。这里我们假设这些值是真实值。
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根据误差 εε
 的定义，我们可以得到：
[image: ]
说到这里，你可能会怀疑，通过最小二乘法所求得的系数 b1=0.949b1=0.949
 和 b2=1.415b2=1.415
，是不是能让 εε
 最小呢？这里，我们随机的修改一下这两个系数，变为 b1=0.95b1=0.95
 和 b2=1.42b2=1.42
，然后我们再次计算预测的 yy
 值和 εε
。
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很明显，0.064 是大于之前的 0.0158。
这两次计算预测值 _y_ 的过程，其实也是我们使用线性回归，对新的数据进行预测的过程。简短地总结一下，线性回归模型根据大量的训练样本，推算出系数矩阵 BB
，然后根据新数据的自变量 XX
 向量或者矩阵，计算出因变量的值，作为新数据的预测。
Python 代码实现
这一部分，我们使用 Python 的代码，来验证一下之前的推算结果是不是正确，并看看最小二乘法和 Python sklearn 库中的线性回归，这两种结果的对比。
首先，我们使用 Python numpy 库中的矩阵操作来实现最小二乘法。主要的函数操作涉及矩阵的转置、点乘和求逆。具体的代码和注释我列在了下方。
from numpy import *
 
x = mat([[0,1],[1,-1],[2,8]])
y = mat([[1.4],[-0.48],[13.2]])
 
# 分别求出矩阵 X'、X'X、(X'X) 的逆
# 注意，这里的 I 表示逆矩阵而不是单位矩阵
print("X 矩阵的转置 X'：\n", x.transpose())
print("\nX'点乘 X：\n", x.transpose().dot(x))
print("\nX'X 矩阵的逆\n", (x.transpose().dot(x)).I)
 
print("\nX'X 矩阵的逆点乘 X'\n", (x.transpose().dot(x)).I.dot(x.transpose()))
print("\n 系数矩阵 B：\n", (x.transpose().dot(x)).I.dot(x.transpose()).dot(y))

通过上述代码，你可以看到每一步的结果，以及最终的矩阵 BB
。你可以把输出结果和之前手动推算的结果进行对比，看看是不是一致。
除此之外，我们还可把最小二乘法的线性拟合结果和 sklearn 库中的 LinearRegression().fit() 函数的结果相比较，具体的代码和注释我也放在了这里。
import pandas as pd
from sklearn.linear_model import LinearRegression
 
df = pd.read_csv("/Users/shenhuang/Data/test.csv")
df_features = df.drop(['y'], axis=1)     #Dataframe 中除了最后一列，其余列都是特征，或者说自变量
df_targets = df['y']                     #Dataframe 最后一列是目标变量，或者说因变量
 
print(df_features, df_targets)
regression = LinearRegression().fit(df_features, df_targets)        # 使用特征和目标数据，拟合线性回归模型
print(regression.score(df_features, df_targets))        # 拟合程度的好坏
print(regression.intercept_)
print(regression.coef_)            # 各个特征所对应的系数

其中，test.csv 文件的内容我也列在了这里。
x1,x2,yx1,x2,y


0,1,1.40,1,1.4


1,−1,−0.481,−1,−0.48


2,8,13.22,8,13.2

这样写是为了方便我们使用 pandas 读取 csv 文件并加载为 dataframe。
在最终的结果中，1.0 表示拟合程度非常好，而 -0.014545454545452863 表示一个截距，[0.94909091 1.41454545] 表示系数 b1b1
 和 b2b2
 的值。这个结果和我们最小二乘法的结果有所差别，主要原因是 LinearRegression().fit() 默认考虑了有线性函数存在截距的情况。那么我们使用最小二乘法是不是也可以考虑有截距的情况呢？答案是肯定的，不过我们首先要略微修改一下方程组和矩阵 XX
。如果我们假设有截距存在，那么线性回归方程就要改写为：
b0+b1⋅x1+b2⋅x2+…+bn−1⋅xn−1+bn⋅xn=yb0+b1·x1+b2·x2+…+bn−1·xn−1+bn·xn=y

其中，b0b0
 表示截距，而我们这里的方程组用例就要改写为：
b0+b1⋅0+b2⋅1=1.4b0+b1·0+b2·1=1.4


b0+b1⋅1−b2⋅1=−0.48b0+b1·1−b2·1=−0.48


b0+b1⋅2+b2⋅8=13.2b0+b1·2+b2·8=13.2

而矩阵 XX
 要改写为：
[image: ]
然后我们再执行下面这段代码。
from numpy import *
 
x = mat([[1,0,1],[1,1,-1],[1,2,8]])
y = mat([[1.4],[-0.48],[13.2]])
 
print("\n 系数矩阵 B：\n", (x.transpose().dot(x)).I.dot(x.transpose()).dot(y))

你就会得到：
 系数矩阵 B：
     [[-0.01454545]
     [ 0.94909091]
     [ 1.41454545]]
 

这个结果和 LinearRegression().fit() 的结果就一致了。
需要注意的是，使用线性回归的时候，我们都有一个前提假设，那就是数据的自变量和因变量之间现线性关系。如果不是线性关系，那么使用线性模型来拟合的效果一定不好。比如，之前在解释欠拟合的时候，我用过下面这个例子。
[image: ]
上面这张图的数据分布并没有表达线性关系，所以我们需要对原始的数据进行非线性的变换，或者是使用非线性的模型来拟合。
那么，我们如何判断一个数据集是不是能用线性模型表示呢？在线性回归中，我们可以使用决定系数 R2。这个统计指标使用了回归平方和与总平方和之比，是反映模型拟合度的重要指标。它的取值在 0 到 1 之间，越接近于 1 表示拟合的程度越好、数据分布越接近线性关系。随着自变量个数的增加，R2 将不断增大，因此我们还需要考虑方程所包含的自变量个数对 R2 的影响，这个时候可使用校正的决定系数 Rc2。所以，在使用各种科学计算库进行线性回归时，你需要关注 R2 或者 Rc2，来看看是不是一个好的线性拟合。在之前的代码实践中，我们提到的 regression.score 函数，其实就是返回了线性回归的 R2。
总结
今天我们使用了具体的案例来推导最小二乘法的计算过程，并用 Python 代码进行了验证。通过最近 3 节的讲解，相信你对线性方程组求精确解、求近似解、以及如何在线性回归中运用这些方法，有了更加深入的理解。
实际上，从广义上来说，最小二乘法不仅可以用于线性回归，还可以用于非线性的回归。其主要思想还是要确保误差ε最小，但是由于现在的函数是非线性的，所以不能使用求多元方程求解的办法来得到参数估计值，而需要采用迭代的优化算法来求解，比如梯度下降法、随机梯度下降法和牛顿法。
思考题
我这里给出一个新的方程组，请通过最小二乘法推算出系数的近似解，并使用你熟悉的语言进行验证。
b1+b2⋅3+b3⋅(−7)=−7.5b1+b2·3+b3·(−7)=−7.5


b1⋅2+b2⋅5+b3⋅4=5.2b1·2+b2·5+b3·4=5.2


b1⋅(−3)+b2⋅(−7)+b3⋅(−2)=−7.5b1·(−3)+b2·(−7)+b3·(−2)=−7.5


b1⋅1+b2⋅4+b3⋅(−12)=−15b1·1+b2·4+b3·(−12)=−15

欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

42 | PCA主成分分析（上）：如何利用协方差矩阵来降维？


你好，我是黄申。
在概率统计模块，我详细讲解了如何使用各种统计指标来进行特征的选择，降低用于监督式学习的特征之维度。接下来的几节，我会阐述两种针对数值型特征，更为通用的降维方法，它们是主成分分析 PCA（Principal Component Analysis）和奇异值分解 SVD（Singular Value Decomposition）。这两种方法是从矩阵分析的角度出发，找出数据分布之间的关系，从而达到降低维度的目的，因此并不需要监督式学习中样本标签和特征之间的关系。
PCA 分析法的主要步骤
我们先从主成分分析 PCA 开始看。
在解释这个方法之前，我先带你快速回顾一下什么是特征的降维。在机器学习领域中，我们要进行大量的特征工程，把物品的特征转换成计算机所能处理的各种数据。通常，我们增加物品的特征，就有可能提升机器学习的效果。可是，随着特征数量不断的增加，特征向量的维度也会不断上升。这不仅会加大机器学习的难度，还会影响最终的准确度。针对这种情形，我们需要过滤掉一些不重要的特征，或者是把某些相关的特征合并起来，最终达到在减少特征维度的同时，尽量保留原始数据所包含的信息。
了解了这些，我们再来看今天要讲解的 PCA 方法。它的主要步骤其实并不复杂，我一说你就能明白，但是为什么要这么做，你可能并不理解。咱们学习一个概念或者方法，不仅要知道它是什么，还要明白是怎么来的，这样你就能知其然，知其所以然，明白背后的逻辑，达到灵活运用。因此，我先从它的运算步骤入手，给你讲清楚每一步，然后再解释方法背后的核心思想。
和线性回归的案例一样，我们使用一个矩阵来表示数据集。我们假设数据集中有 m 个样本、n 维特征，而这些特征都是数值型的，那么这个集合可以按照如下的方式来展示。
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那么这个样本集的矩阵形式就是这样的：
[image: ]
这个矩阵是 m×n 维的，其中每一行表示一个样本，而每一列表示一维特征。让我们把这个矩阵称作样本矩阵，现在，我们的问题是，能不能通过某种方法，找到一种变换，可以降低这个矩阵的列数，也就是特征的维数，并且尽可能的保留原始数据中有用的信息？
针对这个问题，PCA 分析法提出了一种可行的解决方案。它包括了下面这样几个主要的步骤：

	
标准化样本矩阵中的原始数据；



	
获取标准化数据的协方差矩阵；



	
计算协方差矩阵的特征值和特征向量；



	
依照特征值的大小，挑选主要的特征向量；



	
生成新的特征。




下面，我们一步步来看。
1. 标准化原始数据
之前我们已经介绍过特征标准化，这里我们需要进行同样的处理，才能让每维特征的重要性具有可比性。为了便于你回顾，我把标准化的公式列在了这里。
x′=x−μσx′=x−μσ

其中 xx
 为原始值，uu
 为均值，σσ
 为标准差，x′x′
 是变换后的值。需要注意的是，这里标准化的数据是针对同一种特征，也是在同一个特征维度之内。不同维度的特征不能放在一起进行标准化。
2. 获取协方差矩阵
首先，我们来看一下什么是协方差（Covariance），以及协方差矩阵。协方差是用于衡量两个变量的总体误差。假设两个变量分别是 xx
 和 yy
，而它们的采样数量都是 mm
，那么协方差的计算公式就是如下这种形式：
[image: ]
其中 xkxk
 表示变量 xx
 的第 kk
 个采样数据，x¯x¯
 表示这 kk
 个采样的平均值。而当两个变量是相同时，协方差就变成了方差。
那么，这里的协方差矩阵又是什么呢？我们刚刚提到了样本矩阵，假设 X,1X,1
 表示样本矩阵 XX
 的第 11
 列，X,2X,2
 表示样本矩阵 XX
 的第 22
 列，依次类推。而 cov(X,1,X,1)cov(X,1,X,1)
 表示第 1 列向量和自己的协方差，而 cov(X,1,X,2)cov(X,1,X,2)
 表示第 1 列向量和第 2 列向量之间的协方差。结合之前协方差的定义，我们可以得知：
[image: ]
其中，xk,ixk,i
 表示矩阵中第 kk
 行，第 ii
 列的元素。 X,i¯X,i¯
 表示第 ii
 列的平均值。
有了这些符号表示，我们就可以生成下面这种协方差矩阵。
[image: ]
从协方差的定义可以看出，cov(X,i,X,j)=cov(X,j,X,i)cov(X,i,X,j)=cov(X,j,X,i)
，所以 COVCOV
 是个对称矩阵。另外，我们刚刚提到，对于 cov(X,i,X,j)cov(X,i,X,j)
，如果 i=ji=j
，那么 cov(X,i,X,j)cov(X,i,X,j)
 也就是 X,jX,j
 这组数的方差。所以这个对称矩阵的主对角线上的值就是各维特征的方差。
3. 计算协方差矩阵的特征值和特征向量
需要注意的是，这里所说的矩阵的特征向量，和机器学习中的特征向量（Feature Vector）完全是两回事。矩阵的特征值和特征向量是线性代数中两个非常重要的概念。对于一个矩阵 XX
，如果能找到向量 vv
 和标量 λλ
，使得下面这个式子成立。
Xv=λvXv=λv

那么，我们就说 vv
 是矩阵 XX
 的特征向量，而 λλ
 是矩阵 XX
 的特征值。矩阵的特征向量和特征值可能不止一个。说到这里，你可能会好奇，特征向量和特征值表示什么意思呢？我们为什么要关心这两个概念呢？简单的来说，我们可以把向量 vv
 左乘一个矩阵 XX
 看做对 vv
 进行旋转或拉伸，而这种旋转和拉伸都是由于左乘矩阵 XX
 后，所产生的“运动”所导致的。特征向量 vv
 表示了矩阵 XX
 运动的方向，特征值 λλ
 表示了运动的幅度，这两者结合就能描述左乘矩阵 XX
 所带来的效果，因此被看作矩阵的“特征”。在 PCA 中的主成分，就是指特征向量，而对应的特征值的大小，就表示这个特征向量或者说主成分的重要程度。特征值越大，重要程度越高，我们要优先现在这个主成分，并利用这个主成分对原始数据进行变换。
如果你还是有些困惑，我会在下面一节，讲解更多的细节。现在，让我们先来看看给定一个矩阵，如何计算它的特征值和特征向量，并完成 PCA 分析的剩余步骤。我在下面列出了计算特征值的推导过程：
Xv=λvXv=λv


Xv−λv=0Xv−λv=0


Xv−λIv=0Xv−λIv=0


(X−λI)v=0(X−λI)v=0

其中 I 是单位矩阵。对于上面推导中的最后一步，我们需要计算矩阵的行列式。
[image: ]
(x1,1−λ)(x2,2−λ)…(xn,n−λ)+x1,2x2,3…xn−1,nxn,1+…)−(xn,1xn−1,2…x2,n−1x1,n)=0(x1,1−λ)(x2,2−λ)…(xn,n−λ)+x1,2x2,3…xn−1,nxn,1+…)−(xn,1xn−1,2…x2,n−1x1,n)=0

最后，通过解这个方程式，我们就能求得各种λ的解，而这些解就是特征值。计算完特征值，我们可以把不同的λ值代入 λE−AλE−A
，来获取特征向量。
[image: ]
4. 挑选主要的特征向量，转换原始数据
假设我们获得了 k 个特征值和对应的特征向量，那么我们就有：
Xv1=λ1v1Xv1=λ1v1


Xv2=λ2v2Xv2=λ2v2


……


Xvk=λkvkXvk=λkvk

按照所对应的λ数值的大小，对这 k 组的 v 排序。排名靠前的 v 就是最重要的特征向量。
假设我们只取前 k1 个最重要的特征，那么我们使用这 k1 个特征向量，组成一个 n×k1 维的矩阵 D。
把包含原始数据的 m×n 维矩阵 X 左乘矩阵 D，就能重新获得一个 m×k1 维的矩阵，达到了降维的目的。
有的时候，我们无法确定 k1 取多少合适。一种常见的做法是，看前 k1 个特征值的和占所有特征值总和的百分比。假设一共有 10 个特征值，总和是 100，最大的特征值是 80，那么第一大特征值占整个特征值之和的 80%，我们认为它能表示 80% 的信息量，还不够多。那我们就继续看第二大的特征值，它是 15，前两个特征值之和有 95，占比达到了 95%，如果我们认为足够了，那么就可以只选前两大特征值，把原始数据的特征维度从 10 维降到 2 维。
小结
这一节，我首先简要地重温了为什么有时候需要进行特征的降维和基于分类标签的特征选择。随后，我引出了和特征选择不同的另一种方法，基于矩阵操作的 PCA 主成分分析。这种方法的几个主要步骤包括，标准化原始数据、获得不同特征的协方差矩阵、计算协方差矩阵的特征值和特征向量、选择最重要的主成分，以及通过所选择的主成分来转换原始的数据集。
要理解 PCA 分析法是有一定难度的，主要是因为两点原因：第一，计算的步骤有些复杂。第二，这个方法的核心思路有些抽象。这两点可能会让刚刚接触 PCA 的学习者，感到无从下手。
为了帮助你更好的理解，下一节，我会使用一个示例的矩阵进行详细的推算，并用两种 Python 代码进行结果的验证。除此之外，我还会分析几个要点，包括 PCA 为什么使用协方差矩阵？这个矩阵的特征值和特征向量又表示什么？为什么特征值最大的主成分涵盖最多的信息量？明白了这些，你就能深入理解为什么 PCA 分析法要有这些步骤，以及每一步都代表什么含义。
思考题
给定这样一个矩阵：
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假设这个矩阵的每一列表示一个特征的维度，每一行表示一个样本。请完成

	
按照列（也就是同一个特征维度）进行标准化。



	
生成这个矩阵的协方差矩阵。




欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

43 | PCA主成分分析（下）：为什么要计算协方差矩阵的特征值和特征向量？


你好，我是黄申，今天我们继续来聊 PCA 主成分分析的下半部分。
上一节，我们讲解了一种特征降维的方法：PCA 主成分分析。这个方法主要是利用不同维度特征之间的协方差，构造一个协方差矩阵，然后获取这个矩阵的特征值和特征向量。根据特征值的大小，我们可以选取那些更为重要的特征向量，或者说主成分。最终，根据这些主成分，我们就可以对原始的数据矩阵进行降维。
PCA 方法的操作步骤有些繁琐，并且背后的理论支持也不是很直观，因此对于初学者来说并不好理解。考虑到这些，我今天会使用一个具体的矩阵示例，详细讲解每一步操作的过程和结果，并辅以基于 Python 的核心代码进行分析验证。除此之外，我还会从多个角度出发，分析 PCA 方法背后的理论，帮助你进一步的理解和记忆。
基于 Python 的案例分析
这么说可能有一些抽象，让我使用一个具体的案例来帮你理解。假设我们有一个样本集合，包含了 3 个样本，每个样本有 3 维特征 x1x1
，x2x2
 和 x3x3
。
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在标准化的时候，需要注意的是，我们的分母都使用 m 而不是 m-1，这是为了和之后 Python 中 sklearn 库的默认实现保持一致。
首先需要获取标准化之后的数据。
第一维特征的数据是 1，2，-3。平均值是 0，方差是
1+4+93−−−−−√≈2.161+4+93≈2.16

标准化之后第一维特征的数据是 1/2.16=0.463，2/2.16=0.926，-3/2.16=-1.389。以此类推，我们可以获得第二个维度和第三个维度标准化之后的数据。
当然，全部手动计算工作量不小，这时可以让计算机做它擅长的事情：重复性计算。下面的 Python 代码展示了如何对样本矩阵的数据进行标准化。
from numpy import *
from numpy import linalg as LA
from sklearn.preprocessing import scale
 
# 原始数据，包含了 3 个样本和 3 个特征，每一行表示一个样本，每一列表示一维特征
x = mat([[1,3,-7],[2,5,-14],[-3,-7,2]])
 
# 矩阵按列进行标准化
x_s = scale(x, with_mean=True, with_std=True, axis=0)
print(" 标准化后的矩阵：", x_s)

其中，scale 函数使用了 axis=0，表示对列进行标准化，因为目前的矩阵排列中，每一列代表一个特征维度，这点需要注意。如果矩阵排列中每一行代表一个特征维度，那么可以使用 axis=1 对行进行标准化。
最终标准化之后的矩阵是这样的：
[image: ]
接下来是协方差的计算。对于第 1 维向量的方差，有
0.4632+0.9262+(−1.3892)2≈1.50.4632+0.9262+(−1.3892)2≈1.5

第 1 维和第 2 维向量之间的协方差是
0.463×0.508+0.926×0.889+(−1.389)×(−1.397)2≈1.50.463×0.508+0.926×0.889+(−1.389)×(−1.397)2≈1.5

以此类推，我们就可以获得完整的协方差矩阵。同样的，为了减少推算的工作量，我们可以使用 Python 代码获得协方差矩阵。
# 计算协方差矩阵，注意这里需要先进行转置，因为这里的函数是看行与行之间的协方差
x_cov = cov(x_s.transpose())
# 输出协方差矩阵
print(" 协方差矩阵：\n", x_cov, "\n")

和 sklearn 中的标准化函数 scale 有所不同，numpy 中的协方差函数 cov 除以的是 (m-1)，而不是 m。最终完整的协方差矩阵是：
[image: ]
然后，我们要求解协方差矩阵的特征值和特征向量。
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最后化简为：
−λ3+4.5λ2=0.343λ=0−λ3+4.5λ2=0.343λ=0


λ(0.0777−λ)(λ−4.4223)=0λ(0.0777−λ)(λ−4.4223)=0

所以 λλ
 有 3 个近似解，分别是 0、0.0777 和 4.4223。
特征向量的求解过程如果手动推算比较繁琐，我们还是利用 Python 语言直接求出特征值和对应的特征向量。
# 求协方差矩阵的特征值和特征向量
eigVals,eigVects = LA.eig(x_cov)
print(" 协方差矩阵的特征值：", eigVals)
print(" 协方差的特征向量（主成分）：\n", eigVects, "\n")

我们可以得到三个特征值及它们对应的特征向量。
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需要注意，Python 代码输出的特征向量是列向量，而我表格中列出的是行向量。
我使用下面的这段代码，找出特征值最大的特征向量，也就是最重要的主成分，然后利用这个主成分，对原始的样本矩阵进行变换。
# 找到最大的特征值，及其对应的特征向量
max_eigVal = -1
max_eigVal_index = -1
 
for i in range(0, eigVals.size):
    if (eigVals[i] > max_eigVal):
        max_eigVal = eigVals[i]
        max_eigVal_index = i
 
    eigVect_with_max_eigVal = eigVects[:,max_eigVal_index]
 
# 输出最大的特征值及其对应的特征向量，也就是第一个主成分
print(" 最大的特征值：", max_eigVal)
print(" 最大特征值所对应的特征向量：", eigVect_with_max_eigVal)
 
# 输出变换后的数据矩阵。注意，这里的三个值是表示三个样本，而特征从 3 维变为 1 维了。
print(" 变换后的数据矩阵：", x_s.dot(eigVect_with_max_eigVal), "\n")

很明显，最大的特征值是 4.422311507725755，对应的特征向量是 [-0.58077228 -0.57896098 0.57228292]。变换后的样本矩阵是：
[image: ]

它从原来的 3 个特征维度降维 1 个特征维度了。
Python 的 sklearn 库也实现了 PCA，我们可以通过下面的代码来尝试一下。
from sklearn.decomposition import PCA
 
# 挑选前 2 个主成分
pca = PCA(n_components=2)
 
# 进行 PCA 分析
pca.fit(x_s)
 
# 输出变换后的数据矩阵。注意，这里的三个值是表示三个样本，而特征从 3 维变为 1 维了。
print(" 方差（特征值）: ", pca.explained_variance_)
print(" 主成分（特征向量）", pca.components_)
print(" 变换后的样本矩阵：", pca.transform(x_s))
print(" 信息量: ", pca.explained_variance_ratio_)

这段代码中，我把输出的主成分设置为 2，也就是说挑出前 2 个最重要的主成分。相应的，变化后的样本矩阵有 2 个特征维度。
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除了输出主成分和变换后的矩阵，sklearn 的 PCA 分析还提供了信息量的数据。
信息量:  [0.98273589 0.01726411]

它是各个主成分的方差所占的比例，表示第一个主成分包含了原始样本矩阵中的 98.27% 的信息，而第二个主成分包含了原始样本矩阵中的 1.73% 的信息，可想而知，最后一个主成分提供的信息量基本为 0 了，我们可以忽略不计了。如果我们觉得 95% 以上的信息量就足够了，那么就可以只保留第一个主成分，把原始的样本矩阵的特征维度降到 1 维。
当然，学习的更高境界，不是仅仅“知其然”，还要做到“知其所以然”。即使现在你对 PCA 的操作步骤了如指掌，可能还是有不少疑惑，比如，为什么我们要使用协方差矩阵？这个矩阵的特征值和特征向量又表示什么？为什么选择特征值最大的主成分，就能涵盖最多的信息量呢？不用着急，接下来，我会给你做出更透彻的解释，让你不仅明白如何进行 PCA 分析，同时还明白为什么要这么做。
PCA 背后的核心思想
为什么要使用协方差矩阵？
首先要回答的第一个问题是，为什么我们要使用样本数据中，各个维度之间的协方差，来构建一个新的协方差矩阵？要弄清楚这一点，首先要回到 PCA 最终的目标：降维。降维就是要去除那些表达信息量少，或者冗余的维度。
我们首先来看如何定义维度的信息量大小。这里我们认为样本在某个特征上的差异就越大，那么这个特征包含的信息量就越大，就越重要。相反，信息量就越小，需要被过滤掉。很自然，我们就能想到使用某维特征的方差来定义样本在这个特征维度上的差异。
另一方面，我们要看如何发现冗余的信息。如果两种特征是有很高的相关性，那我们可以从一个维度的值推算出另一个维度的值，所表达的信息就是重复的。在概率和统计模块，我介绍过多个变量间的相关性，而在实际运用中，我们可以使用皮尔森（Pearson）相关系数，来描述两个变量之间的线性相关程度。这个系数的取值范围是 [−1,1][−1,1]
，绝对值越大，说明相关性越高，正数表示正相关，负数表示负相关。
我使用下面这张图，来表示正相关和负相关的涵义。左侧 XX
 曲线和 YY
 曲线有非常近似的变化趋势，当 XX
 上升 YY
 往往也是上升的，XX
 下降 YY
 往往也下降，这表示两者有较强的正相关性。右侧 XX
 和 YY
 两者相反，当 XX
 上升的时候，YY
 往往是下降的，XX
 下降的时候，YY
 往往是上升，这表示两者有较强的负相关性。
[image: ]
皮尔森系数计算公式如下：
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其中 nn
 表示向量维度，xk,ixk,i
 和 xk,jxk,j
 分别为两个特征维度 ii
 和 jj
 在第 kk
 个采样上的数值。 x,i¯x,i¯
 和 x,j¯x,j¯
 分别表示两个特征维度上所有样本的均值，σxσx
 和 σyσy
 分别表示两个特征维度上所有样本的标准差。
我把皮尔森系数的公式稍加变化，你来观察一下皮尔森系数和协方差之间的关系。
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你看，变换后的分子不就是协方差吗？而分母类似于标准化数据中的分母。所以在本质上，皮尔森相关系数和数据标准化后的协方差是一致的。
考虑到协方差既可以衡量信息量的大小，也可以衡量不同维度之间的相关性，因此我们就使用各个维度之间的协方差所构成的矩阵，作为 PCA 分析的对象。就如前面说讲述的，这个协方差矩阵主对角线上的元素是各维度上的方差，也就体现了信息量，而其他元素是两两维度间的协方差，也就体现了相关性。
既然协方差矩阵提供了我们所需要的方差和相关性，那么下一步，我们就要考虑对这个矩阵进行怎样的操作了。
为什么要计算协方差矩阵的特征值和特征向量？
关于这点，我们可以从两个角度来理解。
第一个角度是对角矩阵。所谓对角矩阵，就是说只有矩阵主对角线之上的元素有非 0 值，而其他元素的值都为 0。我们刚刚解释了协方差矩阵的主对角线上，都是表示信息量的方差，而其他元素都是表示相关性的协方差。既然我们希望尽可能保留大信息量的维度，而去除相关的维度，那么就意味着我们希望对协方差进行对角化，尽可能地使得矩阵只有主对角线上有非 0 元素。
假如我们确实可以把矩阵尽可能的对角化，那么对角化之后的矩阵，它的主对角线上元素就是、或者接近矩阵的特征值，而特征值本身又表示了转换后的方差，也就是信息量。而此时，对应的各个特征向量之间是基本正交的，也就是相关性极低甚至没有相关性。
第二个角度是特征值和特征向量的几何意义。在向量空间中，对某个向量左乘一个矩阵，实际上是对这个向量进行了一次变换。在这个变换的过程中，被左乘的向量主要发生旋转和伸缩这两种变化。如果左乘矩阵对某一个向量或某些向量只发生伸缩变换，不对这些向量产生旋转的效果，那么这些向量就称为这个矩阵的特征向量，而伸缩的比例就是特征值。换句话来说，某个矩阵的特征向量表示了这个矩阵在空间中的变换方向，这些方向都是趋于正交的，而特征值表示每个方向上伸缩的比例。
如果一个特征值很大，那么说明在对应的特征向量所表示的方向上，伸缩幅度很大。这也是为什么，我们需要使用原始的数据去左乘这个特征向量，来获取降维后的新数据。因为这样做可以帮助我们找到一个方向，让它最大程度地包含原有的信息。需要注意的是，这个新的方向，往往不代表原始的特征，而是多个原始特征的组合和缩放。
小结
这两节，我详细讲解了 PCA 主成分分析法，它是一种针对数值型特征、较为通用的降维方法。和特征选择不同，它并不需要监督式学习中的样本标签，而是从不同维度特征之间的关系出发，进行了一系列的操作和分析。主要步骤包括，标准化原始的数据矩阵、构建协方差矩阵、计算这种协方差矩阵的特征值和特征向量、挑选较大特征值所对应的特征向量、进行原始特征数据的转换。如果排名靠前的特征向量，或者说主成分，已经包括了足够的信息量，那么我们就可以通过选择较少的主成分，对原始的样本矩阵进行转换，从而达到降维的目的。
PCA 方法一开始不是很好理解，其主要的原因之一是它背后的核心思想并不是很直观。为此，我详细解释了为什么 PCA 会从标准化和协方差入手来构建协方差矩阵。对于同类的特征来说，标准化之后的协方差就是方差，表示了这一维特征所包含的信息量。而对于不同类的特征来说，标准化之后的协方差体现了这两维特征的相关性。鉴于这两个特性，我们需要求解协方差矩阵的特征值和特征向量。如果你弄清楚了这几个关键点，那么 PCA 方法也就不难理解了。
思考题
到目前为止，我们讲解了两种特征降维的方法。第一，在监督式学习中，基于分类标签的特征选择；第二，基于特征协方差矩阵的 PCA 主成分分析。请尝试从你自己的理解，来说说这两种降维方法各自的优缺点。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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44 | 奇异值分解：如何挖掘潜在的语义关系？


你好，我是黄申。
今天，我们来聊另一种降维的方法，SVD 奇异值分解（Singular Value Decomposition）。它的核心思路和 PCA 不同。PCA 是通过分析不同纬特征之间的协方差，找到包含最多信息量的特征向量，从而实现降维。而 SVD 这种方法试图通过样本矩阵本身的分解，找到一些“潜在的因素”，然后通过把原始的特征维度映射到较少的潜在因素之上，达到降维的目的。
这个方法的思想和步骤有些复杂，它的核心是矩阵分解，首先，让我们从方阵的矩阵分解开始。
方阵的特征分解
在解释方阵的分解时，我们会用到两个你可能不太熟悉的概念：方阵和酉矩阵。为了让你更顺畅的理解整个分解的过程，我先给你解释下这两个概念。
方阵（Square Matrix）是一种特殊的矩阵，它的行数和列数相等。如果一个矩阵的行数和列数都是 n，那么我们把它称作 n 阶方阵。
如果一个矩阵和其转置矩阵相乘得到的是单位矩阵，那么它就是一个酉矩阵（Unitary Matrix）。
X′X=IX′X=I

其中 X’表示 X 的转置，I 表示单位矩阵。换句话说，矩阵 X 为酉矩阵的充分必要条件是 X 的转置矩阵和 X 的逆矩阵相等。
X′=X−1X′=X−1

理解这两个概念之后，让我们来观察矩阵的特征值和特征向量。前两节我们介绍了，对于一个 n×n 维的矩阵 XX
，nn
 维向量 vv
，标量 λλ
，如果有 Xv=λvXv=λv
。
那么我们就说 λλ
 是 XX
 的特征值，vv
 是 XX
 的特征向量，并对应于特征值 λλ
。
之前我们说过特征向量表示了矩阵变化的方向，而特征值表示了变化的幅度。实际上，通过特征值和特征矩阵，我们还可以把矩阵 X 进行特征分解（Eigendecomposition）。这里矩阵的特征分解，是指把矩阵分解为由其特征值和特征向量表示的矩阵之积的方法。如果我们求出了矩阵 XX
 的 kk
 个特征值 λ1，λ2，…，λnλ1，λ2，…，λn
，以及这 nn
 个特征值所对应的特征向量 v1，v2，…，vnv1，v2，…，vn
，那么就有 XV=VΣXV=VΣ
。
其中，VV
 是这 nn
 个特征向量所张成的 n×n 维矩阵，而Σ为这 n 个特征值为主对角线的 n×n 维矩阵。进一步推导，我们可以得到：
XVV−1=VΣV−1XVV−1=VΣV−1


XI=VΣV−1XI=VΣV−1


X=VΣV−1X=VΣV−1

如果我们会把 VV
 的这 nn
 个特征向量进行标准化处理，那么对于每个特征向量 ViVi
，就有 ||Vi||2=1||Vi||2=1
，而这表示 V′iVi=1Vi′Vi=1
，此时 V 的 n 个特征向量为标准正交基，满足 V′V=IV′V=I
 ， 也就是说 V 为酉矩阵，有 V′=V−1V′=V−1
 。这样一来，我们就可以把特征分解表达式写作 X=VΣV′X=VΣV′
。
我们以介绍 PCA 分析时所用的矩阵为例，验证矩阵的特征分解。当时，我们有一个：
[image: ]
下面我们需要证明 X=VΣV′X=VΣV′
 成立，我把推算的过程写在下面了。
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讲到这里，相信你对矩阵的特征分解有了一定程度的认识。可是，矩阵 XX
 必须为对称方阵才能进行有实数解的特征分解。那么如果 XX
 不是方阵，那么应该如何进行矩阵的分解呢？这个时候就需要用到奇异值分解 SVD 了。
矩阵的奇异值分解
SVD 分解和特征分解相比，在形式上是类似的。假设矩阵 XX
 是一个 m×n 维的矩阵，那么 XX
 的 SVD 为 X=UΣV′X=UΣV′
。
不同的地方在于，SVD 并不要求要分解的矩阵为方阵，所以这里的 UU
 和 V′V′
 并不是互为逆矩阵。其中 UU
 是一个 m×m 维的矩阵，VV
 是一个 n×n 维的矩阵。而 ΣΣ
 是一个 m×n 维的矩阵，对于 ΣΣ
 来说，只有主对角线之上的元素可以为非 00
，其他元素都是 00
，而主对角线上的每个元素就称为奇异值。UU
 和 VV
 都是酉矩阵，即满足 U′U=I,V′V=IU′U=I,V′V=I
。
现在问题来了，我们应该如何求出，用于 SVD 分解的 U,Σ和VU,Σ和V
 这三个矩阵呢？之所以不能使用有实数解的特征分解，是因为此时矩阵 X 不是对称的方阵。我们可以把 XX
 的转置 X′X′
 和 XX
 做矩阵乘法，得到一个 n×n 维的对称方阵 X′XX′X
。这个时候，我们就能对 X′XX′X
 这个对称方阵进行特征分解了，得到的特征值和特征向量满足 (XX′)vi=λivi(XX′)vi=λivi
。
这样一来，我们就得到了矩阵 X′XX′X
 的 nn
 个特征值和对应的 nn
 个特征向量 vv
。通过 X′XX′X
 的所有特征向量构造一个 n×n 维的矩阵 VV
，这就是上述 SVD 公式里面的 VV
 矩阵了。通常我们把 VV
 中的每个特征向量叫作 XX
 的右奇异向量。
同样的道理，如果我们把 X 和 X’做矩阵乘法，那么会得到一个 m×m 维的方阵 XX’。由于 XX’也是方阵，因此我们同样可以对它进行特征分解，得到的特征值和特征向量满足 (XX′)ui=λiui(XX′)ui=λiui
。
类似地，我们得到了矩阵 XX′XX′
 的 m 个特征值和对应的 m 个特征向量 uu
。通过 XX’的所有特征向量构造一个 m×m 的矩阵 UU
。这就是上述 SVD 公式里面的 UU
 矩阵了。通常，我们把 U 中的每个特征向量叫作 X 的左奇异向量。
现在，包含左右奇异向量的 UU
 和 VV
 都求解出来了，只剩下奇异值矩阵 ΣΣ
 了。之前我提到，ΣΣ
 除了对角线上是奇异值之外，其他位置的元素都是 00
，所以我们只需要求出每个奇异值 σσ
 就可以了。这个解可以通过下面的公式推导求得：
X=UΣV′X=UΣV′


XV=UΣV′VXV=UΣV′V

由于 VV
 是酉矩阵，所以 V′V=IV′V=I
，就有：
XV=UΣIXV=UΣI


XV=UΣXV=UΣ


Xvi=σiuiXvi=σiui


σi=Xviuiσi=Xviui

其中 vivi
 和 uiui
 都是列向量。一旦我们求出了每个奇异值 σσ
，那么就能得到奇异值矩阵 ΣΣ
。
通过上述几个步骤，我们就能把一个 mxn 维的实数矩阵，分解成 X=UΣV′X=UΣV′
 的形式。说到这里，你可能会疑惑，把矩阵分解成这个形式有什么用呢？实际上，在不同的应用中，这种分解表示了不同的含义。下面，我会使用潜在语义分析的案例，带你看看，在发掘语义关系的时候，SVD 分解起到了怎样的关键作用。
潜在语义分析和 SVD
在讲向量空间模型的时候，我解释了文档和词条所组成的矩阵。对于一个大的文档集合，我们首先要构造字典，然后根据字典构造每篇文档的向量，最后通过所有文档的向量构造矩阵。矩阵的行和列分别表示文档和词条。基于这个矩阵、向量空间中的距离、余弦夹角等度量，我们就可以进行基于相似度的信息检索或文档聚类。
不过，最简单的向量空间模型采样的是精确的词条匹配，它没有办法处理词条形态的变化、同义词、近义词等情况。我们需要使用拉丁语系的取词根（Stemming）操作，并手动建立同义词、近义词词典。这些处理方式都需要人类的语义知识，也非常依赖人工的干预。另外，有些词语并不是同义词或者近义词，但是相互之间也是有语义关系的。例如“学生”“老师”“学校”“课程”等等。
那么，我们有没有什么模型，可以自动地挖掘在语义层面的信息呢？当然，目前的计算机还没有办法真正的理解人类的自然语言，它们需要通过大量的数据，来找到词语之间的关系。下面我们就来看看潜在语义分析 LSA（Latent Semantic Analysis）或者叫潜在语义索引 LSI（Latent Semantic Index）这种方法，是如何做到这点的。
和一般的向量空间模型有所不同，LSA 通过词条和文档所组成的矩阵，发掘词和词之间的语义关系，并过滤掉原始向量空间中存在的一些“噪音”，最终提高信息检索和机器学习算法的精确度。LSA 主要包括以下这些步骤。
第一步，分析文档集合，建立表示文档和词条关系的矩阵。
第二步，对文档 - 词条矩阵进行 SVD 奇异值分解。在 LSA 的应用场景下，分解之后所得到的奇异值σ对应了一个语义上的“概念”，而 σσ
 值的大小表示这个概念在整个文档集合中的重要程度。UU
 中的左奇异值向量表示了每个文档和这些语义“概念”的关系强弱，VV
 中的右奇异值向量表示每个词条和这些语义“概念”的关系强弱。所以说，SVD 分解把原来的词条 - 文档关系，转换成了词条 - 语义概念 - 文档关系。
我画了一张图帮助你理解这个过程。
[image: ]
在这种图中，我们有一个 7×5 维的矩阵 XX
，表示 7 个文档和 5 个单词。经过 SVD 分解之后，我们得到了两个主要的语义概念，一个概念描述了计算机领域，另一个概念描述了医学领域。矩阵 U 描述文档和这两个概念之间的关系，而矩阵 V′V′
 描述了各个词语和这两个概念之间的关系。如果要对文档进行检索，我们可以使用 UU
 这个降维之后的矩阵，找到哪些文档和计算机领域相关。同样，对于聚类算法，我们也可以使用 U 来判断哪些文档属于同一个类。
第三步，对 SVD 分解后的矩阵进行降维，这个操作和 PCA 主成分分析的降维操作是类似的。
第四步，使用降维后的矩阵重新构建概念 - 文档矩阵，新矩阵中的元素不再表示词条是不是出现在文档中，而是表示某个概念是不是出现在文档中。
总的来说，LSA 的分解，不仅可以帮助我们找到词条之间的语义关系，还可以降低向量空间的维度。在这个基础之上在运行其他的信息检索或者机器学习算法，就更加有效。
总结
之前介绍的 PCA 主成分分析，要求矩阵必须是对称的方阵，因此只适用于刻画特征之间关系的协方差矩阵。但是，有的时候我们需要挖掘的是样本和特征之间的关系，例如文档和词条。这个时候矩阵并不是对称的方阵，因此无法直接使用 PCA 分析。
为此，SVD 奇异值分解提供了一种可行的方案。它巧妙的运用了矩阵 X 和自己的转置相乘，生成了两种对称的方阵，并通过这两者的特征分解，获得了 SVD 中的左奇异向量所组成的矩阵 U 和右奇异向量所组成的矩阵 V，并最终推导出奇异值矩阵Σ。这样，SVD 就可以对原始的数据矩阵进行分解，并运用最终的奇异向量进行降维。
我们可以把 SVD 运用在很多场合中，在不同的应用场景下，U，VU，V
 和 ΣΣ
 代表了不同的含义。例如，在 LSA 分析中，通过对词条和文档矩阵的 SVD 分解，我们可以利用Σ获得代表潜在语义的一些概念。而矩阵 UU
 表示了这些概念和文档之间的关系，矩阵 VV
 表示了这些概念和单个词语之间的关系。
思考题
请使用你自己熟悉的语言，实现 SVD 分解。（提示：如果使用 Python 等科学计算语言，你可以参考本节所讲述的矩阵分解步骤，也可以使用一些现成的科学计算库。）
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

45 | 线性代数篇答疑和总结：矩阵乘法的几何意义是什么？


你好，我是黄申。今天是线性代数的答疑和总结。
在这个模块中，我们讲了不少向量、矩阵、线性方程相关的内容。看到大家在留言区的问题，今天我重点说说矩阵乘法的几何意义，以及为什么 SVD 中 X′XX′X
 的特征向量组成了 VV
 矩阵，而 XX′XX′
 的特征向量组成了 UU
 矩阵。最后，我会对整个线性代数的模块做一个总结。
矩阵乘法的几何意义
首先，我们来说说矩阵乘法所代表的几何意义。
在阐述 PCA 主成分分析的时候，我们聊过为什么这个方法要研究协方差矩阵的特征值和特征向量。其中，我提到对某个向量左乘一个矩阵，实际上是对这个向量进行了一次变换。某个矩阵的特征向量表示了这个矩阵在空间中的变换方向，这些方向都是正交或者趋于正交的，而特征值表示每个方向上伸缩的比例。今天，我会继续深入这个话题，结合实例，给出更详细地解释。
多维的向量空间很难理解，所以我们还是从最简答的二维空间开始。首先，我们需要明白什么是二维空间中的正交向量。正交向量的定义非常简单，只要两个向量的点乘结果为 0，那么它们就是正交的。在酉矩阵之中，矩阵和矩阵的转置相乘为单位矩阵，只有向量自己点乘自己值为 1，而不同向量之间点乘值为 0，所以不同的向量之间是正交的。
理解了正交向量之后，我们来定义一个二维空间，这个空间的横坐标为 xx
，纵坐标为 yy
，空间中的一个点坐标为 (1,2)(1,2)
，对于这个点，我们可以把从原点到它的直线投影到 xx
 轴和 yy
 轴，这个直线在 xx
 轴上投影的长度为 1，在 y 轴上投影的长度为 2。我使用下图来表示。
[image: ]
对于这个点，我们使用一个矩阵 X1X1
 左乘这个点的坐标，你可以看看会发生什么。
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我们把结果转成坐标系里的点，它的坐标是 (3,4)(3,4)
，把从原点到 (1,2)(1,2)
 的直线，和从原点到 (3,4)(3,4)
 的直线进行比较，你会发现直线发生了旋转，而且长度也发生了变化，这就是矩阵左乘所对应的几何意义。我们还可以对这个矩阵 X1X1
 分析一下，看看它到底表示了什么含义，以及为什么它会导致直线的旋转和长度发生变化。
之前我讲过，要看一个矩阵的特征，需要分析它的特征向量和特征值。由于矩阵 X1X1
 是一个对角矩阵，所以特征值很容易求解，分别是 3 和 2。而对应的特征向量是 [1,0][1,0]
 和 [0,1][0,1]
。在二维坐标中，坐标 [1, 0] 实际上表示的是 xx
 轴的方向，而 [0, 1] 实际上表示的是 yy
 轴的方向。特征值 3 对应特征向量 [1, 0] 就表明在 xx
 轴方向拉伸为原来的 3 倍，特征值 2 对应特征向量 [0, 1] 就表明在 yy
 轴方向拉伸 2 倍。所以，矩阵 X1X1
 的左乘，就表示把原有向量在 xx
 轴上拉伸为原来的 3 倍，而在 yy
 轴上拉伸为原来的 2 倍。我用下面这张图来展示。
[image: ]
我们还可以从另一个角度来验证这点，把从原点到 (3,4)(3,4)
 的直线进行分解，我们会发现这个直线在 xx
 轴上投影的长度为 3，为原来的 3 倍，而在 yy
 轴上投影的长度为 4，为原来的 2 倍。
当然，矩阵的特征向量不一定是 xx
 轴和 yy
 轴，它们可以是二维空间中任何相互正交的向量。下面，我们再来看一个稍微复杂一点的例子。这次我们从两个正交的向量开始。
[image: ]
我使用下面这张图展示了这两个向量在空间的方向。
[image: ]
然后我用这两个向量构建一个矩阵 VV
。
[image: ]
之所以使用这样一个例子，是因为 VV
 是一个酉矩阵，也就是说 VV′=IVV′=I
，所以我们可以使用它，外加一个特征值组成的对角矩阵 ΣΣ
，来构建另一个用于测试的矩阵 X2X2
。我在 SVD 的那一讲，介绍过对称方阵可以进行特征值分解，所以我们可以通过 VV
 和 ΣΣ
，获得一个对称方阵 X2=VΣV′X2=VΣV′
。
我们假设两个特征值分别是 0.5 和 2，所以有：
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根据我们之间的解释，如果让这个矩阵 X2X2
 左乘任何一个向量，就是让向量沿 [12√12√][1212]
 方向压缩一半，而在 [12√−12√][12−12]
 方向增加两倍。为了验证这一点，我们让 X2X2
 左乘向量 (1,2)(1,2)
，获得新向量：
[image: ]
把这个新的坐标 (−0.25,1.75)(−0.25,1.75)
 和原坐标 (1,2)(1,2)
 都放到二维坐标系中，并让它们分别在 [12√12√][1212]
 和 [12√−12√][12−12]
 这两个方向进行投影，然后比较一下投影的长度，你就会发现伸缩的变化了。我使用下面这张图来帮你理解。
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弄清楚了矩阵左乘向量的几何意义，那么矩阵左乘矩阵的几何意义也就不难理解了。假设我们让矩阵 XX
 左乘矩阵 YY
，那么可以把右矩阵 YY
 看作一堆列向量的集合，而左乘矩阵 XX
 就是对每个 YY
 中的列向量进行变换。另外，如果二维空间理解了，那么三维、四维直到 nn
 维空间就可以以此类推了。
SVD 分解中的 UU
 和 VV
 矩阵
在讲解 SVD 奇异值分解的时候，我们解释了 X′XX′X
 的特征向量组成了 SVD 中的 VV
 矩阵，而 XX′XX′
 的特征向量组成了 SVD 中的 UU
 矩阵。不过，我们还没有证明这两点。今天我来说说如何证明它们。首先，我们来看看 VV
 矩阵的证明。
X=UΣV′X=UΣV′


X=UΣ′V′X=UΣ′V′


X′X=(VΣ′U)(UΣV′)=VΣ′(U′U)Σ′V′=VΣ2V′)X′X=(VΣ′U)(UΣV′)=VΣ′(U′U)Σ′V′=VΣ2V′)

其中，(UΣV′)′=VΣ′U′(UΣV′)′=VΣ′U′
 的证明，我们在最小二乘法的讲解过程中证明过。另外，UU
 是酉矩阵，所以 U′U=IU′U=I
。ΣΣ
 是对角矩阵，所以 Σ′Σ=Σ2Σ′Σ=Σ2
，而且 Σ2Σ2
 仍然是对角矩阵。
由于 Σ2Σ2
 是对角矩阵，所以通过 X′X=VΣ2V′X′X=VΣ2V′
，我们可以看出 VV
 中的向量就是 X′XX′X
 的特征向量，而特征值是 Σ2Σ2
 对角线上的值。
同理，我们也可以证明 UU
 中的向量就是 XX′XX′
 的特征向量。
X=UΣV′X=UΣV′


X′=UΣ′V′X′=UΣ′V′


XX′=(UΣV′)(VΣ′U′)=UΣ(V′V)Σ′U′=UΣ2U′)XX′=(UΣV′)(VΣ′U′)=UΣ(V′V)Σ′U′=UΣ2U′)

从这个证明的过程，我们也发现了，XX’或者 X’X 特征值矩阵等于奇异值矩阵的平方，也就是说我们可以通过求出 X’X 特征值的平方根来求奇异值。
总结
回答完两个问题之后，我来总结一下线性代数这个模块。
线性代数最基本的概念包括了向量、矩阵以及对应的操作。向量表示了一组数的概念，非常适合表示一个对象的多维特征，因此被广泛的运用在信息检索和机器学习的领域中。而矩阵又包含了多个向量，所以适合表示多个数据对象的集合。同时，矩阵也可以用于表达二维关系，例如网页的邻接矩阵，用户对物品的喜好程度，关键词在文档中的 tf-idf 等等。
由于向量和矩阵的特性，我们可以把它们运用在很多算法和模型之中。向量空间模型定义了向量之间的距离或者余弦夹角，我们可以利用这些指标来衡量数据对象之间的相似程度，并把这种相似程度用于定义查询和文档之间的相关性，或者是文档聚类时的归属关系。矩阵的运算体现了对多个向量同时进行的操作，比如最常见的左乘，就可以用在计算 PageRank 值，协同过滤中的用户或者物品相似度等等。
当然，矩阵的运用还不止计算数据对象之间的关系。最小二乘法的实现、PCA 主成分的分析、SVD 奇异值的分解也可以基于矩阵的运算。这些都可以帮助我们发现不同维度特征之间的关系，并利用这些关系找到哪些特征更为重要，选择或者创建更为重要的特征。
有的时候，线性代数涉及的公式和推导比较繁琐。在思考的过程中，我们可以把矩阵的操作简化为向量之间的操作，而把向量之间的操作简化为多个变量之间的运算。另外，我们可以多结合实际的案例，结合几何空间、动手推算，甚至可以编程实现某些关键的模块，这些都有利于理解和记忆。
思考题
我想听你说说，学习完了编程领域中常用的线性代数知识，你有哪些收获和心得？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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46 | 缓存系统：如何通过哈希表和队列实现高效访问？


你好，我是黄申。
经过前三大模块的学习，我带你纵览了数学在各个计算机编程领域的重要应用。离散数学是基础数据结构和编程算法的基石，而概率统计论和线性代数，是很多信息检索和机器学习算法的核心。
因此，今天开始，我会综合性地运用之前所讲解的一些知识，设计并实现一些更有实用性的核心模块或者原型系统。通过这种基于案例的讲解，我们可以融汇贯通不同的数学知识，并打造更加高效、更加智能的计算机系统。首先，让我们从一个缓存系统入手，开始综合应用篇的学习。
什么是缓存系统？
缓存（Cache）是计算机系统里非常重要的发明之一，它在编程领域中有非常非常多的应用。小到电脑的中央处理器（CPU）、主板、显卡等硬件，大到大规模的互联网站点，都在广泛使用缓存来提升速度。而在网站的架构设计中，一般不会像 PC 电脑那样采用高速的缓存介质，而是采用普通的服务器内存。但是网站架构所使用的内存容量大得多，至少是数个吉字节 （GB）。
我们可以把缓存定义为数据交换的缓冲区。它的读取速度远远高于普通存储介质，可以帮助系统更快地运行。当某个应用需要读取数据时，会优先从缓存中查找需要的内容，如果找到了则直接获取，这个效率要比读取普通存储更高。如果缓存中没有发现需要的内容，再到普通存储中寻找。
理解了缓存的概念和重要性之后，我们来看下缓存设计的几个主要考量因素。
第一个因素是硬件的性能。缓存的应用场景非常广泛，因此没有绝对的条件来定义何种性能可以达到缓存的资格，我们只要确保以高速读取介质可以充当相对低速的介质的缓冲。
第二个因素是命中率。缓存之所以能提升访问速度，主要是因为能从高速介质读取，这种情况我们称为“命中”（Hit）。但是，高速介质的成本是非常昂贵的，而且一般也不支持持久化存储，因此放入数据的容量必须受到限制，只能是全局信息的一部分。那么，一定是有部分数据无法在缓存中读取，而必须要到原始的存储中查找，这种情况称之为“错过”（Missed）。
我们通常使用能够在缓存中查找到数据的次数（|H||H|
），除以整体的数据访问次数（|V||V|
）计算命中率。如果命中率高，系统能够频繁地获取已经在缓存中驻留的数据，速度会明显提升。
HitRatio=|H||V|HitRatio=|H||V|
接下来的问题就是，如何在缓存容量有限的情况下，尽可能的提升命中率呢？人们开始研究缓存的淘汰算法，通过某种机制将缓存中可能无用的数据剔除，然后向剔除后空余的空间中补充将来可能会访问的数据。
最基本的策略包括最少使用 LFU（Least Frequently Used）策略和最久未用 LRU（Least Recently Used）策略。LFU 会记录每个缓存对象被使用的频率，并将使用次数最少的对象剔除。LRU 会记录每个缓存对象最近使用的时间，并将使用时间点最久远的对象给剔除。很显然，我们都希望缓存的命中率越高越好。
第三个因素是更新周期。虽然缓存处理的效率非常高，但是，被访问的数据不会一成不变，对于变化速度很快的数据，我们需要将变动主动更新到缓存中，或者让原有内容失效，否则用户将读取到过时的内容。在无法及时更新数据的情况下，高命中率反而变成了坏事，轻则影响用户交互的体验，重则会导致应用逻辑的错误。
为了方便你的理解，我使用下面这张图，来展现这几个主要因素之间的关系，以及缓存系统的工作流程。
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如何设计一个缓存系统？
了解这些基本概念之后，我们就可以开始设计自己的缓存系统了。今天，我重点讲解如何使用哈希表和队列，来设计一个基于最久未用 LRU 策略的缓存。
从缓存系统的工作流程可以看出，首先我们需要确认某个被请求的数据，是不是存在于缓存系统中。对于这个功能，哈希表是非常适合的。第 2 讲我讲过哈希的概念，我们可以通过哈希值计算快速定位，加快查找的速度。不论哈希表中有多少数据，读取、插入和删除操作只需要耗费接近常量的时间，也就是 O (1) 的时间复杂度 ，这正好满足了缓存高速运作的需求。
在第 18 讲，我讲了用数组和链表来构造哈希表。在很多编程语言中，哈希表的实现采用的是链地址哈希表。这种方法的主要思想是，先分配一个很大的数组空间，而数组中的每一个元素都是一个链表的头部。随后，我们就可以根据哈希函数算出的哈希值（也叫哈希的 key），找到数组的某个元素及对应的链表，然后把数据添加到这个链表中。之所以要这样设计，是因为存在哈希冲突。所以，我们要尽量找到一个合理的哈希函数，减少冲突发生的机会，提升检索的效率。
接下来，我们来聊聊缓存淘汰的策略。这里我们使用 LRU 最久未用策略。在这种策略中，系统会根据数据最近一次的使用时间来排序，使用时间最久远的对象会被淘汰。考虑到这个特性，我们可以使用队列。我在讲解广度优先搜索策略时，谈到了队列。这是一种先进先出的数据结构，先进入队列的元素会优先得到处理。如果充分利用队列的特点，我们就很容易找到上一次使用时间最久的数据，具体的实现过程如下。
第一，根据缓存的大小，设置队列的最大值。通常的做法是使用缓存里所能存放数据记录量的上限，作为队列里结点的总数的上限，两者保持一致。
第二，每次访问一个数据后，查看是不是已经存在一个队列中的结点对应于这个数据。如果不是，创造一个对应于这个数据的队列结点，加入队列尾部。如果是，把这个数据所对应的队列结点重新放入队列的尾部。需要注意，这一点是至关重要的。因为这种操作可以保证上一次访问时间最久的数据，所对应的结点永远在队列的头部。
第三，如果队列已满，我们就需要淘汰一些缓存中的数据。由于队列里的结点和缓存中的数据记录量是一致的，所以队列里的结点数达到上限制，也就意味着缓存也已经满了。刚刚提到，由于第二点的操作，我们只需要移除队列头部的结点就可以了。
综合上述关于哈希表和队列的讨论，我们可以画出下面这张框架图。
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从这张图可以看到，我们使用哈希表来存放需要被缓存的内容，然后使用队列来实现 LRU 策略。每当数据请求进来的时候，缓存系统首先检查数据记录是不是已经存在哈希表中。如果不存在，那么就返回没有查找到，不会对哈希表和队列进行任何的改变；如果已经存在，就直接从哈希表读取并返回。
与此同时，在队列中进行相应的操作，标记对应记录最后访问的次序。队列头部的结点，对应即将被淘汰的记录。如果缓存或者说队列已满，而我们又需要插入新的缓存数据，那么就需要移除队列头部的结点，以及它所对应的哈希表结点。
接下来，我们结合这张图，以请求数据记录 175 为例，详细看看在这个框架中，每一步是如何运作的。
这里的哈希表所使用的散列函数非常简单，是把数据的所有位数加起来，再对一个非常大的数值例如 10^6 求余。那么，175 的哈希值就是 (1+7+5)/10^6=13。通过哈希值 13 找到对应的链表，然后进行遍历找到记录 175。这个时候我们已经完成了从缓存中获取数据。
不过，由于使用了 LRU 策略来淘汰旧的数据，所以还需要对保存访问状态的队列进行必要的操作。检查队列，我们发现表示 175 的结点已经在队列之中了，说明最近这条数据已经被访问过，所以我们要把这个结点挪到队列的最后，让它远离被淘汰的命运。
我们再来看另一个例子，假设这次需要获取的是数据记录 1228，这条记录并不在缓存之中，因此除了从低速介质返回获取的记录，我们还要把这个数据记录放入缓存区，并更新保存访问状态的队列。和记录 175 不同的是，1228 最近没有被访问过，所以我们需要在队列的末尾增加一个表示 1201 的结点。这个时候，队列已经满了，我们需要让队列头部的结点 73 出队，然后把相应的记录 73 从哈希表中删除，最后把记录 1228 插入到哈希表中作为缓存。
总结
当今的计算机系统中，缓存扮演着非常重要的角色，小到 CPU，大到互联网站点，我们都需要使用缓存来提升系统性能。基于哈希的数据结构可以帮助我们快速的获取数据，所以非常适合运用在缓存系统之中。
不过，缓存都需要相对昂贵的硬件来实现，因此大小受到限制。所以，我们需要使用不同的策略来淘汰不经常使用的内容，取而代之一些更有可能被使用的内容，增加缓存的命中率，进而提升缓存的使用效果。为了实现这个目标，人们提出了多种淘汰的策略，包括 LRU 和 LFU。
综合上面两点，我们提出一种结合哈希表和队列的缓存设计方案。哈希表负责快速的存储和更新被缓存的内容，而队列负责管理最近被访问的状态，并告知系统哪些数据是要被淘汰并从哈希表中移除。
思考题
请根据今天所讲解的设计思想，尝试编码实现一个基于 LRU 淘汰策略的缓存。哈希表部分可以直接使用编程语言所提供的哈希类数据结构。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

47 | 搜索引擎（上）：如何通过倒排索引和向量空间模型，打造一个简单的搜索引擎？


你好，我是黄申。
上一节，我们充分利用了哈希表时间复杂度低的特点，设计了一个简单的缓存系统。在实际项目中，哈希表或者类似的哈希数据结构，有着更为广泛的运用。比如，搜索引擎中的倒排索引，也是基于哈希表结构来设计的。这种倒排索引可以大大提升数据对象的检索效率。
除了搜索的效率，搜索引擎另一个需要考虑的问题是相关性，也就是说，我们需要保证检索出来的信息是满足用户需求的。最简单的基于倒排索引的实现，属于一种布尔排序模型，它只考虑了单词是不是出现在文档之中，如果出现了就返回相应的文档，否则就不返回，对应于布尔模型中的真假值。在这种实现中，只要出现了相关搜索词的文档都会被检索出来，因此相关性比较差。对于这点，我们可以利用向量空间模型，来衡量文档和用户查询之间的相似程度，确保两者是相关的。不过，向量空间模型需要涉及两两之间的比较，时间复杂度比较高。
考虑到上述两点，今天，我们就以文档检索为例，参照倒排索引加向量空间模型的设计思路，设计一个简单的搜索引擎。
搜索引擎的设计框架
之前在讲解向量空间模型的时候，我们介绍了信息检索的基础知识，而我们平时经常使用的搜索引擎，就是一种典型的信息检索系统。在讲解如何结合倒排索引和向量空间模型之前，我们先来看，常见的文本搜索引擎都由哪些模块组成。
文本搜索系统的框架通常包括 2 个重要模块：离线的预处理和在线的查询。离线预处理也就是我们通常所说的“索引”阶段，包括数据获取、文本预处理、词典和倒排索引的构建、相关性模型的数据统计等。数据的获取和相关性模型的数据统计这两步，根据不同的应用场景，必要性和处理方式有所不同。可是，文本预处理和倒排索引构建这两个步骤，无论在何种应用场景之中都是必不可少的，所以它们是离线阶段的核心。之前我们讲过，常规的文本预处理是指针对文本进行分词、移除停用词、取词干、归一化、扩充同义词和近义词等操作。
在第 17 讲里，我讲解了如何使用倒排索引，把文档集转换为从关键词到文档的这种查找关系。有了这种“倒排”的关系，我们可以很高效地根据给定的单词，找到出现过这个单词的文档集合。
倒排索引是典型的牺牲空间来换取时间的方法。我们假设文章总数是 k，每篇文章的单词数量是 m，查询中平均的关键词数量是 l，那么倒排索引可以把时间复杂度从 O(k×logm) 降到 O(l)。但是，如果使用倒排索引，就意味着除了原始数据，我们还需要额外的存储空间来放置倒排索引。因此，如果我们的字典里，不同的词条总数为 n1n1
，每个单词所对应的文章平均数为 n2n2
，那么空间复杂度就是 O(n1n1
×n2n2
)。
在文本的离线处理完毕后，我们来看在线的文本查询。这个过程相对简单。
查询一般都会使用和离线模块一样的预处理，词典也是沿用离线处理的结果。当然，也可能会出现离线处理中未曾出现过的新词，我们一般会忽略或给予非常小的权重。在此基础上，系统根据用户输入的查询条件，在倒排索引中快速检出文档，并进行相关性的计算。
不同的相关性模型，有不同的计算方式。最简单的布尔模型只需要计算若干匹配条件的交集，向量空间模型 VSM，则需要计算查询向量和待查文档向量的余弦夹角，而语言模型需要计算匹配条件的贝叶斯概率等等。
综合上述的介绍，我使用下面这张图来展示搜索引擎的框架设计。
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倒排索引的设计
我们之前已经把倒排索引的概念讲清楚了。不过到具体设计的时候，除了从关键词到文档这种“倒排”的关系，还有其它两个要点值得考虑：第一个是倒排索引里具体存储什么内容，第二个就是多个关键词的查询结果如何取交集。我们下面一个个来看。
首先我们来聊聊倒排索引里具体存放的内容。
从倒排索引的概念，我们很容易就想到使用哈希表、尤其是基于链式地址法的哈希表来实现倒排索引。哈希的键（key）就是文档词典的某一个词条，值（value）就是一个链表，链表是出现这个词条的所有文档之集合，而链表的每一个结点，就表示出现过这个词条的某一篇文档。这种最简单的设计能够帮助我们判断哪些文档出现过给定的词条，因此它可以用于布尔模型。但是，如果我们要实现向量空间模型，或者是基于概率的检索模型，就需要很多额外的信息，比如词频（tf）、词频 - 逆文档频率（tf-idf）、词条出现的条件概率等等。
另外，有些搜索引擎需要返回匹配到的信息摘要（nippet），因此还需要记住词条出现的位置。这个时候，最简单的倒排索引就无法满足我们的需求了。我们要在倒排索引中加入更多的信息。每个文档列表中，存储的不仅仅是文档的 ID，还有其他额外的信息。我使用下面这张图展示了一个示例，帮助你理解这种新的设计。
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其中，ID 字段表示文档的 ID，tf 字段表示词频，tfidf 字段表示词频 - 逆文档频率，而 prob 表示这个词条在这篇文档中出现的条件概率。
好了，下面我们来看，如何确定出现所有多个关键词的文档。
由于倒排索引本身的特性，我们可以很快知道某一个词条对应的文档，也就是说查找出现某一个词条的所有文档是很容易的。可是，如果用户的查询包含多个关键词，那么该如何利用倒排索引，查找出现多个词条的所有文档呢？
还记得我讲解分治法时，所提到的归并排序吗？在这里，我们可以借鉴其中的合并步骤。假设有两个词条 a 和 b，a 对应的文档列表是 A，b 对应的文档列表是 B，而 A 和 B 这两个列表中的每一个元素都包含了文档的 ID。
首先，我们根据文档的 ID，分别对这两个列表进行从小到大的排序，然后依次比较两个列表的文档 ID，如果当前的两个 ID 相等，就表示这个 ID 所对应的文档同时包含了 a 和 b 两个关键词，所以是符合要求的，进行保留，然后两个列表都拿出下一个 ID 进行之后的对比。如果列表 A 的当前 ID 小于列表 B 的当前 ID，那么表明 A 中的这个 ID 一定不符合要求，跳过它，然后拿出 A 中的下一个 ID 和 B 进行比较。同样，如果是列表 B 的第一个 ID 更小，那么就跳过 B 中的这个 ID，拿出 B 中的下一个 ID 和 A 进行比较。依次类推，直到遍历完所有 A 和 B 中的 ID。
我画了张图来进一步解释这个过程。
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基于这种两两比较的过程，我们可以推广到比较任意多的列表。此外，在构建倒排索引的时候，我们可以事先对每个词条的文档列表进行排序，从而避免了查询时候的排序过程，达到提升搜索效率的目的。
向量空间和倒排索引的结合
有了倒排索引的高效查询，向量空间的实现就不难了。还记得之前我们讲解的向量空间模型吗？这个模型假设所有的对象都可以转化为向量，然后使用向量间的距离（通常是欧氏距离）或者是向量间的夹角余弦来表示两个对象之间的相似程度。
在文本搜索引擎中，我们使用向量来表示每个文档以及用户的查询，而向量的每个分量由每个词条的 tf-idf 构成，最终用户查询和文档之间的相似度或者说相关性，由文档向量和查询向量的夹角余弦确定。如果能获取这个查询和所有文档之间的相关性得分，那么我们就能对文档进行排序，返回最相关的那些。不过，当文档集合很大的时候，这个操作的复杂度会很高。你可以观察一下这个夹角余弦的公式。
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如果文档中词条的平均数量是 n，查询中词条的平均数量是 m，那么计算某个查询和某个文档之间的夹角余弦，时间复杂度是 O(n×m)。如果整个被索引的文档集合有 k 个文档，那么计算某个查询和所有文档之间的夹角余弦，时间复杂度就变为 O(n×m×k)。
实际上，很多文档并没有出现查询中的关键词条，所以计算出来的夹角余弦都是 0，而这些计算都是可以完全避免的，解决方案就是倒排索引。通过倒排索引，我们挑选出那些出现过查询关键词的文档，并仅仅针对这些文档进行夹角余弦的计算，那么计算量就会大大减少。
此外，我们之前设计的倒排索引也已经保存了 tf-idf 这种信息，因此可以直接利用从倒排索引中取出的 tf-idf 值计算夹角余弦公式的分子部分。至于分母部分，它包含了用户查询向量的和文档向量的 L2 范数。通常，查询向量所包含的非 0 分量很少，L2 范数计算是很快的。而每篇文档的 L2 范数，在文档没有更新的情况下是不变的，因此我们可以在索引阶段，就计算好并保持在额外的数据结构之中。
小结
目前，以搜索引擎为代表的信息检索技术已经相当成熟，无论是大型的互联网系统，还是小型的手机操作系统，都支持高效率的搜索。而搜索引擎最重要的核心就是及时性和相关性。及时性确保用户可以快速找到信息，而相关性确保所找到的信息是用户真正需要的。
在文本搜索中，倒排索引通过一种称为“索引”的过程，把文档到词条的关系，转化为词条到文档的逆关系，这样对于任何给定的关键词，我们可以很快的找到哪些文档包含这个关键词条。所以，倒排索引是搜索引擎提升及时性中非常关键的一步。倒排索引非常适合使用哈希表，特别是链地址型的哈希表来实现。
向量空间模型可以作为文本搜索的相关性模型。但是，它的计算需要把查询和所有的文档进行比较，时间复杂度太高，影响了及时性。这个时候，我们可以利用倒排索引，过滤掉绝大部分不包含查询关键词的文档。
思考题
请根据今天所讲解的设计思想，使用你熟悉的编程语言，来实现一个基于倒排索引和向量空间模型的文本搜索引擎。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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48 | 搜索引擎（下）：如何通过查询的分类，让电商平台的搜索结果更相关？


你好，我是黄申。
上一节，我给你阐述了如何使用哈希的数据结构设计倒排索引，并使用倒排索引加速向量空间模型的计算。倒排索引提升了搜索执行的速度，而向量空间提升了搜索结果的相关性。
可是，在不同的应用场景，搜索的相关性有不同的含义。无论是布尔模型、向量空间模型、概率语言模型还是其他任何更复杂的模型，都不可能“一招鲜，吃遍天”。今天，我就结合自己曾经碰到的一个真实案例，为你讲解如何利用分类技术，改善搜索引擎返回结果的相关性。
你可能会觉得奇怪，这分类技术，不是监督式机器学习中的算法吗？它和信息检索以及搜索技术有什么关系呢？且听我慢慢说来。
电商搜索的难题
我曾经参与过一个电商的商品搜索项目。有段时间，用户时常反馈这么一个问题，那就是关键词搜索的结果非常不精准。比如搜索“牛奶”，会出现很多牛奶巧克力，甚至连牛奶色的连衣裙，都跑到搜索结果的前排了，用户体验非常差。但是，巧克力和连衣裙这种商品标题里确实存在“牛奶”的字样，如果简单地把“牛奶”字眼从巧克力和服饰等商品标题里去除，又会导致搜索“牛奶巧克力”或者“牛奶连衣裙”时无法展示相关的商品，这肯定也是不行的。
这种搜索不精确的情况十分普遍，还有很多其他的例子，比如搜索“橄榄油”的时候会返回热门的“橄榄油发膜”或“橄榄油护手霜”，搜索“手机”的时候会返回热门的“手机壳”和“手机贴膜”。另外，商品的品类也在持续增加，因此也无法通过人工运营来解决。
为了解决这个问题，首先我们来分析一下产生问题的主要原因。目前多数的搜索引擎实现，所采用都是类似向量空间模型的相关性模型。所以在进行相关性排序的时候，系统主要考虑的因素都是关键词的 tf-idf、文档的长短、查询的长短等因素。这种方式非常适合普通的文本检索，在各大通用搜索引擎里也被证明是行之有效的方法之一。但是，经过我们的分析，这种方式并不适合电子商务的搜索平台，主要原因包括这样几点：
第一点，商品的标题都非常短。电商平台上的商品描述，包含的内容太多，有时还有不少广告宣传，这些不一定是针对产品特性的信息，如果进入了索引，不仅加大了系统计算的时间和空间复杂度，还会导致较低的相关性。所以，商品的标题、名称和主要的属性成为搜索索引关注的对象，而这些内容一般短小精悍，不需要考虑其长短对于相关性衡量的影响。
第二点，关键词出现的位置、词频对相关性意义不大。如上所述，正是由于商品搜索主要关注的是标题等信息浓缩的字段，因此某个关键词出现的位置、频率对于相关性的衡量影响非常小。如果考虑了这些，反而容易被别有用心的卖家利用，进行不合理的关键词搜索优化（SEO），导致最终结果的质量变差。
第三点，用户的查询普遍比较短。在电商平台上，顾客无需太多的关键词就能定位大概所需，因此查询的字数多少对于相关性衡量也没有太大意义。
因此，电商的搜索系统不能局限于关键词的词频、出现位置等基础特征，更应该从其他方面来考虑。
既然最传统的向量空间模型无法很好的解决商品的搜索，那么我们应该使用什么方法进行改进呢？回到我们之前所发现的问题，实际上主要纠结在一个“分类”的问题上。例如，顾客搜索“牛奶”字眼的时候，系统需要清楚用户是期望找到饮用的牛奶，还是牛奶味的巧克力或饼干。从这个角度出发考虑，我们很容易就考虑到了，是不是可以首先对用户的查询，进行一个基于商品目录的分类呢？如果可以，那么我们就能知道把哪些分类的商品排在前面，从而提高返回商品的相关性。
查询的分类
说到查询的分类，我们有两种方法可以尝试。第一种方法是在商品分类的数据上，运用朴素贝叶斯模型构建分类器。第二种方法是根据用户的搜索行为构建分类器。
在第一种方法中，商品分类数据和朴素贝叶斯模型是关键。电商平台通常会使用后台工具，让运营人员构建商品的类目，并在每个类目中发布相应的商品。这个商品的类目，就是我们分类所需的类别信息。由于这些商品属于哪个类目是经过人工干预和确认的，因此数据质量通常比较高。我们可以直接使用这些数据，构造朴素贝叶斯分类器。这里我们快速回顾一下朴素贝叶斯的公式。
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之前我们提到过，商品文描中噪音比较多，因此通常我们只看商品的标题和重要属性。所以，上述公式中的 f1，f2，……，fkf1，f2，……，fk
，表示来自商品标题和属性的关键词。
相对于第一种方法，第二种方法更加巧妙。它的核心思想是观察用户在搜词后的行为，包括点击进入的详情页、把商品加入收藏或者是添加到购物车，这样我们就能知道，顾客最为关心的是哪些类目。
举个例子，当用户输入关键词“咖啡”，如果经常浏览和购买的品类是国产冲饮咖啡、进口冲饮咖啡和咖啡饮料，那么这 3 个分类就应该排在更前面，然后将其它虽然包含咖啡字眼，但是并不太相关的分类统统排在后面。需要注意的是，这种方法可以直接获取 P(C|f)，而无需通过贝叶斯理论推导。
上述这两种方法各有优劣。第一种方法的优势在有很多的人工标注作为参考，因此不愁没有可用的数据。可是分类的结果受到商品分布的影响太大。假设服饰类商品的数量很多，而且有很多服饰都用到了“牛奶”的字眼，那么根据朴素贝叶斯分类模型的计算公式，“牛奶”这个词属于服饰分类的概率还是很高。第二种方法正好相反，它的优势在于经过用户行为的反馈，我们可以很精准地定位到每个查询所期望的分类，甚至在一定程度上解决查询季节性和个性化的问题。但是这种方法过度依赖用户的使用，面临一个“冷启动”的问题，也就说在搜索系统投入使用的初期，无法收集足够的数据。
考虑到这两个方法的特点，我们可以把它们综合起来使用，最简单的就是线性加和。
P(C|query)=w1⋅P1(C|query)+w2⋅P2(C|query)P(C|query)=w1·P1(C|query)+w2·P2(C|query)

其中，P1P1
 和 P2P2
 分别表示根据第一种方法和第二种方法获得的概率，而权重 w1w1
 和 w2w2
 分别表示第一种方法和第二种方法的权重，可以根据需要设置。通常在一个搜索系统刚刚起步的时候，可以让 w1w1
 更大。随着用户不断的使用，我们就可以让 w2w2
 更大，让用户的参与使得系统更智能。
查询分类和搜索引擎的结合
一旦我们可以对商品查询进行更加准确地分类，那么就可以把这个和普通的搜索引擎结合起来。我使用下面的框架图来展示整个流程。
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从这张图可以看到，我们使用商品目录打造一个初始版本的查询分类器。随着用户不断的使用这个搜索引擎，我们收集用户的行为日志，并使用这个日志改善查询的分类器，让它变得更加精准，然后再进一步优化搜索引擎的相关性。
我以 Elasticsearch 为例，讲一下如何利用分类的结果改变搜索的排序。
Elasticsearch 是一个基于 Lucene 的搜索服务器，是流行的企业级搜索引擎之一，目前最新版已经更新到 6.6.x。Elasticsearch 是基于 Lucene 的架构，很多要素都是一脉相承的，例如文档和字段的概念、相关性的模型、各种模式的查询等。也正是这个原因，Elasticsearch 默认的排序也采取了类似向量空间模型的方式。如果这种默认排序并不适用于商品搜索，那么我们要如何修改呢？
为了充分利用查询分类的结果，首先要达到这样的目标：对于给定的查询，所有命中的结果的得分都是相同的。至少有两种做法：修改默认的 Similarity 类的实现，或者是使用过滤查询（Filter Query）。
统一了基本的排序得分之后，我们就可以充分利用用户的行为数据，指导搜索引擎进行有针对性的排序改变，最终提升相关性。这里需要注意的是，由于这里排序的改变依赖于用户每次输入的关键词，因此不能在索引的阶段完成。
例如，在搜索“牛奶巧克力”的时候，理想的是将巧克力排列在前，而搜索“巧克力牛奶”的时候，理想的是将牛奶排列在前，所以不能简单地在索引阶段就利用文档提升（Document Boosting）或字段提升（Field Boosting）。
对于 Elasticsearch 而言，它有个强大的 Boost 功能，这个功能可以在查询阶段，根据某个字段的值，动态地修改命中结果的得分。假设我们有一个用户查询“米”，根据分类结果，我们知道“米”属于“大米”分类的概率为 0.85，属于“饼干”和“巧克力”分类的概率都为 0.03。根据这个分类数据，下面我使用了一段伪代码，展示了加入查询分类后的 Elasticsearch 查询。
{
  "query": {
    "bool": {
      "must": {
        "match_all": {
        }
      },
      "should": [
        {
          "match": {
            "category_name": {
              "query": " 大米 ",
              "boost": 0.85
            }
          }
        },
        {
          "match": {
            "category_name": {
              "query": " 饼干 ",
              "boost": 0.03
            }
          }
        },
        {
          "match": {
            "category_name": {
              "query": " 巧克力 ",
              "boost": 0.03
            }
          }
        }
      ],
      "filter": {
        "term": {"listing_title" : " 米 "}
      }
    }
  }
}

其中最主要的部分是增加了 should 的查询，针对最主要的 3 个相关分类进行了 boost 操作。如果使用这个查询进行搜索，你就会发现属于“大米”分类的商品排到了前列，更符合用户的预期，而且这完全是在没有修改索引的前提下实现的。
小结
相关性模型是搜索引擎非常核心的模块，它直接影响了搜索结果是不是满足用户的需求。我们之前讲解的向量空间模型、概率语言模型等常见的模型，逐渐成为了主流的相关性模型。不过这些模型通常适用于普通的文本检索，并没有针对每个应用领域进行优化。
在电商平台上，搜索引擎是帮助用户查找商品的好帮手。可是，直接采用向量空间模型进行排序往往效果不好。这主要是因为索引的标题和属性都很短，我们无法充分利用关键词的词频、逆文档频率等信息。考虑到搜索商品的时候，商品的分类对于用户更为重要，所以我们在设计相关性排序的时候需要考虑这个信息。
为了识别用户对哪类商品更感兴趣，我们可以对用户输入的查询进行分类。用于构建分类器的数据，可以是运营人员发布的商品目录信息，也可以是用户使用之后的行为日志。我们可以根据搜索系统运行的情况，赋予它们不同的权重。
如果我们可以对查询做出更为准确的分类，那么就可以使用这个分类的结果，来对原有搜索结果进行重新排序。现在的开源搜索引擎，例如 Elasticsearch，都支持动态修改排序结果，为我们结合分类器和搜索引擎提供了很大的便利。
思考题
通过用户行为反馈的数据，构建查询分类的时候，我们把整个查询作为了一个单词或者词组来处理。也就是说直接获取了 P(C|f)P(C|f)
 的值。如果我们把这个查询看做多个词的组合，也就是说获取的是 P(C|f1,f2,…,fn)P(C|f1,f2,…,fn)
，那我们可以如何改进这个基于用户行为反馈的分类模型呢？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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49 | 推荐系统（上）：如何实现基于相似度的协同过滤？


你好，我是黄申。
个性化推荐这种技术在各大互联网站点已经普遍使用了，系统会根据用户的使用习惯，主动提出一些建议，帮助他们发现一些可能感兴趣的电影、书籍或者是商品等等。在这方面，最经典的案例应该是美国的亚马逊电子商务网站，它是全球最大的 B2C 电商网站之一。在公司创立之初，最为出名的就是其丰富的图书品类，以及相应的推荐技术。亚马逊的推荐销售占比可以达到整体销售的 30% 左右。可见，对于公司来说，推荐系统也是销售的绝好机会。因此，接下来的两节，我会使用一个经典的数据集，带你进行推荐系统核心模块的设计和实现。
MovieLens 数据集
在开始之前，我们先来认识一个知名的数据集，MovieLens。你可以在它的主页查看详细的信息。这个数据集最核心的内容是多位用户对不同电影的评分，此外，它也包括了一些电影和用户的属性信息，便于我们研究推荐结果是不是合理。因此，这个数据集经常用来做推荐系统、或者其他机器学习算法的测试集。
时至今日，这个数据集已经延伸出几个不同的版本，有不同的数据规模和更新日期。我这里使用的是一个最新的小规模数据集，包含了 600 位用户对于 9000 部电影的约 10 万条评分，最后更新于 2018 年 9 月。你可以在这里下载：http://files.grouplens.org/datasets/movielens/ml-latest-small.zip。
解压了这个 zip 压缩包之后，你会看到 readme 文件和四个 csv 文件（ratings、movies、links 和 tags）。其中最重要的是 ratings，它包含了 10 万条评分，每条记录有 4 个字段，包括 userId、movieId、rating、timestamp。userId 表示每位用户的 id，movieId 是每部电影的 ID，
rating 是这位用户对这部电影的评分，取值为 0-5 分。timestamp 是时间戳。而 movies 包含了电影的主要属性信息，title 和 genres 分别表示电影的标题和类型，一部电影可以属于多种类型。links 和 tags 则包含了电影的其他属性信息。我们的实验主要使用 ratings 和 movies 里的数据。
设计的整体思路
有了用于实验的数据，接下来就要开始考虑如何设计这个推荐系统。我在第 38 期讲解了什么是协同过滤推荐算法、基于用户的协同过滤和基于物品的协同过滤。这一节我们就以协同过滤为基础，分别实现基于用户和物品的过滤。
根据协同过滤算法的核心思想，整个系统可以分为三个大的步骤。
第一步，用户评分的标准化。因为有些用户的打分比较宽松，而有些用户打分则比较挑剔。所以，我们需要使用标准化或者归一化，让不同用户的打分具有可比性，这里我会使用z 分数标准化。
第二步，衡量和其他用户或者物品之间的相似度。我们这里的物品就是电影。在基于用户的过滤中，我们要找到相似的用户。在基于物品的过滤中，我们要找到相似的电影。我这里列出计算用户之间相似度 usus
 和物品之间相似度 isis
 的公式。之前我们讲过，这些都可以通过矩阵操作来实现。
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我们以基于用户的过滤为例。假设我们使用夹角余弦来衡量相似度，那么我们就可以采用用户评分的矩阵点乘自身的转置来计算余弦夹角。用户评分的矩阵 XX
 中，每一行是某位用户的行向量，每个分量表示这位用户对某部电影的打分。而矩阵 X′X′
 的每一列是某个用户的列向量，每个分量表示用户对某部电影的打分。
我们假设 XX′XX′
 的结果为矩阵 YY
，那么 yi,jyi,j
 就表示用户 ii
 和用户 jj
 这两者喜好度向量的点乘结果，它就是夹角余弦公式中的分子。如果 ii
 等于 jj
，那么这个计算值也是夹角余弦公式分母的一部分。从矩阵的角度来看，YY
 中任何一个元素都可能用于夹角余弦公式的分子，而对角线上的值会用于夹角余弦公式的分母。因此，我们可以利用 YY
 来计算任何两个用户之间的相似度。
之前我们使用了一个示例讲解过对于基于用户的协同过滤，如何计算矩阵 YY
，以及如何使用 YY
 来计算余弦夹角，我这里列出来给你参考。
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第三步，根据相似的用户或物品，给出预测的得分 p。
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之前我们也解释过如何使用矩阵操作来实现这一步。还是以基于用户的过滤为例。假设通过第二步，我们已经得到用户相似度矩阵 USUS
，USUS
 和评分矩阵 XX
 的点乘结果为矩阵 USPUSP
。沿用前面的示例，结果就是下面这样。
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然后对 USPUSP
 按行求和，获得矩阵 USRUSR
。
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最终，我们使用 USPUSP
 和 USRUSR
 的元素对应除法，就可以求得任意用户对任意电影的评分矩阵 PP
。
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有了这个设计的思路，下面我们就可以使用 Python 进行实践了。
核心 Python 代码
在实现上述设计的三个主要步骤之前，我们还需要把解压后的 csv 文件加载到数组，并转为矩阵。下面我列出了主要的步骤和注释。需要注意的是，由于这个数据集中的用户和电影 ID 都是从 1 开始而不是从 0 开始，所以需要减去 1，才能和 Python 数组中的索引一致。
import pandas as pd
from numpy import *
 
 
# 加载用户对电影的评分数据
df = pd.read_csv("/Users/shenhuang/Data/ml-latest-small/ratings.csv")
 
 
# 获取用户的数量和电影的数量
user_num = df["userId"].max()
movie_num = df["movieId"].max()
 
 
# 构造用户对电影的二元关系矩阵
user_rating = [[0.0] * movie_num for i in range(user_num)]
 
 
i = 0
for index, row in df.iterrows():   # 获取每行的 index、row
 
 
  # 由于用户和电影的 ID 都是从 1 开始，为了和 Python 的索引一致，减去 1
  userId = int(row["userId"]) - 1
  movieId = int(row["movieId"]) - 1
 
 
  # 设置用户对电影的评分
  user_rating[userId][movieId] = row["rating"]
 
 
  # 显示进度
  i += 1
  if i % 10000 == 0:
    print(i)
 
 
# 把二维数组转化为矩阵
x = mat(user_rating)
print(x)

加载了数据之后，第一步就是对矩阵中的数据，以行为维度，进行标准化。
# 标准化每位用户的评分数据
from sklearn.preprocessing import scale
 
 
# 对每一行的数据，进行标准化
x_s = scale(x, with_mean=True, with_std=True, axis=1)
print(" 标准化后的矩阵：", x_s)

第二步是计算表示用户之间相似度的矩阵 US。其中，y 变量保存了矩阵 X 左乘转置矩阵 X’的结果。而利用 y 变量中的元素，我们很容易就可以得到不同向量之间的夹角余弦。
# 获取 XX'
y = x_s.dot(x_s.transpose())
print("XX'的结果是'：", y)
 
 
# 获得用户相似度矩阵 US
us = [[0.0] * user_num for i in range(user_num)]
for userId1 in range(user_num):
    for userId2 in range(user_num):
        # 通过矩阵 Y 中的元素，计算夹角余弦
        us[userId1][userId2] = y[userId1][userId2] / sqrt((y[userId1][userId1] * y[userId2][userId2]))
 

在最后一步中，我们就可以进行基于用户的协同过滤推荐了。需要注意的是，我们还需要使用元素对应的除法来实现归一化。
# 通过用户之间的相似度，计算 USP 矩阵
usp = mat(us).dot(x_s)
 
 
# 求用于归一化的分母
usr = [0.0] * user_num
for userId in range(user_num):
    usr[userId] = sum(us[userId])
 
 
# 进行元素对应的除法，完成归一化
p = divide(usp, mat(usr).transpose()

我们可以来看一个展示推荐效果的例子。在原始的评分数据中，我们看到 ID 为 1 的用户并没有对 ID 为 2 的电影进行评分。而在最终的矩阵 P 中，我们可以看系统对用户 1 给电影 2 的评分做出了较高的预测，换句话说，系统认为用户 1 很可能会喜好电影 2。进一步研究电影的标题和类型，我们会发现用户 1 对《玩具总动员》（1995 年）这类冒险类和动作类的题材更感兴趣，所以推荐电影 2《勇敢者的游戏》（1995 年）也是合理的。
总结
在今天的内容中，我通过一个常用的实验数据，设计并实现了最简单的基于用户的协同过滤。我们最关心的是这个数据中，用户对电影的评分。有了这种二元关系，我们就能构建矩阵，并通过矩阵的操作来发现用户或物品之间的相似度，并进行基于用户或者物品的协同过滤。对于最终的计算结果，你可以尝试分析针对不同用户的推荐，看看协同过滤推荐的效果是不是合理。
在你分析推荐结果的时候，可能会参考 movie.csv 这个文件中所描述的电影类型。这些电影类型都是一开始人工标注好的。那么，有没有可能在没有这种标注数据的情况下，在一定程度上自动分析哪些电影属于同一个或者近似的类型呢？如果可以，有没有可能在这种自动划分电影类型的基础之上，给出电影的推荐呢？下一节，我会通过 SVD 奇异值分解，来进行这个方向的尝试。
思考题
今天我使用 Python 代码实现了基于用户的协同过滤。类似地，我们也可以采用矩阵操作来实现基于物品的协同过滤，请使用你擅长的语言来实现试试。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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50 | 推荐系统（下）：如何通过SVD分析用户和物品的矩阵？


你好，我是黄申。
上一节，我们讲了如何使用矩阵操作，实现基于用户或者物品的协同过滤。实际上，推荐系统是个很大的课题，你可以尝试不同的想法。比如，对于用户给电影评分的案例，是不是可以使用 SVD 奇异值的分解，来分解用户评分的矩阵，并找到“潜在”的电影主题呢？如果在一定程度上实现这个目标，那么我们可以通过用户和主题，以及电影和主题之间的关系来进行推荐。今天，我们继续使用 MovieLens 中的一个数据集，尝试 Python 代码中的 SVD 分解，并分析一些结果所代表的含义。
SVD 回顾以及在推荐中的应用
在实现 SVD 分解之前，我们先来回顾一下 SVD 的主要概念和步骤。如果矩阵 XX
 是对称的方阵，那么我们可以求得这个矩阵的特征值和特征向量，并把矩阵 XX
 分解为特征值和特征向量的乘积。
假设我们求出了矩阵 XX
 的 nn
 个特征值 λ1，λ2，…，λnλ1，λ2，…，λn
，以及这 nn
 个特征值所对应的特征向量 v1，v2，…，vnv1，v2，…，vn
，那么矩阵 XX
 可以表示为：
X=VΣV−1X=VΣV−1
其中，VV
 是这 nn
 个特征向量所张成的 n×nn×n
 维矩阵，而 ΣΣ
 是这 nn
 个特征值为主对角线的 n×nn×n
 维矩阵。这个过程就是特征分解（Eigendecomposition）。
如果我们会把 VV
 的这 nn
 个特征向量进行标准化处理，那么对于每个特征向量 ViVi
，就有 ||Vi||2=1||Vi||2=1
，而这表示 V′iVi=1Vi′Vi=1
，此时 VV
 的 nn
 个特征向量为标准正交基，满足 V′V=IV′V=I
， 也就是说，VV
 为酉矩阵，有 V′=V−1V′=V−1
 。这样一来，我们就可以把特征分解表达式写作：
X=VΣV′X=VΣV′
可是，如果矩阵 XX
 不是对称的方阵，那么我们不一定能得到有实数解的特征分解。但是，SVD 分解可以避免这个问题。
我们可以把 XX
 的转置 X′X′
 和 XX
 做矩阵乘法，得到一个 n×nn×n
 维的对称方阵 X′XX′X
，并对这个对称方阵进行特征分解。分解的时候，我们得到了矩阵 X′XX′X
 的 nn
 个特征值和对应的 nn
 个特征向量 vv
，其中所有的特征向量叫作 XX
 的右奇异向量。通过所有右奇异向量我们可以构造一个 n×nn×n
 维的矩阵 VV
。
类似地，如果我们把 XX
 和 X′X′
 做矩阵乘法，那么会得到一个 m×mm×m
 维的对称方阵 XX′XX′
。由于 XX′XX′
 也是方阵，因此我们同样可以对它进行特征分解，并得到矩阵 XX′XX′
 的 mm
 个特征值和对应的 mm
 个特征向量 uu
，其中所有的特征向量向叫作 XX
 的左奇异向量。通过所有左奇异向量我们可以构造一个 m×mm×m
 的矩阵 UU
。
现在，包含左右奇异向量的 UU
 和 VV
 都求解出来了，只剩下奇异值矩阵 ΣΣ
 了。ΣΣ
 除了对角线上是奇异值之外，其他位置的元素都是 0，所以我们只需要求出每个奇异值 σσ
 就可以了。之前我们已经推导过，σσ
 可以通过两种方式获得。第一种方式是计算下面这个式子：
σi=Xviuiσi=Xviui
其中 vivi
 和 uiui
 都是列向量。一旦我们求出了每个奇异值 σσ
，那么就能得到奇异值矩阵 ΣΣ
。
第二种方式是通过 X′XX′X
 矩阵或者 XX′XX′
 矩阵的特征值之平方根，来求奇异值。计算出每个奇异值 σσ
，那么就能得到奇异值矩阵 ΣΣ
 了。
通过上述几个步骤，我们就能把一个 mxnmxn
 维的实数矩阵，分解成 X=UΣV′X=UΣV′
 的形式。那么这种分解对于推荐系统来说，又有怎样的意义呢？
之前我讲过，在潜在语义分析 LSA 的应用场景下，分解之后所得到的奇异值 σσ
，对应一个语义上的“概念”，而 σσ
 值的大小表示这个概念在整个文档集合中的重要程度。UU
 中的左奇异向量表示了每个文档和这些语义“概念”的关系强弱，VV
 中的右奇异向量表示每个词条和这些语义“概念”的关系强弱。
最终，SVD 分解把原来的“词条 - 文档”关系，转换成了“词条 - 语义概念 - 文档”的关系。而在推荐系统的应用场景下，对用户评分矩阵的 SVD 分解，能够帮助我们找到电影中潜在的“主题”，比如科幻类、动作类、浪漫类、传记类等等。
分解之后所得到的奇异值 σσ
 对应了一个“主题”，σσ
 值的大小表示这个主题在整个电影集合中的重要程度。UU
 中的左奇异向量表示了每位用户对这些“主题”的喜好程度，VV
 中的右奇异向量表示每部电影和这些“主题”的关系强弱。
最终，SVD 分解把原来的“用户 - 电影”关系，转换成了“用户 - 主题 - 电影”的关系。有了这种新的关系，即使我们没有人工标注的电影类型，同样可以使用更多基于电影主题的推荐方法，比如通过用户对电影主题的评分矩阵，进行基于用户或者电影的协同过滤。
接下来，我会使用同样一个 MovieLens 的数据集，一步步展示如何通过 Python 语言，对用户评分的矩阵进行 SVD 分解，并分析一些结果的示例。
Python 中的 SVD 实现和结果分析
和上节的代码类似，首先我们需要加载用户对电影的评分。不过，由于非并行 SVD 分解的时间复杂度是 3 次方数量级，而空间复杂度是 2 次方数量级，所以对硬件资源要求很高。这里为了节省测试的时间，我增加了一些语句，只取大约十分之一的数据。
import pandas as pd
from numpy import *
 
 
# 加载用户对电影的评分数据
df_ratings = pd.read_csv("/Users/shenhuang/Data/ml-latest-small/ratings.csv")
 
 
# 获取用户的数量和电影的数量，这里我们只取前 1/10 来减小数据规模
user_num = int(df_ratings["userId"].max() / 10)
movie_num = int(df_ratings["movieId"].max() / 10)
 
 
# 构造用户对电影的二元关系矩阵
user_rating = [[0.0] * movie_num for i in range(user_num)]
 
 
i = 0
for index, row in df_ratings.iterrows():   # 获取每行的 index、row
 
 
  # 由于用户和电影的 ID 都是从 1 开始，为了和 Python 的索引一致，减去 1
  userId = int(row["userId"]) - 1
  movieId = int(row["movieId"]) - 1
 
 
  # 我们只取前 1/10 来减小数据规模
  if (userId >= user_num) or (movieId >= movie_num):
    continue
 
 
  # 设置用户对电影的评分
  user_rating[userId][movieId] = row["rati

之后，二维数组转为矩阵，以及标准化矩阵的代码和之前是一致的。
# 把二维数组转化为矩阵
x = mat(user_rating)
 
 
# 标准化每位用户的评分数据
from sklearn.preprocessing import scale
 
 
# 对每一行的数据，进行标准化
x_s = scale(x, with_mean=True, with_std=True, axis=1)
print(" 标准化后的矩阵：", x_s

Python 的 numpy 库，已经实现了一种 SVD 分解，我们只调用一个函数就行了。
# 进行 SVD 分解
from numpy import linalg as LA
 
 
u,sigma,vt = LA.svd(x_s, full_matrices=False, compute_uv=True)
print("U 矩阵：", u)
print("Sigma 奇异值：", sigma)
print("V 矩阵：", vt)

最后输出的 Sigma 奇异值大概是这样的：
Sigma 奇异值： [416.56942602 285.42546812 202.25724866 ... 79.26188177  76.35167406 74.96719708]

最后几个奇异值不是 0，说明我们没有办法完全忽略它们，不过它们相比最大的几个奇异值还是很小的，我们可以去掉这些值来求得近似的解。
为了验证一下 SVD 的效果，我们还可以加载电影的元信息，包括电影的标题和类型等等。我在这里使用了一个基于哈希的 Python 字典结构来存储电影 ID 到标题和类型的映射。
# 加载电影元信息
df_movies = pd.read_csv("/Users/shenhuang/Data/ml-latest-small/movies.csv")
dict_movies = {}
 
 
for index, row in df_movies.iterrows():   # 获取每行的 index、row
  dict_movies[row["movieId"]] = "{0},{1}".format(row["title"], row["genres"])
print(dict_movies)

我刚刚提到，分解之后所得到的奇异值 σσ
 对应了一个“主题”，σσ
 值的大小表示这个主题在整个电影集合中的重要程度，而 V 中的右奇异向量表示每部电影和这些“主题”的关系强弱。所以，我们可以对分解后的每个奇异值，通过 VV
 中的向量，找找看哪些电影和这个奇异值所对应的主题更相关，然后看看 SVD 分解所求得的电影主题是不是合理。比如，我们可以使用下面的代码，来查看和向量 Vt1Vt1
, 相关的电影主要有哪些。
# 输出和某个奇异值高度相关的电影，这些电影代表了一个主题
print(max(vt[1,:]))
for i in range(movie_num):
    if (vt[1][i] > 0.1):
        print(i + 1, vt[1][i], dict_movies[i + 1])

需要注意的是，向量中的电影 ID 和原始的电影 ID 差 1，所以在读取 dict_movies 时需要使用 (i + 1)。这个向量中最大的分值大约是 0.173，所以我把阈值设置为 0.1，并输出了所有分值大于 0.1 的电影，电影列表如下：
0.17316444479201024
260 0.14287410901699643 Star Wars: Episode IV - A New Hope (1977),Action|Adventure|Sci-Fi
1196 0.1147295905497075 Star Wars: Episode V - The Empire Strikes Back (1980),Action|Adventure|Sci-Fi
1198 0.15453176747222075 Raiders of the Lost Ark (Indiana Jones and the Raiders of the Lost Ark) (1981),Action|Adventure
1210 0.10411193224648774 Star Wars: Episode VI - Return of the Jedi (1983),Action|Adventure|Sci-Fi
2571 0.17316444479201024 Matrix, The (1999),Action|Sci-Fi|Thriller
3578 0.1268370902126096 Gladiator (2000),Action|Adventure|Drama
4993 0.12445203514448012 Lord of the Rings: The Fellowship of the Ring, The (2001),Adventure|Fantasy
5952 0.12535012292041953 Lord of the Rings: The Two Towers, The (2002),Adventure|Fantasy
7153 0.10972312192709989 Lord of the Rings: The Return of the King, The (2003),Action|Adventure|Drama|Fantasy

从这个列表可以看出，这个主题是关于科幻或者奇幻类的动作冒险题材。
使用类似的代码和同样的阈值 0.1，我们来看看和向量 Vt5Vt5
, 相关的电影主要有哪些。
# 输出和某个奇异值高度相关的电影，这些电影代表了一个主题
print(max(vt[5,:]))
for i in range(movie_num):
    if (vt[5][i] > 0.1):
        print(i + 1, vt[5][i], dict_movies[i + 1])

电影列表如下：
0.13594520920117012
21 0.13557812349701226 Get Shorty (1995),Comedy|Crime|Thriller
50 0.11870851441884082 Usual Suspects, The (1995),Crime|Mystery|Thriller
62 0.11407971751480048 Mr. Holland's Opus (1995),Drama
168 0.10295400456394468 First Knight (1995),Action|Drama|Romance
222 0.12587492482374366 Circle of Friends (1995),Drama|Romance
261 0.13594520920117012 Little Women (1994),Drama
339 0.10815473505804706 While You Were Sleeping (1995),Comedy|Romance
357 0.11108191756350501 Four Weddings and a Funeral (1994),Comedy|Romance
527 0.1305895737838763 Schindler's List (1993),Drama|War
595 0.11155774544755555 Beauty and the Beast (1991),Animation|Children|Fantasy|Musical|Romance|IMAX

从这个列表可以看出，这个主题更多的是关于剧情类题材。就目前所看的两个向量来说，SVD 在一定程度上区分了不同的电影主题，你也可以使用类似的方式查看更多的向量，以及对应的电影名称和类型。
总结
在今天的内容中，我们回顾了 SVD 奇异值分解的核心思想，解释了如何通过 XX′XX′
 和 X′XX′X
 这两个对称矩阵的特征分解，求得分解后的 UU
 矩阵、VV
 矩阵和 ΣΣ
 矩阵。另外，我们也解释了在用户对电影评分的应用场景下，SVD 分解后的 UU
 矩阵、VV
 矩阵和 ΣΣ
 矩阵各自代表的意义，其中 ΣΣ
 矩阵中的奇异值表示了 SVD 挖掘出来的电影主题，UU
 矩阵中的奇异向量表示用户对这些电影主题的评分，而 VV
 矩阵中的奇异向量表示了电影和这些主题的相关程度。
我们还通过 Python 代码，实践了这种思想在推荐算法中的运用。从结果的奇异值和奇异向量可以看出，SVD 分解找到了一些 MovieLens 数据集上的电影主题。这样我们就可以把用户针对电影的评分转化为用户针对主题的评分。由于主题通常远远小于电影，所以 SVD 的分解也帮助我们实现了降低特征维度的目的。
SVD 分解能够找到一些“潜在的“因素，例如语义上的概念、电影的主题等等。虽然这样操作可以降低特征维度，去掉一些噪音信息，但是由于 SVD 分解本身的计算量也很大，所以从单次的执行效率来看，SVD 往往无法起到优化的作用。在这种情况下，我们可以考虑把它和一些监督式的学习相结合，使用一次分解的结果构建分类器，提升日后的执行效率。
思考题
刚才 SVD 分解实验中得到的 UU
 矩阵，是用户对不同电影主题的评分矩阵。请你使用这个 UU
 矩阵，进行基于用户或者基于主题（物品）的协同过滤。
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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51 | 综合应用篇答疑和总结：如何进行个性化用户画像的设计？


你好，我是黄申。今天是综合应用篇的答疑和总结。
在这个模块中，我们讲述了不同数学思想在系统设计和实现中的综合运用。相对于前面几个模块，综合应用的内容更注重实践，也更加有趣。大家对这些内容也提出了很多值得思考的问题。今天，我会讲解其中一个问题，如何进行个性化用户画像的设计？。最后，我也会照例对整个应用篇进行一个总结。
个性化用户画像的设计
如今是个性化的时代，互联网和人工智能技术正在把这点推向极致。无论是主动搜索还是进行浏览，用户都希望看到针对自己的结果。
举个例子，A 品牌的奶瓶在全网是非常畅销的，可是对于一位 5 岁儿子的妈妈来说，儿子早已过了喝奶瓶的阶段，所以在她输入 A 品牌后，返回“奶瓶”肯定不合适。同时，如果她一直在购买 A 品牌的儿童洗衣液，那么返回 A 品牌的洗衣液就更合理，顾客体验也会更好，这就是品类的个性化。
从另一个场景来看，这位妈妈没有输入 A 品牌，而是输入了“儿童洗衣液”，如果是 A 品牌的洗衣液产品排在首页，而不是她所陌生的其他品牌，用户体验也会更好，这就是品牌的个性化。
在进行个性化设计之前，最关键的问题是，如何收集和运用顾客的行为数据。
第 48 节，我在讲解查询分类的时候，介绍了如何利用用户的搜索行为。而实践中，用户个人的行为涉及面更为广泛，需要更多细致的分析。通常我们将相应的工程称为“用户画像”。为了让你更好地理解，这里我给出一个较为全面的设计概述。
如何通过数据生成用户标签？
开发用户画像，首先要解决的问题是：哪些用户数据可以收集，以及如何通过这些数据生成用户标签。
最基本的原始数据包括网站浏览、购物、位置、气候、设备等信息。除了这些原始的数据，我们还可以结合人工的运营，生成一些包含语义的用户标签。这里的用户标签，或者说属性标签，是一个具有语义的标签，用于描述一组用户的行为特征。例如，“美食达人”“数码玩家”“白领丽人”“理财专家”等。对于标签的定义，按照概率统计篇和线性代数篇所介绍的机器学习方法论，既可以考虑采用监督式的分类方法，也可以采用非监督式的聚类方法。
分类的好处在于，可以让人工运营向计算机系统输入更多的先验知识，也可以让标签的制定和归类更为精准。从操作的层面考虑，又可以细分为基于人工规则和基于标注数据。人工规则是指由运营人员指定分类的主要规则。
例如，运营人员指定最近 1 个月，至少购买过 2 次以上母婴产品，消费额在 500 元以上的为“辣妈” 标签。这里规则就相当于直接产生类似决策树的分类模型，它的优势在于具有很强的可读性，便于人们的理解和沟通。但是，如果用户的行为特征过于繁多，运营人员往往很难甄别出哪些具有代表性。这时如果仍然使用规则，那么就不容易确定规则的覆盖面或者是精准度。
另一种方法是使用标注数据，通过训练样本来构建分类器。例如，通过运营人员挑选一些有代表性的用户，对他们的特征进行人工标注，然后输入给系统。之后，让系统根据分类技术来学习，模型可以使用决策树、朴素贝叶斯 NB（Naive Bayes）或支持向量机 SVM（Support Vector Machine）等等。
不过，除了决策树的模型，其余模型产生的人群分组可能会缺乏可读性内容，很难向业务方解释其结果。一种缓解的办法是让系统根据数据挖掘中的特征选择技术，包括我们之前讲解的信息增益 IG（Information Gain）、开方检验 CHI 等，来确定这组人群应该有怎样的特征，并将其作为标签。
除了分类，我们也可以使用非监督式的聚类。这种方法中，运营人员参与最少，完全利用用户之间的相似度来确定，相似度同样可以基于各种用户的特征和向量空间模型来衡量。其问题也在于结果缺乏解释性，只能通过特征选择等技术来挑选具有代表性的标签。
如果我们比较一下分类和聚类的方法，会发现分类的技术比较适合业务需求明确、运营人员充足、针对少量高端顾客的管理，其精准性可以提升 VIP 顾客服务的品质。而聚类更适合大规模用户群体的管理，甚至是进行在线的 AB 测试，其对精准性要求不高，但是数据的规模比较大，对系统的数据处理能力有一定要求。
无论是哪种方法，只要我们能获取比较准确的用户标签，那么我们就可以给出用户的画像，刻画他们的主要行为特征。下面我们来看看基于用户画像，可以进行哪些个性化的服务。首先是在搜索中增加个性化因素，相比普通的搜索，个性化的搜索可以投用户之所好，增加搜索结果的点击率、商品的购买转化率等等。具体来说，我们可以在下面这几点下功夫：
第一点，个性化的排序，根据用户经常浏览的品类和属性，对搜索结果中的项目进行个性化的排序，开头提到的 5 岁儿子妈妈的案例体现了这点的核心思想。
第二点，个性化的搜索词推荐。例如，一位体育迷搜索“足球”的时候，我们可以给出“足球新闻”“冠军杯”等相关搜索。而在一位彩票用户搜索“足球“的时候，我们可以给出”足球彩票“等相关搜索。
第三点，个性化的搜索下拉提示。例如，经常购买儿童洗衣液的用户，输入儿童用品的品牌后，在搜索下拉框中优先提示该品牌的儿童洗衣液。
除了搜索，个性化还可以运用在推荐系统、电子邮件营销 EDM（Email Direct Marketing）、移动 App 的推送等等。对于推荐系统来说，在用户画像完善的前提下，我们能更准确地找到相似的用户和物品，从而进行效果更好的基于用户或基于物品的协同过滤。相对于传统的线下营销，电子邮件营销不再受限于印刷和人力成本，完全可以做到因人而异的精准化定向投放。
比如，系统根据品类、品牌、节日或时令，分为不同的主题进行推送。运营人员甚至只用制定模板和规则，然后让系统根据用户画像的特征，自动的填充模板并最终生成电子邮件的内容。另外，随着移动端逐渐占据互联网市场的主导地位，掌上设备的 App 推送变成了另一个重要的营销渠道。从技术层面上看，它可以采用和电子邮件营销类似的解决方案。不过，内容的运营要考虑到移动设备屏幕尺寸和交互方式的特性，并进行有针对性的优化。
有了上述这些设计理念和模块，我们需要一个整体的框架来整合它们。我在这里画了一张框架图，供你参考。
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这种架构包括行为数据的收集和分析、聚类、分类、构建画像、缓存等几个主要模块。随着数据规模的不断扩大，我们可以选择一些分布式系统来存储用户画像数据，并使用缓存系统来升数据查询的效率，为前端的搜索、推荐、EDM 和 App 推送等应用提供服务。当然，我们还可以利用行为数据的跟踪，进一步分析这套画像系统的质量和效果，形成一个螺旋式上升的优化闭环。
综合来看，用户画像也许概念上并不复杂，可是一旦落实到技术实施，我们需要综合很多不同领域的知识。从用户标签的角度来说，可能涉及的领域包括监督式和非监督式的机器学习算法，以及相关的特征选择。从系统集成的角度来说，可能涉及的领域包括分布式、缓存、信息检索和推荐系统。这些内容我们在之前的各个模块都有介绍，今天我通过用户画像的设计进行了知识的串联。当然，我这里讲解的方案也只是一种参考，你可以结合自身的需求来进一步的设计和实现。相信经过一定量的项目实践和经验积累，你对这些内容的综合性运用会更加得心应手。
综合应用篇总结
在综合应用篇之前，我们分别从基础模块、概率统计模块和线性代数模块出发，详细阐述了不同编程技术背后的数学的知识。在综合应用这个模块，我们又从几个非常实用的案例出发，讲解了如何结合不同的编程技术，设计并架构大型的系统，最终为商业需求提供解决方案。
如今的数据系统越来越庞大，系统设计时常常会用到缓存系统来提升记录查找的效率。对缓存系统的强烈需求也催生了很多开源的项目，例如 Memcached 和 Redis 等等，这些系统都已经相当成熟。而在这个模块，我们同时使用了哈希函数和队列，实现了一个最简单的缓存系统。哈希函数确保了查找的高效率，而队列则实现了 LRU 的淘汰策略。通过这两点，你就能理解缓存设计的基本原理和方法。
和缓存类似，搜索引擎的倒排索引也使用了哈希表结构来提高查询效率。当然，倒排索引的功能不仅限于数据对象的快速定位。它本身还能存放很多额外的信息，包括词频 tf、tfidf、关键词出现的位置等等。在这个模块中，我展示了如何利用这些信息，实现更为复杂的相关性模型，例如向量空间模型、概率语言模型等等。另外，倒排索引可以帮助我们过滤掉完全无关的数据，大大降低这些模型的计算量。
除了基本的及时性和相关性，搜索引擎还应该按照不同应用的需求进行优化。例如，电商平台的搜索，就和通用型的搜索不一样，对于电商搜索来说，用户更加关注的是商品的品类。我讲解了如何根据商品目录和用户行为反馈，构建查询的分类器。这样，当用户进行搜索的时候，系统首先对用户输入的关键词进行分类，弄清楚用户最感兴趣的品类是哪些，然后再优化商品的排序，最终增加商品搜索结果的相关性。
和搜索引擎同样重要的是推荐引擎。有的时候，用户自己不会输入想要查询的关键词，而是喜好不断地浏览网页。这个时候推荐技术起到了很关键的作用，它可以主动地为用户提供他们可能感兴趣的内容。在这个领域，协同过滤是非常经典的算法。我通过代码的实践，给你讲解了如何通过矩阵操作实现基于用户和基于物品的过滤。除此之外，我们还探讨了如何使用 SVD，对用户和物品之间的关系进行分解，帮助我们找到隐藏在用户和物品之间的潜在因素，比如电影的主题。
无论是设计搜索还是推荐系统，我们都可以加入个性化的元素，而这点往往是提升业务的关键。今天，我讲解了用户画像的原理、用户标签的设计和实现、以及如何使用用户画像来给搜索和推荐系统加入个性化。而这个整体方案涉及的技术面是相当广的，你可以结合之前的各期专栏，对每一个环节进行消化和理解。
思考题
对各种知识的综合应用对个人能力要求很高，却也是最重要的。我想听你说说，在平时的开发项目中，你有没有结合使用本专栏所讲的不同知识点的经历？能不能和我们说说你在这方面的心得体会？
欢迎留言和我分享，也欢迎你在留言区写下今天的学习笔记。你可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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数学专栏课外加餐（一） | 我们为什么需要反码和补码？


你好，我是黄申。欢迎来到第一次课外加餐时间。
专栏已经更新了几讲，看到这么多人在留言区写下自己的疑惑和观点，我非常开心。很多同学在留言里提出了很多非常好的问题，所以我决定每隔一段时间，对留言里的疑问、有代表性的问题做个集中的解答，也是对我们主线内容做一个补充，希望对你有帮助。
什么是符号位？为什么要有符号位？
在第 1 讲里，我介绍了十进制数转二进制数。这里面很多人对逻辑右移和算术右移中提到的符号位和补码有疑惑。这里面涉及了几个重要的概念，包括符号位、溢出、原码、反码和补码。我详细讲一下这几个点的来龙去脉。
首先我们来看，什么是符号位，为什么要有符号位？用一句话来概括就是，符号位是有符号二进制数中的最高位，我们需要它来表示负数。
在实际的硬件系统中，计算机 CPU 的运算器只实现了加法器，而没有实现减法器。那么计算机如何做减法呢？我们可以通过加上一个负数来达到这个目的。比如，3-2 可以看作 3+(-2)。因此，负数的表示对于计算机中的二进制减法至关重要。
那么，接下来的问题就是，如何让计算机理解哪些是正数，哪些是负数呢？为此，人们把二进制数分为有符号数（signed）和无符号数（unsigned）。
如果是有符号数，那么最高位就是符号位。当符号位为 0 时，表示该数值为正数；当符号位为 1 时，表示该数值为负数。例如一个 8 位的有符号位二进制数 10100010，最高位是 1，这就表示它是一个负数。
如果是无符号数，那么最高位就不是符号位，而是二进制数字的一部分，例如一个 8 位的无符号位二进制数 10100010，我们可以通过第 1 讲讲过的内容，换算出它所对应的十进制数是 162。由于没有表示负数的符号位，所有无符号位的二进制都代表正数。
有些编程语言，比如 Java，它所有和数字相关的数据类型都是有符号位的；而有些编程语言，比如 C 语言，它有诸如 unsigned int 这种无符号位的数据类型。
下面我们来看，什么是溢出？
在数学的理论中，数字可以有无穷大，也有无穷小。可是，现实中的计算机系统，总有一个物理上的极限（比如说晶体管的大小和数量），因此不可能表示无穷大或者无穷小的数字。对计算机而言，无论是何种数据类型，都有一个上限和下限。
在 Java 中，int 型是 32 位，它的最大值也就是上限是 2^31-1（最高位是符号位，所以是 2 的 31 次方而不是 32 次方），最小值也就是下限是 -2^31。而 long 型是 64 位，它的最大值，也就是上限是 2^63-1；最小值，也就是下限是 -2^63。
对于 n 位的数字类型，符号位是 1，后面 n-1 位全是 0，我们把这种情形表示为 -2^(n-1) ，而不是 2^(n-1)。一旦某个数字超过了这些限定，就会发生溢出。如果超出上限，就叫上溢出（overflow）。如果超出了下限，就叫下溢出（underflow）。
那么溢出之后会发生什么呢？我以上溢出为例来给你解释。
n 位数字的最大的正值，其符号位为 0，剩下的 n-1 位都为 1，再增大一个就变为了符号位为 1，剩下的 n-1 位都为 0。而符号位是 1，后面 n-1 位全是 0，我们已经说过这表示 -2^(n-1)。
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那么就是说，上溢出之后，又从下限开始，最大的数值加 1，就变成了最小的数值，周而复始，这不就是余数和取模的概念吗？下面这个图可以帮助你的理解。
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其中右半部分的虚线表示已经溢出的区间，而为了方便你理解，我将溢出后所对应的数字也标在了虚线的区间里。由此可以看到，所以说，计算机数据的溢出，就相当于取模。而用于取模的除数就是数据类型的上限减去下限的值，再加上 1，也就是 (2^(n-1)-1)-(-2^(n-1))+1=2x2^(n-1)-1+1=2^n-1+1。
你可能会好奇，这个除数为什么不直接写成 2^n 呢？这是因为 2^n 已经是 n+1 位了，已经超出了 n 位所能表示的范围。
二进制的原码、反码及补码
理解了符号位和溢出，我接下来说说，什么是二进制的原码、反码和补码，以及我们为什么需要它们。
原码就是我们看到的二进制的原始表示。对于有符号的二进制来说，原码的最高位是符号位，而其余的位用来表示该数字绝对值的二进制。所以 +2 的原码是 000…010，-2 的的原码是 100.…010。
那么我们是不是可以直接使用负数的原码来进行减法计算呢？答案是否定的。我还是以 3+(-2) 为例。
假设我们使用 Java 中的 32 位整型来表示 2，它的十进制是 000…010。最低的两位是 10，前面的高位都是 0。如果我们使用 -2 的原码，也就是 100…010，然后我们把 3 的二进制原码 000…011 和 -2 的二进制原码 100…010 相加，会得到 100…0101。具体计算你可以看我画的这幅图。
[image: ]
二进制编码上的加减法和十进制类似，只不过，在加法中，十进制是满 10 才进一位，二进制加法中只要满 2 就进位；同样，在减法中，二进制借位后相当于 2 而不是 10。
相加后的结果是二进制 100…0101，它的最高位是 1，表示负数，而最低的 3 位是 101，表示 5，所以结果就是 -5 的原码了，而 3+(-2) 应该等于 1，两者不符。
如果负数的原码并不适用于减法操作，那该怎么办呢？这个问题的解答还要依赖计算机的溢出机制。
我刚刚介绍了溢出以及取模的特性，我们可以充分利用这一点，对计算机里的减法进行变换。假设有 i-j，其中 j 为正数。如果 i-j 加上取模的除数，那么会形成溢出，并正好能够获得我们想要的 i-j 的运算结果。如果我说的还是不太好理解，你可以参考下面这张图。
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我们把这个过程用表达式写出来就是 i-j=(i-j)+(2^n-1+1)=i+(2^n-1-j+1)。
其中 2^n-1 的二进制码在不考虑符号位的情况下是 n-1 位的 1，那么 2^n-1-2 的结果就是下面这样的：
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从结果可以观察出来，所谓 2^n-1-j 相当于对正数 j 的二进制原码，除了符号位之外按位取反（0 变 1，1 变 0）。由于负数 -j 和正数 j 的原码，除了符号位之外都是相同的，所以，2^n-1-j 也相当于对负数 -j 的二进制原码，除了符号位之外按位取反。我们把 2^n-1-j 所对应的编码称为负数 -j 的反码。所以，-2 的反码就是 1111…1101。
有了反码的定义，那么就可以得出 i-j=i+(2^n-1-j+1)=i 的原码 +(-j 的反码)+1。
如果我们把 -j 的反码加上 1 定义为 -j 的补码，就可以得到 i-j=i 的原码 +(-j 的补码)。
由于正数的加法无需负数的加法这样的变换，因此正数的原码、反码和补码三者都是一样的。最终，我们可以得到 i-j=i 的补码 +(-j 的补码)。
换句话说，计算机可以通过补码，正确地运算二进制减法。我们再来用 3+(-2) 来验证一下。正数 3 的补码仍然是 0000…0011，-2 的补码是 1111…1110，两者相加，最后得到了正确的结果 1 的二进制。
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可见，溢出本来是计算机数据类型的一种局限性，但在负数的加法上，它倒是可以帮我们大忙。
最后，给你留一道思考题吧。理解了负数的原码、反码和补码之后，你能算算看，8 位的有符号位二进制数 10100010，对应的是哪个十进制数吗？
好了，关于二进制的补充内容就到这里了。欢迎你继续留言给我。你也可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
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数学专栏课外加餐（三）：程序员需要读哪些数学书？


你好，我是黄申。欢迎来到第三次加餐时间！之前很多同学问我能否推荐一些数学方面的书，今天我就来分享几本。
数学领域涉及的面很广，相关的书籍也很多。咱们这个专栏我从数学的三个主要方面，介绍程序员常用的数学知识，包括离散数学、概率和统计和线性代数。所以我还是围绕这个专栏的三大模块，来给你推荐相应的书籍。
基础思想篇推荐书籍：《离散数学及其应用》
第一模块是“基础思想篇”。这一模块，我尝试用实际项目中的案例，把不同的离散数学知识点串了起来，并加以解释。如果你对其中某些点，有更深的兴趣，可以参考 Kenneth H·Rosen 所著的《离散数学及其应用》，英文原名是 DiscreteDiscrete
 MathematicsMathematics
 andand
 ItsIts
 ApplicationsApplications
。
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这本书是国外高校的教材，对所有离散数学的知识点介绍的比较全面。咱们讲过的同余定理、数学归纳法、递归、分治算法、排列和组合、树和树的遍历、图和最短路径、逻辑以及集合等概念，这里面都有非常详细的介绍。我看很多人对这些内容很感兴趣，可以参考这本书的相关章节，深入学习。
除此之外，这本书还有几个特点，我觉得非常好。
第一，介绍了不少证明的方法。计算机算法的正确性是很重要的，专栏中我在不同的地方介绍并使用了数学归纳法，在解释 Dijkstra 算法时也用到了反证法和分情形证明的思想。数学中用于证明的方法其实还有很多，这本书涉及了穷举证明、存在性证明等。相信这些证明方法，可以让你更好地理解，为什么有些算法是可行的，有些算法是有问题的，并帮助你在理解算法、学习算法，甚至设计算法时保证它的正确性。
第二，介绍了不少逻辑和集合相关的知识。这些我在专栏里没有涉及太多。主要是因为程序员经常接触各种条件和查询语句，对这些内容已经很熟悉了，所以我没有花太多的篇幅。如果你想知道更多关于逻辑、集合和布尔代数这些基础内容的解释，也可以看看这本书。
第三，和编程结合得非常紧密。主要体现在两个方面：第一，它介绍了一些基于伪代码的算法，也对这些算法进行了时间和空间复杂度的分析，例如常见的排序、搜索算法。第二，它介绍了不少离散数学在计算机科学中的应用场景，例如关系型数据库和 SQL 查询语言是如何设计的。另外，它也提供了不少课后习题，可以加深你对这些知识点的理解。所以，当你读到这本书的某些章节时，会发现，怎么和计算机的数据结构和算法这么像啊？确实，离散数学和数据结构和基础算法有着紧密的联系，加上这本书使用了不少计算机的语言、例子和应用，自然有不少共同的内容了。
专栏的第二模块是“概率统计篇”，这本书也谈到了一些离散概率的内容。在学习第二个模块的时候，你也可以搭配这本书的内容来看，相信对你会很有帮助。
当然，这本书的某些内容讲得比较深，而且有些知识点在程序员日常编码中基本上用不到。你可以结合我专栏的主题和内容，并针对自己的日常工作，挑出一些重点来学习。
概率统计篇推荐书籍：《概率统计》
专栏第一模块已经结束了，接下来的“概率统计篇”我会着重介绍概率统计及其在计算机领域中的主要应用。你可以预先阅读一些相关的书籍，热热身。这里我推荐另一本国外高校的教材，Morris H．DeGroot 和 Mark J．Schervish 所著的《概率统计》，英文原名是 ProbabilityProbability
 andand
 StatisticsStatistics
。本书的两位作者，DeGroot 和 Schervish 都是贝叶斯统计理论的重量级人物。
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这本书包含了概率论常用的知识点，包括了随机变量及其分布、条件概率、期望值、贝叶斯理论、马尔科夫链等等。专栏的第二模块，我也会介绍这些知识点，以及它们在计算机领域，特别是机器学习中的应用。
我们再来说这本书的几个特色。
第一，这本书通常以列举非常实用的例子开始，然后详尽地讲解理论及其扩展应用。比如，一开篇解释“概率”的时候，作者使用了抛硬币的例子，分别从“频率”“经典”和“主观”的角度来解释概率，并又阐述了“概率理论”和“概率”有何不同。这样的写法会给你很多思路上的启发，让你获得更直观的认识。文章中也不乏很多来源于各个领域的案例，比如经济学和金融学等等。
第二，对概念的解释非常详细。比如“充分统计量（sufficient statistic）”这个概念，一般的书可能两句话就解释完了，然后就是大堆的公式，但是这本书用了差不多两页的篇幅来解释它。我觉得这点对自学者而言是非常有帮助的。
第三，这本书几乎没有任何涉及计算机算法和代码的部分，哪怕是伪代码也没有。我想作者是希望完全从概率和统计本身的角度来写，而避免过多的实现细节。不过，对于这点你也不用过于担心，因为在专栏中，我会结合一些具体的机器学习算法及其应用，给你展示这些理论知识是如何运用到实践中的。
总的来说，这是一本相当不错的概率和统计方面的专业书籍。如果你预先读读这本书的内容，对概念有了理解，再看我的专栏也会更有感触。
线性代数篇推荐书籍：《线性代数及其应用》
如今的机器学习模型，除了基于概率和统计，还会使用线性代数的知识，本专栏的第三个模块就是“线性代数”。介绍线性代数的书籍不少，我这里推荐一本 David C. Lay 和 Steven R. Lay 合著的《线性代数及其应用》，英文原名 LinearLinear
 AlgebraAlgebra
 andand
 ItsIts
 ApplicationsApplications
。
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这本书最大的特色在于：
第一，使用通俗易懂的口吻和大量的插图来阐述概念。而且在我看来，这些概念他解释得也相当清楚，比如线性方程、向量空间、特征向量、奇异值的分解等等，这些都是在机器学习算法中常用的模型或技术。
第二，写作的逻辑也相当清晰。这本书基本上都是先提出一个实际的问题，然后对这个问题进行分析，最终才进行定理式的归纳和证明。通俗易懂的同时，不乏数学的严谨性。和前面两本推荐的书一样，这本书中也结合了很多生动的案例，特别是经济学领域的。
第三，这本书还配套了一本优秀的学习指南 LinearLinear
 AlgebraAlgebra
 andand
 ItsIts
 ApplicationsApplications
: StudyStudy
 GuideGuide
。这本指南，加上原书课后的习题，对于自学的读者巩固知识很有帮助。不过我没有找到这本指南的中文翻译版。如果哪位同学有好的练习题推荐，也可以在留言区分享出来。
入门、通识类书籍推荐
除了上述三本重量级的专业书籍，我觉得还有几本通俗的入门书也是不错的。
一套是几位日本作家写的《程序员的数学》系列，包括《程序员的数学》《程序员的数学：概率统计》《程序员的数学：线性代数》。这套书也强调了和计算机领域紧密相连的三大模块。这几位作者使用朴实的语言，把最重要的一些概念给说明白了。相比前面三本，这套书所涵盖的内容可能没有那么全面、也没有那么深入，不过对于初学者来讲，是不错的入门书籍。
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最后一本书是吴军老师的《数学之美》。这本书最大的特点是和计算机领域结合得非常紧密。所有的问题和解决方案，最后都联系到了计算机中的某个应用。可以说，作者更多的是从计算机从业者的角度出发，深入探讨了背后的数学思想和知识。除此之外，吴军老师广博的学识和深刻的见解，在这本书中也体现得淋漓尽致。这本书的写作风格对我写作这个专栏也是非常有启发的。
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读书在精，不在多。我选的这些书，你可能多多少少见过，但是能静下心来读完一本的人可能寥寥无几。我相信，订阅这个专栏的你，一定有颗不甘于平庸的心。你一定有你的目标和追求。开卷有益，坚持下去，学下去、读下去，相信你一定会有所收获！
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数学专栏课外加餐（二） | 位操作的三个应用实例


你好，我是黄申。欢迎来到第二次课外加餐时间。
位操作的应用实例
留言里很多同学对位操作比较感兴趣，我这里通过计算机中的位操作的几个应用，来帮你理解位操作。
1. 验证奇偶数
在第 2 节里，我提到了，奇偶数其实也是余数的应用。编程中，我们也可以用位运算来判断奇偶数。
仔细观察，你会发现偶数的二进制最后一位总是 0，而奇数的二进制最后一位总是 1，因此对于给定的某个数字，我们可以把它的二进制和数字 1 的二进制进行按位“与”的操作，取得这个数字的二进制最后一位，然后再进行判断。
我这里写了一段代码，比较了使用位运算和模运算的效率，我统计了进行 1 亿次奇偶数判断，使用这两种方法各花了多少毫秒。如果在你的机器上两者花费的时间差不多，你可以尝试增加统计的次数。在我的机器上测试下来，同样次数的奇偶判断，使用位运算的方法耗时明显更低。
public class Lesson1_append1 {
 
 public static void main(String[] args) {
  
  int even_cnt = 0, odd_cnt = 0;
  long start = 0, end = 0;
  
  start = System.currentTimeMillis();
  for (int i = 0; i < 100000000; i++) {
   
   if((i & 1) == 0){
       even_cnt ++;
   }else{
       odd_cnt ++;
   }
   
  }
  end = System.currentTimeMillis();
  System.out.println(end - start);
  System.out.println(even_cnt + " " + odd_cnt);
  
  even_cnt = 0;
  odd_cnt = 0;
  start = 0;
  end = 0;
  
  start = System.currentTimeMillis();
  for (int i = 0; i < 100000000; i++) {
   
   if((i % 2) == 0){
       even_cnt ++;
   }else{
       odd_cnt ++;
   }
   
  }
  end = System.currentTimeMillis();
  System.out.println(end - start);
  System.out.println(even_cnt + " " + odd_cnt);
 
 }
}

2. 交换两个数字
你应该知道，要想在计算机中交换两个变量的值，通常都需要一个中间变量，来临时存放被交换的值。不过，利用异或的特性，我们就可以避免这个中间变量。具体的代码如下：
x = (x ^ y);
y = x ^ y;
x = x ^ y;

把第一步代入第二步中, 可以得到：
y = (x ^ y) ^ y = x ^ (y ^ y) = x ^ 0 = x

把第一步和第二步的结果代入第三步中，可以得到：
x = (x ^ y) ^ x = (x ^ x) ^ y = 0 ^ y = y 

这里用到异或的两个特性，第一个是两个相等的数的异或为 0，比如 x^x= 0；第二个是任何一个数和 0 异或之后，还是这个数不变，比如 0^y=y。
3. 集合操作
集合和逻辑的概念是紧密相连的，因此集合的操作也可以通过位的逻辑操作来实现。
假设我们有两个集合{1, 3, 8}和{4, 8}。我们先把这两个集合转为两个 8 位的二进制数，从右往左以 1 到 8 依次来编号。
如果某个数字在集合中，相应的位置 1，否则置 0。那么第一个集合就可以转换为 10000101，第二个集合可以转换为 10001000。那么这两个二进制数的按位与就是 10000000，只有第 8 位是 1，代表了两个集合的交为{8}。而这两个二进制数的按位或就是 10001101，第 8 位、第 4 位、第 3 位和第 1 位是 1，代表了两个集合的并为{1, 3, 4, 8}。
说到这里，不禁让我想起 Elasticsearch 的 BitSet。我曾经使用 Elasticsearch 这个开源的搜索引擎来实现电商平台的搜索。
当时为了提升查询的效率，我使用了 Elasticsearch 的 Filter 查询。我研究了一下这个 Filter 查询的原理，发现它并没有考虑各种文档的相关性得分，因此它可以把文档匹配关键字的情况，转换成了一个 BitSet。
你可以把 BitSet 想成一个巨大的位数组。每一位对应了某篇文档是否和给定的关键词匹配，如果匹配，这一位就置 1，否则就置 0。每个关键词都可以拥有一个 BitSet，用于表示哪些文档和这个关键词匹配。那么要查看同时命中多个关键词的文档有哪些，就是对多个 BitSet 求交集。利用上面介绍的按位与，这点是很容易实现的，而且效率相当之高。
二分查找时的两个细节
第 3 节我介绍了迭代法，并讲解了相关的代码实现。其中，有两个细节我在这里补充说明一下。
第一个是关于中间值的计算。我优化了两处代码，分别是 Lesson3_2 的第 16 行和 Lesson3_3 的第 22 行。
其中，Lesson3_2 的第 16 行由原来的：
double middle = (min + max) / 2;

改为：
double middle = min + (max - min) / 2;

Lesson3_3 的第 22 行由原来的：
int middle = (left + right) / 2;

改为：
int middle = left + (right - left) / 2;

这两处改动的初衷都是一样的，是为了避免溢出。在第一篇加餐中，介绍负数的加法时，我已经解释了什么是溢出。那这里为什么会发生溢出呢？我以第二处代码为例来讲解下。
从理论上来说，(left+right)/2=left+(right-left)/2。可是，我们之前说过，计算机系统有自身的局限性，无论是何种数据类型，都有一个上限或者下限。一旦某个数字超过了这些限定，就会发生溢出。
对于变量 left 和 right 而言，在定义的时候都指定了数据类型，因此不会超出范围。可是，left+right 的和就不一定了。从下图可以看出，当 left 和 right 都已经很接近某个数据类型的最大值时，两者的和就会超过这个最大值，发生上溢出。这也是为什么最好不用通过 (left+right)/2 来求两者的中间值。
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那么为什么 left + (right -left)/2 就不会溢出呢？首先，right 是没有超过最大值的，那么 (right -left)/2 自然也就没有超过范围，即使 left 加上了 (right -left)/2，也不会超过 right 的值，所以运算的整个过程都不会产生溢出。
第二个是关于误差百分比和绝对误差。在 Lesson3_2 中有这么一行：
double delta = Math.abs((square / n) - 1);
 

这里我使用了误差的百分比，也就是误差值占输入值 n 的比例。其实绝对误差也是可以的，不过我在这里考虑了 n 的大小。比如，如果 n 是一个很小的正整数，比如个位数，那么误差可能要精确到 0.00001。但是如果 n 是一个很大的数呢？比如几个亿，那么精确到 0.00001 可能没有多大必要，也许精确到 0.1 也就可以了。所以，使用误差的百分比可以避免由于不同的 n，导致的迭代次数有过大差异。
由于这里 n 是大于 1 的正整数，所以可以直接拿平方值 square 去除以 n。否则，我们要单独判断 n 为 0 的情况，并使用绝对误差。
关于迭代法、数学归纳法和递归
从第 3 节到第 6 节，我连续介绍了迭代法、数学归纳法、递归。这些概念之间存在相互联系，又不完全一样，很多同学对此也有一些疑惑。所以，这里我来帮你梳理一下。
迭代法和递归都是通过不断反复的步骤，计算数值或进行操作的方法。迭代一般适合正向思维，而递归一般适合逆向思维。而递归回溯的时候，也体现了正向递推的思维。它们本身都是抽象的流程，可以有不同的编程实现。
对于某些重复性的计算，数学归纳法可以从理论上证明某个结论是否成立。如果成立，它可以大大节约迭代法中数值计算部分的时间。不过，在使用数学归纳法之前，我们需要通过一些数学知识，假设命题，并证明该命题成立。
对于那些无法使用数学归纳法来证明的迭代问题，我们可以通过编程实现。这里需要注意的是，广义上来说，递归也是迭代法的一种。不过，在计算机编程中，我们所提到的迭代是一种具体的编程实现，是指使用循环来实现的正向递推，而递归是指使用函数的嵌套调用来实现的逆向递推。当然，两种实现通常是可以相互转换的。
循环的实现很容易理解，对硬件资源的开销比较小。不过，循环更适合“单线剧情”，例如计算 2^n，n!，1+2+3+…+n 等等。而对于存在很多“分支剧情”的复杂案例而言，使用递归调用更加合适。
利用函数的嵌套调用，递归编程可以存储很多中间变量。我们可以很轻松地跟踪不同的分支，而所有这些对程序员基本是透明的。如果这时使用循环，我们不得不自己创建并保存很多中间变量。当然，正是由于这个特性，递归比较消耗硬件资源。
递归编程本身就体现了分治的思想，这个思想还可以延伸到集群的分布式架构中。最近几年比较主流的 MapReduce 框架也体现了这种思想。
综合上面说的几点，你可以大致遵循这样的原则：

	
如果一个问题可以被迭代法解决，而且是有关数值计算的，那你就看看是否可以假设命题，并优先考虑使用数学归纳法来证明；



	
如果需要借助计算机，那么优先考虑是否可以使用循环来实现。如果问题本身过于复杂，再考虑函数的嵌套调用，是否可以通过递归将问题逐级简化；



	
如果数据量过大，可以考虑采用分治思想的分布式系统来处理。




最后，给你留一道思考题吧。
在 1 到 n 的数字中，有且只有唯一的一个数字 m 重复出现了，其它的数字都只出现一次。请把这个数字找出来。提示：可以充分利用异或的两个特性。
好了，前面 6 讲的补充内容就到这里了。欢迎你留言给我。你也可以点击“请朋友读”，把今天的内容分享给你的好友，和他一起精进。
[image: ]
    

结束语 | 从数学到编程，本身就是一个很长的链条


你好，我是黄申。不知不觉，4 个多月就过去了，终于到了说再见的时候。
上周编辑对我说：“黄老师，专栏正文写完啦，要写结束语啦！”我当时第一反应是，“啥？已经写完啦？这么快！”。别看我现在“依依不舍”，回想写专栏之初，真的是一波三折。
我曾经出版过两本大数据相关的书籍，而且销量和口碑都还不错，所以刚开始的时候，我感觉写专栏应该是“得心应手”的事情。可是，试写了几篇之后，在和专栏编辑的沟通中，我逐渐意识到，写专栏和写书完全是两回事。
写书的时候，往往是作者主导，想把这本书写成什么样，给谁看，这些完全由自己说了算。但是，写专栏文章是不同的，它要有明确的受众，因此就要明确每一篇的知识点深度和密度，并把一个知识点深入浅出地说清楚，确保每个人看完之后能有所收获。
很快，我就进入了状态。可是，我又遇到了第二个“波折”。
虽然大家都知道数学和编程是紧密相关的，但是到具体的知识点的时候，就没有那么直观了。对于数学和编程之间的关系，每个人都有自己的理解。我很明白，如果无法厘清这两者的关系，很难写出一个对于程序员来说，非常实用的数学专栏。所以，在写作的同时，我反复地问自己：“数学和编程究竟是什么关系？如何把这种关系的本质通过文字和代码讲解出来？”。
我不断地去思考、和编辑讨论，慢慢发现，多数人对这两者关系不清楚的主要原因是，从数学的知识体系出发，一直到具体的编程应用，整个过程本身是一个很长的链条。
要把编程领域中的数学讲清楚，我们至少要经历“数学概念 - 数学模型 - 数据结构 - 基础算法 / 机器学习算法 - 编码实现”这几个关键步骤。
具体来说，首先你要充分理解一个数学的概念，然后是数学的模型。在这些基础之上，我们才能把它们转换成编程领域中对应的数据结构和算法，最终才能付诸于编码实现。
经历过这些深度思考，搞明白了专栏的交付目标。每天写稿、录音到深夜，对我来说，都不是什么事情了。因为写这个专栏的过程中，我也收获了很多。总的来说，这几个月的创作充满了艰辛，但是也充满了成就感。希望这个专栏能够帮到你收获知识，以及知识之外的一些对数学的认知，那就是这个专栏最大的意义和价值。
最后，感谢极客时间这个平台给了我一个机会，能够重新梳理自己这么多年的学习心得和工作经验，更要感谢订阅专栏的你，不断给我反馈和意见。专栏虽然结束了，但是学习应该是持续进行的。非常感谢你的支持，你可以继续在留言区留下的你的疑问，我也会持续不断地进行解答。
每一次结束都是另一段新旅途的开始，祝福你在工作、生活中都能取得不断的进步！
[image: ]
[image: ]
    
OEBPS/Images/94b6fafabe81669895c5d7b08c3b5a30.png





OEBPS/Images/ba3b2ae584bde997d07c1c536e143f2a.png
A1

1451 =15 158 238
= = = th
8B E [==] ==]
‘] =x] =] 5

M
g
g
FFER





OEBPS/Images/5e2e05f10903cfe1692c7f02d2c7656a.png
™ - &

0'/ 0% 0] 0'7 0|I$. 0.85-
v

Yignami  Xiangmu kaifa  keifa shi jian shi jian
W @w (H@ (DL W) G) b W @





OEBPS/Images/31f2bc40569cef1f30aaea616074bb8b.png
Ea-2 : 067 : 067 1.00 : 067 : 067 1.00
: 033 : 000 0.00 : 033 : 033 2:000
: 000 : 0833 : 0.00

L : 08338 : 000 1.00 : 038 : 033 1: 033
1 067 : 1.00 0.00 : 067 : 067 2: 067
: 000 : 0.00 : 0.00

s 1 025 : 000 : 000 : 0.00 075 1: 025
: 0.00 : 0.00 :1.00 : 0.00 025 2:075
: 075 : 1.00 : 1.00

fioEaS : 040 : 020 : 060 : 030 060 1: 050
: 030 : 030 : 040 : 030 : 040 2: 050
+ 030 : 050 + 0.40






OEBPS/Images/a2dc7be9c080e93acd9cf5eb79174a85.png
1IEE

40%

RE

60%






OEBPS/Images/c67e4dc5ca50bde6ae36d8c0b8df51fd.png
N
b
Y=1Y;

Yn

X+

X, +y,

=X+
X+y= :

Xyt Y,





OEBPS/Images/58e26244d60b2ad8fd4e604a912eb9f8.png
&7

(X&) BFIRE:
", W,
IR, BE /X

o BRI

i N T

AR AR BRI S
it tfidf, #E

________________________________________________________________________________

2 N B

RARFE
g%

H

(X&) FAE.
AL FTF. . B, BEREEH X

B 37 /4 X3





OEBPS/Images/68187617a5f8033df70eb33e95c17d7b.png





OEBPS/Images/63ebdcedd654862b142c388fe375c9a2.png





OEBPS/Images/bc37eeb1f6d8697ad874bdb8821e66ed.png
P | i) - P (0 | 1, 419
- P(oam |8 ) <P (05 | 112)
_Plemam)xp(am) (o |am)xp ()

P(m) P(m)
_ 0.0073%x 22% _ 0.0002% x 22%
© 00106%  0.0028%

=15.1509% x 1.5714%
=0.2381%





OEBPS/Images/50d90158fec8a963c1a9e80e7a5c5691.png





OEBPS/Images/c140542fba78640a47f2c495c01178a9.png
FFID





OEBPS/Images/9807cf0d338d7244ce20a38373da331b.png
ZZb',,,xu y),,] (ZZb .x(x'y),.,jJ

d(tr(B'X' Y) (1 — et L

db. . db. db. =(x y)i,j

L i,j i.j

221’ ‘x(x|y)i,jj
=X'Y

(tr(BXY) (“,1

dB dB





OEBPS/Images/424c6ec59723f55af5ba7db0cf494645.png
X'x
=]





OEBPS/Images/47cae26c4c03b8d8b596547b301c9881.png





OEBPS/Images/cce0c4602657a0d9062fb5add2e6a8a7.png
EME\FMNE ® = FR
E24 0 0.5 0.2
* 0.3 0.05 0.8

<
o

Z 0.1 0





OEBPS/Images/b1336d610edcc1b0b37e093b6e92cf1a.png
logitech mouuse

logitech mouse
logitech mouse software
logitech mouse driver

logitech mouse drivers windows 10

logitech mouse software download

logitech mouse not working
logitech mouse settings

logitech mouse m510






OEBPS/Images/c7693e225216b1fb77d62744cf330d3c.png
X,=VIV'
VA4,
YA RA
=[ 125 075 }
075 1.25

YA
YARAS

ke






OEBPS/Images/cf96ef446a83d68801effcc0649f9fb1.png
1IEHE

47

47%

RE

53

53%






OEBPS/Images/c8ad4dcba85f411e3cb900e1ede69340.png





OEBPS/Images/47ee32d5ea70797e022fcfc0c75d883d.png
n oz m
8 3 3
E] E] E]
Aungeqoid

0.08
0.07
0.06
0.02
0.01





OEBPS/Images/66e57a86b6423c6eae81cde8807fc1fe.png





OEBPS/Images/d9d32e5e628020d54c59bc890f2e66eb.png





OEBPS/Images/bd9d69c2a009ead625e6bacbf8b23344.png
FREERES YR

K& GRHE AR Sert 4 KB

5l A, R CH IR : :
FXERD S PRGN GHEER#EH)






OEBPS/Images/a0411d36d8c03685a26967b7c3257080.png
B

A






OEBPS/Images/ec5447755bca66bfa032ad5ad44a926d.png
1

0.11 020 0.0
081 00 00
00 088 0.74
00 00 042

AP X=





OEBPS/Images/180435ec48301e24353de2c093b34aae.png
(1+2+..4n)/n

= (1)(*1‘ +2X‘1‘ + .A.An)(*l‘J
n n n





OEBPS/Images/be70324f8124f9e94de5d1f91e785aa8.png
S O -

S — O

— O O





OEBPS/Images/12aa256d73d4eea39f57310e094a1909.png
\1

\\

i
A
+
X2
. 24+
+ b -
) 341x2"
o S
4 2A'+
. l)‘ﬂ
o £
+
|

&>





OEBPS/Images/a0f4e387cedb17368662697b9c7aa501.png
Z=XY
Zi,j = ;Xi,kYk,j





OEBPS/Images/73298457f20a89e150093396561417e5.png
cov(X,,X)) cov(X,,X,) - cov(X,X, ) cov(X,,X,)

COV = cov(X,,X;) cov(X,,X,) - cov(X,,X,,) cov(X,,X,)

cov(X,,X;) cov(X,,X,) - cov(X,,X,,) cov(X,,X,)





OEBPS/Images/989f12101c34961ced6bea650e9ef815.png
|(X-AD)|=

xl n-1






OEBPS/Images/f4029c9260985bef006699aa1c76991d.png
IXm

=4)

(m





OEBPS/Images/0f06d85adddc4d8a35f739076d578e62.png





OEBPS/Images/5252029ab60b785f58a44334cfdb6523.png
50%

45%

40%

35%

30%

25%

20%

15%

10%

5%

0%

Fett2

N






OEBPS/Images/d0c28f6fe9bda6cb95d858bfba3aeea2.png





OEBPS/Images/228c9a522584d7fdc3036381a8816d7e.png
P(E® | 2E0S) - P EF | #E, 6i)
- P(EH | b6 )xP(EF | 1i3)
P | 5 )= P(5%) P(4i8 | EF )<P(EH)
© rem) p(ms)
_ 0.0111%x16% « 0.0053% x 16%

00106% 0.0028%
=16.7547% x 30.2857%

=5.07%






OEBPS/Images/97199c802b88db820e9f6d81e1f8538c.png
BT HI

1. MDA ERI7TARPEEm (1smsn) PREIRN7TE, 2R
—ENIRFHA A, X TIROUEET . Hm=nBiBtZ, X
FREH

2. HARIU A # Rl E 2 RENATAIREY, PrLlEEM
ZPRRANMER, LR TERZTEENEMRNT. HA
Tt EMNEP ARS MRS, HNRENRERS.

3. R&81Z, REROBAEBSRALIH
5, BERAACEERETERT, PAILUR
aRERAEREl REBHFBLEMEZZHE
EATciE

"W - B ANNEEMR





OEBPS/Images/201948664ba8f824585937d2691930d5.png
Ox 0 +5% L +10x L +15x L +...+190% 3 +195% 0)
60 60 60 60 60 60

=0X0%+5%x1.67%+10x1.67%+15X1.67%+...+190X 5% +195x 0%






OEBPS/Images/da5d0c49a0d9c7c16ff6a4175b639c66.png
4
.- pod





OEBPS/Images/5bce2808dbd4804732dd4d6a167d4b66.png
ED(x,y)





OEBPS/Images/0973b76c49226d9b1e06f26f406cf754.png
YT

i B3 Bt Bk

[N AN
Goooo © O

B3t %31 Folk Bt





OEBPS/Images/7d771ab7ada5eb71a41686c80a9fbfb5.png
dy
P)= [Py





OEBPS/Images/5c8b9b2b3a93cbe86cbc32fa2766d9b3.png
[%5 %/5}
[Vﬁ‘/ﬁ}





OEBPS/Images/b9ec74f9ef418bce7136ba6540612bab.png
argmax P(W, 1 D)





OEBPS/Images/9411ecd8d95f203eaa8b2735d383d75f.png





OEBPS/Images/1fa400d6b3736be2fc14927fb7981c94.png
IS

w

~

N





OEBPS/Images/6e59452b48276a5960e3226b033daf6a.png





OEBPS/Images/3632c122da4cc8a7ade5562357cda9e4.png
1IEH

50%

RE

50%






OEBPS/Images/762cc03230dfd421ddc693baa3b856bb.png





OEBPS/Images/716bd2a1032085f23beebdc3b696c798.png





OEBPS/Images/a4cfd3fcb52e65d084ebfec91c4dd5eb.png
e @ i+ @D
N /e
@D @D
[ ] [ ] [ ] [ ]
ﬂ—f,‘ﬂﬁ ® [ ] ® [ ] [ ] [ ) o o
16958 ® © ® 090 © 0 00 © 0 00 0 0 0





OEBPS/Images/9e506f57a61601b8ed16cbe1f849ef20.png
\\/\





OEBPS/Images/ddd82b63905267d207abe22eb5c141ce.png
KE40

¥EIT, REL2T

A

BHIT, ARALT R HI0T, X
UH AT RH10T, EEXL1T

Ko, ARALT ‘/Z """

e =
¥ 5T, REAL5T

WL, M3
¥HIT, RELUT

Yo = s
EHEI10T, EEAI0T

1

W10, M3
¥HE107T, BEAL20TT





OEBPS/Images/78b472da2ae9e89d97eccc74224ad6d9.png
=Y P(c,1Df;)xlog, P(c, 1 Df)

J=1





OEBPS/Images/d290b859dd4040617688a0871dd06a5d.png





OEBPS/Images/9146148842df8758fce87451da5e910b.png
P(xly)=P(x)





OEBPS/Images/899df054d6518b1e10b42be03d22c367.png
ED(x,y)= (%, —y1)2 +(x, —y2)2





OEBPS/Images/28109fe16729855be952f2b5d9a05ab8.png
- Sk

2D

B

B2 (H&E2)






OEBPS/Images/3faeee0252fc63614f6b843b4b4a3b79.png
0X0+5x1+10X1+15X1+...+190x 3+195%0





OEBPS/Images/fa1e2936f9db7a65d9a021b240757091.png
"mAEHE

I | BON | BoR |

NN\






OEBPS/Images/b890c02b281232882a48f928a85c7e51.png
Boa
=S
42
B
IR

&
aif

[

[

[

[

)fH’F)fH’F-E-l-E-E-E-E-
i

B8]
B8]

5

80
100
50
40
30
80

2,837,891

SR

0.0110%
0.0111%
0.0161%
0.0073%
0.0075%
0.0028%

0.0034%
0.0053%
0.0022%
0.0002%
0.0003%





OEBPS/Images/fcbde3750a1cc70864354137c57c551a.png





OEBPS/Images/406c07e8f06207756d1eece9a4716612.png
AndS | An 2





OEBPS/Images/9cbfce5fb4284884fcb6d4366d533a6f.png
o7 TR L

n-t N a™ o

=L 0 |
\_/ bRl





OEBPS/Images/bb5f0703f0ff7879c892bc17558d879f.png
MEHFBAZIB MFHFEBEIA
BT FHBREB—TFH BT FHBREB—1TFH
BAN—TFH R — R
B — R BA—TFH





OEBPS/Images/8d476689aec80143900fbd7470abdd79.png
PR(p))

P;EM; L(PJ)





OEBPS/Images/3d8e407f191734fddc6037a77f7bdaac.png
/7 F200g:

1
200g#1500g
g: 2
AF500g:

3

Fithied

B






OEBPS/Images/b2cfdf44caf343c2c8d8cf9917df974e.png
0.176 0

0 0
1.322 03108
0.3108 0.1764





OEBPS/Images/fd21bb6332ef8c9369b421b12644f78b.png
0.3

0%





OEBPS/Images/9e430d094318c16d5f485eeb3d128acd.png
P(apple 10)= P(apple | shape—2,taste—2)
= P(apple | shape— 2) X P(apple | taste— 2)

_ P(shape —2 | apple)x P(apple) y P(taste—2 | apple) x P(apple)
P(shape—2) P(taste— 2)
_ 0.33x0.30 % 0.01x0.30
0.30 0.50
=0.33x0.006
=0.00198





OEBPS/Images/e47f938c2715f1214aaac5984466e8d9.png
o

GAG AT

EEEE R R R R e el e

Ol kR n] 58
7”1’1 0L il

REFAMARZER, MRTRILEZHA

W lﬂ&\%ﬁb £
Zih, MMBEENRSNTRER, XiLBBRAT BARGHY

IEEBEMASIR, MRS —MEAERAIBFNAED

fitfil. EEPMEUKRIR, RO E—EHSEIE,
M%WMM§ =, BHRERT.

3





OEBPS/Images/c27b1d007050ad575bfae0286c71ce8b.png
X2 X3 Xiga

»

X21 \xz;z\ X253 %24

)

x3 1 'x3 2 x3;3 x3,4





OEBPS/Images/39539dca9b08122dd75068b5703d7806.png





OEBPS/Images/b44cc3833116a34422eea936b5f1e609.png
g.—'\[a - g—ﬁﬂ =

BHA= AiAm





OEBPS/Images/1887bb661801f6d4f54ce641a96c02a5.png





OEBPS/Images/99468e145597749a4b0ce0c007c7fe1c.png





OEBPS/Images/f28b21a2c393e1d2d73b7dc2c048b188.png
P(shape—2|orange)x P(orange) < P(taste—2 | orange) x P(orange)

P lo)=
(orange! o) P(shape—-2) P(taste—2)

_0.67x0.30 0.67x0.30

T30 7 050
—0.67x0402

=0.26934

P(shape—2 | watermelon)x P(watermelon)
P(shape—2)

P(taste — 2 | watermelon) x P(watermelon)
P(taste—2)

_ 0.01x0.40 % 0.75x0.40

0.30 0.50
=0.0133x0.6
=0.00798

P ( watermelon | 0) =






OEBPS/Images/54c0f3581a761ab9f44754e31e529b9d.png
BUA 1000 20% 726,898
== 800 16% 897,213
T4 900 18% 311,241
%8 1100 22% 549,329
2R 1200 24% 353,210
it 5000 100% 2,837,891






OEBPS/Images/6c2d5257de5894ae99593484fd608f7a.png





OEBPS/Images/f29a9aba8a5ebb214441e1f55c05c813.png
v

>

veValue(T) | ‘

Entropy (Pv )





OEBPS/Images/afd870b01a46ff321f296b50160dc6fc.png
S O -

oS — O

oo





OEBPS/Images/61743a545ffe4a4e0b9d57ccc800d066.png
MKD(x,y)=7 ,





OEBPS/Images/a4e72ecbcae17a4d060149e343ec0935.png
0.4

02 03

P(x)

0.0 01






OEBPS/Images/c8c32a717bd083d1c5bfc283fad6eda4.png





OEBPS/Images/b71ae2e40f7cbea013c2cc2f1236c003.png
¢ )
- e kabct

Fxm = f0m) * 2

-f(\) = |
( )
Shkpe ik





OEBPS/Images/60326a28862db91c677990caca610d38.png





OEBPS/Images/da1ad2edce97a990e32f248cb8012a5c.png
Y=W,twix +wyx, +..+wx, +€





OEBPS/Images/bcd920e9695db59ad17c83b08c8efc43.png
n

MD(x.y)=

X, =Y






OEBPS/Images/7117a224e7cc73648cb5c3bf9d5a07a3.png
P8R | EGE) - P(E5F | 2, 51
- P15 | ) < P25 | 439)
_p(wm | )P (s2) P(0i| ) P (425

P(e#a) Pl8i)
_ 0.0075%x24% _ 0.0003%x 24%
00106%  0.0028%

=16.98%x 2.5714%
=0.4366%





OEBPS/Images/52bbea7ee800246ab813efefadcd70ff.png
B s 2 S

KA A

iz, &7 £

&R WA

A EE

A
&z, @rz






OEBPS/Images/2885d3318bfc383b4067baba354029c5.png
|

09
1-09

}:[ 137 092 137 002 0.02]





OEBPS/Images/70ec80a90931633a6a2c0832038d9606.png
b1

X

,J'1|

x|

2

.
Y x, Xis,,
— k=1

b= m
sy,
k=1





OEBPS/Images/8b808af49ddee9ab4c7fb2472d0cea57.png
AL






OEBPS/Images/8606f8d7d9d35cf5e72e03e777988ac0.png





OEBPS/Images/5a4ba869fcaafe4ed6d1f5c804779a77.png
S O -

S — O





OEBPS/Images/16acc152d55878111129db7ec8b876f3.png





OEBPS/Images/9c73bd3636eb231ae2293a7d69067816.png
HEEE BEEE (EMD)
4.42231151e+00 [-0.58077228 -0.57896098 0.57228292]
-3.76638147e-16 [-0.74495961 0.66143044 -0.08686171]
7.76884923e-02 [0.3282358 0.47677453 0.81544301]





OEBPS/Images/c19bb64aada56279939b50cef48656cb.png
f(x) = X mod (0D
v (Vs





OEBPS/Images/ac1f611c049bfb4bd59df2fa264bd9e6.png
~E4#k

=k
it





OEBPS/Images/9a39ab8c0a6940483400531fa97d6254.png
{5 &

AT
c 3 s
F X s

at

b2

ait

n
o





OEBPS/Images/a7aae4a13bd76087fb2c82de755f4087.png
0.8

0.6

0.4

02

o
3
Aungeqoid

0.6
05

= o
S B

01
0.0





OEBPS/Images/85c1e5e5985a336df3b75ff6714a8d90.png
0463 0508 —0.102
0926 0889 -1.171
-1389 -1397 1.272





OEBPS/Images/67da95d53ccee0178fde42cb87642f96.png





OEBPS/Images/34e886b186cea6e666f011f6c50812bf.png
WEF 1B BxiRlz | El0E3
i1 &b tomato





OEBPS/Images/0bccf21dd4101ef69077b6bf7a749e44.png
REE

= F R EF ERR

ETA R EFIERAE

u

HH

LinkedIn BEREERIS R

FRRFR: SE T 2 BBRIE ), 0FRBEE, EETHEGN X,





OEBPS/Images/6ad6813f087c44651c5bcae416a2386f.png
Paig=2a! ﬁz;P(d)





OEBPS/Images/6d4d7cc11e37e3c18e1a6f82056390ee.png





OEBPS/Images/81c1785a0369bc3655e254cf844b2c6b.png





OEBPS/Images/96e69ba65c1d64be1e74ba824eb67ba8.png
P(x=0)=1-4
P(x=1)=4





OEBPS/Images/b87b09e7d1d38f3fd2db8945af3b2464.png
HH

LinkedIn ZREIBR 2R

TAEES SRR, (EMLERTTN?
KEE—HERASAS, BHMAS.
4 R19HANRZ,
WEREEELRERMLES.
B — RS !

ERR





OEBPS/Images/6346e5233d2a4c96197fd921ee3aa895.png
EHREY

oot §3 Foh Gtk

oDOD O 00
AR\ SO ONOS
o000 O0 0

i 3t Bl Bt





OEBPS/Images/a66c6f1f5fc63d83c8ebec9c0c44c327.png
M=

2

(y,.—;) =(14-1415)" +(-0.48+0.477)" +(13.2-13.196)" =0.0158





OEBPS/Images/8937bafcca7d9445063d7d4389809987.png





OEBPS/Images/a6e3bdda619c3457e3dfb35d157b5b4c.png
Zi,j = in,kYk,j
k





OEBPS/Images/674b40f942a2e59e8b44b0dbe7723e72.png
NIANNIA
2 p <108 )

Splitinformation(P,T) =






OEBPS/Images/c450002f652b3dc8ac21e5ac148e75b0.png





OEBPS/Images/169be5a832c9f77da8953e5b5b41b7ec.png
0o
(0] o
© 0 0 o
© 00 00006 o

DDDDDD DD





OEBPS/Images/d00928e6517bd6482850e07363aaad3f.png
bfe
0 = ‘
A mf‘f‘*"f‘*ﬁm
- Wk 6%

%+M 45
— Fsh





OEBPS/Images/f6175c6e64a3d6b11d2e7f0c0aeb161a.png
PER [0-60) [60-70) [70-80) [80-90) [90-100] =A%
4% 2 2 2 2 2 10
g 2 2 2 2 2 10
SAR 4 4 4 4 4 20





OEBPS/Images/b09fe98cdc1c5f9daf1a46ac26b43ebe.png
mEBG

0D 00
LSS
o0 0 0O






OEBPS/Images/7c96e75f1cb147f0073caa76a38431e2.png
(x'x)"'x'=
{_% 25 M VP

_% Va5 Vas 1.3 1
B=(X'X)"'X'Y = -0.5 { ]

1/ -4/ 2 1.

41 21 /21 14 >

s ]{ 0 1 2 ]:{ V1 s 435]





OEBPS/Images/487af75e048aa2a328e5b5f4512f0733.png
5%

10%

10%

10%

10%

10%

zE

10%

10%

10%

10%

10%






OEBPS/Images/27e53d8e06b9da6fa4f0d61b84a3fb19.png
|

2
0 -2 0 172
0 0 =56

2 0
0 2 3 4
0 0 1 -56





OEBPS/Images/a638a05fa321a08ac6b3aca600a1aba4.png
131 =1 &7 P38

EEAY

FHER
g

e

e

e

BR

FHER

g

FHER
FHER
FHER
g

e

e

e

BR

15

e

BR

e

BR

e

BR

15

e

e

e

e

FHER
FHER

15

e

e

e





OEBPS/Images/eb2224a0571bac98a8e441c236dfbf68.png
P(qld)= Pk, ky ks ik, 1d)= Pk 1d)X P(Ky 1 ki d) X Pk ey Koy d) X X PR, LK1 K, o)





OEBPS/Images/952848e5526e039bc50983417cbd00d7.png
1. ftaZ =2
THRETEERI0EARELY, ZHFIER2EARL,

HIBVER LR 22 nBAfE o

2. HEMATaER#F 7
BIMTHEE7 38 PIRUBNT S

ZAHREHERE A
ZHHEREEEHEH.

- IR GIAR(F
%9; 1("@"5 Zf S
—AREB L
BB T BRL2H R EEE A
.ggg g ?E ]
B EERMENUPRER TR,
RAERMEN
T BSRENUPYNEERZ
'55’12532“37(%1, B 06
2 5RENIAER,
REZLERMAN0, BNA 1,

MEREHFEE. —EREB—, ™M

BH - B RANNEEMR





OEBPS/Images/4b7e90b7dcfbb08b907055864fca4e2e.png
F127 WMECREMAER (T)

1. PRI FAIRE R 2
FKABILARTT— N TreeNodet, FRARMEIE R0,

KMNAI AR EprefixEmAREa 26 aI% AEE
explanation® R E 1 REIBFER. M2ai—#, AT RENE

&, PhAREEERFA T public, & RIZEFIIRE K EHENND.

2. MNE[RILREMABER ?
RIS AR E W, XA TTHEESRNLRE, EBollE
@ PRmERZI. #RaFiR, REMLBRIIZEARE
REZHELR—HN. 2RSSR BRFEZEN, BCREE
MENFAPERABRBENREZ, SHNEGR
SREPO[RET EMNEERRFTP SR,
Re[RERHRRENAG. PRUFKZERIA
R—1TENBaNERIEEN, 1%

"W - BRF ANNEEMR





OEBPS/Images/3767bf94fa44e3201b77c4d5c11473af.png
0

A
. .:;uw]‘
/
. .:’loo'r
I\

o000 . ..s’soo’r





OEBPS/Images/c1635b33b35b397f71ffcd7c6b89c855.png
B

BER





OEBPS/Images/31e04209513a8ca19ae8ac2fe758596f.png





OEBPS/Images/57a6cf31c2c6b1dc82be5ce76fc22470.png
o O o O
o O o O

-~ XX oo

o O o O

o ~o
L

0 00

1






OEBPS/Images/5bc757263884a74fa2e5e6a61a64b64a.png
CD(x,y)= max(‘xl — V1|5 %, —yZ‘)

2





OEBPS/Images/4e2fb8bb39599a851bd402edd95d087b.png





OEBPS/Images/64142ae8ba15e92aa84ed6822aa210d5.png
|

0.938
1415

]:

1415
-0.477
13.196





OEBPS/Images/5460a6ee1b50a31c36a8f55cd5effb6a.png
Iﬂ’iﬁﬂ?
{-lz) 2 5 ' size
—

HgiRitde)h  AREEEANLL





OEBPS/Images/5aea4616b4afba111868550c5c73b1c7.png
SR

R

0%

1.67%

1.67%

1.67%

5%

0%






OEBPS/Images/14e43ccd89b2ea1c165417dffc6dd550.png
(xb)'i’j = ij’k xbkj
k=1





OEBPS/Images/3488542624d007e2a7f4cf6b06d32a5c.png
Gini(P)=1-Y p}

i=1





OEBPS/Images/da8394b824de62c78aa5ab6f97c2d1a6.png





OEBPS/Images/5ad58c6a8d1b9f66d2e7b91e10f5f24f.png





OEBPS/Images/973bcbce1e9c8c333fc0c2ba12ec93bb.png
1 0482 0.671 0

US = 0482 1 0 0
0.671 0 1 0.644

0 0 0644 1





OEBPS/Images/952abb7bc41b4b59888f226ca0b56b9a.png
USR=

1.786
0.959
2.098
1462

1.786
0.959
2.098
1462

1.786
0.959
2.098
1462





OEBPS/Images/29f439cd5a3b09e63b148c1b214ff5ee.png
J%E) AIREY TRTE) 2, ARETE - FHREIE)





OEBPS/Images/d24204761ddfeafd3c95ecdcf592bd35.png
O O

0 ® 000 > 551
\/_Y\/ v v v u., ..x x.,
5kt FRicor  ITEYEEPEA
0 0
o0 O @ @>n
1005 2 100t
000 0090 o
T, MR e 0 o '\))
== v x
=31, 195 100 xlo

=1opof





OEBPS/Images/7658f98f4279abdd460b4c0acc5fb1d4.png





OEBPS/Images/3eb6526599a60973034339b233d35bb3.png
P, 1wy oW, ) = PO, lw,0)






OEBPS/Images/24c31cf802f765c0a83a540c89173d54.png
SRATA B, L1 0 |





OEBPS/Images/57957a86d97cc5ae8b788620b468b2f2.png
P(w, Wz, ) = PW)X Py [ W)PW3 1wy, w)P(w, 1wy, wy) X X P(W, 1w, 1,W,.)





OEBPS/Images/9ed275617e2e651ef9139cfe1373c343.png





OEBPS/Images/415a1471811a63828d8a0ed0f4826520.png
( E {
7T
J

J=1





OEBPS/Images/b6b671a6f5178003855650a2ca33f4f3.png
S8, = ZZ(YU _;)2





OEBPS/Images/8cde085ebd8f9df30d5ba6bc7d3ddbc8.png
ok
i

,\ig?
Tﬁ%r»

|

13





OEBPS/Images/7eb95a42af336e42fa026f29b653e62a.png
0
56

1
1
-1 4 4

2
A=| 4 2
2





OEBPS/Images/60d537d8f9f4101aa95c817862889d82.png
oL
o{f
, &M
t{K





OEBPS/Images/b0112dbf692d1e8dcee92ccaeae2447c.png
1 @ (x ’i—z)(xk,'_)?j)
prX,.X )= m_lg; k G;IJGX;





OEBPS/Images/a0c2dd5414f43d1a11baf4df4988c3ea.png
P27 B %S

s &

"*é

HEWROAR, REFTNEFE,
WIRERRERBN "BEBL"

HhR e EET 143K !

e AR IR

POSTS & TELECOM PRESS





OEBPS/Images/d7c5e38c0af94d95dd9776f4824bd029.png
ER FHNE AR ¥ 200.455 g B
Fiifid B BeE b 150.925% B i
BN HER 28 3 6000.885% g i






OEBPS/Images/99c14cbfd88c3ede445e320164d8d39a.png
£ID

XEAR

| love this movie

This movie is so great

| watched this movie last week





OEBPS/Images/b4c412fff400cfd0bdf9fde059c569e7.png





OEBPS/Images/6bc99009f3bcd39cfe3a8c831e87cd2b.png
n
xbi,j = in,k X bk,j
k=1





OEBPS/Images/2f8dcd9c51aa2846870075dc6ec9261b.png
0
0 @ PrithkEser

' . ‘ . . AP +28434%8 5x5 =051
o0 O o O AP +aE+ EF R

5x5x10=250Rh1





OEBPS/Images/3c173d0722c3a670dbfc771e323449f6.png
P(ylx)=P(y)





OEBPS/Images/8d7c1185efd4f8bfab1e28e13624c2dc.png
60%

50%

40%

30%

20%

10%

0%

e— A A 2R

(XX Y J;

AR





OEBPS/Images/0382f1e37cdcb0b6fb7d3975286f506d.png
4,680

Connections

5
Groups

HE® =

10

Companies

Clind

5
Hashtags

Add personal contacts

We'll store your contacts to help

10

. 51
in o & 8 = &
Home My Network Messaging  Notifications

Recommended for you Can you

People Groups Companies Hashtags
\

@D 64 mutual connections @D 272 mutual connections

@D 80 mutual connections

About

|

Link

@D 27 mutual connections @D 113 mutual connections @D 9 mutual connections

Connect Connect Connect





OEBPS/Images/427c75129397682f60ed6830a0ee845d.png
=1 &7 R i
FrER
FrER
FrER
g

1451

A1

e

e

e

BR

e

e

BR

e

e

e

e





OEBPS/Images/4962dc4ee7f43286d019e7ad7e18a55f.png
BaT HPONE
1. BRGNP RT AT —#?
FEREFRAER A", Z2—FMERSE L P d L BT
BIARIA %, BRAEAGPEN—RTRE : WEAERER 2B
37 ; BfREn=k-1pk3Z, UEBAn=kthZmIZE,

2. FEAPENMERCERT AT —H?

M FCEARLE, HERPERANE RME RN =5,
TEZEEHTME. REXMNEBURXTNEZEHDN,
FRAVERTESHEE, ST ERENERER.

3. BEERMNFANNSEZ—# ! E E
QR SAHMIERRBE R, 23

TERMZER T, SAPEULB AR

RN 6 ERERER RN,

BH - B RANNEEMR





OEBPS/Images/9c97732013d51980b5227135abea6391.png





OEBPS/Images/1cb736422a979c723ea38735f376d9ec.png





OEBPS/Images/3f33df5572e5b14372f009de1a97e2b0.png
a»

Jii 2
AR JAN
o)

)
PETAN J et

2





OEBPS/Images/6704b970590c669c759c50032d9067d9.png
%ﬁ ]
Jnin &
|





OEBPS/Images/2e3f6eaaf7bc5a0c5d8b8cd606a99a13.png
S
&

-

mw

mw[a]=0.5 mw[b]=0.3 mw[c]=0.2 mw[d]=0.4
Hhmw=co

ERENMw






OEBPS/Images/e714b525a38967ab48d4eb3aad727393.png
(OX0+5x1+10X1+15X1+...+190x 3+195% 0)/ 60





OEBPS/Images/5325558d07c0c69a710e923a0b7adc28.png
HE 300 0.0106%
ESE| 80 0.0028%
7 90 0.0032%
Bz 50 0.0018%
FEX 150 0.0053%
R 40 0.0014%
e 80 0.0028%
it 2,837,891 100%






OEBPS/Images/486ab0624091475a64b86b40b4221d34.png
P(x)=A"(1-A)"™





OEBPS/Images/fddece4cc68f404982305d437b03e845.png





OEBPS/Images/cff7649b374936c64b81745e2fe14a44.png
64
o

N o
: .
N~ T~

40\70

s
6

J@\q
/vo\





OEBPS/Images/77aebd030d23fd39e507cfa841c119fe.png
Probability

W B A R 10040, 2K B RS

0.0008

0.0006

Probability

0.0004

0.0002

0.0000 -
0 25 50 75 100 125 150 175 200

B[] 5] 0. 001434, 3% [ FRO. 1

0.014

0.012

Probability

° 25 50 75 100 125 150 175 200

i E A FRO. 1404, EE AR

0.0008

0.0006

Probability

0.0004

0.0002

0.0000

0 25 50 75 100 125 150 175 200

W RGN, BE R RS N






OEBPS/Images/49f302a50fc8b4cb28a38160903bf039.png
1.5 1499 -1.449
1.499 1.5 -1435
-1449 -1435 15





OEBPS/Images/eca7407a216b10cb46bc42917626ba89.png
[l
(x)dx





OEBPS/Images/42ae67e79f102cf53b7d7e0a3b6f69b5.png
P(x,%,500X,)
= P(Xy, Xy ey )X PCE, 1 X Ko, )
= P(X,, %o,

DX 15y, )X PG, 15,08y, )

= P(x)X P(%, | £)X P(%,y | 21,%,) X X P(%, | 5,y 1)





OEBPS/Images/02561334ddf8a055707311f73e19c15e.png
PR(P,) (-
PR(p)= azM Lp) N






OEBPS/Images/8dbdfd7da4e6cf43c2516c0de77333ad.png
of — idf =tf X idf





OEBPS/Images/8bec0177d99eecca091527fed61144f5.png





OEBPS/Images/f7282cffc7374883ae83ae2f77d6aa03.png
&b,

ib 13

NE:=
tt‘.f!=z @g:gﬁl | @?}:ﬁ.

o o





OEBPS/Images/41c28a944fc7a57c95b45358cc486a59.png
H}

-

o b~ W N

min(2, 2, 0)=0
min(1, 3, 2)=1

min(2, 4, 3)=2
min(3, 5, 4)=3
min(4, 6, 5)=4
min(5, 7, 6)=5

o

2

min(3, 1, 2)=1

min(2, 3, 0)=0
min(1, 3, 2)=1

min(2, 4, 3)=2
min(3, 5, 4)=3
min(4,6,5)=4

u

3
min(4,2,3)=2
min(3,1,2)=1
min(2,2,0)=0
min(1,3,1)=1
min(2,4,3)=2
min(3,5,4)=3

s

4
min(5,3,4)=3
min(4,2,3)=2
min(3,1,2)=1
min(2,2,1)=1
min(2,3,1)=1
min(2,4,3)=2

e

5
min(6,4,5)=4
min(5,3,4)=3
min(4,2,3)=2
min(3,2,2)=2
min(3,2,2)=2
min(3,3,1)=1





OEBPS/Images/705f34bbbe72cf8225f4b4fca7b37b07.png





OEBPS/Images/d2ae04a2e6fe5aaf8ec777774d690331.png





OEBPS/Images/c140a4d062d558e25241ef9541c74df2.png
107 @SR (F)

1TRSEBABRETG?
ME=MRSBIT— MRS BITREFEN TR, UR
BT RUETANRARRER, KMNMEZHHNRBABRAKS
BBEAR. KEDRTEMRS, ERENSMRINESEP,
KSEBARRRR MUR—ETERET.
2. BT REBEBNE LA ARRYE?
BT REEANEZLARBRY ©REMETERINAU
e, PrLOBR RATRYXEKEHEH
KBOEW. MREPEFHIHER P,
E—TRF (BFH) BYXMEERT,
PR H T2 EERETREBERNE S,

"W - B ANNEEMR





OEBPS/Images/1510741a485d29d914d9072349b84e05.png
Xi1 X1k
X1 X2k
Xi1 Xi k

Y1a

s

V2.1

Vi

V1.j
Y2.j

Yi.j

i’j





OEBPS/Images/588577064e89900db42c2ed91fb86226.png





OEBPS/Images/71960229802e0960d1c41fc33e5215ac.png
p(mfswmﬁ];ﬂ(mmab@,&s@)

= (g | 4 ) x P B | 552

Pl | Bog)xP(B08) P(ﬁﬁ]ﬂ,s}xp(ﬂm]
plm) P(3)

;U.OIIO%XZO% 0.0034% x 20%

0.0106% 0.0028%
=20.7547% x 24.2857%

=5.04%






OEBPS/Images/177b58b35674987bacc522b8a7412ebd.png





OEBPS/Images/491038fdecb223d10fa6db3615745356.png
Bt 3 Bl i





OEBPS/Images/89f937272545b770c369d21c313c9963.png
-0.621
-1.722
2.344





OEBPS/Images/d5789006ce54fe9e1d65fa207422503f.png
15 14991357  —1.44903232
X=| 14991357 15 —1.43503825
—-1.44903232 -1.43503825 1.5
—0.58077228 —-0.74495961 0.3282358
V=| 057896098 0.66143044 0.47677453
0.57228292 -0.08686171 0.81544301
—-0.58077228 —0.57896098 0.57228292
V'=[ -0.74495961 0.66143044 —0.08686171
0.3282358 047677453  0.81544301
442231151e+0 0 0
= 0 —-3.76638147¢—-16 0
0 0 7.76884923¢—02





OEBPS/Images/e8e3d5fa81da8508352c72ba1256aa40.png
[515|10]=[515|10_
1566 0 1] |0 21 -31
22/_/7 10|22
_/41 01

AN

(X,X)lz[ Phs ]
V7 M





OEBPS/Images/e7588c1209b3c25fd5700f51af332c4c.png
Lk X A% %
—>( ID:1 tf:3 tfidf:0.4 prob:0.003 ’—)1 ID:9 tf:1 tfidf:0.13 prob:0.001 ’
—>‘ ID:12 tf:5 tfidf:0.02 prob:0.002 ’—)‘ ID:33 tf:2 tfidf:0.01 prob:0.001 ’

—EA *}‘L o o o

o o o






OEBPS/Images/2fa29b2cc41475e91b6005a1b3fc596d.png
mw

mw([a]=0.5 mw[b]=0.3 mw[c]=0.2 mw[d]=0.4
Hfftmw=co

mw([a]=0.5 mw[b]=0.3 mw[d]=0.4 mw[f]=0.6
mw[h]=1.0
Hfftmw=co

ERENMw

=%

mw[c]=0.2





OEBPS/Images/99bfb9d9d7809ee3d6f514175afd1732.png
(x - min)

(max - min)





OEBPS/Images/0c62fe1ba81d287e80854ce29edc1b1c.png





OEBPS/Images/9f3076d030cb936b753fc6c84e9d4ff7.png
b
Y,
Y3

Yn

=X XY, Xyt XY,





OEBPS/Images/04a208c98c5affc1b75d3840d6cd3d9b.png
14
Y= -048
132





OEBPS/Images/5edd873d0f8442acd0ed6688e0175d45.png
97 wNSHK (E)

1.t aRanSHKl 2

BI TN, SLUFERNEFBCAREANND
P, KMNARBESHEIRENRIPMIF D, KL TREBRIRME
EEpEE. X PIFHRMERNIZMZNSHL
2. ISR EREMFA?

SMKIRALEE F IR BB L R, KIMMEF 0
R BEREBRARSHER, FERATzIEZERESHBNEL
AMARSHBAR. KISENKSHBAR, NS

3. B— TR BHEKA—TFHERN

RORERIERE, KMNUFRBER. R
BIBEEN, XA PR B A

"W - B ANNEEMR





OEBPS/Images/1ded133e00713bf960cc1bafbe7696b3.png
TR

nngg
BiRGA

thIt et

r 1R

iR
WE B





OEBPS/Images/c602552c2a3c9074589f23ee252bdc76.png





OEBPS/Images/350b72ac0f325d24615e8d440bed484f.png





OEBPS/Images/df97479b7807e12327cdcd2d594417f9.png
#itga

EHigb

Eitdc

BMa

B/b

Bllc

B/ad






OEBPS/Images/ecc523c6444def282bab55b52a2bff28.png
F15T Matz(E

Dijkstra B ZH = FEHENAR N LR
Dijkstraf A EHSHMRE M= BIE. B—, BRIES

EESFERME

s —

sHIBRNXEMA0, thRiZmwls]=0. H=, 7E5
=s, FREANXEEs. =, BRREIsEBEIZHNOES

AM, 3T B HE— i, UHBmulm]Aulsm], B

FHA s RAERBEANER, BBBNIRELATHE LK,
REDikstraliE 2 B FHIMA LR, F—5,

R Mmwsb K DA, [=]

B2 LiHE,

HERSFAS TENFAG A, Sasas [H]

BT,

"W - B ANNEEMR





OEBPS/Images/913c079c461ee91681ed3aaa0d9aaead.png
cClid=ar g
\z;:'mn (cLi-valuet;
§3J+)





OEBPS/Images/63a041d2d4b9576a18b27396b51570fd.png
E,(EA)





OEBPS/Images/41fc89f965fd751ff08fd0d02f5b9296.png
HIRICRID B (BEEx) k2 (BEEx2) REE
1 0 1 1.5

2 1 -1 -0.5
3 2 8 14





OEBPS/Images/4fde37ba01bcc265d6f312d13d46393b.png
AEPRLGTELC!





OEBPS/Images/3416f75a7247731eeda60bb46b73c862.png





OEBPS/Images/2ea968e6c320ffb0b286d726691d6667.png
Fe 88, /(s=1)
S8, /(n—s)





OEBPS/Images/062f081226cee4e1177326c412c072ed.png
#E
T 11
LA f f
v 55
T 00
E#ﬁ% 88

o> B S I e R e B e R )

HHARBEA
Foit HAL A
LRSS

|

0.18 0
0.36 0
0.18 0
0.90 0

0 033

0 0.80
0 027

U

BB A R
B - R
HENAE2HA
9.64 0
0o 52| %
5 PO ETT IN
A% R
0.58 0.58 058 0 0
0 0 0 071071
Vl





OEBPS/Images/d91986436dbe57a402c3a3a0a2952786.png
P(IZH) x P(xiang(4)mu(4) | TTE) x P(FF& | TTH) x P(kai(L)fa(1) | FF&) x P(ASE] | FFR) x P(shi(4) jian(4) | AE])
= P(ZTE) % 0.8x 0.25x 0.9 x 0.3 x 0.05
= P(TEE) % 0.0027





OEBPS/Images/d3b94e85b4c0c34dfdaf7e88c296ac1b.png
P(x))XP(y, 1 x)X P(x, 1 x )X P(y, | x,) X P(x; | x,) X P(y, 1 x5)
= P(x,) Xb,, Xa,, Xb,, Xa,, Xb,,





OEBPS/Images/20dd9e261cfc50c1f445dad7e5381161.png
- -BR3






OEBPS/Images/a8bb4474b0c18c33df358a62391016c6.png
55, =X 3 (¥,-F)





OEBPS/Images/8d54d923e9f68f6f9026f1e0295f1edd.png
P09, Wy, = P9 )X P9, 1) X PO 19,0,)X POW, 19,9, 0) X . X POB, 1 W0, )





OEBPS/Images/c2407cc982a4642524d12a820ecc5280.png
Ji )i

VA A





OEBPS/Images/ceaf590c68b9741d41450b47a2b40259.png
X, = arg.
’ argjgvg (xy)





OEBPS/Images/8ac4b537d07e38b6107e7a82f9fe215e.png
0O O O Oin i~
o 0

@ «E=¢
o o





OEBPS/Images/1303742b16f0a3a451c8d80cbc3848df.png
VIV'=

[ -0.58077228 —0.74495961 0.3282358
-0.57896098 0.66143044 0.47677453
| 0.57228292 -0.08686171 0.81544301

[ 4.42231151€+0 0 0
0 ~3.76638147¢—16 0
] 0 0 7.76884923¢ — 02

-0.58077228 —0.57896098 0.57228292
—0.74495961 0.66143044 —0.08686171

| 0.3282358 047677453  0.81544301
1.5 14991357  —1.44903232
=| 14991357 1.5 -143503825 (=X

-144903232 -1.43503825 1.5





OEBPS/Images/1ed377196481b1d0bc3eb2533fbab4d7.png
MD(x,y)=‘x1 _y1‘ +|x2 _yz‘





OEBPS/Images/b3235d6a24530b3fc8667a16eb75cbfe.png
m = @ D

2N AR

Xiong mi xmnj . iang mu kai{n  kaifa shijion shijian shijion
W 1y W L4) M W Www BE L) ()@





OEBPS/Images/3a92d4ec1be7e4610a77d4fffb6966c1.png





OEBPS/Images/981a26eb9857c6e86e3551300d415fbd.png
P(s1D) = P(w,,w,,Wy,...ow, | D)= P(w, 1 D)X P(w, |, D)X P(w | w,,,, D)X .. X P(w, | W, ,,w, ,,D)





OEBPS/Images/2d961eb2d188ec27194eeae5aff1ff4f.png





OEBPS/Images/694034264f3cc80a4116103149a0c4d7.png
y=[y1, y2]





OEBPS/Images/00c3c276678e2a7251935b65026272d5.png
N5-R

%) =R V7 =R

] B - .
L7
4’1*9\ 5 t'n’ﬁErll (n:u-)





OEBPS/Images/9fe5468e86f2c6348cce21174e4bb26a.png





OEBPS/Images/3f721f1cf27062da9dc71abff5039908.png
$5T 23 (L)
1. @ A%, BREERERBIULBRAELKBCHEIFE
B, ERe[UAXRETRIKSTHRE AXRNEETARE
hEIZBRURME, MAMAR T RITHRE.

2. BAMAFERNDA GREBER—LR, FHERTHN
EEHEMAEMKA BB LB 0 AZFT
B B afE =,

"R
TRKER, MtRE, BIR

3. BANBEHEZHZECENZ,
ifn B

EREHET, TNNERRAN
GEETER

"W - B ANNEEMR





OEBPS/Images/060a0cc5b93bc46e5ad6d7cf5d4b9ce1.png





OEBPS/Images/b2c811e02015355a809f2929ed374a9b.png
Q0 OOOO %
T k4

%5 QO
%Y —'@®





OEBPS/Images/6f2978848e4c52faa51f930e827ecbc3.png
$F137 WM EMAER (E)

1. FHATARBNRIAER, XERKERARLEFR

, ERRPATDVEM. FlE, EIREEFERNGFE. ERA
RENKEZNEBREE. ROEREEES,
2. EMEER REMEPHNENERER, BENZD

RIBENGEEE, EFHAOZTREBATHNRAHTR. H
MEEREBATHARBRERRE, AT ERARNEER

& A28
3. KA
faFIFAPL3!

R, a0tk K,

REABUER—LRAPERRABRMERAR, %
[BEHB AT BN ARNER. E

BT, T2EMANIIEENEE  BRE

mNode, FRREEIRIGE = £ HNode[JFIPA

5llo

"W - B ANNEEMR





OEBPS/Images/8e64fac5922920c857ecf4c7e1efc016.png
p1
p1
p1
p1
p2
p2
p2
p3
p3
p4

=]

ul
u2
u3
u4
ul
ub
ué
ul4
u16
ul7

FFID

cl
cl
cl
cl
cl
cl
cl
c2
c2
c2

AEJID

55 IDs
u2, u3, us4
ul, u3, ud
ul,u2,ud
ul,u2,u3
ub, ub
ul, ué
ul, ub
u16
ul4
u28, u29, u3o





OEBPS/Images/9a81f01a45b4c921920b81a9182e7de5.png





OEBPS/Images/e1f27940c95a5e566593905c20f03481.png
% ntiai
L[]

ik

ShinTEnif = 9,0
as mm 0
B B P B

nBotd st & 6458





OEBPS/Images/789c5a4b0f053df942b0c7c7be191f67.png
X X
Y
Y






OEBPS/Images/65b1205a382524884b4306d3ffe5d532.png
125 -0.75 1 |_| 025
—0.75 125 2 1.75





OEBPS/Images/30a44fb983f71ea7b2728c53bbf86bb0.png
F110 WMECREMAER (£)

1. Afta#mthUERTEM 2
MHTMENRER—BEBNIIRTRENHFER, REBS

HIRK B 6 AT ER RN A2, X S A2 X 2 B AR S A R = A B3 AN
BKE FH.
2. BB WAIRMNNERZTC?

Raital LLRR R I AT SR, H LI 2 BB A0 Al SR AD
BRI
AIGMBNOZRN B OEAR EHEZR -, MR 7
KMRERESANRSATER, K
AREHRBIEENUBRNTNE R, WA,
EREBEE—TTHEEEREKT
1, KIMNMEERAXBAREMEER.

BH - B RANNEEMER





OEBPS/Images/f9865993fee1f5a8beb951f9ca61f7d5.png





OEBPS/Images/1716d22a30c50a65d6b85a02f5c55792.png
\
%

iy
€<





OEBPS/Images/2841335c9d354133e565999b9e809231.png
[O‘[m)+ o] t [O(M) & O(m)]-r [Ocm"z) +0(m ] + -
l l

0 b $20.
blahéﬁa"?r) G3el &% biAeb: Eﬁ
Febfobit? 70, 0,320,





OEBPS/Images/f5b3994020c40472b8b590cadcc24671.png
-10.5
2.7

55

8.2
4

13.6





OEBPS/Images/05bc2b3d73cef4b36175e100a73850d1.png
.% %ok '%s/ﬁ:- iﬂ%

| His
- YY1 . :
32027 4

$2Y=h
¥ 2uh

128

£34%

[ S S R S R R I





OEBPS/Images/9440798b99f58997c57b427e43e3ba66.png
5 (SZFLRUZ ) BRI ENTI KR, AR

IR LS & .
waiExn | o>
A2 B 3k 35
==
1. ZR1T53 MK &=l -
PRI
ER G EWITRKLT5 o A S n—> 1201
(1+7+5=13) /10”6 Py
¢ 3. E AL 138 F 8 fr 13 — 5 8 ‘I 175
v
WRAEZFFRITHEW 4. BFEAEKIIG —--> 8090 I
FHEITEK, EEXANMHE Ngres
n —_—> 54 B 144
- =

EE CERERIA L)





OEBPS/Images/ca0711b5f8b7509a64b76a543d2b669b.png
@
@
ee
°;Z
“%" siaRaRihiB® =212-4

!
|
{
I
|
I
|
!
I
|
i
|
|
]
]
'

(b
(b
(I
(b
0 0

=
b

o
[

e 0
o 0
e





OEBPS/Images/7e38095c1fad3267db3dd8a5fea389bc.png
MKD(x,y)=&x, =y +|x, - /"





OEBPS/Images/62e36db4eef2fa369ec0b2d3961cab56.png
m

Z(xkx - Z’)(xk.j - X_])
cov(X,,X )= HT





OEBPS/Images/1e2fe701f3d9e20c24bccc09140a1a9e.png
P(s1D)= P(w,,,,Wy,...s, | D)= P(w, 1 D)X P(, |, D)X P(wy |,,w,, D)X ..X P(W, | Wy, W, .0, 1, D)

w1





OEBPS/Images/6eae41f328011c7a1068031ad3324e09.png
15-4 1499 -1.449
1499 15-1 -1435 |=0
-1449 -1435 15-2

((1.5=1)° +1.499 (—1.435)x (~1.449) + (~1.449) x 1.499 X (—1.435))
—((~1.449) X (1.5— A) X (=1.449) + (=1.435) X (=1.435)x (1.5 — 1)+ (1.5 — 1) 1.499 x 1.499) = 0





OEBPS/Images/ebfc0ad123d48705190d0107c6f2e299.png
PR(p) (-o)
PR(p,) a% o) ey






OEBPS/Images/99e6e494ea0e969349ada1d08d357875.png
+ W

o 0P
+ v
S -

\

2 X )000 + 8 % 0O +7x/o + 1

2%X10°3 + §x 102+ 7x101t [ */D 0





OEBPS/Images/1d6e8ab247f21f1b31ac7b73f4aaec20.png
P( W2 | hEE ) - P02 | . )
-P(me | 2E ) x P02 | i)
iP(‘#@IM&)xP( )P(ﬁmm)xp(m]

P(em) P52
_ 0.0161%x18% 0.0022%x18%
0.0106% 0.0028%

=27.3396% x 14.1429%
=3.87%





OEBPS/Images/7066df9723d9bd44e695fe2b77918599.png





OEBPS/Images/272e954479a17c2ef6954c5436ed6551.png
-7

FE3

5 iEn-1
-10.5
2.7

55

$$1En
-8.2
4

13.6





OEBPS/Images/d63fff5ac0a6b0a5c4fc265a16f35087.png





OEBPS/Images/7a203431f1f11671ee2460b3e0417453.png
g6m 23 (T)

1. HKIMMEBHNNENBRESER, IHEZMERHF
8. IMEZERICHIATFn, BIE—HNHF, th
MRREFNARIG. REMILEREANA RIS,
AASHARNNS, BRMANRFEHE5TRFHR. A
—G@BRME AFHFERT 7ENER, hEXTIER
BERR 3% EH.

2. HREME LTMBHHFNNGR KNRAREEEPBE
HA, ZHMHEENAURSHMITT. MAES THlEEINE
HIENE R, BARMART ARG H, CBRIEHENLE

ailgs k. MBENEHNNERET— R E
N7, MERE A IR A KU

MapReduceBqZR#), HPBA=THRAR TN
B, NAIREBEBA BRI, B4, &

BH - B RANNEEMR





OEBPS/Images/6700ac95ac44c6bc9c7359d3aa982265.png
a»

20551 2055

@ @

5%p
a. oD

104 &b
20545





OEBPS/Images/8de0556bf2433ac5d5d8a546885d0e14.png
bas





OEBPS/Images/89e48f4821aacf7938c6ae875ecfaaf4.png
P(AIB) P(BIA)XP(A)





OEBPS/Images/bea7aac48cde8eacc51cf66be038b78c.png





OEBPS/Images/e9263b0c138779f0992aef9eadf051b1.png
POW Wy e ,) = PW,)X P(w,) X P(W,)X . X P(W,)





OEBPS/Images/df6c3f78e7e24c89c35de00cd4a67924.png





OEBPS/Images/c9350674bc45ee6f010b15ba0c422b12.png
PR, %y 0%, )= P(2)X P | 5)X P(R, 16,2, X e X P(Z, 1 XX, 1)





OEBPS/Images/f1564db57c4df73567320ce47ee2c5eb.png





OEBPS/Images/ed9b14fa871a3bc835a5973cb185a2f0.png
YA
YARAS






OEBPS/Images/0312deb6a10c75d4efcaa381650e5e9a.png





OEBPS/Images/10a8eb7632484b412e13628867a94396.png
o o -

— O O

o o -

oS — O

1
-2
1

ﬂ

=(E,E)A=

E,(EA)





OEBPS/Images/169460a32bbd92d2e873a5cbf6e91cc5.png
Ié—-{';
/ 5t B
12 ;4—{:
——T

I, 23,4 #e—{:

.5, 2% be—{t
1,2,3,45,6 34_{3

1,2,3,4,54,8

o0 TV





OEBPS/Images/a800a50eba6ca070254d906fd9305408.png
LR Sk

B KB






OEBPS/Images/8d58542288adc45c5d92cfa0a1cc148d.png
1. E’“ﬂ? FYURERNRAERIPL 7

piicl

EIMRGHRENERARS. EEXERAED

TERNTEERE. FREMNAZRG

167 HEINZRIERE (L)

AZKE B
BEHANS.

— PR, BERE—TEE

NHTR6 T BAREN
BEENN ERABRENL
ot A S EN
& HEEHREL,

FREGTHARENDR, ATLERTREZERN

"W - B ANNEEMR





OEBPS/Images/08021c471bd0ad8c05bfe6fbfa19ac1f.png
1IEHE

4962

49.62%

RE

5038

50.38%






OEBPS/Images/d0ca37859bb6fc1b899baac9e7a009f4.png
BE 1 2 3 4 5 6 7 8 9 10
a 029 036 032 029 034 024 027 029 031 027
b 029 033 031 030 031 026 025 030 028 029





OEBPS/Images/789914147595f822f840e4ec2c6467d2.png
0.11 020 00
X= 081 00 00
00 0.88 0.74
00 00 042

0.11 081 00 00
X'=| 020 00 088 00
00 00 074 042

8'; %2: 8'8 011 081 00 00

y=x.x'=| 08 09 O 020 00 088 00
0 088 074 1\ 4 00 074 042
00 00 042

0.0521 0.0891 0.176 0

_| 0.0891 0.6561 0 0
“| 0176 0 1322 0.3108
0 0 0.3108 0.1764





OEBPS/Images/70e4a2f0bc582f7acd7a224c1b3e9502.png
BT R

1. a2

B, HRMET R NE2E

L. FKANelLL#E

B, ERENBRBREZE

A1ET B A,

BESR, HSHE

BRIRE

BHETTEINE

A EHES PBITES

Ho

2. BRENEAPREfC?
HBMERTERE
BUEREBZEEHEL Ro
REHE R 12,

Eo

3. BRERAT G RAEEA?
SREUERIHE R EKE 2 (R
TE—EBEAEKB R E.
S EEPBIER.

LTt EANE

B

EMTERPH

"W - B RANNEEMR





OEBPS/Images/86929a2f919945f125472b776a5df3d0.png
H}

i

1/

o

H

o oW N

m o u s e

1 2 8 4 B
min(2, 2, 0)=0  min(3,1, 2)=1 min(4,2,3)=2 min(5,3,4)=3 min(6,4,5)=4
min(1, 3,2)=1 min(2, 3,0)=0 min(3,1,2)=1 min(4,2,3)=2 min(5,3,4)=3

min(2, 4, 3)=2  min(1, 3, 2)=1 min(2,2,0)=0 min(3,1,2)=1 min(4,2,3)=2

min(3, 5, 4)=3 min(2, 4, 3)=2 min(1,3,1)=1 min(2,2,1)=1 min(3,2,2)=2
min(4, 6, 5)=4 min(3, 5, 4)=3 min(2,4,3)=2 min(2,3,1)=1 min(3,2,2)=2

min(5, 7, 6)=5 min(4,6,5)=4 min(3,5,4)=3 min(2,4,3)=2 min(3,3,1)=1





OEBPS/Images/6eba9b817b1dbea0c33744e94047403f.png
ROUE = wwpEw

BRI % ATEE =0 mamrs
#ET| % \/

& HEDM A HHD
Appit i

B P AT B R A5
= TAHKEUE
= Fu g A

= RERRKE, 4%
o fE. Ak%E%E





OEBPS/Images/99b450fb661dce52ffc41e212ae0ff57.png





OEBPS/Images/609c92f0ea0f023054ed44f4d05665a3.png





OEBPS/Images/2ba8197493e5f27fa23256fbb9153b8c.png





OEBPS/Images/605d60c1e229ee9054db650933f614c0.png
N
df= lOgE
T





OEBPS/Images/d72054a8b52692a48b0f4197d977e050.png
$S,=3n, (Z —17)2





OEBPS/Images/b2cf67c55d3dc5bdaea4631bf7b99a19.png
0.16 A

0.14

0.12

0.10 1

0.08 1

0.06 4

0.04 4

0.02 1

0.00

x=1 x=2 x=3 x=k





OEBPS/Images/c8bfd010d35f45410297ceec3c6e85b5.png
98 + 2
(WAF&IP) %+
EE5

+3 — o

@58 X2t
93 + 7
(B15%%) %4





OEBPS/Images/9a2af0bf5bb7b7d64ca579405caf7ac3.png





OEBPS/Images/65a6effdf23292d2fc76c034bfdfe3d1.png
L (xk,i _Y)(x’“' _ X_)
pr(Xi’X’j)—m—lé O';(JO'X; j
$fo 5o 5) |
= m—1 O'X’,-O-X,j
cov(X,;,X )





OEBPS/Images/f87bd91c3ec017e52ccd0d1b676ecbf3.png
1. A5 RE1s,

$F8hH HE

Mn N REIZTEPEREM (1smsn) DNREIBI7T

. FrAmRENAEGR2E2EE, &KM=IYERAS.

2. wERESAED, KNRBEAZTCELIRENTE

BEHER 4

HE R —THRNEH. E@NSTCEERT &

PTANEEIHNIRR. EEFLE, SP8EHMAN, &K
MeIUFRRXCENNIRE, MRXOEMNNEASG. Xk

FCIVES A

HAB9 8 38 1T F AR A2 B E E

Ht. BMERKNRELIMNAFBPRTE,
IR T IETIRERZE, BBEERE—

BIR R

"W - B ANNEEMR





OEBPS/Images/7665f5fbf8cfa790befb3a9de8941af2.png
0

w(4d
e mw (%] @ w (% 32) @
w[‘hﬂﬂ

®





OEBPS/Images/48b09be667bbe5d5c0b1a5f326043e1d.png
THB m

TEA | REBHO TRERRN— T, BEEHEI
0+1=1
—_—
AR 10””:2

1EBAFR: BFERFSIMARER, A=
EIN—NFRHERmM, FEESEM, B
IRRIEIEE J2

2 AT AZFBAMPR, B=H
0+1+1 B—1NFRE M, RFEESEMm, 2
RREEIE R 2
3. BHRFA: BT 'mM'm"EE, B
0+0=01tt, M=BESZIMDFRHIREBIES

1o, BIRRIEIEENO

m S 1
7§, YRiED

0+1=1

ME=MERBEBEESAIR2, 2, 0,
RAMERO, FIMELREEE O





OEBPS/Images/3c0d5692ee27c02f869bf3021e4e8247.png
oS — O





OEBPS/Images/0d49d667ed507e413b83304d6cc46f9b.png
P08, Wy, ) = POW, W, 9, ;)






OEBPS/Images/0da06971e25eaffde686d4d62dd4d207.png
2 / 2
c(3)+1=2 c(2)+1=2 min(2, 2) = 2
c(4)+1=3 c(3)+1=2 min(3,2) = 2
c(5)+1=3 c(4)+1=3 1 min(3, 3,1) =1
c(6)+1=3 c(5)+1=3 / min(3,3) =3
c(7)+1=2 c(6)+1=3 c(2)+1=2 min(2, 3,3) = 2
c(8)+1=4 c(7)+1=2 c(3)+1=2 min(4, 2,2) =2






OEBPS/Images/c014887370ccf27dc58d3570f0919408.png
(2
-1
DEE,






OEBPS/Images/016074a0c8ac536d9831eac4b9a0a331.png
o

ow (X0 =>mw (] +w [x,,%] Z mw[x]) 2 mwfx)
mw [x) o
mw [x,) —ZmWDL]twlo,x ] 2mw (¥5)Z2mw(X)
MW['Z,.J

e





OEBPS/Images/a41cd95316708e46e014651c1d7038de.png
LExgE>i0

2.¥x2.128<lo
1 13 iIN
g O 2

J

3.2b%3.28 500





OEBPS/Images/d20ddbb7dfba6f87503e2102c0bb4d3d.png





OEBPS/Images/b59e5c1682c37ea488f34d70634d69ce.png
-0.621 0311
-1.722 -0.227
2344 -0.084





OEBPS/Images/2d39293e05729b24935fd1f2dc1cb82e.png
0 - m ~ -
fouanbaiy





OEBPS/Images/99e9215d4230a455fa336c573850db14.png
b'x' Zb' xx' '_Z;bk,ixxj,k=kz=:4xj,k><bk,i=(x}?)|i,j





OEBPS/Images/e43c737eb234b7cb23cd81ac9abe370b.png
0.8

0.6

0.4

02

© 0 - m ~ - °
fouanbaiy





OEBPS/Images/67b9fc0615b7f2b0e55f7244bc8b1312.png
n
an,j X Xiaj
X, +X,, e

il,
us
tltZ
AR
Zusthxk]
Pii=" =





OEBPS/Images/b7a93f4bd3d55acdd3fd399f1b6557d5.png
i}

i®o
H

sogipd 4 suonedijddy sii pue eiqabiy Jesury

(mowsn) EENERRETERS

EWOW - W
B D (W
WO .

-

Y

R KR

@Pmmm

Linear
Algebra
and
Its
Applications

Fifth Edition

PHCB AL R

(R S5 )

B -CM LHL-RE K- I ERE g o
De

Steven R. Lay ) Judi J. McDonaid )

[%]
NRR KAH HEL QTR 6 ¥

ﬁ)&gﬁ;!{&ﬁﬁ





OEBPS/Images/9a7ea27fde1d05797a6545e5a01d94e1.png
24 Y -l 21/ 4
(xx)y'x=| /35 /70 12 | /7 T35 ks
{ Y M ‘{1 - 8] TV Y

_/7 25 Vis L4 093
B=(x'X)"'X'Y= NV —0.48 —{ 1'21;5 ]
o1 T % || 132 :





OEBPS/Images/9e20bb955d87d70ef64104b8e44c7452.png





OEBPS/Images/0b28f4c9cd8fd4167818332bd41dcd32.png
1 00 0O
01 00O
00100
00010
0 0 0 011





OEBPS/Images/39155a9daaf73b798e2753bcae5b5044.png





OEBPS/Images/9dc438726436654e58bfd2dc50dea9bb.png
P(clo)=P(cl f;. fyrirfonf,)= P(cm) P(clf,)x..xP(clf,_)xP(clf,)
(fllC)XP ( fle)xP (fn,llc)xP(c)xP(ntc)xP(c)
P(f) P 2) P(f) P(1)






OEBPS/Images/7c302018f9efa5325f13078fa9122ef4.png
K=63
wheatNum (63) = wheatNum(62) x 2
wheatTotalNum(63) = wheatNum(63) + wheatTotalNum (62)

K=62
wheatNum (62) = wheatNum(61) x 2
wheatTotalNum(62)= wheatNum(62) + wheatTotalNum(61)

K=2
wheatNum(2) = wheatNum(l) x 2

wheatTotalNum(2)= wheatNum(2) + wheatTotalNum (1)

K=1
wheatNum (1) = 1
wheatTotalNum(1)= 1





OEBPS/Images/6fa2685c16950eb451f7859a302b0d56.png
N O
9lei0 mie, 't,'r,'}
e





OEBPS/Images/338d103c76deac8b41aaf99b0530f439.png
A=0.7
1.0

0.8
0.6
P(x
() 0.4

0.2

0.0

x=0 x=1





OEBPS/Images/aaa51f2f00d3d37e213098ccff975fe0.png
CD(x,y) = argmax|x, - )|
i=1





OEBPS/Images/4bb0f292e1908b2f5a0207fae33cfb8f.png
[1.5 115 0 o]

S © © oo
S © © o O

X ocoo
©c o oo —

ol ~oco

[11111]





OEBPS/Images/7891eacbd00f91af6e636ceba380d272.png





OEBPS/Images/acc36f4c97e9fb781c2107faa118c08c.png





OEBPS/Images/e6b6bd9d03c7339b4f3cf938351e072f.png
51§
[P F?%
S SO

%
L%—f—bﬁ
1% e .

> %
¥ L
TF%<Z¢=;__,°

i
X 2 X
Bz





OEBPS/Images/15dfe12ae900df32fa8455c23416db19.png
ERE\ T RS
A
B
c

>

0.3

0.1
0.2

0.3
0.2





OEBPS/Images/200c1ff2ddb85cba008d472990d5a92e.png
S8, =SS, +S5,





OEBPS/Images/479b902c21334dc4e5ae9ca345a9d7bf.png
P(#87K) x P(xiang(9)mu(4) | #K) x P(FFL | #K) x P(kai(L)fa(1) | FFK) x P(ZEfF | FER) x P(shi(4) jian(4) | f¥)
= P(#87K) x 0.8x 0.015x 0.9 0.05x 0.85
= P(#87k) x 0.000459





OEBPS/Images/95a643e40bb201cad7fbf87cfa124af2.png





OEBPS/Images/6dd34f74dc197b145b51b17762810ef9.png
I
Ol -1

Bgr _+ 0 00

4:000-'- 00





OEBPS/Images/d57fe6d1f059c03842f1f802dc21dcf0.png
2 (% =%)(5-)

cov(x,y) =L





OEBPS/Images/1498f81d36ef32d0d8f39bf479f375b3.png
Gain(P,T)
Splitinformation(P,T)

GainRatio(P,T)=





OEBPS/Images/36e76b67f68430b206891a7477a8852f.png





OEBPS/Images/ec13c58692fe05cfdc012e8033520475.png
il,

v <l

n
an,j XXz j
X, +X,, e

us






OEBPS/Images/a3114fc60e8758520e234ee7c8b7a177.png
fo): (X + MAX) md Size
AN

Bk
A% o3 %) 69 il i AR





OEBPS/Images/2acceac163b442fb8adca1f91d58205d.png
PEARSON

T PO B LR

b FrEEHEHERRBR R«

71‘06&51”'/1/ and Statistics Foneson
(ZE3ZAR - SB4RR)

FOURTH BDITION

L % ”
N d

Morris H. DeGroot
Mark J. Schervish

OF LAY £

Chino Machine #ress






OEBPS/Images/2711f68f3aa6d9864aa9f5940559822a.png
Gain(P,T)= Entropy(P)— 2 “P“ Entropy (P )
veValue(





OEBPS/Images/1a02f2b98e36655ce83ea93ace91b332.png
scb

sch
df

sch
dfa

scb
dfa

sch
dfa
eh

scbh
dfa
ehg

mw

mw[a]=0.5 mw[b]=0.83 mw[c]=0.2 mw[d]=0.4
Hithmw=oo

mw([a]=0.5 mw[b]=0.3 mw[d]=0.4 mw[f]=0.6
mw[h]=1.0
Hithmw=o0o

mw[a]=0.5 mw[d]=0.4 mw[f]=0.4 mw[h]=1.0
Hittmw=o00

mw[a]=0.5 mw[f]=0.4 mw[h]=1.0
Hithmw=o0o

mw[a]=0.5 mw[h]=0.6 mw[e]=0.5
Hithmw=oo

mw[h]=0.6 mw[e]=0.5
Hithmw=co

mw[h]=0.6 mw[g]=0.6

mw[g]=0.6

EREAmwW
TE&

mw([c]=0.2

mw[c]=0.2 mw[b]=0.3

mw[c]=0.2 mw[b]=0.3
mw[d]=0.4

mw[c]=0.2 mw[b]=0.3
mw([d]=0.4 mw[f]=0.4

mw([c]=0.2 mw[b]=0.3
mw[d]=0.4 mw[f]=0.4
mwl[a]=0.5

mw[c]=0.2 mw[b]=0.3
mw[d]=0.4 mw[f]=0.4
mw([a]=0.5 mw[e]=0.5

mw[c]=0.2 mw[b]=0.3
mw([d]=0.4 mw[f]=0.4
mw[a]=0.5 mw[e]=0.5
mw[h]=0.6

mw[c]=0.2 mw[b]=0.3
mw[d]=0.4 mw[f]=0.4
mw[a]=0.5 mw[e]=0.5
mw[h]=0.6 mw[g]=0.6





OEBPS/Images/1d65c99d633db2c93ab9611879055d2f.png
FREIEAER (2=0.05))

B HARRECE (m) TEVEAKT: a=0.03)
(df) 1 2 3 4 5 o 3 9 10
n-m-1
1 | 161.448 | 199.500 | 215.707 | 224.583 | 230.162 | 233.986 | 236.768 | 238.883 | 240.543 | 241.882
2 18.513 | 19.000 | 19.164| 19247] 19.296] 19.330| 19.353] 19.371] 19.385| 19.396
3 10128 9552 9277 9.117] 9.013] s941| s8.887| 8845 s8.812] 8.786
4 7709] 6944 63591] 6388 6256] 6.163] 6.094] 6.041] 5999] 5.964
5 4876] as818[ 4772] 4735
6 5043 4757 4534 4387] 4284| 4207] 4147 4.099] 4.060
7 4737 4347] a120] 3.972] 3866] 3787 3.726] 3.677] 3.637
8 3.500] 3.438] 3388] 3347
9 3203 3230] 3.079] 3.137
10 3.035] 3.072] 3.000] 2978
11 3982 3587 3357] 3.204] 3.095 2.948] 2.896] 2.854
12 3.885] 3.490] 3259] 3.106] 2996] 2.913] 2.849] 2.796] 2753
13 3806 3411 3.79] 3.025] 2915 2832 2767] 2714] 2.671
14 3739 3344 312 2958] 2.848] 2.764] 2.699] 2.646] 2.602
15 4543 | 3.682| 3.287] 3.056] 2901 2.790] 2.707] 2.641] 2.588] 2.544
16 4494 3.634| 3239 3.007| 2852 2741| 2657] 2591 2.538] 2494
17 4451 3592 3197 2965| 2.810] 2.699] 2.614] 2548] 2.494] 2.450
18 4414 3555| 3.a60| 2928 2773| 2661 2577| 2510 2456] 2412
19 4381 | 3522 3.027] 2895| 2740 2.628] 2.544| 2477] 2423] 2378
20 4351 3.493| 3.098] 2866| 2711 2.599] 2.514| 2.447] 2393] 2348
21 4325 3467] 3072 2840 2685| 2573 2488] 2420] 2366 2321
2 4301 | 3.443| 3049 2817] 2661 2.549] 2.464| 2397] 2342] 2297
23 4279| 3422 3008 2796| 2640 2.508] 2.442| 2375] 2320 2275
24 4260 3.403| 3009 2776] 2.621] 2508] 2.423] 23s55] 2300] 2255
25 4242| 3385| 2991| 2759| 2.603| 2490| 2.405| 2337] 20282] 2236
26 4205| 3369| 2975 2743| 2587| 2474| 2388| 2321] 2265 2.220
27 4210 3354| 2960| 2728| 2572 2459| 2373] 2305| 2250] 2.204
28 4.196| 3340| 2947] 2714| 2558 2445 23s9] 2201 2236] 2.190






OEBPS/Images/cec108337be5ebda0688a462ca6174d3.png
2Nk ) B A

(%) Kenneth H. Rosen # /il Ml SR #%

Discrete Mathematics and Its Appludtlons

Seventh Edition

Kenneth H. Rosen

Discrete

Mathematics
and its

Applications

() MHI W

China Machine Press





OEBPS/Images/3ddf14c68080668c4708ce7686fdf6bb.png
P(x1y)x P(y) = P(x,y)= P(y,x) = P(y| )X P(x)
Pyl x)x P(x)

PED="00





OEBPS/Images/3c609b28d11f54aca4bef3a1a4fee425.png
P(qld)= Pk, ky kyyk, 1d)= P(k 1) X P(K, 1 ks d) X PUky 1y Ky d) X X PUR, LKy K,

d)





OEBPS/Images/cc4c24e6bcad099ba10da876bcc7dc80.png
RotRAZIRE 402 Pan & B zinlais Ay

Ak 2ot AR,
Yoitia Bt iR 5554 ¥ 2





OEBPS/Images/d2557135791fa78f7aedda48655f4d4b.png
-’
! EXP(— 20_2
PO oo





OEBPS/Images/9ba972f056dba7af6c354c9da2b4a92b.png
k=1





OEBPS/Images/831a21f9b78035c931e309c5340f83d3.png
(3,4)

h o R E25E

Ly R I3





OEBPS/Images/67af95da3cdbbefc0bd523ca72401566.png
Cosine(X,Y)=






OEBPS/Images/ee64ccb5d09434d6ddfd5c65d376b731.png
i1l RiE-Eb B 238y WHe-vonu | R

BRE | HE & i .
foen TR R o8 3
%%y | R 3 hepn §
L8 T ES 3 TR
'R EHRRS N [ ALER B





OEBPS/Images/a4f825e11682254b82664b2b604dfe99.png
0.500 0.790
0.863 0.096
0074 1014

0

0.566

0.496
0
1010
0.896

1.786
0.959
2.098
1462

1.786
0.959
2.098
1.462

1.786
0.959
2.098
1.462

0.280 0442
0.900 0.100
0.035 0.483

0

0.387

0.278
0
0482
0.613





OEBPS/Images/62238375a3368a27a02121a0a90f131c.png





OEBPS/Images/0146216ee5bfe95078a09f71793c29cf.png
KRR

B RN :
ZHERG

®

SR L2 E
%7 845





OEBPS/Images/3f511029ebac9c61d131b3da5d89c7cb.png
P()= 3 P(x.y)





OEBPS/Images/e42f6d5462f6071035d283243b2e2921.png
P(x=K)=1,





OEBPS/Images/6f3adc494c1cc645b102e82ec8c10436.png
B3t %31 Fofl i





OEBPS/Images/4c1a752920ced8351cd9dbe22d70d92e.png
USP=US*X=

0.500 0.790
0.863 0.096
0074 1014

0 0566

1
0482
0.671

0

0.496
0
1.010
0.896

0482 0.671

1
0
0

0
1
0.644

0

0
0.644

1

0.11 020 00
081 00 00
00 088 0.74
00 00 042





OEBPS/Images/a9e568ed8be1d444a36ff9caa0d3a7d6.png
—iP(e,)xlogzP(cj)+P(fi)><zn:P(c/ | Df,)xlog, P(c, IDfi)+P(]_”i)><zn:P(c/ |Df;)xlog, P(c,|Df)

J=1 J=1 J=1





OEBPS/Images/061e49cc597fe8e673194775a445981b.png
P P{7)<Ple)<P(e)

Nx(P(f.e,)xP(F.2)~P(£e) < P(c,))





OEBPS/Images/bb3e94941f6ebf6c42412e27f583a4f1.png





OEBPS/Images/2ddc326bf31d35fb756c2e8eb67a9090.png
1. REEF
BEHERZAQORYN, TolReRIELTA, thalkERZN7TH.
REMBRE—TBERREEMN. £3FP, RECIURAREE
B, web@RiZ2Pa[LARAEN N .

2. AIRER

PNEEa0b, MBENPRUEERnRRINRIESE,
MABILAR, afibX THEmEIR. BRZEHLMZRX
o

3. RARDBMETIGH H K

B RIZES A LANGH SR
ARzt & RE XA,
MRFEIEKENGAA, B
BAFE—BRKERNR L.

"W - BERF ANNEEMR





OEBPS/Images/7e2bc07ed4e8b67db3cbe78d68c97cf5.png
S [0-60)  [60-70) [70-80) [80-90) [90-100]
B4 10% 5% 15% 15% 5%
pogc 5% 5% 10% 15% 15%





OEBPS/Images/ad67615138588d2d070930a0e3da8463.png
}

00100
1 0100
1 00 00
0 00O0O
01000





OEBPS/Images/af95fcb82d743ba99aa98a5d038963d8.png
Bl

g

1451
1

=]
0.72

157
0.97

R
1.58

i
0.88





OEBPS/Images/7490e782bd4a72c5c55bd42469967dde.png
P(clo)=P(clf, f) (c1£)xP(clf,)

(flc L‘ (f|L‘)XP
) P(£)





OEBPS/Images/d1b469a6e6f8d15760e7f9154883e165.png
keyword, AND keyword, AND ... AND keyword,





OEBPS/Images/6ea211ad6ed1f14b014714d5cda1d3ad.png





OEBPS/Images/22ae1fef42c6c08f618073cbd3664ceb.png
F147 WNCEMEER (T)

1. RBEHSRKRNELEMN, BRHAEREHBHRELN,
P, 2DBRFHAMBILHRFIEX FIEHRBMEK, R LHEHIEE
HRIHE, LERARNENEN. WEl ELARRImYit
SRTARTABNT EMARER, KEREZRRNEL.

2. [[EMARRNERALEARS, tLAEalUEMmENK
BIEEEBA PR ERIE. 3 —THAEBANIRSE
RENRECIREESHMRETETE. T
RBREREREIATERNKZRATSE, &Kol
LR F K EERNETITR R, HiRBARBN
TRENG I, ZIHMETBERENA
FHRCPUTHE,

BH - B RANNEEMR





OEBPS/Images/8d5c21a59e222f16983ecb0721444472.png
SR

B

0%

1.67%

1.67%

1.67%

5%

0%






OEBPS/Images/fd4eaf5441a619c2d243755cc5a83d37.png
0
-86
-56

1
010
001

-56

2
0 -2 0 172
0 0 1

}l

0
1

0
0—%0
0

1
0

|





OEBPS/Images/58b43f9ee587084e17080cf93aa2897a.png
N Ok W

ID1t12/), Bkt
otk12/h, Bkito
42125, BkiL12
42133 K, BkiE33
42Fn4248 %, RE42
12801044, BkiT104
128Fu1284H %, R 128






OEBPS/Images/d8aa2e0cad80ae1c9b1a53b7e4cd9750.png





